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基于物理引导长短期记忆-物理信息神经网

络的磨煤机出口温度预测方法 

邱天，王兴宇，张得海 

（华北电力大学控制与计算机工程学院，北京  102206） 

［摘 要］【目的】针对磨煤机出口温度预测中数据驱动模型难以同时兼顾预测精度与能量平衡物理

一致性的问题，提出一种融合磨煤机物理先验的出口温度预测方法，以提高预测结果的准

确性和物理合理性。【方法】以某 350 MW 燃煤机组 MPS 型中速磨煤机运行数据为基础，

构建物理引导长短期记忆 -物理信息神经网络（ Physics-Guided Long Short-Term 

Memory-Physics-Informed Neural Network，PG-LSTM-PINN）。模型构造风煤比和热风占

比以表征风煤匹配及冷热风混合状态，利用工况差异修正时间注意力，在长短期记忆网络

（Long Short-Term Memory，LSTM）遗忘门中引入热惯性衰减因子，并依据能量平衡关系

构造物理损失。通过模型对比、物理一致性评价、消融、小样本和物理损失权重敏感性实

验评价模型性能。【结果】PG-LSTM-PINN 的 R²为 0.981 1，均方根误差（Root Mean Square 

Error，δRMSE）和平均绝对误差（Mean Absolute Error，δMAE）分别为 0.078 2 ℃和 0.061 1 ℃，

相比 LSTM 分别降低 50.69%和 52.41%；物理残差均方根误差 δRMSE,p和物理残差平均绝对

误差 δMAE,p分别为 21.35 kJ/s 和 16.23 kJ/s。消融实验中，移除任一物理引导模块后，预测

误差和物理残差均增大；小样本实验中，PG-LSTM-PINN 在各训练比例下均保持较低预测

误差；物理损失权重敏感性实验中，η=1.301 3×10⁻⁹时 δRMSE最低。【结论】所提方法能够

提高磨煤机出口温度预测精度，减小能量平衡物理残差，并改善训练数据较少条件下的预

测表现。 

［关 键 词］中速磨煤机；长短期记忆网络；物理信息神经网络；注意力机制；能量平衡 
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Coal Mill Outlet Temperature Prediction Method Based on Physics-Guided 

Long Short-Term Memory-Physics-Informed Neural Network 

Qiu Tian, Wang Xingyu, Zhang Dehai 

(School of Control and Computer Engineering, North China Electric Power University, Beijing 102206, China) 

Abstract: [Objective] Data-driven models for coal mill outlet temperature prediction often have difficulty 

maintaining high prediction accuracy while also satisfying the physical requirement of energy balance. This study 

proposes an outlet temperature prediction method that incorporates physical priors of the coal mill, with the aim of 

improving both the numerical accuracy and the physical consistency of the prediction results. [Methods] 

Operating data from an MPS medium-speed coal mill in a 350 MW coal-fired generating unit were used to 

construct a Physics-Guided Long Short-Term Memory-Physics-Informed Neural Network (PG-LSTM-PINN). 

The method introduces the air-coal ratio and hot-air ratio to represent the matching relationship between primary 

air and coal feed and the mixing state of hot and cold air. Differences between operating conditions are then used 
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to correct the temporal attention mechanism so that historical information is weighted according to its relevance to 

the current condition. A thermal-inertia decay factor is embedded in the forget gate of the Long Short-Term 

Memory (LSTM) network to represent the dynamic influence of the mill thermal process on state updating. In 

addition, a physical loss is constructed from the energy-balance relationship and incorporated into model training. 

Model comparison, physical-consistency evaluation, ablation experiments, reduced-training-data experiments, and 

physical-loss-weight sensitivity experiments were conducted to evaluate the contribution and effectiveness of the 

proposed method. Together, these experiments evaluate prediction accuracy, energy-balance physical consistency, 

and performance with limited training data. [Results] PG-LSTM-PINN achieved a coefficient of determination 

(R²) of 0.981 1, a root mean square error (δRMSE) of 0.078 2 °C, and a mean absolute error (δMAE) of 0.061 1 °C. 

Compared with LSTM, its δRMSE and δMAE were reduced by 50.69% and 52.41%, respectively. The 

physical-residual root mean square error (δRMSE,p) and physical-residual mean absolute error (δMAE,p) were 21.35 

kJ/s and 16.23 kJ/s, respectively. In the ablation experiments, removing any physical-guidance module increased 

both the prediction error and the physical residual, indicating that each module contributed to the overall 

performance of the complete model. In the reduced-training-data experiments, PG-LSTM-PINN maintained 

relatively low prediction errors at all tested training proportions. The sensitivity analysis of the physical-loss 

weight showed that the lowest δRMSE was obtained when η was 1.301 3×10⁻⁹. [Conclusion] The proposed 

PG-LSTM-PINN integrates operating-condition representation, temporal information weighting, thermal-inertia 

modeling, and energy-balance constraints within a unified prediction framework. The results show that it can 

improve the accuracy of coal mill outlet temperature prediction, reduce the energy-balance physical residual, and 

provide better prediction performance when the amount of training data is limited. 

Key words: medium-speed coal mill; long short-term memory network; physics-informed neural network; 

attention mechanism; energy balance 

磨煤机是燃煤机组制粉系统的关键辅机，其运

行状态直接影响锅炉燃烧稳定性和制粉系统安全。

对于直吹式制粉系统，出口温度是表征磨内热工状

态的重要参数：温度过高会增大煤粉着火和自燃风

险，过低则可能造成原煤干燥不足，影响煤粉输送

和燃烧效率。准确预测出口温度有助于保障制粉系

统稳定运行[1]。 

现有研究包括机理建模、数据驱动和物理信息

融合。机理建模方面，Gao 等[1]和 Li 等[2]分别建立

含质量、能量守恒及传热、水分过程的磨煤机模型；

王朝阳等[3]研究制粉系统扰动与变负荷控制；景峥

等[4]构建灰箱模型分析关键运行因素。随着分散控

制系统（Distributed Control System，DCS）和历史

数据库完善，Pullanikkattil 等[5]验证了现场数据用于

出口温度预测的可行性；牛玉广等[6]表明深度时空

模型能够利用磨煤机历史多变量信息。物理信息融

合方面，物理信息神经网络（Physics-Informed 

Neural Network，PINN）将控制方程或物理先验引

入训练。吴婷婷等[7]以质量和能量守恒约束磨煤机

机理模型参数及中间变量辨识；邓志平等[8]、胡溆

昂等[9]分别将物理约束用于生物质气化产物分布和

锅炉燃烧 NOx浓度预测；Zhang 等[10]将换热、热惯

性和能量平衡先验引入双向长短期记忆网络

（Bidirectional Long Short-Term Memory，BiLSTM）

进行供热负荷预测。 

基于上述分析，本文提出物理引导长短期记忆

- 物 理 信 息 神 经 网 络 （ Physics-Guided Long 

Short-Term Memory-Physics-Informed Neural 

Network，PG-LSTM-PINN）磨煤机出口温度预测方

法，以长短期记忆网络（Long Short-Term Memory，

LSTM）为预测主体。与已有研究相比，吴婷婷等[7]

主要利用质量与能量守恒约束开展磨煤机动态机

理模型参数及中间变量辨识，Zhang 等[10]面向供热

负荷预测构建融合热工先验的 BiLSTM 模型；经典

PINN[11]主要面向连续控制方程的正、反问题，通常

利用自动微分计算方程导数。本文针对 MPS 型中

速磨煤机离散运行序列的出口温度预测，将风煤匹

配、冷热风混合、热惯性及能量平衡等物理先验分

别融入输入表征、历史信息加权、循环状态更新和

训练约束，并采用相邻预测值前向差分构造离散时

序物理残差。采用某 350 MW 燃煤机组现场运行数

据开展模型对比、物理一致性、消融、小样本及物

理损失权重敏感性实验，验证所提方法的有效性。 

1 基于 PG-LSTM-PINN 的出口温度预

测模型 

1.1 模型总体结构 

磨煤机出口温度受风煤匹配、冷热风混合、热

惯性和能量平衡等过程影响。为利用先验，构建以

Hochreiter和Schmidhuber[12]提出的LSTM为主体的
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PG-LSTM-PINN，参考 Raissi 等[11]的 PINN 思想，

将物理知识嵌入输入表征、历史信息加权、状态更

新和训练目标，架构见图 1。 

 

 

图 1 PG-LSTM-PINN 磨煤机出口温度预测模型整体架构 

Fig.1 Overall Framework of the PG-LSTM-PINN Model for Coal Mill Outlet Temperature Prediction 

模型以 6 个运行变量及历史出口温度构成 7 个

基础输入通道，加入风煤比 α和热风占比 ρ后为 9

通道输入；根据两项物理特征的工况差异修正时间

注意力，加权后输入 LSTM，在遗忘门引入等效热

惯性衰减因子；最后将预测出口温度代入能量平衡

关系构造物理残差，与数据损失组成训练目标。与

仅在训练目标中附加物理约束不同，本文将磨煤机

物理先验贯穿输入特征构造、历史信息加权、LSTM

状态更新和损失函数设计。 

1.2 物理特征构造 

原始变量难以直接表征一次风与给煤量的匹

配，故构造风煤比 α： 

 air

c

W

W
   (1) 

式中：α为风煤比，无量纲；Wair为一次风质量流量，

kg/s；Wc为给煤量，kg/s。 

α 表示单位给煤量对应的一次风供给水平，用

于表征一次风与给煤负荷的匹配状态。 

一次风总量相近时，冷热风比例仍影响入口携

热能力，故结合通道最大流量构造热风占比 ρ： 

 H H,max

H H,max L L,max

U W

U W U W
 


 (2) 

式中：ρ 为热风占比，无量纲；UH 和 UL 分别为热

风门和冷风门开度，%；WH,max 和 WL,max 分别为热

风通道和冷风通道最大质量流量，kg/s。WH,max 和

WL,max 属于机理模型关键动态参数，其辨识结果在

算例分析中给出。 

α 和 ρ 分别表征风煤匹配和冷热风混合，由基

础变量构造，既作为增强输入，也用于度量历史工

况差异。 

1.3 物理修正时间注意力机制 

注意力机制[13]按历史特征相关性分配权重，但

相似特征未必对应相同工况。为减少工况混合，引

入由风煤比 α和热风占比 ρ构造的工况距离。 

设历史窗口长度为 l，增强输入线性映射为查

询 Q、键 K 和值 V，时间步 i 对 j的普通注意力分数

为： 

 
k

T

i j

ij

q k
S

d
  (3) 

式中：Sij为普通注意力分数；qi和 kj分别为时间步

i的查询向量和时间步 j的键向量；dk为键向量维数。 

为消除量纲和尺度影响，对 α 和 ρ 作 Z-Score

标准化，标准化参数仅由训练集计算；标准化后仍

记为 α和 ρ。时间步 i和 j的物理工况距离为： 

 
ij i j i jD        (4) 

式中：Dij 为物理工况距离；αi、αj 和 ρi、ρj 分别为

两个时间步的风煤比和热风占比；γ 为热风占比差

异调节系数。 

以工况距离修正注意力分数： 

 ij ij ijS S D

   (5) 

式中：Sij
'为物理修正后的注意力分数；β 为物理修

正强度系数。 

经 Softmax 归一化得到注意力权重： 

 

1
)

exp

e p

( )

(x

ij

ij l

imm

S
A

S










 (6) 

式中：Aij 为时间步 i 对时间步 j 的注意力权重；m

为归一化求和索引。 

加权值向量得到输出特征： 
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1 j

l

ijji Az v


  (7) 

式中：zi为时间步 i 经物理修正时间注意力融合后的

特征向量；vj为时间步 j 对应的值向量。 

各时间步输出组成特征序列： 

  1 2, , , lZ z z z  (8) 

式中：Z 为历史特征序列。注意力分数、物理工况

距离、调节系数和注意力权重均无量纲；查询、键、

值、特征表示、网络权重和偏置为网络内部量，不

对应具体物理量。 

由式（4）和式（5）可知，工况越近，距离惩

罚越弱，模型越倾向利用相近工况的历史信息；输

出序列送入 LSTM。 

1.4 热惯性遗忘门 

LSTM 通过门控学习长期依赖[14]，但标准遗忘

门未显式反映磨内物料和金属蓄热引起的热状态

衰减。为此引入等效热惯性衰减因子，时间步 t 的

标准遗忘门为： 

   1,std ff -,t t tf W z h b   (9) 

式中：ft,std为无量纲标准遗忘门；σ(·)为 Sigmoid 函

数；zt和 ht-1分别为当前输入特征和上一时步隐藏状

态；Wf、bf为权重矩阵和偏置。 

等效热惯性衰减因子定义为： 

 m

m

=exp
t




 
 






 (10) 

式中：θm为等效热惯性衰减因子，无量纲；Δt为采

样间隔，取 1 s；τm为可学习等效热惯性时间尺度参

数，s。 

训练过程中采用正值参数化保证 τm>0。 

热惯性遗忘门定义为： 

 ,phy ,std mt tf f   (11) 

式中：ft,phy 为无量纲热惯性遗忘门；⊙为逐元素乘

法，即标准遗忘门各维元素与热惯性衰减因子相

乘。 

ft,phy在 LSTM 单元内部替代标准遗忘门参与细

胞状态更新，其余门控结构保持不变。 

1.5 基于能量平衡的物理损失函数 

在数据损失基础上引入物理损失，以约束预测

结果满足能量平衡。集总模型的磨内蓄热变化率等

于输入与输出总热流率之差： 

   out

mix c pf metal in out

d

d

T
c M M M Q Q

t
     (12) 

式中：cmix 为磨内煤与金属混合物等效比热容，

kJ/(kg·℃)；Mc、Mpf、Mmetal分别为磨内原煤、煤粉

和参与换热金属质量，kg，其中 Mmetal 为机理模型

关键动态参数，辨识结果见算例分析；Tout、
outd

d

T

t
分

别为出口温度及变化率，单位为℃、℃/s；Qin、Qout

为输入、输出总热流率，kJ/s。 

输入总热流率为一次风、原煤、磨煤机做功、

密封风和漏入冷风热流率之和： 

 air rc mac sealin leQ Q Q Q Q Q      (13) 

式中：Qair、Qrc、Qmac、Qseal、Qle 分别为一次风、

原煤、磨煤机做功转化、密封风和漏入冷风热流率，

均为 kJ/s。输出热流包括出口一次风与密封风带出、

设备散热、水分蒸发和煤粉升温。将预测 outT̂ 代入

相关项，得到 outQ̂ ： 

 

out out out seal air loss

p,v out w rc

ar
outc pf r

in

c

c

ˆˆ (1 )

ˆ ˆˆ(2 500 )

100
( )

ˆ

100
ˆ

c T K W K Q

MW c T c

T

Q

T

M
W Tc

  










  

 (14) 

式中： outQ̂ 为预测输出总热流率； outĉ 为出口湿空气

比热容； outT̂ 为预测出口温度；Kseal、Wair、Kloss 和

Qin分别为密封风系数、一次风流量、设备散热系数

和输入总热流率； M̂ 为煤中蒸发水分质量分数；

Wc 为给煤量； p,vĉ 、cw、Trc、Mar 和 pfĉ 分别为水蒸

气定压平均比热容、水比热容、原煤温度、收到基

煤全水分和煤粉比热容。 outQ̂ 单位为 kJ/s； outĉ 、 p,vĉ 、

cw和 pfĉ 单位均为 kJ/(kg·℃)； outT̂ 和 Trc单位均为℃；

Wair和 Wc单位均为 kg/s；Kseal和 Kloss无量纲；Mar

单位为%； M̂ 为 0～1 形式的无量纲质量分数；

常数 2 500 为水的近似汽化潜热，单位为 kJ/kg。带

帽变量表示预测值或由预测出口温度计算的温度

相关量。式（13）和式（14）的热流率分项参考

Gao 等[1]，关键动态参数依据现场数据重新辨识。 

同一连续运行段内，对相邻预测起点的出口温

度预测值作前向差分，近似变化率： 

 
   out outoutd ˆˆˆ

d

T

t

t t T tT

t

 





 (15) 

式中：t为时间，s；Δt为采样间隔，取 1 s；两预测

值均为℃，差分变化率为℃/s。经典 PINN 通常利

用自动微分（automatic differentiation，AD）计算连

续控制方程导数[11]；本文针对 LSTM 离散序列，以

式（15）一阶前向差分近似式（12）的时间导数。

差分仅在同一连续运行段内构造，使用相邻预测起

点的模型预测值，不使用预测时刻之后的实测出口
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温度。 

将式（14）的预测输出总热流率、式（15）的

温度变化率及同一目标时刻的输入总热流率和辅

助状态量代入式（12），构造物理残差： 

out

phy mix c pf metal outin 
ˆ

ˆ( ) -
d

d

T
r c M M M Q Q

t
     

  (16) 

式中：rphy为能量平衡物理残差，单位为 kJ/s，其余

符号含义同前。 

数据损失为： 

  1

*

,

*

dat

2

out ut,a o

1 ˆN

n nn
L TT

N 
   (17) 

物理损失为： 

 
2

phy ph ,1 y

1 N

nn
L r

N 
   (18) 

总损失为： 

 data phyL L L   (19) 

式中：N 为式（17）和式（18）的有效样本数；Tout,n
*

和
,

*

out
ˆ

nT 分别为第 n 个样本标准化后的实测标签和

预测值，均为无量纲量；rphy,n为能量平衡物理残差；

η为物理损失权重。 

训练时，Ldata由标准化出口温度计算，为无量纲量；

计算 Lphy前先将预测温度反标准化，再代入能量平

衡方程。rphy 单位为 kJ/s 且未额外归一化，故 Lphy

和 η的单位分别为(kJ/s)²和(kJ/s)⁻²；η用于量纲转换

和两项损失的数值尺度平衡。 

上述设计从特征、结构和损失三层嵌入物理先

验，符合物理信息机器学习的基本思路[15-17]。 

2 算例分析 

2.1 数据来源与实验设置 

研究对象为某 350 MW 燃煤机组 MPS 型中速

磨煤机，数据覆盖 2017 年 11 月 1—15 日，包括

A1—A13 共 13 个独立运行段，采样间隔为 1 s。输

入为冷、热风阀门开度 UL、UH，给煤量 Wc、一次

风流量 Wair、磨煤机电流 I、入口一次风温度 Tin及

历史出口温度，预测下一采样时刻实测出口温度。 

机理模型参考 Gao 等[1]的 MPS 动态模型。通用

参数依据文献和设备资料，关键动态参数由现场数

据重新辨识；采用 MATLAB 参数估计器，以一次

风流量、磨煤机电流和出口温度三项输出误差平方

和为目标，辨识后模型结构与参数固定，结果见表

1。 

表 1 磨煤机机理模型参数辨识结果 

Tab.1 Parameter Identification Results of the Coal Mill 

Mechanistic Model 

物理含义及符号 辨识值 单位 

冷一次风通道最大流量 WL,max 40  kg·s⁻¹ 

热一次风通道最大流量 WH,max 90.656  kg·s⁻¹ 

一次风流量动态环节惯性时间常数 T1 10.6  s 

入口一次风温度动态环节惯性时间常数 T2 4.098  s 

原煤向煤粉转化系数 Kconv 0.6 s⁻¹ 

煤粉流出系数 Kpf 0.081 — 

煤粉质量电流比例系数 K1 0.18 — 

原煤质量电流比例系数 K2 0.3 — 

电流常数项 K3 19.859 — 

参与换热金属质量 Mmetal 5 099.8  kg 

注：“—”表示原始文献未给出明确单位，本文沿用其参数定义，不

表示无量纲。 

机理模型参数仅用 A1 运行段辨识；A3 仅用于

独立动态校核，不参与辨识、调整或校正，并固定

使用 A1 参数。A3 时间范围为 2017 年 11 月 2 日

19:20:00—21:39:59，采样间隔 1 s，共 8 400 个采样

点。一次风流量 Wair、磨煤机电流 I 和出口温度 Tout

的 R²分别为 0.827 3、0.790 1和0.851 2，δRMSE分别

为 1.532 1 kg/s、1.798 1 A和1.111 4 ℃，δMAE分别为

1.023 1 kg/s、1.344 4 A和0.872 3 ℃。机理模型能够

反映主要可测输出的动态变化，但对局部波动仍存

在偏差。 

各运行段独立驱动机理模型，磨内原煤量 Mc

和煤粉量 Mpf 初值均为 0，段间不传递状态。各段

采用相同长度的预设段首数据预热，以减小零初值

瞬态影响；预热区间及异常值、缺失值均不用于样

本构造。预热后，辅助状态沿段内时间顺序前向递

推。A12 和 A13 固定采用 A1 辨识参数，不重新辨

识、调整或校正；测试段辅助状态和物理项不使用

预测目标时刻及其后的实测出口温度。变量及单位

见表 2。 

表 2 磨煤机出口温度预测数据集主要变量及单位 

Tab.2 Main Variables and Units of the Coal Mill Outlet 

Temperature Prediction Dataset 

变量及符号 单位 变量及符号 单位 

热风阀门开度 UH % 风煤比 α 无量纲 

冷风阀门开度 UL % 热风占比 ρ 无量纲 

一次风流量 Wair kg·s⁻¹ 磨内原煤量 Mc kg 

给煤量 Wc kg·s⁻¹ 磨内煤粉量 Mpf kg 

磨煤机电流 I A   

入口一次风温度 Tin ℃ 磨煤机出口温度 Tout ℃ 

加入风煤比 α和热风占比 ρ后，输入由 7 通道
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扩展为 9 通道；Mc和 Mpf用于计算物理损失和物理

一致性指标。 

模型基于 Python 3.10.13、PyTorch 2.6.0 和

CUDA 12.4 实现，平台配置 16 GB 内存和 NVIDIA 

GeForce GTX 1650 显卡。采用自适应矩估计

（Adaptive Moment Estimation，Adam）优化，最多

训练 100 轮并早停。采用 Optuna[18]和树结构 Parzen

估计（Tree-structured Parzen Estimator，TPE）[19]

寻优；η 在 10⁻¹¹～10⁻⁶范围按对数尺度采样，与其

他超参数共同进行 30 次 Optuna-TPE 试验，以 A12

验证集出口温度 δRMSE 为目标，A13 测试集不参与

超参数选择，仅用于最终评价。除无需训练的持久

性预测外，各学习模型及实验配置均独立运行 5 次，

评价指标为 5 次实验结果的平均值。主要参数见表

3。 

表 3 模型训练参数与超参数设置 

Tab.3 Training Parameters and Hyperparameter Settings 

参数名称 取值 

最大训练轮数 100 

批量大小 256 

学习率 1.747 2×10⁻³ 

LSTM 隐藏层维度 128 

LSTM 层数 1 

热惯性时间尺度初值 10.703 0 

物理损失权重 η 1.301 3×10⁻⁹ 

热风占比差异调节系数 γ 3.407 8 

物理修正强度系数 β 4.845 1 

2.2 数据预处理与评价指标 

检查各运行段的缺失值、时间戳和测量异常，

清洗后得到 215 280 个有效时间点，不跨段插值或

构造样本。 

按式（1）和式（2）构造风煤比 α和热风占比

ρ，并将输入、辅助状态及出口温度按时间对齐。

A1—A11、A12 和 A13 分别为训练、验证和测试集，

有效时间点数依次为 164 340、19 440 和 31 500，

分别用于参数学习、选择与早停及性能评价。 

输入和预测目标采用 Z-Score 标准化，均值与

标准差仅由训练集计算并用于验证集和测试集。设

x 为待标准化变量： 

 *

x

xx
x






  (20) 

式中：x和 x*分别为标准化前、后变量， 

x*无量纲；μx和 σx分别为训练集对应变量的均值、

标准差。 

预测结果反标准化为具有实际单位的出口温

度： 

 
*

out out
ˆ ˆ

TTTT    (21) 

式中： *

outT̂ 和 outT̂ 分别为标准化空间和反标准化后的

出口温度预测值，Tout 单位为℃；μT和 σT分别为训

练集出口温度标签的均值、标准差。 

各独立数据段内以 60 s 历史窗口构造样本，训

练、验证和测试集分别得到 163 680、19 380 和 31 

440 个监督样本，共 214 500 个，见表 4。表 4 时间

范围为原始记录范围。 

表 4 数据集划分 

Tab.4 Dataset Partition 

数据集 包含数据段 样本数 时间范围 

训练集 A1—A11 163 680 
2017-11-01 12:00:00— 

2017-11-12 04:09:59 

验证集 A12 19 380 
2017-11-12 06:00:00— 

2017-11-12 11:24:59 

测试集 A13 31 440 
2017-11-15 05:20:00— 

2017-11-15 14:09:00 

模型从预测精度和能量平衡物理一致性两方

面评价。预测精度采用决定系数 R2、均方根误差

（Root Mean Square Error，δRMSE）和平均绝对误差

（Mean Absolute Error，δMAE）[20]： 

 
 

 

2

2 1

2

1

R
ˆ

1

N

i ii

N
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
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





 (22) 

  
2

RMSE 1

1
ˆ= i

N
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N

y
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  (23) 

 
1MAE

1
ˆ| |

N

i ii
y y

N



   (24) 

式中：yi 和 ˆ
iy 分别为测试集实测和预测出口温

度，℃； y 为测试集标签均值，℃；N 为有效预测

点数。R2无量纲，δRMSE和 δMAE的单位均为℃。 

物理一致性采用物理残差均方根误差 δRMSE,p

和物理残差平均绝对误差 δMAE,p评价。δRMSE,p对较

大残差更敏感，δMAE,p 反映绝对残差平均水平；指

标越小，能量平衡满足程度越高。 

 
1RMSE,p p

2

,hy

1
=

N

ii
r

N


  (25) 

 MAE,p phy,1

1
| |

N

ii
r

N



   (26) 

式中：N 为物理残差数量；rphy,i为第 i 个预测点的能

量平衡物理残差，kJ/s；δMAE,p和 δRMSE,p的单位均为

kJ/s。评价不跨运行段边界，仅使用相邻预测值均
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存在的位置。 

2.3 预测性能分析 

选取支持向量回归（Support Vector Regression，

SVR）、随机森林（Random Forest，RF）、极端梯

度提升（Extreme Gradient Boosting，XGBoost）、

多层感知机（Multilayer Perceptron，MLP）、LSTM

（7 通道）、LSTM（9 通道）、BiLSTM 和长短期

记 忆 - 物 理信 息神 经网 络（ Long Short-Term 

Memory-Physics-Informed Neural Network ，

LSTM-PINN）进行对比，各模型采用相同的数据划

分、历史窗口、下一采样时刻预测目标和预处理流

程。LSTM（7 通道）使用 7 个基础输入通道，LSTM

（9 通道）在相同网络结构和训练设置下增加风煤

比 α和热风占比 ρ。另设持久性预测，以当前时刻

实测出口温度预测下一采样时刻，表示为

o u t , 1 o u t ,
ˆ

t tT T  ，间隔 1 s；结果见表 5。 

表 5 不同模型的预测性能对比 

Tab.5 Prediction Performance Comparison of Different 

Models 

模型 R2 δRMSE/℃ δMAE/℃ 

持久性预测 0.923 3 0.157 5 0.125 3 

SVR 0.775 6 0.268 4 0.186 2 

RF 0.812 0 0.245 6 0.184 8 

XGBoost 0.858 9 0.213 7 0.164 6 

MLP 0.901 6 0.178 4 0.148 6 

LSTM（7 通道） 0.922 6 0.158 6 0.128 4 

LSTM（9 通道） 0.931 2 0.149 5 0.121 5 

BiLSTM 0.930 4 0.150 4 0.122 4 

LSTM-PINN 0.948 1 0.129 5 0.106 1 

PG-LSTM-PINN 0.981 1 0.078 2 0.061 1 
 

持久性预测的R2、δRMSE和 δMAE分别为 0.923 3、

0.157 5 ℃和 0.125 3 ℃，略优于 LSTM（7 通道），

表明 1 s 单步预测中出口温度具有较强的短时连续

性。由表 5 可知，深度学习模型总体优于传统机器

学习模型，说明历史时序信息有助于提高预测精

度。LSTM（9 通道）较 LSTM（7 通道）的 δRMSE

和 δMAE分别降低 5.74%和 5.37%，说明风煤比 α和

热风占比 ρ 提供了有效的工况信息；BiLSTM 的

δRMSE和 δMAE较 LSTM（7 通道）有所降低。进一步

引入物理先验后，LSTM-PINN 的 δRMSE和 δMAE降

至 0.129 5 ℃和 0.106 1 ℃，PG-LSTM-PINN 进一步

降至 0.078 2 ℃和 0.061 1 ℃，R²达到 0.981 1；较

LSTM（7 通道）、LSTM-PINN 和持久性预测，其

δRMSE 和 δMAE 分 别 降 低 50.69%/52.41% 、

39.61%/42.41%和 50.35%/51.24%。 

图 2 和图 3 选取 A13 测试集同一连续 25 min

典型片段，共 1 500 个采样点，按照同时覆盖相对

平稳和明显动态变化过程的原则非随机选取。前

800 点为相对平稳区间，PG-LSTM-PINN 的 δRMSE

和 δMAE分别为 0.063 0 ℃和 0.045 0 ℃；后 700 点为

明显动态变化区间，分别为 0.092 0 ℃和 0.071 0 ℃。

由图 2 和图 3 可知，传统机器学习模型能够反映总

体变化趋势，但预测曲线相对平滑；LSTM、BiLSTM

和 LSTM-PINN 对时序变化的跟踪能力有所提高，

但在低温谷值和高温峰值附近仍存在偏差。

PG-LSTM-PINN 在低温谷值及快速下降、回升阶段

与实测值更为接近，在两类工况下均保持较好的跟

踪能力。 

 

图 2 传统机器学习模型与 PG-LSTM-PINN 的出口温度

预测对比 

Fig.2 Outlet Temperature Prediction Comparison of 

Traditional Machine Learning Models with 

PG-LSTM-PINN 

 

图 3 深度学习模型与 PG-LSTM-PINN 的出口温度预测

对比 

Fig.3 Outlet Temperature Prediction Comparison of Deep 

Learning Models with PG-LSTM-PINN 
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2.4 物理一致性分析 

将各模型预测出口温度代入能量平衡方程，结

合辨识机理模型辅助状态，计算完整测试集物理残

差，δRMSE,p和 δMAE,p见图 4。 

 

图 4 不同模型的物理一致性评价结果 

Fig.4 Comparison of Physical Consistency Metrics of 

Different Models 

PG-LSTM-PINN 的 δRMSE,p 和 δMAE,p 分别为

21.35 kJ/s 和 16.23 kJ/s；较 LSTM 分别降低 65.39%

和 60.23%，较 LSTM-PINN 分别降低 47.06%和

44.49%，物理残差进一步减小。 

2.5 消融实验 

设置基础 LSTM、完整模型及 4 个单模块移除

变体进行单因素消融，配置见表 6。 

表 6 消融实验模型变体配置 

Tab.6 Model Variant Configurations for Ablation 

Experiments 

模型变体 
物理特征

输入 

物理修正

时间注意

力 

热惯性遗

忘门 
物理损失 

基础 LSTM 否 否 否 否 

移除物理特征输入 否 是 是 是 

移除物理修正时间注

意力 
是 否 是 是 

移除热惯性约束 是 是 否 是 

移除物理损失 是 是 是 否 

完整模型 是 是 是 是 

六组模型按表 6顺序的R²分别为 0.922 6、0.952 

3、0.968 0、0.969 3、0.951 2 和 0.981 1，完整模型

最高，各单模块移除后 R²均有所下降。由图 5 可知，

完整模型的 δRMSE和 δMAE均最低；移除物理特征输

入或物理损失后误差增幅相对较大，移除物理修正

时间注意力或热惯性约束后误差也有所增加。 

 

图 5 不同模型变体的预测误差对比 

Fig.5 Comparison of Prediction Errors of Different Model 

Variants 

由图 6 可知，完整模型的 δRMSE,p和 δMAE,p分别

为 21.35 kJ/s 和 16.23 kJ/s，低于基础 LSTM 的 61.68 

kJ/s 和 40.81 kJ/s。各模块移除后物理残差均增大；

结合图 5 可见，预测误差也均增加，说明各模块对

预测精度和物理一致性均有贡献。 

 

图 6 不同模型变体的物理残差指标对比 

Fig.6 Comparison of Physical Residual Metrics of Different 

Model Variants 

2.6 小样本预测实验 

固定 A12 验证集和 A13 测试集，从 A1—A11

各段 60 s 历史窗口构造的训练样本中随机抽取

20%、40%、60%、80%和 100%；其余设置不变，

对比 LSTM、LSTM-PINN 与 PG-LSTM-PINN，见

图 7。 
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图 7 不同训练数据比例下的预测 δRMSE 

Fig.7 Prediction δRMSE at Different Training Data 

Proportions 

PG-LSTM-PINN在各比例下的 δRMSE最低。20%

时，LSTM、LSTM-PINN和 PG-LSTM-PINN的 δRMSE

为 0.368 9、0.249 8 和 0.132 6 ℃；100%时为 0.158 6、

0.129 5 和 0.078 2 ℃。完整模型用 20%样本的误差

低于基础 LSTM 用全部样本，表明物理先验有助于

提高小样本预测准确性。 

2.7 物理损失权重敏感性分析 

物理损失权重 η用于平衡数据损失与能量平衡

物理损失。保持其余模型结构和训练参数不变，将

η设为 10⁻¹¹、10⁻¹⁰、1.301 3×10⁻⁹、10⁻⁸、10⁻⁷和 10⁻⁶，

比较预测 δRMSE，见图 8。 

 

图 8 物理损失权重敏感性分析 

Fig.8 Sensitivity Analysis of the Physical Loss Weight 

η 从 10⁻¹¹增至 1.301 3×10⁻⁹时，δRMSE由 0.134 

1 ℃降至最低 0.078 2 ℃；增至 10⁻⁶时升为 0.142 

6 ℃。说明权重过小时物理约束较弱，过大时数据

损失相对作用减弱，均不利于预测精度。 

3 结论 

针对磨煤机出口温度预测难以兼顾精度与物

理一致性的问题，本文提出 PG-LSTM-PINN，并以

某 350 MW 燃煤机组数据验证，结论如下： 

1）与已有研究相比，本文面向 MPS 型中速磨

煤机离散序列，将风煤比和热风占比、物理修正时

间注意力、热惯性遗忘门及能量平衡损失分别融入

输入表征、历史加权、状态更新和训练约束，并以

前向差分构造离散物理残差，体现物理对象、网络

结构和方程实现的差异。 

2）A13 测试集上，PG-LSTM-PINN 的 R2、δRMSE

和 δMAE为 0.981 1、0.078 2 ℃和 0.061 1 ℃；较持久

性预测，δRMSE和 δMAE 降低 50.35%和 51.24%；较

LSTM（7 通道）降低 50.69%和 52.41%。模型能较

好跟踪典型工况中的快速下降、回升及局部波动。 

3）PG-LSTM-PINN 的 δRMSE,p和 δMAE,p为 21.35 

kJ/s 和 16.23 kJ/s，均低于对比模型；移除任一物理

引导模块后，预测误差和物理残差均增大，小样本

下模型仍保持较低预测误差。 

本文结果基于单台 350 MW燃煤机组的现有运

行数据，模型在其他机组、煤种及更广泛变负荷工

况下的适用性仍需通过扩大数据来源与工况覆盖

范围进一步验证。 
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