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［摘 要］【目的】针对燃煤电厂间接冷却塔热惯性强、环境扰动随机，传统数值模拟与物理建模无

法精准推演未来运行状态，导致冬季防冻只能采用保守运行策略，系统安全性与经济性难

以兼顾的问题，本文提出分模块机器学习模型优选策略。【方法】针对扇区、总回水温度、

凝汽器的各模块差异化特性，分别比较了四种算法，并选取长短时记忆神经网络、人工神

经网络与随机森林三种机器学习算法作为各模块最优预测算法，解决单一模型无法适配全

系统非线性、时序性预测的难题，并提出基于循环水温闭环迭代的机器学习自推演预测框

架。该框架突破传统静态输入预测模式，以水循环流动路径构建节点水温动态递推闭环，

实现运行状态自主连续演化预测。【结果】基于某 2×1 000 MW 机组间冷塔冬季实际运行

数据验证，框架可递推预测未来 1 h 的运行状态，可以确保 95%的时间内关键运行参数扇

区回水温度、总回水温度、机组背压、总进水温度的预测精度分别在±0.65 ℃、±0.6 ℃、±0.57 

kPa、±0.3 ℃。基于所构建的自推演框架，可对关键工况开展虚拟调控与情景推演，定量

预测不同运行策略和外部工况变化对系统未来运行状态的影响。【结论】本方法无需复杂

物理解析式与仿真建模，可有效解决间冷塔因运行滞后性大、运行参数耦合强导致的预测

难题，为电厂间冷塔冬季安全经济运行与智能调控提供全新技术方案。 

［关 键 词］间接冷却塔；机器学习；运行状态预测；自推演预测 
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Closed-loop recursive prediction and winter operating condition analysis of 

indirect cooling towers 
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Abstract: [Objective] Indirect cooling towers in coal-fired power plants are characterized by strong thermal 

inertia and stochastic environmental disturbances. These features make it difficult for conventional numerical 

simulation and physics-based modeling approaches to accurately predict future operating states. As a result, winter 

anti-freezing operation often relies on conservative control strategies, making it difficult to simultaneously ensure 
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system safety and operating economy. To address this problem, this study proposes a modular machine-learning 

model selection strategy for future-state prediction of indirect cooling towers. [Methods] Considering the 

differentiated characteristics of the sector, total return-water temperature, and condenser modules, four 

machine-learning algorithms were comparatively evaluated for the corresponding prediction tasks. According to 

the prediction performance of different modules, long short-term memory (LSTM), artificial neural network 

(ANN), and random forest (RF) were selected as the optimal prediction algorithms for the respective modules. 

This modular configuration avoids the limitation of using a single model to represent the nonlinear and 

time-dependent characteristics of the entire indirect cooling system. On this basis, a machine-learning-based 

self-evolution prediction framework with closed-loop iteration of circulating-water temperature was developed. 

Different from the conventional static-input prediction mode, the proposed framework follows the actual 

circulating-water flow path and establishes a dynamic recursive closed loop among key water-temperature nodes. 

The predicted water temperature at the current step is used in the subsequent prediction step, allowing the future 

operating state of the system to evolve continuously along the prediction horizon. In this way, the proposed 

framework can continuously propagate the predicted operating state through the sector, total return-water, and 

condenser modules and thereby realize recursive future-state prediction. [Results] The proposed framework was 

validated using actual winter operating data from an indirect cooling tower of a 2×1 000 MW coal-fired power 

unit. The results demonstrate that the framework can recursively predict the operating state of the system for the 

following 1 h. During 95% of the prediction period, the prediction errors of the key operating parameters, 

including sector return-water temperature, total return-water temperature, unit back pressure, and total inlet-water 

temperature, were maintained within ±0.65 °C, ±0.60 °C, ±0.57 kPa, and ±0.30 °C, respectively. Based on the 

developed self-evolution prediction framework, virtual regulation and scenario-based prediction can also be 

performed for key operating conditions. By changing candidate operating strategies or external operating 

conditions within the prediction framework, the future response of the indirect cooling system can be 

quantitatively evaluated before actual regulation is implemented. Therefore, the framework is not limited to 

reproducing the future trajectory under the current operating condition, but can also be used to analyze how 

different operating strategies and external-condition variations may affect the subsequent system state. 

[Conclusion] This method eliminates the need for complex physical analytical expressions and simulation 

modeling, effectively solving prediction challenges caused by significant operational lag and strong coupling of 

operational parameters in indirect cooling towers. It provides a novel technical solution for safe, economical 

operation and intelligent control of indirect cooling towers in power plants during winter. 

Key words: indirect cooling tower; machine learning; operating state prediction; self-evolution prediction 

空冷塔作为高效节能的冷却设备，已广泛应用

于电力、石化、冶金、数据中心、储能及暖通空调

等多个领域。在燃煤电厂中，空冷塔作为冷端系统

的核心设备，承担着冷却汽轮机乏汽的关键任务，

其换热效率直接决定电厂的经济性与环保水平。提

升其换热效率不仅可实现机组节能降耗、减少碳排

放，更是推动电力行业绿色转型的重要途径。在我

国北方缺水地区，间接冷却式空冷塔（以下简称间

冷塔）凭借显著的节水优势得到广泛应用，但北方

温带气候区冬季漫长、气温偏低，使间冷塔面临严

峻的管束冻结风险。由于缺乏有效判断间冷塔运行

状态的方法，当前冬季运行多采用保守策略，以牺

牲经济性为代价确保安全[1]。 

目前，已有大量研究通过数值模拟仿真与结构

改进来优化间冷塔运行状态[2-3]，然而，空冷塔具有

系统热惯性强、工况响应滞后[4]，同时易受环境温

度、风速和风向等随机扰动影响[5]，不同区域的换

热性能也存在明显差异[6, 7]。因此，其复杂动态换热

过程难以通过物理机理模型进行准确描述[8]，使结

构优化缺乏详实依据。同时，数值仿真方法虽能模

拟空冷塔可能的运行状态，但存在建模复杂、计算

效率低下等问题，常需简化结构，仅能研究其对空

气热流特性的影响[9-12]。 

机器学习模型通过挖掘历史数据中的内在规

律，无需构建复杂的物理机理模型或数值仿真模型

即可实现运行状态较高精度的判断[13-14]，在复杂大

型换热设备中的应用已得到广泛研究。袁杨等[15]

将随机森林算法（random forest， RF）应用于制冷

机房的短时能耗预测对机房能耗优化中，预测结果

较为精确，为能耗与能效的评估提供了一种工具算

法。Zhao 等[16]耦合粒子群优化算法（particle swarm 

optimization, PSO）与优化分布式梯度提升库

（extreme gradient boosting, XGBoost）构建混合模

型，基于 600 MW 机组 169 920 条运行数据优化运

行策略，有效降低了煤耗与碳排放；Blackburn 等[17]

将 PSO 算法用于空冷塔优化，在稳定工况下预测总
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功耗，实现年节能 6.7%；Hosoz 等[18]采用人工神经

网络（artificial neural network, ANN）预测冷却塔关

键参数，预测误差仅为 0.89%~4.64%，验证了方法

的可靠性。邓翔等[19]研究了长短时记忆神经网络 

（long-short term memory neural network, LSTM）在

空调短期负荷的预测中，结果表明 LSTM 的对于时

序数据学习能力较强的特性使其相较于传统机器

学习算法有着更高的预测精度。然而，现有研究多

聚焦静态预测精度，忽视了工况动态变化与系统循

环特性的影响：现有机器学习研究较少考虑间冷塔

循环水在系统中闭环循环流动的特性，尚缺乏针对

该类动态循环系统的预测方法研究。且以往的研究

往往忽视了温度变化路径对换热过程的影响，即在

相同终点温度下不同的温度变化历程会导致换热

过程存在显著差异，难以准确反映真实运行状态。 

因此，本文基于某电厂 2×1 000 MW 机组间冷

系统 2023—2024 年冬季运行数据，融合 Spearman

相关性分析与传热理论筛选关键运行参数，构建特

征体系。考虑间冷塔具有显著的热惯性、时序依赖

及多参数非线性耦合特征，选取具有代表性的四种

机器学习算法进行对比研究：具有较强的局部工况

匹配能力的惰性学习算法 K 近邻（K-nearest 

neighbor, KNN），通过多决策树集成表征复杂非线

性关系的集成学习算法 RF，具有较强的多变量非

线性映射能力的前馈神经网络算法 ANN 与通过记

忆单元表征时间依赖关系，适于刻画热惯性和动态

演化特征的时序性长短记忆神经网络算法 LSTM。

分别考察局部样本映射、非线性特征学习及时序建

模等不同机制对复杂运行中物理过程的适应能力，

从而优选各模块预测模型。针对循环水系统动态特

性，构建自推演预测框架，实现运行状态连续自演

化预测，并在此基础上实现变工况预演，预测不同

运行策略下系统未来运行状态的可能变化，为防冻

优化提供科学依据，可以辅助运行人员在保障安全

前提下提升运行经济性，对推动间冷塔智能化运

行、平衡冬季运行安全性与经济性目标具有重要实

践价值。 

1 模型建立与数据处理 

1.1 研究对象 

本研究对象为某电厂 2×1 000 MW 超超临界机

组的哈蒙式间接空冷系统，采用一机一塔布置，间

冷系统如图 1 所示。间冷塔进风口高 31.5 m、直径

132.9 m，出口高 204.0 m、直径 100.0 m。散热器沿

间冷塔周向划分为 12 个扇区，每个扇区由 15 个冷

却三角沿塔周向依次排列组成。通过控制冷却三角

上百叶窗开度，来控制散热器的总进风量。冬季运

行中，处于进水口远端的 6、7 扇区在保守运行策

略下处于关闭状态，因此在后续分析中剔除。 
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图 1 间冷系统示意 

Fig 1 Structural dimensions of indirect cooling tower 

本文重点研究曾因低温在 2020 年导致冻结事

故的 2 号间冷塔。共选取可能影响运行状态的 236

项运行参数作为待选参数。并基于 2023—2024 年

间两个冬季时段，共计 246 240 条分钟级数据进行

分析。间冷塔主要运行参数及其英文简写如表 1 所

示。 

表 1 燃煤机组冷却塔运行主要监测参数 

Tab.1 Main monitoring parameters for the operation of 

cooling towers in coal-fired power units 

参数简写 参数名称 参数简写 参数名称 

Date.Time 采样时间 TowerTemOut1 塔外温度 1 

AWaterPump A 循环水泵 TowerTemOut2 塔外温度 2 

BWaterPump B 循环水泵 WindVelOut1 塔外风速 1 

CWaterPump C 循环水泵 WindVelOut2 塔外风速 2 

DWaterPump D 循环水泵 WindVelOut3 塔外风速 3 

MainWaterInT
em1 

母水管进口水温 1 
WindDirection

Out1 
塔外风向 1 

MainWaterInT

em2 
母水管进口水温 2 

WindDirection

Out2 
塔外风向 2 

MainWaterOut

Tem 
母水管出口水温 

WindDirection

Out3 
塔外风向 3 

AWaterPre A 侧管压力 TowerTemIn 塔内温度 

BWaterPre B 侧管压力 UnitLoad 机组负荷 

MainWaterPre 主水管压力 WaterFlow 给水流量 

LowPreTemIn

A 

低压凝汽器 A 

进口温度 

HighPrePressur

e 

高压凝汽器

压力 

LowPreTemIn

B 

低压凝汽器 B 

进口温度 

HighPreTemper

ature 

高压凝汽器

温度 

LowPreTemO

utA 

低压凝汽器 A出口

温度 
LowPrePressure 

低压凝汽器

压力 

LowPreTemO

utB 

低压凝汽器 B 出口

温度 

LowPreTemper

ature 

低压凝汽器

温度 

HighPreTemO
utA 

高压凝汽器 A出口

温度 
SummerSwitch 夏季工况 

HighPreTemO

utB 

高压凝汽器 B 出口

温度   

表 1 续 

Tab.1 Continued 

参数简写 参数名称 参数简写 参数名称 

S*TemSet 扇区设定出口温度 
S*LouverOpen

3 

扇区百叶窗 

调门反馈 3 

S*TriangleTem

1 
扇区冷却三角温度

1 

S*LouverOpen

4 

扇区百叶窗 

调门反馈 4 

S*TriangleTem

2 
扇区冷却三角温度

2 

S*LouverOpen

5 

扇区百叶窗 

调门反馈 5 

S*TriangleTem
3 

扇区冷却三角温度
3 

S*LouverOpen
6 

扇区百叶窗 

调门反馈 6 

S*TriangleTem

4 
扇区冷却三角温度

4 

S*LouverOpen

7 

扇区百叶窗 

调门反馈 7 

S*TriangleTem

5 
扇区冷却三角温度

5 

S*LouverOpen

8 

扇区百叶窗 

调门反馈 8 

S*TriangleTem

6 
扇区冷却三角温度

6 
S*TemIn 

扇区进口水

温 

S*LouverOpen

1 

扇区百叶窗 

调门反馈 1 
S*TemOut 

扇区出口水

温 

S*LouverOpen

2 

扇区百叶窗 

调门反馈 2   

间冷塔由 4 台循环水泵（A、D 低速，B、C 高

速）供水，无变频功能，通过开关组合调控流量、

流速，具体关系可见表 2。 

表 2 间冷塔水泵开关组合与流量、流速关系 

Tab.2 Relationship between pump on-off combinations, 

flow rate and flow velocity of the indirect dry-cooling tower 

水泵开关组合 流量/(m3▪h-1) 流速/(m▪s-1) 

2 高速泵 54 665.16 1.58 

2 低速泵+1 高速泵 74 356.93 2.15 

2 低速泵 53 866.16 1.56 

高速泵+1 低速泵 74 828.59 2.16 

1.2 数据处理 

本文采用 Spearman 相关性系数分析结合物理

理论进行参数二次筛选，甄选对输出参数影响显著

的特征变量。Spearman 系数为非参数统计方法，通

过秩次排序计算变量间单调关联强度：ρ=1 为完全

正相关，ρ=-1 为完全负相关，ρ=0 表示无单调关联，

本文以|ρ|>0.5 作为相关性初步筛查值[20]。该方法不

受线性假设限制，能有效捕捉变量间单调关系，准

确识别关键特征参数。Spearman 相关性系数的计算

表达式如式(1)所示。 

2

i

2

6
1

( 1)

d
ρ

n n
 




 (1) 

式中：ρ 为斯皮尔曼相关性系数，为无量纲；di
2为

每对参数数据间秩次的平方差，无量纲；n 为样本

数量，无量纲。 

如图 2 与图 3 所示为间冷塔机组参数相关性系

数热图。结合相关性分析与物理理论，将参数分为

四类：关键物理参数（如百叶窗开度、扇区进水温

度、环境温度等），在物理模型与相关性分析中均

显示显著影响；复杂机理参数（如环境风速、风向、

塔内温度等），虽物理意义重要但相关性偏低，需

借助机器学习捕捉其非线性影响；衍生中间参数

（如母管进水温度、凝汽器参数等），相关性高但

反映的是其余参数的间接影响，易引发共线性，故

剔除；人工干预参数（如回水设定温度、水泵启停

信号等），受人为操作影响大，仅将水泵启停信号
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换算流量作为输入。经筛选优化，最终确定 144 项 特征参数用于模型训练。

 

图 2 间冷塔第 1扇区运行参数相关性系数热图 

Fig.2 Correlation coefficient heatmap of operating parameters in sector 1 of the indirect dry-cooling tower 

 

图 3 间冷塔机组运行参数相关性系数热图 

Fig.3 Correlation coefficient heatmap of operating parameters for the indirect dry-cooling tower unit 

1.3 自推演模型 

影响间冷塔运行参数众多，且相互之间存在复

杂影响。为避免间冷塔海量运行参数引发维度灾

难，并提升模型训练效率与泛化性能，本文基于循

环水流动特性，将系统解耦为扇区预测、总回水温

度预测和凝汽器预测 3 个模块化模型，各模块具体
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特征参数如表 3—表 5 所示。 

表 3 扇区特征参数 

Tab.3 Characteristic parameters of sector 

输入参数 

扇区百叶窗开

度 1 

扇区百叶窗开

度 2 

扇区百叶窗开

度 3 

扇区百叶窗开

度 4 

扇区百叶窗开

度 5 

扇区百叶窗开

度 6 

扇区百叶窗开

度 7 

扇区百叶窗开

度 8 

扇区进水温度 A 水泵开关 B 水泵开关 C 水泵开关 

D 水泵开关 塔外温度 1 塔外温度 2 塔外风速 1 

塔外风速 2 塔外风速 3 塔外风向 1 塔外风向 2 

塔外风向 3 塔内温度 
 

 
输出参数 

扇区回水温度 

表 4 凝汽器特征参数 

Tab.4 Characteristic Parameters of Condenser 

输入参数 

低压凝汽器进

口温度 A 

低压凝汽器进口

温度 B 

低压凝汽器

出口温度 A 

低压凝汽器 

出口温度 B 

高压凝汽器出

口温度 A 

高压凝汽器出口

温度 B 

高压凝汽器

温度 

低压凝汽器 

温度 

机组负荷 锅炉给水量 
 

 输出参数 

间冷塔总 

进水温度 1 

间冷塔总 

进水温度 2 

高压凝汽器

压力 

低压凝汽器 

压力 

表 5 间冷塔出口水温特征参数 

Tab.5 Characteristic Parameters of Outlet Water 

Temperature for Indirect Dry-Cooling Towers 

输入参数 

第 1 扇区回水

温度 

第 2 扇区回水

温度 

第 3 扇区回水

温度 

第 4 扇区回水

温度 

第 5 扇区回水

温度 

第 8 扇区回水

温度 

第 9 扇区回水

温度 

第 10 扇区回水

温度 

第 11 扇区回水

温度 

第 12 扇区回水

温度 

  
输出参数 

间冷塔总回水温度 

并根据如图 4 所示框架，基于循环水流动路径

构建自推演预测模型框架。以机组初始运行状态与

环境参数为输入，经扇区模型计算扇区回水温度，

再通过总回水温度预测模型获得间冷塔总回水温

度，随后流入凝汽器模型计算机组背压与总进水温

度，输出的总进水温度作为下一时间步长的输入反

馈至扇区模块，形成完整的水循环闭环。该设计充

分考虑间冷塔水循环系统的动态物理特性，突破传

统机器学习静态输入的局限，实现了运行状态的连

续自演化预测。 

机组运行数据

输入
环境数据

扇区运行数据

各扇区
预测模型

各扇区
回水温度

输出

总回水温度

总回水温度
预测模型

总进水温度

机组背压

总进水温度将返回冷
却塔参与下一次换热

循环

凝汽器
预测模型

输入

输入

输出

输出

 

图 4 自推演预测模型框架 

Fig.4 Self-evolving prediction model framework 

1.4 评价指标 

决定系数 R²是评价模型拟合优度的核心指标，

量化模型对观测数据变异的解释程度。其取值范围

为 0 至 1，越接近 1 表明拟合效果越佳：R²=1 表示

完美拟合，模型完全解释因变量变异；R²=0 时预测

能力不优于均值。高 R²值既反映模型学习能力，也

验证特征参数与输出变量间的强统计关联性。其数

学原理如式(2)所示： 

2

i i2 i 1

2

ii 1

ˆ( )
1

( )

n

n

y y
R

y y






 






 (2) 

式中：R2 为决定系数，无量纲；yi、 iŷ 与 y 分别为

第 i 个样本的真实值、预测值及真实值的平均值，

其单位与被预测参数一致；n 为样本数，无量纲。 

均方误差（mean square error, MSE）是回归模

型预测精度的基础评价指标，量化预测值与真实值

差异的平方平均值。该指标通过平方运算放大较大

误差的影响，对显著偏差更为敏感。MSE 值越小，

表明预测精度越高；理想情况下，完全吻合时 EMSE

为 0。其数学原理如式(3)所示： 

2

MSE i i

i 1

1
ˆ( )

n

E y y
n 

   (3) 

式中：EMSE为均方误差，其单位为被预测参数单位

的平方；yi 和 iŷ 分别为第 i 个样本的真实值和预测

值，单位与被预测参数一致；n 为样本数，无量纲。

均方根误差 ERMSE（root mean squared error, RMSE）
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作为 EMSE的平方根，与原始观测值量纲一致，直观

反映平均偏差幅度。基于正态分布特性，约 68%、

95%、99.7%的预测结果误差分别落在±1、±2、±3

倍 ERMSE 区间内，既表征模型预测精度，又为不确

定性分析提供量化依据。 

使用归一化均方根误差（normalized root mean 

square error, NRMSE）评估模型在不同工况下的预

测精度。该指标将平均误差归一化为数据波动范围

的百分比，数值越小表明预测精度越高。其数学表

达如式(4)： 

MSE

NRMSE

max min

E
E

y y



 (4) 

式中：ENRMSE 为归一均方根误差值，ymax 与 ymin 分

别为数据区间最大值与最小值，其单位与被预测单

位一致。 

2 结果与分析 

为确保模型充分学习间冷塔冬季运行特征并

保持时序连续性，采用 2023 年 1 月 1 日至 2024 年

1 月 1 日数据训练，2024 年 1 月 1 日至 2 月 28 日

数据测试。通过完整测试集及训练集末段（2023 年

11 月 10 日至 2024 年 1 月 1 日）的预测-真实值散

点图，直观展示模型学习效果与泛化能力。 

2.1 间冷塔扇区回水温度预测模型 

如图 5 所示，以第一扇区为例，四种模型在训

练集上均表现优异（R²>0.95，EMSE<1），学习效果

较好。但测试集上的预测性能差异显著，LSTM 模

型凭借其卓越的时序建模能力，在间冷塔受时序性

环境因素影响显著的运行场景中展现出最佳预测

性能（R²=0.95，EMSE=0.94），95%的时间内预测误

差控制在±2.11 ℃以内，显著优于 ANN（±2.49 ℃）、

RF（±2.43 ℃）和 KNN（±3.22 ℃），除第 6、7 扇

区外，其余扇区的预测结果与第 1 扇区呈现相似趋

势（表 6）。特别在冬季运行中需重点关注的中低

温区间，LSTM 的 ENRMSE 仅为 0.1（表 7），误差

占比极低，表明 LSTM 模型的误差主要体现在高温

区间。这正是由于 LSTM 模型的时序学习能力对于

扇区换热过程显著的热惯性和路径依赖特性更好

地适应，才使得其在扇区模型中有着更强的预测能

力。 

 

图 5 第 1 扇区回水温度预测结果，(a) LSTM 模型，(b) ANN

模型，(c) RF 模型，(d) KNN 模型 

Fig.5 Prediction results of return water temperature in 

sector 1 

表 6 冷却塔第 2-12 扇区回水温度预测精度（第 6、7 扇区除

外） 

Tab.6 Prediction accuracy of return water temperature in 

sectors 2-12 of the cooling tower (excluding sectors 6 and 7) 

扇区 

EMSE 

(℃2) 

LSTM 

R2 

LSTM 

EMSE 

(℃2) 

ANN 

R2 

ANN 

EMSE 

(℃2) 

RF 

R2 

RF 

EMSE 

(℃2) 

KNN 

R2 

KNN 

2 1.16 0.94 1.56 0.94 2.06 0.94 3.15 0.72 

3 1.25 0.94 1.75 0.95 1.53 0.93 2.48 0.74 

4 1.05 0.92 1.52 0.98 1.55 0.94 2.22 0.8 

5 0.97 0.94 1.41 0.94 1.79 0.92 2.77 0.69 

8 1.02 0.98 1.44 0.93 1.57 0.96 3.41 0.81 

9 1.39 0.97 1.67 0.95 1.76 0.96 4.01 0.81 

10 1.11 0.96 1.62 0.94 1.84 0.93 3.29 0.72 

11 1.32 0.92 1.71 0.96 1.86 0.92 2.27 0.79 

12 0.98 0.95 1.41 0.94 1.48 0.94 2.59 0.76 

2.2 间冷塔总回水温度预测模型 

间冷塔迎风面扇区换热能力更强，加之流量分

配差异，导致扇区回水温度分布不均，需构建预测

模型。因此，需构建以各扇区回水温度为输入的总

回水温度预测模型。如图 6 所示，扇区间回水温度

与总回水温度间时序依赖关系较弱，LSTM 的时间

记忆结构成为冗余导致积累噪音，测试集 EMSE较其

他模型高出 0.78~0.93。相比之下，ANN、RF 和 KNN

均表现更加，其中 ANN 凭借更强的静态非线性拟

合能力，在与 KNN 相近的 EMSE 下（0.12 与 0.11），

三个温度区间 ENRMSE更优，高温区间达 0.17（KNN

为 0.21），95%时间预测误差控制在±0.69℃以内（表
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7）。这是由于母管混合过程本质上是一个多输入

单输出的非线性静态映射问题，ANN 的强非线性拟

合能力更适合此类问题。 

 

图 6 总回水温度预测结果，(a) LSTM 模型，(b) ANN 模型，

(c) RF 模型，(d) KNN 模型 

Fig.6 Prediction results of total return water temperature 

2.3 机组背压与总进水温度预测模型 

凝汽器预测模型基于机组运行状态与间冷塔

回水温度，预测背压及出口水温（即间冷塔进口水

温）。如图 7 所示为机组背压预测结果，由于实际

生产中背压数据主要集中在中背压区间，导致

LSTM 与 ANN 过度拟合中背压特征，测试集 EMSE

分别达 0.49 与 1.58；虽然 KNN 测试集 EMSE为 0.19

精度较高，但其过于依赖训练集覆盖范围，鲁棒性

较差。同样，在图 8 中总进水温度预测呈现相似趋

势，各模型精度均低于 RF。随机森林通过分类取

样训练，对边界小样本数据适应能力强，表现最优。

背压预测 EMSE仅 0.01（95%误差±0.2 kPa），总进

水温度 EMSE为 0.03（95%精度±0.17 ℃）。考虑到

实际运行中边界工况（低、高背压区间）数据稀疏，

RF 对小样本边界数据的强适应性确保了全工况范

围内的预测可靠性。 

 

图 7 机组背压预测结果，(a) LSTM 模型，(b) ANN 模型，

(c) RF 模型，(d) KNN 模型 

Fig.7 Prediction results of unit back pressure 

 

图 8 间冷塔总进水温度预测结果，(a) LSTM 模型，(b) ANN

模型，(c) RF 模型，(d) KNN 模型 

Fig.8 Prediction results of total inlet water temperature of 

the indirect dry-cooling tower 

2.4 自推演预测框架未来预测结果 

通过对比 LSTM、ANN、RF 和 KNN 在间冷塔

关键各部分参数预测中的性能表明，间冷塔不同部

位的运行特性与传热过程差异显著，单一算法难以

兼顾所有预测任务的精度与稳定性。因此，采用差

异化建模策略：扇区回水温度预测选用具有时序记

忆能力的 LSTM；总回水温度预测采用非线性拟合

能力强的 ANN；凝汽器背压与总进水温度预测则采

用对边界数据适应性强的 RF。综上，本文采用

LSTM–ANN–RF 差异化组合方案作为自推演预测
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框架的基础预测模型，以充分发挥各模型优势，并

结合水系统循环动态特性，构建自推演预测框架。 

 

图 9 预测框架计算流程 

Fig.9 Prediction framework computation process 

为验证自推演预测框架适用性，选取 2024 年 1

月 6 日 9:00 后的数据进行 1 h 预测：起始时刻仅输

入运行参数初始值与未来趋势（进水温度除外），

水温参数通过模型递推自演化。结果如图 10 所示，

框架对总回水温度、机组背压与总进水温度的预测

性能优异，EMSE 分别为 0.01、0.04、0.01，95%时

间内精度分别控制在±0.6 ℃、±0.57kPa 与±0.3 ℃。

各扇区回水温度平均 EMSE 为 0.026，95%时间内精

度保持在±0.65 ℃以内。（表 9） 

 

图 10 自起始时间 2024/1/6 9:00 开始未来 1h 自推演预测结

果。(a) 扇区回水温度；(b) 总回水温度；(c) 机组背压；(d)

总进水温度 

Fig.10 Self-derived prediction results of indirect dry-cooling 

tower sector for 1 hour ahead starting from the initial time 

2024/1/6 9:00.  

由表 10 可见，与现有研究主要针对给定输入

条件下的性能预测或运行优化不同，本文进一步考

虑间冷系统循环水的闭环流动特性，将扇区、总回

水温度及凝汽器模型按照实际水循环路径耦合，并

利用预测水温逐步递推未来运行状态，从而实现连

续的动态自推演预测。 

表 7 间冷塔扇区回水温、总回水温度、机组背压与总进水温度各区间预测 ENRMSE 

Tab.7 Prediction ENRMSE of Each Interval for Indirect Dry-Cooling Tower Sector Return Water Temperature, Total 

Return Water Temperature, Unit Back Pressure, and Total Inlet Water Temperature 

 
第 1 扇区回水温度 (℃) 总回水温度 (℃) 

模型 

低温 中温 高温 
EMSE 

(℃2) 

低温 中温 高温 
EMSE 

(℃2) 
(15-25) (25-35) (35-45) (15-25) (25-35) (35-45) 

LSTM 0.11 0.1 0.52 0.95 0.11 0.09 0.2 0.94 

ANN 0.15 0.13 0.46 1.49 0.03 0.04 0.12 0.12 

RF 0.14 0.16 0.66 2.16 0.03 0.03 0.17 0.16 

KNN 0.35 0.16 10.43 2.81 0.04 0.03 0.21 0.11 

 

表 7 续 

Tab.7 Continued 
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机组背压 (kPa) 总进水温度 (℃) 

模型 

低背压 中背压 高背压 
EMSE 

(℃2) 

低温 中温 高温 
EMSE 

(℃2) 
(0-5) (5-10) (10-15) (20-30) (30-40) (40-50) 

LSTM 0.25 0.1 0.18 0.27 0.19 0.13 0.12 1.65 

ANN 0.6 0.13 0.57 0.88 0.33 0.07 0.06 1.13 

RF 0.12 0.01 0.02 0.01 0.04 0.02 0.02 0.01 

KNN 0.35 0.03 0.04 0.19 0.19 0.06 0.03 0.19 

表 8 预测精度范围 

Tab.8 Prediction Accuracy Range 

设备 

预测精度 (1-12 扇区回水及总回水与总进水温度单位为℃，机组背压单位为 kPa) 

LSTM ANN RF KNN 

65% 95% 99.50% 65% 95% 99.50% 65% 95% 99.50% 65% 95% 99.50% 

1 扇区 ±0.97 ±1.95 ±2.92 ±1.22 ±2.44 ±3.66 ±1.47 ±2.94 ±4.41 ±1.68 ±3.35 ±5.03 

2 扇区 ±1.08 ±2.15 ±3.23 ±1.25 ±2.50 ±3.75 ±1.44 ±2.87 ±4.31 ±1.77 ±3.55 ±5.32 

3 扇区 ±1.12 ±2.24 ±3.35 ±1.32 ±2.65 ±3.97 ±1.24 ±2.47 ±3.71 ±1.57 ±3.15 ±5.03 

4 扇区 ±1.02 ±2.05 ±3.07 ±1.23 ±2.47 ±3.70 ±1.24 ±2.49 ±3.73 ±1.49 ±2.98 ±4.47 

5 扇区 ±0.98 ±1.97 ±2.95 ±1.19 ±2.37 ±3.56 ±1.34 ±2.68 ±4.01 ±1.66 ±3.33 ±5.03 

8 扇区 ±1.01 ±2.02 ±3.03 ±1.20 ±2.40 ±3.60 ±1.25 ±2.51 ±3.76 ±1.85 ±3.69 ±5.54 

9 扇区 ±1.18 ±2.36 ±3.54 ±1.29 ±2.58 ±3.88 ±1.33 ±2.65 ±3.98 ±2.00 ±4.00 ±5.03 

10 扇区 ±1.05 ±2.11 ±3.16 ±1.27 ±2.55 ±3.82 ±1.36 ±2.71 ±4.07 ±1.81 ±3.63 ±5.44 

11 扇区 ±1.15 ±2.30 ±3.45 ±1.31 ±2.62 ±3.92 ±1.36 ±2.73 ±4.09 ±1.51 ±3.01 ±5.03 

12 扇区 ±0.99 ±1.98 ±2.97 ±1.19 ±2.37 ±3.56 ±1.22 ±2.43 ±3.65 ±1.61 ±3.22 ±4.83 

总回水温度 ±0.97 ±1.94 ±2.91 ±0.35 ±0.69 ±1.04 ±0.40 ±0.80 ±1.20 ±0.33 ±0.66 ±0.99 

机组背压 ±0.52 ±1.04 ±1.56 ±0.94 ±1.88 ±2.81 ±0.10 ±0.20 ±0.30 ±0.44 ±0.87 ±1.31 

总进水温度 ±1.28 ±2.57 ±3.85 ±1.06 ±2.13 ±3.19 ±0.17 ±0.35 ±0.52 ±0.44 ±0.87 ±1.31 

表 9 自推演预测间冷塔 2~12 扇区回水温度 EMSE (除 6、7 扇区外) 

Tab.9 Self-derived predicted return water temperature in sectors 2–12 of the indirect dry-cooling tower (excluding 

sectors 6 and 7) 

扇区序号 
EMSE 
(℃2) 

扇区序号 
EMSE 
(℃2) 

扇区序号 
EMSE 
(℃2) 

2 0.12 3 0.14 4 0.09 

5 0.08 8 0.11 9 0.11 

10 0.07 11 0.08 12 0.16 

表 10 与已有冷却系统数据驱动方法研究对比 

Tab.10 Comparison with existing data-driven methods for cooling system research 
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文献 研究对象与方法 主要结果 与本文方法区别 

Zhao 等 [16] 
600 MW 直接空冷机组；

PSO-XGBoost 混合模型 

研究重点为直接空冷机组性能优化，实

现运行优化，降低煤耗和碳排放 
侧重直接空冷系统运行优化 

Blackburn 等 [17] 多单元冷却塔；机器学习+PSO 

研究重点为稳定工况下冷却塔能耗预测

与优化，实现功耗预测与优化，年节能
6.7% 

侧重能耗预测与优化 

Hosoz 等 [18] 冷却塔；ANN 
主要针对给定工况下冷却塔性能参数预

测，预测误差 0.89%～4.64% 
给定工况下的性能参数预测 

本文 
2×1000 MW 间接空冷系统；

LSTM+ANN+RF 

沿循环水实际流动路径建立多模块闭

环，将预测水温反馈至下一时刻，实现

运行状态连续演化预测。各关键参数保

持较高精度 

考虑循环水闭环及多模块状态递推 

2.5 自推演框架工况变化分析结果 

基于自推演预测框架，运行人员可结合现场实

时运行状态，对候选运行策略进行工况变化演化分

析，以评估不同调控方案的可行性及其潜在影响。

如图 10 所示，以 2024 年 1 月 6 日 9:20 之后的运行

工况为例，在假设环境中分别将百叶窗相对开度增

加或减小 10%、20%和 30%，并对各关键运行参数

的动态响应进行推演。结果表明，百叶窗开度调整

后，受系统传热与输运滞后影响，各扇区回水温度

在 1～3 min 后发生相应变化；随后，各扇区回水在

母管中汇集，进一步引起总回水温度变化。经过约

3～5 min 的流动输运后，总回水进入凝汽器，并最

终对机组背压产生影响。在相同相对开度变化幅度

下，增大百叶窗开度对系统运行参数的影响幅度明

显大于减小百叶窗开度。以相对开度变化 30%为

例，增大百叶窗开度后，第 1 扇区回水温度、总回

水温度和机组背压平均分别降低 1.98 ℃、1.97 ℃和

0.17 kPa；而减小百叶窗开度后，上述参数平均分

别升高 1.52 ℃、1.41 ℃和 0.12 kPa。上述结果表明，

百叶窗开度与系统运行状态之间存在显著的非线

性响应关系。若仅依赖运行人员的经验进行盲目调

节，尤其是在运行状态接近安全边界时，可能因过

度降温而增加系统冻结风险。借助本文提出的自推

演框架，运行人员不但可在实际调控前定量评估不

同运行策略对未来运行状态的影响，从而减少盲目

操作。还可以在环境温度、机组负荷发生变化前通

过提前做出运行策略调整。为安全约束下运行策略

的筛选与优化提供决策支持。 

 

图 11 自起始时间 2024/1/6 9:20 开始在变工况下自推演预

测 40min 结果，(a) 扇区回水温度；(b) 总回水温度；(c) 机

组背压 

Fig.11 Changing operating condition results of indirect 

dry-cooling tower for 40 min ahead starting from the initial 

time 2024/1/6 9:20  

上述虚拟调控下的动态响应与间冷系统实际

传热及循环水输运过程具有较好的一致性。百叶窗

开度变化首先改变散热器空气侧流通阻力和进风

量，进而影响管束空气侧对流换热强度，因此扇区

回水温度率先发生响应；受管束及循环水热惯性影

响，该响应并非瞬时完成，而是在约 1～3 min 后逐

渐显现。随后，各扇区回水经母管汇流并输运至凝

汽器，引起总回水温度及凝汽器换热状态进一步变

化，使机组背压呈现相对滞后的响应。同时，由于

百叶窗开度、空气流量及换热能力之间存在非线性

关系，相同幅度的开度增加与减小所引起的温度和

背压变化并不完全对称。上述结果表明，自推演预

测框架不仅能够预测运行参数的变化趋势，上述结

果表明，自推演预测框架能够较好体现百叶窗调

节、扇区换热、回水汇流与凝汽器响应的动态传递

过程及其中的非线性、热惯性和输运滞后特征，从

物理层面验证了模型及闭环递推方式的合理性。为
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冻结风险预警及安全约束下运行策略的筛选提供

决策依据。 

3 结  论 

本文针对间接空冷塔在冬季运行中存在的热

惯性大、环境扰动随机性强以及传统模型预测能力

不足导致防冻策略保守等问题，基于某电厂2×1 000 

MW 机组的实际运行数据，比较了 4 种机器学习算

法的预测能力，并构建了一种融合物理特性的循环

水温闭环迭代自推演预测框架。主要结论如下： 

1）基于 Spearman 相关性系数与传热机理双重

筛选，提取 144 项关键特征，构建物理约束预测模

型，实现数据驱动与机理模型的深度融合。 

2）针对各模块差异化特性，分别优选 LSTM

（扇区回水温度预测，EMSE=1.025， 95%误差

≤±2.11 ℃）、ANN（总回水温度，EMSE=0.11，误

差≤±0.69 ℃）与 RF（机组背压与总进水温度，EMSE

分别为 0.01 和 0.03，精度达±0.2 kPa 与±0.17 ℃）

算 法 作 为 间 冷 塔 各 部 分 预 测 模 型 。 该

LSTM–ANN–RF 组合充分发挥了不同算法在时序

特征学习、非线性映射及边界工况预测方面的优

势，并作为后续自推演预测框架的模型配置。 

3）自推演预测框架通过节点水温递推实现未

来 1 h 运行状态连续预测，扇区回水温度、总回水

温度、机组背压和总进水温度误差分别控制在

±0.5 ℃、±0.6 ℃、±0.57 kPa 和±0.3 ℃。相比已有

研究，该方法进一步考虑了循环水闭环传递，实现

了多模块状态的连续递推。 

4）虚拟调控结果表明，百叶窗调节引起的扇

区回水、总回水及机组背压响应呈现明显的非线

性、热惯性和输运滞后特征，与间冷系统实际传热

过程一致。所构建自推演框架能够较好表征系统动

态响应，可为工况预演及运行策略筛选提供依据。 

本研究不仅为间冷塔系统提供精准防冻预警

与高精度预测，更可系统性优化冬季防冻保守运行

阈值，平衡经济性与安全性，为燃煤电厂间冷塔智

能调控及同类热力系统预测优化提供了可推广的

技术范式。 
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