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［摘 要］为解决燃气轮机（燃机）气路故障机器学习模型训练时存在的故障样本不平衡问题，提出
基于时间序列生成对抗网络（TimeGAN）的燃机气路故障数据增强方法。首先，对实际工

况下的燃机气路故障瞬态运行数据进行清洗、标准化、特征工程及 PCA 降维，以保留关

键故障特征。然后，构建包含嵌入、生成、判别与重构 4模块的 TimeGAN模型，并利用
Optuna超参数优化工具实施贝叶斯优化以获得最优超参数。最后，通过预测指标、分类指
标（基于后验 RNN 判别器）及可视化指标（PCA与 t-SNE）对生成数据质量进行综合评

估。研究结果表明，TimeGAN生成的数据在预测任务中平均绝对误差为 4.47%，与真实数
据在统计特征及潜在表示空间上高度相近；可视化分析亦表明，生成数据的聚类形态和分

布趋势与真实数据高度近似。
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Abstract: To address the issue of imbalanced fault samples in training machine learning models for gas turbine
gas path faults, a data augmentation method based on Time-Series Generative Adversarial Networks (TimeGAN)
is proposed. First, transient operational data from actual gas turbine gas path faults are cleaned, standardized,
processed through feature engineering, and reduced using PCA to preserve critical fault features. Next, a
TimeGAN model comprising embedding, generation, discrimination, and reconstruction modules is constructed,
and Bayesian optimization is performed using the Optuna hyperparameter optimization tool to determine the
optimal hyperparameters. Finally, the quality of the generated data is comprehensively evaluated through
prediction metrics, classification metrics (based on a posterior RNN discriminator), and visualization metrics
(PCA and t-SNE). The results demonstrate that data generated by TimeGAN achieve a mean absolute error of
4.47% in prediction tasks, exhibiting high similarity to real data in terms of statistical features and latent
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representation space, making it difficult for the discriminator to distinguish between the two. Visualization
analysis further confirms that the clustering patterns and distribution trends of the generated data closely resemble
those of the real data.
Key words: gas-path fault of gas turbine; time-series generative adversarial network (TimeGAN); data
augmentation; fault diagnosis

燃气轮机（燃机）是燃气-蒸汽联合循环发电机

组的核心设备，具有高效、灵活、低污染的特性[1]。

燃机结构复杂，在高温、高转速环境下持续运行，

受机械磨损、热应力、腐蚀和疲劳等因素影响，易

出现性能衰退或故障[2]。鉴于此，及时有效的燃机

故障诊断与预警技术至关重要。

气路故障诊断技术是燃机故障诊断与预警技

术的关键组成部分[3]。燃机气路故障指压气机、透

平等部件由于腐蚀磨损、热畸变、外/内物损伤等原

因造成部件效率及通流能力下降的故障[4-5]。

针对燃机气路故障，学界提出了基于数据驱动

和基于物理模型驱动的 2 种主要解决方法[6]。建立

具有实际工业应用价值的物理模型，需要燃机设备

详细的设计数据，由于燃机制造商对设计数据的严

格保密，获取这些数据非常困难，导致基于物理模

型的方法较难实现。相较于基于物理模型的方法，

基于数据驱动的机器学习方法主要通过利用历史

大数据，不需要使用燃机设备的设计数据，所以更

易实现并有着更强的泛化能力。

近年来，基于数据驱动的燃机气路故障诊断方

法中，基于机器学习的方法逐渐成为主流。机器学

习方法通过从大量历史数据中自动学习特征、模式

和规律，在故障诊断领域展现了出色的性能[7]。孙

守泰等[8]利用高斯过程回归的全局映射能力对长短

时记忆（long short-term memory, LSTM）神经网络

的结果做二次估计，从而提高模型在线辨识结果的

准确度。彭道刚等[9]采用 LSTM神经网络与支持向

量机（support vector machine, SVM）相结合，对压

气机的叶片积垢、磨损腐蚀、进气口结冰及喘振等

故障进行诊断分类，取得了较高的分类准确率。蒋

龙 陈 等 [10] 将 峰 值 抑 采 样 （ peak-holding data
smoothing, PHDS）方法、粒子群优化（particle swarm
optimization, PSO）算法与深度信念网络（deep belief
network, DBN）相结合，提高了 DBN 燃机故障诊

断模型的准确率。闫丽萍等[11]采用遗传算法实现

DBN初始参数自适应调节，优化后模型取得了较高

的故障诊断平均精度。Liu 等人[12]采用卷积神经网

络（convolutional neural network, CNN）进行热组件

故障检测，利用 CNN 提取关键特征，减少涡流影

响，取得较高的诊断准确度。Cao等人[13]基于优化

的深度前馈神经网络（ deep feedforward neural
network, DFNN）实现了故障分类预测，通过热力

学模型与神经网络相结合，使得透平故障分类准确

率提高。

然而，燃机运行参数间存在高度耦合及不同故

障类型间样本数量不平衡等问题，易使故障表征能

力与分类准确率下降[14–16]，也使现有方法提取故障

子空间的有效性和故障表征能力受到影响。因此，

研究基于数据增强的故障分类方法显得尤为重要。

在故障样本数据增强方面，生成对抗网络

（generative adversarial networks, GAN）[17-18]和自编

码器（variational autoencoder, VAE）[19-20]等方法已

经被广泛应用于图像分类领域。Arjovsky等人[21]提

出Wasserstein GAN（WGAN），使用Wasserstein距
离来衡量真实样本和生成样本之间的分布距离，从

而提升生成样本质量。随后，Gulrajani 等人[22]在

WGAN 的基础上加入了梯度惩罚项，提出了

WGAN-GP，进一步增强了训练的稳定性。此外，

合成少数过采样技术（ synthetic minority over-
sampling technique，SMOTE）[23]作为一种重采样方

法，通过随机线性插值在少数样本及其邻居样本之

间生成新的样本，在故障诊断领域也被用以解决样

本不平衡的问题。然而，这些方法在捕捉时间序列

数据的时间相关性和动态特性方面表现有限。

针对传统数据增强方法难以捕捉时间相关性

问题，本文基于时间序列生成对抗网络（time-series
generative adversarial networks, TimeGAN）[24-26]构建

数据增强模型。模型采用 LSTM 神经网络构建

TimeGAN 各模块，能够有效捕捉燃机运行数据的

时间依赖性与动态特性。针对燃机运行数据的非线

性和强耦合特征，采用主成分分析（principal com-
ponent analysis, PCA）对原始故障数据进行预处理，

提取故障子空间以增强故障表征能力，同时提升模

型训练效率。最终构建的 TimeGAN 模型能够扩充

历史故障样本从而缓解数据不平衡问题，为后续故

障诊断与预警工作提供可靠数据基础。
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1 基础模型和方法

1.1 LSTM神经网络

LSTM 神经网络是一种改进的时间递归神经网

络（recurrent neural network, RNN），其核心创新在

于引入了一种门控机制（gating mechanism），包括

输入门（input gate）、遗忘门（forget gate）和输出

门（output gate）3种门控单元。该门控结构旨在对

信息流进行选择性控制，从而判断输入信息对模型

预测的贡献大小。LSTM神经网络通过保留重要信

息并遗忘无关信息，能够在长时间序列建模中有效

应对梯度爆炸和梯度消失等问题[27]。相较于传统的

RNN，LSTM 神经网络在处理长时间序列数据时表

现出更强的学习能力和记忆能力。图 1为 LSTM神

经网络单元结构[28]。在时间序列数据处理中，LSTM
神经网络的每个时间步的计算过程可以表示如下。

1)遗忘门 决定遗忘多少过去的信息，计算公

式为：

�� = � �f � �−1 , �� + �f (1
)

式中：ft为遗忘门的输出；σ为 Sigmoid 激活函数；

wf为遗忘门的权重；ht-1为上一时刻的隐藏状态；xt
为当前输入；�f为偏置项。

2)输入门 决定新的信息有多少存入记忆单

元，计算公式为：

�� = � �i �� + �i ��−1 + �i (2
)

��t = tanh �Cxt + �C �t−1 + �C (3
)

式中：it为输入门的激活值；��t为候选记忆单元状

态；tanh为双曲正切函数。

3)记忆单元更新 结合遗忘门和输入门的结果

更新记忆单元状态：

�� = �� ��−1 + �� ��� (4
)

式中：Ct为当前时间步的记忆单元状态。

4)输出门 决定隐藏状态的更新，计算公式为：

�t = � �o �t + �o �t−1 + �o (5
)

�t = �t � tanh �t (6
)

式中：ht为当前时间步的隐藏状态；ot为输出门的

激活值。

图 1 LSTM神经网络单元结构

Fig.1 LSTM network unit structure

1.2 TimeGAN模型

在燃机等复杂工业设备的故障诊断中，时间序

列数据具有高度的非线性和复杂的时间依赖性。

TimeGAN 是一种专为时间序列数据设计的深度生

成模型，其核心创新在于结合了生成对抗网络

（GAN）的随机生成能力与序列建模网络（如RNN、
LSTM神经网络）的时间依赖性学习能力。通过结

合自监督学习和生成对抗网络的优势，可以有效捕

捉时间序列的动态特性，实现高质量的模拟数据生

成。TimeGAN网络结构如图 2所示。

图 2 TimeGAN网络结构
Fig.2 TimeGAN network architecture

1.2.1 TimeGAN模型架构

TimeGAN模型包含嵌入模块（embedder）、生

成器模块（generator）、判别器模块（discriminator）
和重构模块（recovery）4个核心模块。各模块的功

能及结构如下。

1)嵌入模块 嵌入模块用于提取输入时间序列

数据 X={x1, x2, …, xT}的特征，并映射到潜在空间，

et可表示为：

�t = RNNembed �t (7)
式中：��为时间序列的潜在表示；��为时间序列在

时刻 t的观测值。
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2)生成器模块 生成器模块接受随机噪声 � =
��1 � ,�2 � ,�,�T � �和嵌入表示�t ​ ，生成合成时间

序列��：
h� = RNNgen � (8)
x�t = th�� (9)

式中：h�为生成的隐藏状态；G为生成器函数，用

于将隐藏状态映射为生成的时间序列值x�t。
3)判别器模块 判别器模块用于区分真实时间

序列 �和生成的时间序列��，其输出为输入数据为

真实数据的概率 �h�t�，计算公式为：

�h�t� = �hRNNdisch�t�� (10)
式中：�h�t�为判别器判断的输入�t为真实数据的概

率。

4)重构模块 重构模块通过对嵌入表示��进行

解码，重构原始时间序列 X。重构误差用于评估重

构质量，计算公式为：

x�t = �h�t� (11)
重构损失函数为：

�recon = � � − �� �2 (12)
式中：�recon为重构损失；�为真实时间序列；��为
重构后的时间序列。

1.2.2 联合损失函数

TimeGAN 通过联合优化多个损失函数来提升

生成数据的质量，其联合损失函数定义如下：

�TimeGAN = �GAN + �recon � �recon
+ �super � �super (13)

式中：�recon和�super为损失函数权重参数，用于平

衡各部分损失的贡献。

生成对抗损失�GAN的定义为：

�GAN = thlogh�h��� + thlogh1
− �h���� (14)

式中：�h��为判别器判断真实时间序列为真的概

率；�h���为判别器判断模拟时间序列为真的概率。

时间监督损失�super的定义为：

�super = � �h�� − �h��� �2 (15)
式中：�h��和�h���分别表示真实数据和生成数据的

隐藏状态。

2 燃机模拟气路故障数据 TimeGAN模型

2.1 建模步骤

使用 LSTM-TimeGAN 模型结构建立燃机模拟

气路故障数据生成模型的步骤如图 3所示。

图 3 生成模拟故障数据 TimeGAN模型建立流程
Fig.3 Process of building the TimeGAN model for

generating simulated fault data

由图 3可见，首先，对原始故障数据进行预处

理。原始故障数据采用某型燃机透平动叶损伤的瞬

态运行数据，数据采集间隔为 1 s。数据预处理步骤

包括数据清洗、数据标准化、特征工程以及输入参

数降维。完成对数据的预处理后，为提高模型的生

成数据质量，采用超参数优化技术自动化搜索最优

参数组合。

本文采用 Optuna 框架作为超参数优化工具。

Optuna是一种高效的超参数优化工具，支持基于树

结构的 Parzen估计器（TPE）算法和网格搜索。通

过定义目标函数，Optuna可在超参数空间中自动搜

索，使目标值达到极值（最优参数）。在确定最优

参数后，将数据集按比例划分为训练集（80%）与

测试集（20%），并在模型性能验证环节中使用测试

集对模型进行验证。最后，将确定的最优参数代入

模型，并以训练集对模型进行训练。

2.2 输入参数选取

图 4为重型燃机工作原理。由图 4可见，气体

通过压气机、燃烧室以及透平等部件完成能量转

化。首先，压气机将空气压缩至较高压力，然后送

入燃烧室进行燃烧，生成高温高压气体，最后气体

进入透平膨胀并驱动发电机。在整个过程中，气流

的温度、压力、流量等参数对燃机的性能和稳定性

有重要影响，这些参数直接反映了气路故障引起的

气流不稳定、压缩效率下降和热交换不良等问题。
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图 4 重型燃机工作原理示意
Fig.4 Heavy-duty gas turbine operating principle

因此，本文选择如表 1所示的关键参数来构建

燃机气路故障数据增强模型，这些参数包括边界条

件参数和气路可测参数。所选参数能够较全面地反

映燃机气路的运行状态，并有效捕捉气路故障的特

征。其中气路可测参数包括压气机进气温度、压气

机出口温度、压气机进口压损、压气机出口压力、

转速、IGV开度、天然气质量流量、透平出口压力、

透平出口温度。边界条件参数包括大气压力、大气

温度、机组负荷、相对湿度。

表 1 气路故障数据增强模型输入参数
Tab.1 Input parameters of gas path fault data augmentation

model

项目 参数

边界条件参数

大气压力/Pa
大气温度/℃
机组负荷/MW
相对湿度/%

气路可测参数

IGV/(°)
压气机进口压损/Pa
压气机进口温度/℃
压气机出口压力/Pa
压气机出口温度/℃
透平出口压力/Pa
透平出口温度/℃

转速/(r▪min-1)
天然气质量流量/(kg▪s-1)

2.3 PCA降维

为了提高数据的处理效率并增强模型的泛化

能力，本文采用了主成分分析（principal component
analysis, PCA）对高维输入数据进行降维。PCA是

一种无监督的线性降维方法，通过线性变换将原始

数据映射到一个新的坐标系中，在新的坐标系下，

各主成分按方差大小排序。通过选择影响最大的主

成分组，该方法可以在保留大部分信息的同时，减

少数据冗余，提高模型的训练效率。

本文首先对原始的燃机气路故障数据进行标

准化处理，以消除各变量之间的量纲差异。随后，

应用 PCA对标准化后的数据进行降维处理。

PCA降维分析结果如图 5所示，主成分 1和主

成分 2的贡献率之和接近 70%，表明这 2个主成分

保留数据的主要信息。进一步分析发现，贡献率最

高的前 5个主成分的累计贡献率达到 93.2%，涵盖

了数据中绝大部分的信息。因此，选择这 5个主成

分作为模型的输入参数，将原始的 14 维输入数据

有效降维至 5维。

图 5 主成分贡献率及累计贡献率
Fig.5 Principal component contribution rate and

cumulative contribution rate

2.4 超参数寻优

本文采用贝叶斯优化方法，并结合 Optuna 框
架，对 TimeGAN 模型的超参数进行优化。贝叶斯

优化是一种基于概率模型的全局优化方法，尤其适

用于高维且计算代价较高的超参数空间。通过该方

法能够有效探索不同的超参数组合，从而提升

TimeGAN模型在时间序列生成任务中的表现。

Optuna 框 架 基 于 贝 叶 斯 优 化 中 的 TPE
（tree-structured parzen estimator）算法进行超参数

搜索。TPE是一种基于概率模型的优化方法，与传

统的随机搜索方法相比，TPE能够更加高效地探索

超参数空间，避免无效区域，从而加速优化过程。

在进行超参数优化时，首先需要为模型的关键

超参数定义合适搜索空间。本文动态地定义了多个

超参数的搜索范围，具体超参数及搜索范围见表 2。

表 2 TimeGAN模型超参数优化范围
Tab.2 Hyperparameter optimization range of the TimeGAN

model

超参数 描述 取值范围或候选值

隐藏层维度 每层隐藏单元数 {16, 32}
批次大小 每次训练的样本数量 {64, 128, 256}
训练迭代次数 总的训练迭代次数 [400, 2000]（步长 200）
序列长度 时间序列的输入长度 [24, 240]（步长 24）
网络层数 LSTM 的堆叠层数 [2, 5]（步长 1）

在贝叶斯优化过程中，目标函数用于评估每一

组超参数组合的性能。本文目标函数的设计综合考

虑了 TimeGAN 模型的生成能力和区分能力。具体

而言，目标函数通过计算模型在训练数据上的预测

能力（predictive）和生成数据与真实数据的区分能
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力（discriminative），并将这 2个指标的加权平均值

作为优化目标。在优化过程中，目标函数得分越高，

表示该超参数组合的效果越好。

为了确保优化过程的有效性，通过多轮实验评

估每一组超参数组合，并根据返回的得分引导搜

索。通过这种方式，得到针对本文模型和所用数据

集的最佳超参数。最佳超参数见表 3。

表 3 TimeGAN模型最优超参数
Tab.3 Optimal hyperparameters of the TimeGAN model

超参数名称 最佳超参数值

隐藏层维度 16
批次大小 256

训练迭代次数 800
序列长度 48
网络层数 4

3 模型性能评估指标及分析

为全面评估 TimeGAN 模型生成数据的质量，

本文采用 3种常见的评估指标：预测指标（predictive
metrics）、判别指标（discriminative metrics）和可视

化指标（visualization metrics）。这些指标从不同的

角度考察了生成数据与原始数据之间的分布相似

程度，以及生成数据在特定任务中的表现。

3.1 预测指标

预测指标主要考察模型生成数据在下游预测

任务中的适用性与有效性。本文选取压气机压比作

为关键参数进行一阶预测任务，具体步骤为：将

TimeGAN 生成的模拟故障数据作为训练集输入

LSTM预测模型，对独立留出的测试集（真实故障

数据）进行一阶预测，随后以平均绝对误差（mean
absolute error, δMAE）作为衡量指标。若生成数据

与真实数据的统计特性、时间依赖关系及变化趋势

相近，则利用生成数据训练的预测模型在测试集上

应能取得较低的平均绝对误差，从而间接反映生成

数据的“质量”与对下游任务的支持度。预测指标通

过式(16)计算：

�MAE =
1
�
�=1

�

�i� − �i� (1
6)

式中：n为样本数量；���为预测值；��为真实值。

训练后的预测模型对测试集压气机压比的预

测平均绝对误差约为 4.47%。此结果表明，以

TimeGAN 生成的数据进行训练的 LSTM 预测模型

能在真实数据上获得较为合理的预测精度，可以为

下游的预测与分析环节提供有效支持。

3.2 判别指标

判别指标旨在直接衡量生成数据与真实数据

在分布层面上的可区分性。本文利用后验 RNN 模

型作为判别器，对真实故障数据与生成数据进行二

分类测试：若判别器较难区分二者，即分类准确率

接近随机猜测（50%），则说明生成数据与真实数据

在特征分布与统计结构上较为相似。为了衡量生成

数据与原始数据的相似性，采用式(17)判别指标，

判别指标越小，表示生成数据与真实数据越难区

分，分布相似度越高。

�th −
TP + TN

TP + TN + FP + FN
(1
7)

式中：TP为分类模型正确预测为正类的样本数量；

TN为分类模型正确预测为负类的样本数量；FP为

分类模型错误预测为正类的样本数量；FN 为分类

模型错误预测为负类的样本数量。

判别器模型输出的判别指标约为 0.193，表明

模型生成的模拟故障数据与真实故障数据分布较

为接近，判别器难以清晰区分二者。

3.3 可视化指标

为更直观地观察生成数据与真实数据在特征

空间的分布情况，本文采用 PCA与 t分布随机领域

嵌入（t-distributed stochastic neighbor embedding，
t-SNE）2种可视化降维技术。PCA作为线性降维手

段，能将高维数据映射到低维主成分空间，以最大

方差方向为主轴，考察数据整体分布；t-SNE 则通

过非线性映射，将高维数据在低维空间中进行邻域

保持，从而更加凸显局部数据点间相对位置关系。

图 6为原始数据与生成数据 PCA对比。由图 6
可见，TimeGAN 生成的模拟数据在二维主成分空

间中的分布特征与真实数据较为相近，整体趋势变

化基本一致。这表明在最大方差方向上，生成数据

较好地重现了真实数据的重要结构特征。

图 6 原始数据与生成数据 PCA对比
Fig.6 Comparison of PCA results between original and

generated data
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进一步利用 t-SNE进行可视化，图 7为原始数

据与生成数据 t-SNE对比。由图 7可加，尽管 2类
数据在局部分布上仍有微小差别，但整体上生成数

据已较好地分布在与真实数据相近的区域，且在非

线性降维空间中依然呈现出类似的群落与结构特

点。这为前述预测与判别指标的定量结果提供了直

观的佐证。

图 7 原始数据与生成数据 t-SNE对比
Fig.7 Comparison of t-SNE results between original and

generated data

综上，TimeGAN 模型在所采用的燃机气路故

障数据集上的表现优良。预测指标表明生成数据在

时间序列特性上与原始故障数据相近，能够较好地

再现其动态变化规律；判别指标表面生成数据在统

计分布上与真实数据具有较高相似性；可视化指标

则进一步表明生成数据在低维投影空间中与真实

数据的聚类和分布模式基本吻合。上述指标相互印

证，从多角度验证了本文所构建的 TimeGAN 模型

在燃机气路故障模拟数据生成任务上的可行性与

有效性。

4 结 论

本文针对燃机气路故障样本不平衡、数据分布

复杂且存在多源非线性时间依赖等问题，搭建了基

于 TimeGAN 的高质量燃机气路模拟故障数据生成

模型，并对模型的关键参数与结构设置进行了优化

与验证。在系统性分析和实证研究的基础上，得出

以下主要结论：

1）将 TimeGAN 用于燃机气路故障数据模拟生

成的关键在于充分利用 LSTM 神经网络等 RNN 类

神经网络的时间依赖建模能力与 GAN 框架的对抗

训练机制。通过引入嵌入、生成、判别及重构等多

模块协同作用，本文实现了对真实故障数据时序特

征的有效学习与逼真再现。该方法具备通用性，可

为其他复杂工业设备的故障数据增强提供参考。

2）在降维环节引入 PCA 及后续可视化分析

（t-SNE），帮助深入理解数据特征，证明前期特征

工程与主成分提取能够有效保留故障数据的关键

信息。经降维映射后，TimeGAN 生成数据与真实

数据在主成分空间中的分布基本吻合，表明所采用

的方法对高维数据结构的优异拟合能力。

3）通过由预测指标（LSTM 模型一阶预测实

验）、判别指标（基于后验 RNN判别器的分类准确

率）以及可视化指标（PCA与 t-SNE可视化）构建

的多维度评价体系评价模型生成数据的质量。结果

显示，TimeGAN 生成的数据在分布拟合度、时间

序列预测性能以及低维特征空间的聚类形态方面

均接近真实数据。多重证据相互印证，为生成数据

的高质量特征表达与应用价值提供了有力支持。
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