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【摘要】为了提升自适应巡航控制系统的测试效率和完善性，提出了一种基于深度确定性策略梯度算法的测试场景生

成方法。首先，设计了典型工况场景，构建了包含场景初始化、状态变量与控制变量定义、智能体交互机制及奖励函数的测

试场景模型。然后，基于强化学习算法设计智能体，生成具有挑战性的测试场景，设计了综合曝光率、对抗性因素和不合理

碰撞处罚的奖励函数，引导智能体生成既具有较高危险性又符合真实交通规则的场景。最后，通过左/右侧切入、切出等场

景的仿真试验，验证了所提方法的有效性。结果表明，该方法能够自动生成 ACC 的关键危险场景，提高测试覆盖度和针对

性，对实现系统的安全测试具有重要价值。

关键词：自适应巡航控制系统；测试场景生成；强化学习；DDPG 算法

中图分类号：U461.91   文献标志码：A  DOI: 10.19822/j.cnki.1671-6329.20250156
Adaptive Cruise Control System Test Scenario Generation Method 

Based on Reinforcement Learning Algorithm
Zhao Deyin1, Gao Yan1, Qin Yilin1, Zhang Peixing2, Zhang Jiaming1

（1. Global R&D Center, China FAW Corporation Limited, Changchun 130013; 2. College of Automotive Engineering,
Jilin University, Changchun 130025）

【Abstract】 In order to improve the testing efficiency and comprehensiveness of the Adaptive Cruise Control (ACC) 
system, this paper proposes a test scenario generation method based on the Deep Deterministic Policy Gradient (DDPG) 
algorithm. Firstly, typical driving scenarios are designed, and a test scenario model is constructed, which includes scenario 
initialization, the definition of state and control variables, the agent-environment interaction mechanism, and a reward 
function. Then, an agent is designed based on a reinforcement learning algorithm, and generate challenging test scenarios. a 
reward function integrating exposure rate, adversarial factors, and unreasonable collision penalties is developed, guiding the 
agent to generate scenarios that are not only highly risky but also consistent with real traffic rules. Finally, simulation 
experiments on left/right cut-in and cut-out scenarios are conducted to validate the effectiveness of the proposed method. 
The results demonstrate that this approach can automatically generate critical hazardous scenarios for ACC, improve test 
coverage and specificity, and provide significant value for ensuring system safety testing.
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0 引言

自适应巡航控制系统（Adaptive Cruise Control 
System，ACC）[1]是自动驾驶辅助系统中的关键功能，通

过在纵向自动调节车速和横向保持车辆在车道内行

驶，实现车辆智能跟驰和车道保持等 L2 级自动驾驶

能力。在复杂多变的道路交通环境中，前方车辆的切

入（他车从相邻车道并线到自车前方）和切出（前车从

·自动驾驶技术专题·
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本车道驶离）场景十分常见，对 ACC 系统反应能力提

出了更高的要求。

为了保障 ACC 系统在此类场景下的安全可靠运

行，需要利用大量且多样化的测试场景对其功能进行

充分验证[2]。然而，实际道路中危险工况（如突然切

入）发生概率极低[3]，依赖人工设计或随机测试难以覆

盖所有长尾场景，基于场景的虚拟仿真测试体系是现

阶段主要的测试手段[4-5]。
强化学习具备自主探索和对抗优化能力，在自

动驾驶测试场景生成领域应用广泛。Koren 等 [6]将
车辆状态描述为马尔可夫决策过程，采用蒙特卡洛

树搜索和前馈神经网络衍生危险测试场景。Du 等 [7]

通过增加不同轨迹的奖励提高了生成危险测试场

景的多样性。Chen 等 [8]考虑到边缘测试场景通常分

布在不同的聚类区域，通过非参数贝叶斯方法对危

险测试场景聚类，结合深度确定性策略梯度强化学

习模型衍生交通车切入主车车道的危险测试场景。

Feng 等 [9]利用密集强化学习建模交通车智能体并执

行对抗性策略，能够高效生成大量的危险场景。

深度确定性策略梯度（Deep Deterministic Policy 
Gradient，DDPG）算法[10]是一种典型的深度强化学习

方法，采用Actor-Critic架构能够处理连续动作决策问

题，适用于交通场景中连续加速度控制的建模。基于

上述问题，本文将DDPG强化学习算法应用于ACC测

试场景生成，以高级自适应巡航控制（Supervisory 
Adaptive Cruise Control，SACC）典型工况（切入或切

出）为例，利用DDPG智能体建模交通车对抗行为，学

习产生对 SACC 具有高挑战性的测试场景，验证本文

方法的有效性。本研究不仅可用于自动生成本文特

定场景类型下 SACC 的危险测试场景，提高测试效率

和覆盖度，也适用于任意场景类型下危险测试场景生

成任务。

1 SACC测试场景设计及DDPG智能体设计

1.1 SACC测试场景设计

切入和切出是ACC测试中的典型场景，本节从场

景初始化、场景状态变量和控制变量定义、场景与智

能体交互、奖励函数4个方面阐述设计过程。

1.1.1 场景初始化

在场景初始化阶段，需设定最大仿真步数、主车

与交通车的初始位置、速度及相对距离等参数，同时

明确切入或切出的触发距离与横向速度。为了增强

场景泛化能力，在每一回合仿真时，对部分初始参数

进行重新随机化。

1.1.2 场景状态变量和控制变量定义

场景状态变量主要包括主车与交通车的横向和

纵向距离、主车与交通车的速度、智能驾驶模型

（Intelligent Driver Model，IDM）输出的主车加速度、车

头时距、切入或切出状态以及碰撞标志。控制变量为

DDPG智能体输出的交通车加速度。上述变量在设定

的初始条件下，能够依据车辆的运动规律，推动场景

动态变化。

1.1.3 场景与智能体交互

在交互过程中，DDPG 智能体根据当前状态输出

交通车的加速度，场景模型据此更新车辆的速度、位

置等相关状态。当满足切入或切出条件时，交通车执

行横向位移模拟变道动作，主车则根据 IDM模型调整

自身加速度。每一步交互后，场景会输出新的状态变

量、奖励值及终止标志，从而实现智能体与环境的闭

环交互。

1.1.4 奖励函数

奖励函数是 DDPG的重要组成元素，其直接影响

智能体学习、进化的方向。为使生成的场景兼顾场景

曝光频率和危险性，需要从曝光奖励、对抗奖励2个方

面设计奖励函数。

（1）场景曝光频率是衡量智能驾驶在自然驾驶

环境中遭遇场景的关键指标。设 x 表示某具体场景

在自然驾驶环境中发生的概率，即智能驾驶在自然

道路环境中行驶，在经历多次设计运行域 θ所定义的

场景后，其遭遇该具体场景(x|θ)的可能性。曝光频率

奖励衡量了测试场景的自然驾驶特性，可表示为：

R1 ( st,at ) = ì
í
î

ε,              p ( x|θ ) > 1 × 10-3

0,              其他
（1）

式中：R1为曝光频率奖励，st为状态，at为动作，ε 为满

足条件下的奖励值，  p ( x|θ ) 为曝光频率。

（2）场景危险性衡量安全性评价指标下的场景

危险程度，制动强度越大说明背景车的影响越大，场

景越具有挑战性和危险性。因此被测系统紧急制动

过程中的制动加速度可以量化智能体的对抗性奖

励。对抗性奖励可表示为式（2），以加速度的导数衡

量测试场景整体的危险程度，此时，对抗性奖励 R2 可
表示为：

R2 ( st,at ) = ì
í
î

ïï
ïï

|| ab ( t ) × ȧb ( t ) ,    紧急制动

ab ( t ),                       其他
（2）

式中：ab 为制动加速度，被测系统的制动加速度绝对

值大于3 m/s2时认为进入紧急制动。
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（3）SACC测试场景的奖励函数设计公式为：

R ( st,at ) = w1 ⋅ R1 ( st,at ) + w2 ⋅ R2 ( st,at ) （3）
式中：R为 SACC测试场景的整体奖励函数；w1，w2为权

重系数，分别设置为 0.3 和 0.7，以确保生成场景满足

场景曝光频率的同时，更具危险性，满足 ACC 系统的

测试需求。

1.2 DDPG智能体设计

与场景交互的智能体采用 DDPG强化学习算法，

以下从 Actor 网络、Critic 网络和 DDPG 算法的具体流

程3个方面进行说明。

1.2.1 Actor网络

Actor网络根据当前环境状态输出动作分布的均

值和标准差，并从该高斯分布中采样得到实际动作。

网络通过 2层非线性全连接结构提取状态特征，再输

出动作的均值和对数标准差。为了保证分布稳定性，

将对数标准差限制在[-2,2]区间，并通过指数变换得

到正的标准差值。在动作采样过程中，引入 tanh映射

将动作范围压缩到[-1,1]，随后缩放到[-5,5]以满足交

通车加速度的控制需求，Actor网络结构如图1所示。

输入层 隐藏层 输出层

状态

6 256 256 2

a[3]
2

a[3]
3

a[2]
2a[1]

2

a[1]
3

a[3]
1a[2]

1a[1]
1

a[2]
256a[1]

6

256 1

动作
高
斯
分
布方差

a[4]
256

a[4]
1

a[4]
2 a[5]

1

a[5]
2

a[4]
3

均值

a[6]
a[2]

3

a[4]
256

图1 Actor网络结构

1.2.2 Critic网络

Critic网络用于估计当前状态和动作对应的预期

回报。在输入阶段，首先将状态和动作在最后一个维

度上拼接为一个整体输入向量；随后通过 2层隐藏全

连接网络提取特征，并最终输出标量 Q值，Critic网络

结构如图2所示。
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图2 Critic网络结构

1.2.3 DDPG算法的具体流程

首先对 Actor 和 Critic 网络的参数以及经验回放

池进行初始化；然后 Actor 网络中的策略网络基于行

为策略选择随机化的加速度动作，并在确定性策略中

引入随机噪声，从而使动作决策从确定性过程变为随

机过程，再从该随机过程中采样得到动作下达给环境

执行；环境执行加速度动作后会获得相应的奖励，并

进入下一状态，同时将状态转换过程信息存入经验回

放池中。循环训练时，从经验回放池中随机采样一批

数据，通过损失函数最小化更新Critic网络参数，通过

策略梯度更新 Actor 网络策略。最后更新 Actor 和
Critic的目标网络参数，如此循环直至达到收敛条件。

DDPG算法伪代码如下。

算法算法1 DDPG算法算法

1： 初始化Actor网络和Critic网络的参数：θQ和 θμ

2： 初始化目标网络中的参数 θQ' = θQ，θμ' = θμ 初始化经验回

放池V，设最大训练次数为M，每回合最大时间步数为T

3： 以下过程循环M步

4： 初始化乌伦贝克-奥恩斯坦（Uhlenbeck-Ornstein, UO）随机

过程Nt

5： 获取初始场景信息

6： 以下过程循环T步

7： 根据策略和探索噪声选择动作

8： 执行动作，得到奖励 rt，和新的行驶状态 st+1
9： 将状态转换过程信息 ( st,at,rt,st + 1 )存入经验回放池V

10： 从V中随机采样N个过程数据

11： 通过最小化损失函数更新策略网络参数

12： 计算Q网络的策略梯度更新Actor网络策略

13： 更新目标网络参数

14： 结束循环

15： 结束循环

2 基于DDPG的ACC测试场景生成试验

通过 DDPG智能体与场景的交互，可生成主车和

交通车的运动轨迹。场景仿真的时间步长为 0.1 s，总
时长为 30 s。将车辆纵向坐标、横向坐标和时间作为

坐标轴，以三维图形的形式可视化主车和交通车的轨

迹变化。

2.1 切入场景

2.1.1 左侧切入场景

左侧切入场景中，主车的初始坐标为 (1 027,
-6 100)，初始车速为 16.03 m/s；交通车的初始纵向偏

移为-9.19 m，初始横向偏移为-3.76 m，初始车速为

9.74 m/s。
当交通车相对主车的纵向距离为 24.08 m 时，以
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1.38 m/s的横向速度向右变道，从主车前方切入，奖励

曲线及轨迹示意如图3所示。
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（a）左侧切入场景奖励曲线
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（b）左侧切入场景轨迹示意

图3 左侧切入场景奖励曲线及轨迹示意

2.1.2 右侧切入场景

右侧切入场景中，主车的初始坐标为 (1 023,
-6 100)，初始车速为 20.25 m/s；交通车的初始纵向偏

移为-16.19 m，初始横向偏移为 3.84  m，初始车速为

25.20 m/s。当交通车相对主车的纵向距离为 21.89 m
时，以 1.90 m/s 的横向速度向右变道，从主车前方切

入，奖励曲线及轨迹示意如图4所示。
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（b）右侧切入场景轨迹示意

图4 右侧切入场景奖励曲线及轨迹示意

2.2 切出场景

2.2.1 左侧切出场景

左侧切出场景中，主车的初始坐标为 (1 027,
-6 100)，初始车速为30.31 m/s；交通车的初始纵向偏移

为64.66 m，初始横向偏移为0 m，初始车速为28.48 m/s。
当交通车相对主车的纵向距离为 27.13 m 时，以

0.80 m/s 的横向速度向左变道至横向偏移-3.74 m，

从主车前方切出，从主车前方切出，奖励曲线及轨迹

示意如图5所示。
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（b）左侧切出场景轨迹示意

图5 左侧切出场景奖励曲线及轨迹示意
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2.2.2 右侧切出场景

右侧切出场景中，主车的初始坐标为 (1 023,
-6 100)，初始车速为 10.37 m/s；交通车的初始纵向偏

移为 58.50 m，初始横向偏移为 0 m，初始车速为

28.43 m/s。当交通车相对主车的纵向距离为 28.75 m
时，以 0.56 m/s 的横向速度向左变道至横向偏移

3.83 m，从主车前方切出，从主车前方切出，奖励曲线

及轨迹示意如图6所示。
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（b）侧切出场景轨迹示意

图6 右侧切出场景奖励曲线及轨迹示意

3 结束语

本文针对 ACC 自巡航控制系统测试中的典型场

景，提出了一种基于 DDPG算法的智能测试场景生成

方法。通过构建包含车辆动力学和决策逻辑的仿真

场景模型，利用 DDPG智能体自主学习背景车辆的加

速度控制策略，实现自动生成对ACC具有挑战性的切

入、切出场景。试验结果表明，该方法可有效触发被

测ACC系统的紧急制动反应，其生成的测试场景在危

险性和合理性方面达到较好平衡。同时，该方法具有

良好的通用性，可进一步推广应用于其他驾驶辅助系

统的场景测试。未来的研究将考虑引入更多智能交

通参与者和复杂环境因素，以生成更加多样化的极端

工况场景，并结合实际道路测试数据优化智能体策

略，不断提升自动驾驶系统测试场景生成方法的完善

性和实用价值。
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