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【摘要】为了提高混合动力变速器离合器和液压系统模型的计算速度，采用神经微分方程（NODEs）对物理模型进行降

阶。首先，利用伪随机数方法生成模型输入并获得仿真结果。随后，提取系统状态变量的时间序列数据作为样本训练神经

微分方程模型。物理模型和 NODEs 模型的比较结果表明，后者具有出色的精度和泛化能力，并显著提升计算速度。
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【Abstract】 To enhance the computational speed of the hybrid transmission clutch and hydraulic system model, this 

paper employs the Neural Ordinary Differential Equations (NODEs) to reduce the order of the physical model. Initially, a 
pseudo-random number method is utilized to generate model inputs and obtain simulation results. Subsequently, the time-
series data of system state variables are extracted as samples to train the NODEs model. The comparison between the 
physical model and the NODEs model reveals that the latter possesses excellent precision and generalization capabilities, 
significantly enhancing computational speed.
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0 引言

模型降阶是一种旨在降低模型计算复杂度或存

储需求，同时确保其在容许误差范围内保持期望保真

度的技术[1]。该技术被广泛应用于加速系统级仿真、

硬件在环仿真以及虚拟传感器开发中。

动态系统建模方法主要分为 3 类：黑盒模型、灰

盒模型及白盒模型 [2]。白盒模型基于物理机理建立

完备的微分方程模型，运行机理完备，要求对复杂

的物理系统深刻的理论分析。因此，该建模方法需

要强大的专业知识及理论背景，且得到的物理模型

运算速度慢，无法做到在控制器上进行实时计算。

黑盒模型基于时序变量预测算法，利用测试或仿真

数据生成模型。其内部运行机理未知，可以在无法

利用物理原理构建模型时发挥优势。黑盒模型的

内部参数不存在物理意义，且需要使用覆盖全面的

工况数据训练模型，提升模型泛化能力。灰盒模型

介于白盒和黑盒之间，针对一个动态系统的部分模

块使用黑盒方法降阶加速，其他的模块保持物理原

理建模特性，从而在计算速率与物理可解释性之间
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取得平衡。

神经微分方程（Neural Ordinary Differential Equa⁃
tions, NODEs）是一种基于数据驱动的灰盒降阶建模

方法[3]。其核心思想是使用神经网络来近似描述系统

隐藏状态变量的微分方程，并用黑箱微分方程求解器

计算网络输出。该方法具备内存效率高、支持自适应

计算、连续标准化流等优点，适用于监督学习、密度估

计、时间序列建模等应用场景。

本文采用微分神经网络方法对某插电式混合动

力汽车离合器及液压系统的物理模型进行降阶。首

先，采用伪随机数方法生成模型输入仿真模型得到

仿真计算结果。然后，提取系统状态变量时序数据

作为训练数据输入微分神经网络模型进行训练。最

后，将实测转速控制曲线分别输入至物理模型和训

练完成的微分神经网络模型，并记录计算结果进行

对比，用以验证微分神经网络模型的预测精度和泛

化能力。

1 离合器及液压物理模型

串并联式混动系统既能优化发动机燃油经济

性，也具备保证高效传输的优势，是目前最主流的混

合动力构型之一。在该系统中，离合器及液压系统

是实现串、并联模式切换的关键部件，其动态特性直

接影响整车行驶的平顺性与驾驶品质[4-5]。因此，对

液压系统及离合器进行精确建模方法，对于整车开

发前期的控制策略设计以及满足液压系统性能要求

具有重要意义。本章以某型号混动变速器的液压系

统为例，基于 AMESim软件建立离合器及液压系统物

理模型，并通过对比仿真结果与试验数据验证模型

的准确性。

1.1 液压系统

混动变速器中用于控制换挡部分的液压系统原

理如图 1所示。系统主要由离合器、活塞、复位弹簧、

控制油泵、液压油滤清器及储油腔等部件组成。通过

控制油泵的旋转方向，实现离合器的接合与分离。

当控制油泵正向旋转时，油泵从变速器油底壳

吸油。液压油经滤清器过滤后，在流经节流孔时产

生压力，进入离合器活塞腔。随着活塞腔逐渐被液

压油填充，活塞与摩擦片、钢片之间的轴向间隙（空

行程）被消除，活塞腔内部压力迅速上升至目标压

力值，从而压紧摩擦片与钢片，完成离合器的接合

过程。

当控制油泵反向旋转时，油泵从离合器活塞腔吸

油，并将其排回油底壳。直到离合器活塞腔内部残余

油液排空，活塞被复位弹簧推回初始位置，摩擦片与

钢片之间恢复间隙，液压离合器分离完成。
活塞及复位弹簧离合器总成

单向阀

存油腔

电子油泵总成

油压传感器

液压油滤清器

节流阀

电机

E P

图1 混动变速器的液压系统原理

1.2 离合器与液压系统仿真模型

基于上述液压系统原理，首先对控制油泵、液压

离合器结构特征与工作原理进行分析，然后基于

AMESim 仿真软件进行液压系统建模，实现离合器充

油、放油，液压系统仿真模型如图2所示。

油泵转速

油泵转向

图2 混动变速器的液压系统仿真模型

为验证仿真模型的精度，以试验过程中的油泵转

速变化数据作为仿真输入，利用图 2所示模型计算得

到活塞腔的油压仿真结果，并与试验过程中油压传感

器采集到的压力变化数据进行对比。如图 3所示，仿

真结果与测试结果的油压变化曲线趋势一致，说明仿

真模型能够精确计算离合器动态过程的压力，具有较

高的精度。
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（c）离合器分离过程中油泵转速变化
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（d）离合器分离过程中油泵输出压力变化

图3 模型仿真结果与试验结果对比

2 基于微分神经网络算法的模型降阶

基于实际液压和机械系统原理，搭建了精度可靠

的液压离合器控制模型，可以精确计算离合器动态过

程各内部量的变化，进而能够分析液压系统及离合

器硬件物理性能，并进行软件控制策略虚拟功能验

证与参数标定。然而，若将该模型用于硬件在环

（Hardware-in-the-Loop, HiL）仿真或部署至控制器硬

件以实现虚拟传感功能，其计算速率难以满足实时性

要求[6-7]。
因此，本章对上述基于 AMEsim 仿真平台搭建的

离合及液压系统物理模型进行降阶，在保证计算精度

的前提下提升仿真速度。具体方法如下：首先，采用伪

随机数方法生成模型输入仿真模型得到仿真计算结

果；然后，提取系统状态变量时序变化数据作为样本输

入微分神经网络模型进行学习训练，得到降阶模型。

2.1 离合器及液压系统状态空间方程

根据现代控制理论，多数物理系统可由一阶矩阵微

分方程描述（即状态方程）[8]，其表达了各状态分量之间

随时间的相互的以及受控制输入的影响信息，具体为：

dX
dt

= F ( )X ( )t ,U ( )t ,α （1）
式中：X ( )t ,U ( )t ,α分别表示控制系统的状态、输入变

量以及内部参数。

为应用微分神经网络方法对离合器及液压系统

进行建模，首先需要分析该系统状态空间的状态量和

输入，建立黑盒状态空间模型。将液压系统模型表示

为状态空间框图，如图4所示。

状态变量：

油泵进口压力Pimlet
油泵出口压力Poutet
离合器轴向位移 xclu
离合器轴向速度 xclu

系统输入：

油泵转速ωmotor

系统输出：

油泵出口压力Poutlet

图4 液压系统状态空间示意

由图 4可知，为准确描述离合器和液压回路系统

工作状态，状态空间表达式应该包含 4 个状态变量，

即：电子油泵进出口压力，离合器主动盘轴向位移及

速度，它们的变化受系统输入油泵转速控制。以微分

方程组形式描述系统状态空间。
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dPop_inlet
dt

= f1( )Popinlet ( t ),Popoutlet ( t ),xclu ( t ),vclu ( t ),ωmotor ( t )
dPop_inlet

dt
= f2 (Popinlet ( t ),Popoutlet ( t ),xclu ( t ),vclu ( t ),ωmotor ( t ) )

dPop_inlet
dt

= f3 (Popinlet ( t ),Popoutlet ( t ),xclu ( t ),vclu ( t ),ωmotor ( t ) )
dPop_inlet

dt
= f4 (Popinlet ( t ),Popoutlet ( t ),xclu ( t ),vclu ( t ),ωmotor ( t ) )

（2）
式中：ωmotor为油泵电机转速，是整个动态系统的输入；

Popinlet、Popoutlet 分别为电子油泵进口压力和出口压力；

xclu、vclu 分别为离合器主动盘轴向位移及速度；f1~f4 为
描述系统各状态变量和对应导数间关系的函数。

使用矩阵函数H (X,U ) 替换 f1~ f4，可以将式（2）写
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成矩阵形式：

dX
dt

= H (X ( t ), U ( t ) ) （3）
其中，

X ( t ) = (Popinlet ( t ), Popoutlet ( t ), xclu ( t ), vclu ( t ) ) （4）
U ( t ) = ωmotor ( t ) （5）

微分神经网络是神经网络和状态空间理论结合

的产物，核心思想是用神经网络结构替代状态空间函

数。因此，在微分神经网络方法中不用列写式（3）右

侧导函数H ( )X ( t ),U ( t ) 的详细表达式，只需要使用神

经网络模型NN ( )X ( t ),U ( t ),θ 替代，如图 5所示。通过

训练迭代神经网络参数阵列 θ，可以使微分神经网络

模型逐渐逼近物理模型输出。

输入变量
Ut

状态变量
初值Xt

神经网络拟合函数
dX/dt=NN(X,U)

常微分方程
数值求解器

状态变量
终值Xt+1

图5 微分神经网络原理

本文搭建的神经网络结构 NN ( )X ( t ),U ( t ),θ ，如

图 6所示，设置 4层网络，其中隐藏层数为 2，每个隐藏

层均含96个神经元，输入层、隐藏层、输出层之间全连

接，激活函数均采用 tan函数。

状态量：

Popinlet,
Popoutlet,

xclu,
vclu

系统输入：

ωmotor

输入维数：

5
输出维数：

96
激活函数：

tan

输入维数：

96
输出维数：

96
激活函数：

tan

输入维数：

96
输出维数：

96
激活函数：

tan

输入维数：

96
输出维数：

4
激活函数：

tan

状态量微分：

Popinlet/t,
Popoutlet/t,

xclu/t,
vclu/t

输入 输出输出层隐藏层2隐藏层1输入层

图6 神经网络结构示意

2.2 训练样本集生成

数据驱动的动态系统模型需要使模型训练中能

够学习到尽可能多的工况，以提升模型泛化能力[2]。
由物理模型描述可知，离合器及液压系统输入为电子

泵转速 ωmotor。因此，为获得全面的转速输入样本集，

首先以转速变化量和转速稳定时间作为搜索变量，并

设置变化范围及颗粒度，如表1所示。

表1 油泵转速样本集搜索变量

变量名

转速变化量/r·min-1

转速稳定时间/s

最大值

4 000
3

最小值

-4 000
0.5

颗粒度

50
0.5

采用伪随机数生成器 [9]，基于 2 个搜索变量生成

500 个随机点，如图 7 所示。然后，设定转速初值为

0 r·min-1，最大值为 6 000 r·min-1，最小值为 0 r·min-1，

进一步得到500 s转速控制曲线，如图8所示。
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图7 油泵转速样本点
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图8 油泵转速输入变化曲线

最后，将转速变化曲线输入图 2所示仿真模型，仿

真输出结果时间步长设定为 0.1 s，计算各状态量随时

间变化的曲线如图9所示。

0.010

100 200 300 400 500

v clu
/m·
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时间/s

0.005
00

0

P inle
t/M

Pa -0.005
-0.010
-0.015

15

P out
let/m 5

0

10

0.01

x clu
/m 0

-0.01

图9 系统状态量变化曲线

2.3 神经网络参数训练

在微分神经网络算法中，传统神经网络的残差连

接被替换成了常微分方程，通过微分方程数值求解器

求解该常微分方程，并将输出状态代入损失函数，再计

算相应的损失函数梯度，损失函数如式（6）所示[3,10]。
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L ( )X ( t1 ) = L ( )X ( t0 ) + ∫
t0

t1
NN (X ( t'),U ( t'),θ )dt'

（6）
式中：X ( t ) 为 t时刻的状态变量；NN 为微分神经网络

函数；θ为网络参数，即网络层的权重和偏置。

本文使用伴随灵敏度方法计算梯度，为了最小化

损失函数L，需要计算L关于网络参数θ的梯度∂L/∂θ。
∂L
∂θ ( )t0 = -∫

end

t0 dt'a ( t ) ∂f (X ( t'),t')
∂θ （7）

式中：伴随状态 a ( )t = ∂L，表示损失函数 L 依赖于状

态量X的变化率。

从而，利用梯度下降法即可不断更新参数 θ，最小

化损失函数 L，使NN ( )X ( t ),U ( t ),θ 逼近状态空间导函

数H ( )X ( t ),U ( t ) 。

根据式（7），利用 MATLAB 深度学习工具箱编写

搭建微分神经网络模型及参数训练脚本，输入训练样

本集（图 7、图 8）对网络模型进行训练。训练参数设定

如表2所示。

表2 神经网络训练参数

参数名称

样本数/个
学习率

最大迭代次数/次
批大小/个
参数标准化

预测时间长度/s
微分方程求解器

数值

500
0.005
300
200
True

4
ODE45

启动迭代优化程序，完成后损失函数最小值为

4.23，迭代过程如图10所示。
60
50
40
30
20
10

100 150 200 250 300

损
失

函
数

训练代数

0 50

图10 模型训练过程损失函数变化

3 微分神经网络模型验证

3.1 模型精度验证

为验证模型的精度和泛化能力，选择了 2条实测

的转速控制曲线作为模型输入，如图11所示。
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（a）试验工况1
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（b）试验工况2
图11 试验工沉油泵转速输入曲线

将控制曲线分别输入AMEsim物理仿真模型和训

练完成的神经网络模型，对比计算结果。如图 12、图
13所示，微分神经网络模型计算得到的物理值能够较

准确地预测出物理仿真模型中状态量的变化趋势，说

明微分神经网络模型具备较好的精度及泛化能力。
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图12 工况1仿真与预测结果对比
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3.2 计算速度

表 3对比了物理模型和微分神经网络模型的耗时

情况。相比物理模型，微分神经网络降阶模型使计算

速度提升超 70倍，每秒仿真运算对应的真实时间达到

毫秒级，满足硬件在环仿真和虚拟传感器等应用的实

时性要求。

表3 物理模型与降阶模型计算速度对比

工况

工况1
工况2

物理模型计算
时间/s
89.247

116.985

降阶模型计算
时间/s
1.234
1.533

速度提升/倍
72.32
76.31

4 结束语

为提升离合及液压系统物理模型的计算速度，采

用微分神经网络方法进行模型降阶。利用伪随机数

生成器得到控制转速输入至仿真模型计算，得到的系

统状态变量仿真结果作为训练样本输入微分神经网

络模型进行训练。为验证训练完成的微分神经网络

模型性能，将实际转速控制曲线分别输入至物理模型

和微分神经网络模型计算并记录结果进行对比。结

果表明相微分神经网络模型能够准确地预测各状态

量的变化，具备较好的精度及泛化能力。另一方面，

模型每秒计算所需真实时间仅为毫秒级，计算速度相

比物理模型显著提高。
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