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【摘要】为提高电动汽车充电负荷预测的准确性，设计了一种基于轻量级梯度提升机（LightGBM）算法和出行链理论的

电动汽车充电负荷多时间尺度预测模型。利用出行链描述用户出行过程，采用蒙特卡洛法抽取时空数据，计算不同区域出

行和停留时间的概率密度函数，采用牛顿法划分多时间尺度充电概率，明确驾驶时空分布与充电状况，并运用模糊数学定

理与 LightGBM 分类充电负荷数据，构建了多季节多时段预测模型。采用 LightGBM 高效并行计算模式，明确充电负荷变化

规律，实现了多时间尺度预测。试验结果表明：所建立的模型在不同季节和电动汽车数量条件下，预测误差低于 100 kW，预

测空报率低于 3%，可准确展现充电负荷的变化规律。
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【Abstract】To improve the prediction accuracy of electric vehicle charging load, a multi time scale prediction model 
for electric vehicle charging load was designed based on the Lightweight Gradient Boosting Machine (LightGBM) algorithm 
and travel chain theory. The travel chain was used to describe the user’s travel process, Monte Carlo method was used to 
extract the spatiotemporal data, and the probability density functions of travel and stay time in different regions was 
calculated. Newton method was used to divide the probability of charging at multiple time scales, clarifying the 
spatiotemporal distribution of driving and charging conditions. Fuzzy mathematics theorem and LightGBM were applied to 
classify charging load data, and a multi season and multi time prediction model were constructed. The efficient parallel 
computing mode of LightGBM was applied which clarified the variation pattern of charging load, and multi time scale 
prediction was achieved. The experimental results show that the established model has a prediction error of less than     
100 kW and a prediction false alarm rate of less than 3% under different seasons and the number of electric vehicles, and 
can accurately display the variation pattern of charging load.
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1 前言

电动汽车大规模充电带来的高用电量与强变化性

使传统电网运行压力增大，电动汽车充电负荷预测有助

于充电站规划科学的运营制度，对优化电网运行能力具

有重要意义[1]，是保证电网安全高效运行的关键。

·电动汽车与智能电网互动（V2G）优化控制技术专题·
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吴丹等[2]基于 XGBoost 与轻量级梯度提升机（Light 
Gradient Boosting Machine，LightGBM）提出了电动汽车

充电负荷预测模型，并采用岭回归（Ridge Regression，
RR）算法进行求解，实现了负荷预测。张琳娟等[3]以出

行起讫点（Origin-Destination，OD）时空分布矩阵为基础

构建电动汽车负荷预测方法，基于蒙特卡洛方法建立

电动汽车充电负荷预测模型，完成了负荷预测。张美

霞等[4]建立了一种电动汽车出行时空转移模型，根据

OD分析法模拟出行规律，凭借锂电池充放电试验信息

确定不同温度对电池容量的影响，引入锚定效应分析用

户心理与充电决策的关联关系，基于用户主观意愿构建

了充电负荷预测模型。袁小溪等[5]对检测区域进行网

格划分，以网格为空间预测单元，使用贝叶斯正则化反

向传播（Back-Propagation，BP）神经网络法明确电动汽

车充电负荷与各类影响因素的内在关联，实现充电需求

预测。上述方法均未考虑充电负荷的时空变化特征，预

测结果不够精准。

为了提高电动汽车充电负荷预测的准确性，本文采

用出行链理论明确电动汽车用户出行时空规律，对每个

特征量间的隐含关系进行近似线性关联分析，依据不同

季节一天内多时段等多时间尺度，归一化计算车辆充电

负荷多时间尺度指标，明确电动汽车的驾驶时空分布与

充电状况，并基于改进的强回归树构建充电负荷多时间

尺度预测模型，运用 LightGBM 算法高效率并行计算模

式求解该模型，获得充电负荷多时间尺度预测结果，并

通过试验验证所建立模型的有效性。

2 电动汽车充电负荷多时间尺度预测

2.1 出行链特征量近似线性关联分析

出行链表示用户在出行意愿支配下，从初始点出

发，依照时间次序途经多个目标地点，最终抵达终点结

束出行的过程。出行链特征量涵盖驾驶与停留 2 个部

分。为完整定义用户出行流程，将出行链特征量分为时

间特征量和空间特征量。

时间特征量能阐明电动汽车出行的时序改变状况，

包含抵达、离开第 i次出行目标地的时间 Ti、TLi，离开第

(i-1)次出行目的地开始第 i次出行的时间TLi-1，第 i次出

行驾驶时间 tgi、停留时间 tsi。

空间特征量定义了电动汽车移动时的空间转移状

况，包含初始出发地与终点的里程 P0、第(i-1)次出行目

的地里程（即第 i次出行初始里程）Pi-1、第 i次出行目的

地里程Pi和出行的总里程 p。

出行链每个特征量之间都具备耦合关系，时间链

中，Ti与TLi可使用 tgi、tsi获得：

Ti=TLi-1+tgi                                   （1）
TLi=Ti+tsi                                    （2）

同理，空间链中特征量的耦合关系为：

p=Pi+(P0-Pi-1)                              （3）
依照用户出行类别，将出行目标拟作回家、工作、购

物、社交、其他事务5种类型[6-9]。将出行目的地划分为住

宅区、工作区、商业区，且设定每个区域充电设备都能正

常使用，出行链长度为3，即最多涵盖3个出行目标地。

为明确用户出行时空分布状况，以 Pi、tgi、tsi的概率

分布作为输入量，使用蒙特卡洛法随机抽取数据[10]，产

生不同的空间特征量。因当前电动汽车出行信息较少，

将燃油车出行规律拟作电动汽车出行规律，经数据分析

获得输入量概率分布结果。

假设用户出行时空基本符合正态分布[11]，将其概率

密度函数定义为：

f0 (Ti,Pi ) = 1
2πμ

exp é

ë
êêêê

ù

û
úúúú- (Ti α + Pi α ) 2

2μ            （4）
式中：f0为用户第一次出行时段的概率密度函数；α为正

态分布系数，此处为标准正态分布，因此取 α=1；μ为密

度分布系数，即概率密度函数的标准差。

概率密度函数的标准差σ为：

σ = ∫b
x = a [ ( x - τ ) 2 f0 ( x )dx ]1/2                  （5）

式中：f0(x)为概率密度函数，x为概率密度，[a,b]为函数定

义域，τ为概率密度函数的均值。

概率密度函数的均值 τ的计算公式为：

τ = ∫b
x = a f ( x )dx                           （6）

用户出行的行驶时间与行驶前、后的目标地类别相

关，将其分成 3个类别：从住宅区到非住宅区、从非住宅

区到住宅区、从非住宅区到非住宅区[12-13]。假设 3种行

驶类型的时间均服从对数正态分布，将其概率密度函数

定义为：

fj ( tgi ) = 1
tgi 2π exp é

ë
êêêê

ù

û
úúúú- tgi μj

2 , j = 1,2,3           （7）
式中：μj为对数正态分布的均值，j=1,2,3 分别表示从住

宅区到非住宅区、从非住宅区到住宅区、从非住宅区到

非住宅区。

电动汽车充电只能发生在抵达目标地后的停留过

程中，因此每个目标区域的停留时间与充电模式的选择

和充电时长直接相关[14-15]。将工作区停留时间的概率

密度函数 f(w)记作：

f (w) = 1
tz

exp [ ]-(1 - tsi w) × (1 - tsi w)           （8）
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式中：tz为工作区的平均停留时间，w=(tsi-tz)/c 为每个目

标区域的停留时间，c为次数。

根据式（8）同理可得商业区与住宅区的停留时间概

率密度。

不考虑交通堵塞，结合每个出行目标区域停留时间

的概率密度，将时间链与空间链的特征量间进行耦合。

整合不同时间尺度下的充电负荷数据与对应的地理位

置信息，获取时间和空间上的充电负荷数据。从整合后

的充电负荷数据中提取时间链和空间链的特征。运用

统计和建模方法，研究不同时间尺度下的充电负荷对应

的地理位置分布以及在不同地理位置上的充电负荷变

化趋势等，进而获得电动汽车用户行驶里程：

Pi=f(w)vtgi                              （9）
式中：v为用户本次出行的平均车速。

通过近似线性关联分析出行链特征量，对时间链和

空间链的特征量进行具体分析，获得电动汽车用户行驶

里程，作为充电负荷多时间尺度预测的基础。

2.2 充电负荷多时间尺度预测模型构建

基于前文获得的行驶目的地概率密度和电动汽车

用户行驶里程，从多时间尺度构建充电负荷预测模型。

对历史充电负荷数据进行季节特征提取，通过季节分解

法分析季节性变化的趋势和周期性。增加时间尺度的

维度，以捕捉不同时间尺度上的季节变化。分析后发

现，季节变化中气温是负荷的主要影响因素[16]，因此在

构建模型前，需进行负荷数据和气温数据的归一化处

理。将不同季节（季节时间尺度）一天之内多时段（小时

尺度）的负荷数据归一化到[0,1]范围，使用最大-最小归

一化方法，将负荷数据映射到指定范围内，以便统一比

较和分析不同季节、不同时段的负荷数据。采用量化因

子归一化处理方式量化处理负荷数据的时间尺度指标。

考虑气温对负荷的影响，因不同季节一天之内气温会发

生变化，过冷或过热均需要启动空调，负荷将发生变化，

因此将气温作为负荷数据归一化指标，将气温的归一化

形式记作：

Yt=(ut-umin)(ut-umax)                         （10）
式中：Yt为 t时段归一化后的温度，ut为 t时段实时气温，

umin、umax分别为最低、最高气温。

现阶段，电动汽车多为每天充电一次或设置固定的

充电模式，但用户驾驶至某目的地时是否选择充电与剩

余电量有很大关系，一般剩余电量在 40%以上才能保证

电动汽车正常运行[17]。基于前文的电动汽车用户行驶

里程，计算第 i次出行结束时的电池荷电状态Ri：

RiG = Ri - 1G - zi P                            （11）

式中：G为电池容量，zi为第 i次出行的每公里耗电量。

由此获得约束电动汽车行驶至目的地时的充电条

件为：

RiG - zi + 1 Pi + 1 < 0.4G                        （12）
电动汽车充电时间由电池容量、起始荷电状态与充

电功率等因素决定[18-20]。如果在目的地充电，则充电时

间为：

Tc=[(1-Ri-1)G+zip]/kQ                       （13）
式中：k为充电效率，Q为充电功率水平。

牛顿法利用函数的一阶和二阶导数信息逐步逼近

函数的根。在划分充电概率的问题中，牛顿法可以将充

电概率视为一个函数，通过迭代近似求解该函数的根，优

化了充电概率的计算过程，辅助提高了充电概率计算的

收敛性和稳定性。因此，在上述各项指标基础上，采用牛

顿法划分多时间尺度的充电概率[21-22]，即可明确电动汽

车的驾驶时空分布与充电状况，获得其在各目的地的充

电负荷。若汽车到达目的地后，通过充电概率可以推算

当前剩余电量，并评估能否满足下个行程的驾驶需求，基

于牛顿法将电动汽车处于 t时段的充电概率Jt表示为：

Jt = ì
í
î

1, Ty ≤ t ≤ Ty + Tc
0, 其他

                   （14）
式中：Ty为驾驶到目的地的行程终止时间段。

同时，运用加法模式训练，得到预测改进回归树模

型Bt，记作：

Bt ≅ ∑
i = 1

n ( )ci fi (ai ) + 1
2 di f 2

i (ai )

     = ∑
i = 1

n ( )( )∑
i ∈ Di

ci + 1
2 ( )∑

i ∈ Di

di + β
                （15）

式中：ci、di分别为损失函数一阶与二阶梯度统计结果，

Di为叶子样本数据集，β 为惩罚系数，n 为数据量，ai为

分类系数，fi为负荷数据的第 i 棵分类决策树（即第 i 次

出行）。

改进回归树模型的训练流程为：

a. 选择特征。从所有特征中选取一个最优的特征

作为当前节点的分裂特征。

b. 划分数据。根据选定的分裂特征将数据集划分

成2个子集，每个子集包含具有相同特征值的样本。

c. 计算误差。使用某个指标（例如均方误差）计算

每个子集中实际值与预测值间的误差。

d. 如果满足迭代次数最大条件，则将当前节点标记

为叶节点，并结束流程，否则转到步骤 e。
e. 递归划分数据。对于每个子集，重复步骤 a~步

骤d，直到满足停止条件。
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为探寻最能反映因变量本质的自变量特征，完成多

时间尺度充电负荷数据分类工作，将 i棵弱回归树线性

融合成强回归树，强回归树可降低数据内存占用量，确

保在不降低计算速率的基础上训练更多数据，提高运算

准确率。由此完成改进回归树模型的训练，作为预测的

基础数学模型。

充分考虑前文获得的汽车停留充电的时空概率密

度，累加每个时间尺度的电动汽车充电负荷，基于训练

后的改进回归树模型构建充电负荷多时间尺度预测模

型为：

J't = ∑
i = 1

Nh
Jc Ji,t f (w)                           （16）

式中：Jc为充电功率水平，Nh为充电车辆总数，Ji,t为第 i

次出行目的地 t时段的充电功率。

了解电动汽车出行规律后可知，车辆充电负荷预测

存在多种随机元素，上述基于改进回归树模型的充电负

荷多时间尺度预测模型获得的预测结果在随机元素干

扰下难以获得最优解，因此需要选择合适的算法求解模

型的最优值。

2.3 充电负荷多时间尺度预测求解

模糊数学原理普遍用于处理不确定性和模糊性的

问题。LightGBM 通过多个基学习器的集成，可以有效

减少复杂问题求解过拟合的风险，能够处理离散型和混

合型数据。因此，运用模糊数学定理与 LightGBM 可以

完成随机元素推导，适用于求解前文构建的充电负荷多

时间尺度预测模型这种复杂的数据模型。

利用LightGBM算法训练前文的改进回归树模型，获

得多时间尺度负荷预测的分类求解结果。将 LightGBM
算法下的回归树模型表示为：

fT ( A) = ∑
i = 1

T

fi ( A)                             （17）
式中：T为全部树总棵数，A为叶子数量。

训练过程为：

a. 初始化。将训练集中的所有样本视为一个叶节

点，并计算它们的均值作为初始预测值。

b. 迭代训练。在每次迭代中，首先计算当前模型的

残差（即实际值与当前预测值的差），然后训练一个新的

回归树模型来拟合残差。

c. 叶节点分裂。对于每个叶节点，根据某个指标

（例如最小化方差或最小化绝对误差）选择最优的分裂

特征和分裂点，将该叶节点分裂成2个子节点。

d. 剪枝。使用正则化方法（例如最小化叶节点数或

最小化复杂度）对生成的树进行剪枝，以避免过拟合。

e. 更新预测值。对于每个叶节点，用该节点的均值

作为该节点上所有样本的预测值。

f. 循环迭代。重复步骤 b~步骤 e，直到达到预定的

迭代次数或满足其他停止条件。

在已知树结构的情况下，设置各叶子节点 vi内的最

佳叶子质量分数 ej与全部树集合的极值FT，计算公式分

别为：

ej=(∑vi)/∑viξ                              （18）

FT = - 1
2 ∑

i = 1

n ( )∑vi

2

∑vi ξ
                         （19）

式中：ξ为节点权值。

对式（17）引入模糊数学原理中的拆分计算，基于

LightGBM算法的充电负荷预测多时间尺度分类求解结

果为：

B = 1
2
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n

ci ξ
- I

∑
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n
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                （20）

式中：B为充电负荷结果数据量，I为样本集样本数量总

和。

电动汽车充电负荷多时间尺度预测方法流程如图

1所示。

3 试验验证与结果分析

3.1 试验准备

依照相关电力标准，设定居住地与公共场所的充电

功率水平分别为 3.5 kW、20.3 kW。电动汽车数量参照

某市 2022 年 6 月汽车保有量 520.3×104 辆的 0.1%取整

为 5 200辆。利用MATLAB平台完成验证分析，以出行

链夏、冬季为不同检验场景。

区域内建设的充电站每天需完成 3 辆以上汽车的

充电服务，汽车充电等待时间不超过 30 min。该区域内

最多可布署 11个充电站，且不少于 5个，区域内电动车

图1 电动汽车充电负荷多时间尺度预测方法实现流程

开始

完整定义用户出行流程

时间特征量 空间特征量

出行链特征关联性分析

负荷多时间尺度指标归一化

建立电动汽车约束函数

计算充电时间

充电概率目标函数建立

预测模型的构建与求解

基于LightGBM回归树模型的预测
模型求解

结束
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抵达目标地充电站的行驶距离小于 1 km。充电站的分

布概率密度为 0.5，电动汽车在各充电站充电的分布概

率密度为0.42，停留时间概率分布密度为0.42。
电动汽车参数如表1所示。

电动汽车恒充电功率水平为4.0 kW，采取每天充电

一次的模式，部分历史数据如表 2所示，作为后续数据

分析的依据。

对电动汽车充电负荷数据进行清洗补缺，以提升预

测精度。

编写试验算法伪代码如下：

# 输入：清洗和补缺后的充电负荷数据

# 输出：充电负荷多时间尺度预测结果

# 使用模糊数学原理和 LightGBM 算法实现充电负

荷多时间尺度预测模型

# 训练LightGBM模型

model = train_lightgbm_model(data)  # data为清洗和

补缺后的充电负荷数据

# 使用训练好的模型进行预测

predictions = model.predict(test_data)  # test_data 为

测试数据

# 返回预测结果

return predictions
# 执行试验

result = run_experiment()
# 输出试验结果

print(result)
3.2 试验结果分析

3.2.1 出行链时间尺度特征量关联分析

使用所提出的模型预测夏季和冬季伴随电动汽车

数量的改变，充电负荷的变化情况，结果如图2所示。

由图 2可知，不同电动汽车数量充电负荷对初始负

荷存在影响，继而影响负荷预测结果，因此以电动汽车

数量作为变量，能够测试本文预测结果与理想值的差

距。

3.2.2 充电负荷多时间尺度预测效果

将不同电动汽车数量和不同时间尺度作为变量因

素，本文将不同季节、一天内不同时间作为多时间尺度

测试本文模型的预测效果，季节时间尺度下充电负荷预

测效果如图3所示。

从图 3中可以看出，所提出模型得到的不同电动汽

车数量条件下充电负荷趋势的峰谷差与理想值基本一

致，误差低于 100 kW，证明模型在不同季节及电动汽车

数量条件下仍能够有效预测。这是因为本文采用牛顿

法明确了充电负荷变化规律，不受时间尺度变化影响。

表1 电动汽车参数

参数

续驶里程/km
初始SOC/%

电池容量/A·h
额定功率/kW

数值

260
90

280
75

表2 电动汽车充电历史数据

电动汽
车编号

EV001
EV002
EV003
EV004
EV005
EV006
EV007
EV008
EV009
EV010
EV011

充电量
/kW·h
15.6
13.2
18.5
20.0
16.8
14.7
17.9
12.3
19.4
15.9
17.2

充电
开始时间

2020-01-02 
18:00

2020-01-03 
20:30

2020-01-04 
17:15

2020-01-05 
23:45

2020-01-06 
19:30

2020-01-07 
21:00

2020-01-08 
17:45

2020-01-09 
22:15

2020-01-10 
20:30

2020-01-11 
22:30

2020-01-12 
17:30

充电
结束时间

2020-01-03 
06:30

2020-01-04 
05:45

2020-01-05 
09:00

2020-01-06 
08:15

2020-01-07 
07:45

2020-01-08 
06:00

2020-01-09 
09:30

2020-01-10 
06:45

2020-01-11 
08:15

2020-01-12 
06:00

2020-01-13 
07:15

充电时长
/h

12.50
9.25

15.75
8.50

12.25
9.00

15.75
8.50

11.75
7.50

13.75

充电效
率/%

85
77
90
80
88
82
89
73
92
79
84

（a）夏季

（b）冬季

图2 不同电动汽车数量充电负荷对初始负荷的影响

庞松岭，等：基于LightGBM算法和出行链理论的电动汽车充电负荷多时间尺度预测模型
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3.2.3 充电负荷多时间尺度预测求解精度测试

为进一步验证方法的预测精度，将 XGBoost[2]与

LightGBM预测法、OD时空分布矩阵预测法[3]、动态能耗

法[4]、网格划分法[5]作为对照组与本文提出的方法共同

进行试验对比。从电动汽车充电负荷历史数据中随机

抽取一天的数据作为样本，在该样本中，电动汽车数量

仍为5 200辆，恒充电功率水平为4.0 kW，并采取每天充

电一次的模式。分别采用 5 种方法进行日均充电负荷

预测，结果如图4所示。

从图 4中可以看出，因本文提出的方法全面考虑了

充电场所区域的多样性，计算得到的负荷曲线更加精

准，与其他方法相比更具计算优势。

使用空报率指标检验 5 种方法的负荷预测性能，

空报率表示错误预测结果在全部预测结果中的占比，

占比越小，证明预测能力越优秀。设定共进行 800 次

试验，取每 100 次试验的空报率均值进行对比，结果如

图 5所示。

由图 5 可知，本文提出的方法的空报率始终低于

3%，显著小于其他方法，在实际应用中更能展现出不同

时间尺度下电动汽车充电负荷变化规律，预测性能更

好。这是因为本文构建的预测模型融合考虑了不同季

节时间尺度下温度对负荷的影响的变化、不同时段负荷

变化，获得了较高的负荷预测精度。

4 结束语

提升电动汽车充电负荷预测准确性，对确保电网的

安全运行尤为关键，本文提出一种基于 LightGBM 算法

和出行链理论的电动汽车充电负荷多时间尺度预测模

型。试验结果表明，该模型在不同季节和电动汽车数量

条件下，预测误差和预测空报率均较低，能准确预测充

电负荷变化。

本文方法在现阶段得到了较好的预测结果，但电动

汽车充电负荷预测过程细节还有待优化，具体体现在：

a. 充电负荷数据的优化采集与分类。充电行为具

有一定的规律性，往往存在明显的周期性变化，且不同

车型、不同充电设备、不同充电策略等均对充电负荷产

生影响。因此，负荷数据采集难度较大。

b. 需进一步考虑跨时段充电负荷预测的研究。这

需要结合日历信息和行驶轨迹等数据，提高对充电行为

的建模和分析能力。
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