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【摘要】针对目前轨迹预测研究中交互建模方法使用的图注意力网络（GAT）为静态注意力，无法有效捕捉复杂道路场

景中车辆间交互的问题，提出了一种基于编码器-解码器架构的动态图注意力网络（ED-DGAT）预测高速公路环境中运动

车辆的未来轨迹。编码模块使用动态图注意力机制学习场景中车辆间的空间交互，采用状态简化动态图注意力网络建模

解码阶段车辆运动的相互依赖，最后使用NGSIM数据集评估所提出的模型，并与长短时记忆（LSTM）、联合社交池化与长短

时记忆（S-LSTM）、联合卷积社交池化与长短时记忆（CS-LSTM）算法模型进行对比分析，结果表明，预测轨迹的均方根误差

（RMSE）降低了 25%，且模型的推理速度为CS-LSTM模型的 2.61倍。
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【Abstract】In current research on vehicle trajectory prediction, the existing Graph Attention Network (GAT), which is
based on a static attention mechanism, fails to effectively capture interactions between vehicles in complex road conditions.
To address this issue, this paper proposed an Encoder-Decoder Dynamic Graph Attention Network (ED-DGAT) to predict
future trajectories of highway vehicles. In this model, the encoding module incorporates a dynamic graph attention
mechanism to learn spatial interactions among vehicles. Simultaneously, a simplified dynamic graph attention network is
adopted to model the interdependencies of vehicle movements during the decoding phase. This paper evaluated the
proposed algorithm using the NGSIM dataset and conducted comparative analysis with other models such as LSTM, Social-
LSTM (S-LSTM), and CS-LSTM. The results show that the Root Mean Squared Error (RMSE) of predicted trajectory has
been reduced by 25%, and the inference speed is 2.61 times of the CS-LSTM model.
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1 前言

为实现安全高效行驶，自动驾驶汽车需自主且合理

地估计周围目标的运动轨迹。然而，车辆的行为决策不

仅与驾驶员的驾驶风格、道路环境相关，还受到周围车

辆间交互行为的影响，故预测复杂道路场景中车辆的运

动轨迹极具挑战性。

传统方法基于运动物理学[1]或结合概率论[2-4]估计车

辆的运动轨迹。随着人工智能技术的发展，许多研究人员

开始采用基于循环神经网络（Recurrent Neural Network，
RNN）及其变体的编码器-解码器架构进行时序数据的

预测研究[5-6]。然而，RNN无法捕捉运动车辆间的空间

相关性。

文献[7]~文献[9]引入了一种名为“社交池化”的机
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制，该方法将道路中相邻车辆的运动特征聚合到统一的

空间网格，并利用池化和卷积等方法融合车辆的运动特

征。文献[10]~文献[13]基于图神经网络（Graph Neural
Network，GNN）建模车辆间的交互关系，其中图的节点

表示运动车辆，图的边表示车辆间的空间交互，并利用

图卷积网络（Graph Convolutional Network，GCN）聚合相

邻车辆的特征。文献[14]~文献[16]基于注意力机制加

权聚合邻近车辆的相互影响，重点关注对目标车辆具有

更高影响力的邻近车辆。与“社交池化”方法和基于图

的方法相比，基于注意力机制的方法可以更好地解释运

动车辆间的空间交互。

此外，上述所有方法只考虑历史轨迹编码阶段车辆

间的交互，而在预测阶段建模邻近车辆的影响至关重要。

文献[17]、文献[18]利用基于注意力机制的GNN变

体——图注意力网络（Graph Attention Network，GAT）建

模道路目标间的交互。Brody等[19]从概念上证明了GAT
计算的是静态注意力，并提出了基于动态注意力机制的

GATv2（本文称为动态图注意力网络）。与GAT相比，动

态图注意力网络（Dynamic Graph Attention Network，
DGAT）具备更强的图表示能力。受此启发，本文提出

一种基于编码器-解码器架构的动态图注意力网络

（Encoder- Decoder Dynamic Graph Attention Network，
ED-DGAT）预测车辆轨迹，模型基于RNN的变体-循环

门控单元（Gate Recurrent Unit，GRU）编码单一车辆运动

的时间相关性，设计基于DGAT的交互建模模块，利用

DGAT聚合GRU的隐藏状态并以此编码相邻车辆的历

史运动状态，在GRU解码阶段的每一时间帧使用状态

简化DGAT捕获车辆间的空间交互。

2 轨迹预测问题描述

本文的目标是根据高速公路场景中目标车辆与邻

近车辆的历史轨迹信息，预测得到车辆的未来轨迹。车

辆的历史轨迹可以使用一系列离散的点描述，本文所提

出算法模型的输入为：

X = ( )x
Tobs - th,xTobs - th + 1,⋯,xTobs （1）

式中：n为道路中车辆数量，Tobs为道路场景的观察时刻，

th为历史轨迹时长，xt=(x0t,x1t,…,xn
t)为 t时刻道路所有车

辆的位置信息，xi
t为车辆 i在 t时刻的坐标。

与之前的工作[5,7]只预测单一车辆的未来轨迹不同，

本文选择一次性预测道路场景中所有车辆的未来轨迹：

Y = ( )y1,y2,⋯,y tf （2）
式中：tf为预测时长，yt=(y0t,y1t,…,yn

t)为未来时刻 t道路中

所有车辆的位置信息，yi
t为车辆 i在 t时刻的坐标。

相应地，使用 Ŷ = ( )ŷ1, ŷ2,⋯, ŷ tf 表示模型的输出，其

中，ŷ t 为未来时刻 t道路中所有车辆位置的预测值，使

用 ŷ t
i 表示 t时刻车辆 i坐标的预测值。

3 模型设计

本文所提出的算法模型ED-DGAT由历史轨迹编

码模块、交互编码模块和预测解码模块组成，具体结构

如图 1所示。历史轨迹编码模块基于GRU编码单一车

辆的历史轨迹，交互编码模块利用DGAT提取可变数量

的邻近车辆之间的交互特征，预测解码模块结合单一车

辆的历史轨迹编码与邻近车辆的交互编码，生成车辆的

未来轨迹。

图1 ED-DGAT模型结构
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3.1 历史轨迹编码模块

ED-DGAT模型使用双层GRU编码单一车辆的运动

特征，所有车辆共享同一个GRU，GRU的隐藏维度为64。
对于Tobs时刻，使用多层感知机（Multi-Layer Perceptron，
MLP）编码最近 th帧的车辆轨迹，然后按时间顺序输入

GRU中，最后得到隐藏状态矩阵H：

H=(h0,h1,…,hn) （3）
式中：hi为车辆 i的运动特征。

3.2 交互编码模块

在道路场景中，车辆的运动受周围车辆的影响，这
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和人与人之间的社交网络相似，研究人员常使用图神经

网络建模人与人之间的社交网络，受此启发，本文选择

使用图神经网络的最新方法 DGAT建模车辆间的交

互。DGAT为不同的邻近车辆分配不同的权重，在此基

础上加权聚合邻近车辆的特征，从而更加合理地考虑周

围车辆对目标车辆的影响。

3.2.1 图的构建

DGAT的计算过程基于图结构，因此图的结构将显

著影响模型的计算效率和预测性能。考虑到车辆间的

影响互不相同，本文使用有向图G={V,E}表示道路场景

中的车辆关系，其中V、E分别为图的节点集和边集。

定义 1（有向图）：对于图G={V,E}，设图中节点数量

为m，则节点集 V={1,…,m}，边集E={e0,0,e0,1,…,ei,j,…,em,m}
⊂V×V表示V中任意 2个节点之间的边，其中 ei,j表示从

节点 i到节点 j的边。若从节点 i到节点 j的边与从节点 j

到节点 i的边不相等，则图G为一个有向图。

如果图只包含自连接，模型的性能理论上应与无交

互建模的模型相似。而如果采用全连接的方式，将会导

致冗余连接，随着图中节点的数量增加，冗余连接将呈

指数增长，严重影响模型的计算效率。因此，本文所构

建的图神经网络为邻居节点指向中心节点的星形结构。

节点集合V中的节点表示道路场景中的运动车辆，

节点特征 vi为车辆 i的历史轨迹编码。此外，本文使用

图的第1个节点表示被预测车辆，其余节点{1,2,…,m}表
示邻近车辆，因此边集合表示为：

E={ej,0}(j=0,…,m) （4）
式中：ej,0表示图中的节点 j和节点 0之间存在有向边连

接，节点 j是节点0的邻居。

道路场景中，车辆的距离靠近就会产生交互，因此

本文采取距离阈值Dclose判断 2个节点间是否存在边连

接，如果节点所表示的车辆在Tobs时刻的距离小于阈值，

则认定节点间存在边连接，设Dclose=50 m。图1中，圆圈

内中心处的车辆认定为与圈内其他车辆存在空间交互。

3.2.2 DGAT计算方法

DGAT基于自注意力机制加权聚合邻居节点的特

征，并用于更新节点自身。DGAT的输入为历史轨迹的

编码H，模型输出为 H′ =(h′
0,h′

1,…,h′
n) 。图神经网络中

节点对（节点 i与节点 j）间的注意力系数为：

αi, j = softmax(e(hi,h j)) = exp(e(hi,h j))∑
k ∈Ni

exp(e(hi,hk)) （5）

式中：αij为节点 i对节点 j的注意力系数；Ni为图神经网

络中节点 i的邻居节点集合；e为评分函数，用于计算每

条边的初始分数；softmax函数用于归一化节点 i所有邻

居节点的初始注意力系数。

评分函数的定义为：

e(hi,h j) = aT ⋅σ( )[ ]Whi Wh j （6）
式中：||表示向量的拼接，W∈RF×F′为应用于每个节点的

共享线性变换的权重矩阵，F、F′分别为DGAT输入、输

出的维度，a∈R2F′为单层前馈神经网络的权重矩阵，σ为
非线性激活函数LeakyReLU。

得到节点对其邻居节点的注意力系数后，DGAT通

过加权求和邻居节点的特征更新中心节点的特征：

h′
i =σæ

è
çç

ö

ø
÷÷∑

k ∈Ni

aij ⋅Wh j （7）
式（5）~式（7）展示了单层DGAT的计算方法。本文

采用单层DGAT构建车辆间的交互，DGAT的输出 h′
i 为

邻近车辆对车辆 i的空间交互特征。此外，模型中使用

了多头注意力机制提升DGAT的性能，多头注意力机制

的数量为8。
3.3 预测解码模块

预测解码模块的输入为单一车辆的动态特征与邻

近车辆的交互特征。将历史轨迹编码模型的输出H与

交互编码模块的输出H′输入到 2个不同的MLP中，并

将输出拼接，以此融合车辆的运动模式与空间交互特

征。具体计算流程为：
-
hi = δ1(hi) （8）
gi = δ2(h′

i) （9）
di =-higi （10）

式中：δ1、δ2分别为编码H与H′的3层MLP，使用ReLU激

活函数，δ1的隐含层维度为128和64，δ2的隐含层维度为

256和 128；-hi 、gi分别为δ1、δ2的编码输出，维度分别为

32和64；di为车辆 i的解码输入。

与历史编码器相似，本文采用双层GRU作为预测

解码模块的骨干网络，同时采用状态简化的DGAT（使

用 D-DGAT表示解码模块所使用的 DGAT）建模预测

阶段车辆间的交互。与编码动态图注意力（Encoder
Dynamic Graph Attention Network，E-DGAT）不 同 ，解

码 动 态 图 注 意 力（Decoder Dynamic Graph Attention
Network，D-DGAT）不再计算目标节点对邻居节点的注

意力系数，而是直接采用E-DGAT计算的注意力系数。

D-DGAT的输入为 t时刻目标车辆与邻近车辆的坐标。

具体计算流程为：

γ t - 1
i =η1(ŷ t - 1

i ) （11）
γ͂ t - 1

i =σ∑
k ∈Ni

aij ⋅Wdγ
t - 1
i （12）
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g͂ t - 1
i = δ3(γ͂ t - 1

i ) （13）
式中：η1为与历史轨迹编码模块中相同的单层MLP，使
用ReLU激活函数，输出维度为 32；γj

t-1为邻近车辆 j在

(t-1)时刻位置的编码；Wd为线性变换函数的权重矩阵；

γ͂ t - 1
i 为车辆 i 在 (t-1)时刻的空间交互特征；δ3 为 3 层

MLP，使用ReLU激活函数，隐含层维度为 256和 128；
g͂ t - 1

i 为δ3的输出，维度为64。
解码GRU的隐藏状态初始化为零，输入包括编码

GRU的隐藏状态、交互编码模块的输出、上一时间帧目

标车辆的位置坐标、上一时间帧邻近车辆的交互编码。

当前时刻解码模块的计算方法为：

m t
i =Φ(di, ŷ t - 1

i , g͂ t - 1
i ) （14）

ŷ t
i =η2(m t

i) （15）
式中：Ф为解码GRU，隐藏维度为 128；mi

t为车辆 i在时

刻 t的GRU隐藏状态；η2为单层MLP。
具体而言，第 1个解码步骤中使用 Tobs时刻的车辆

坐标作为输入，当前时间步的输出用作下一时间步解码

GRU的输入。对应的解码步骤循环 tf次，得到所有车辆

的未来轨迹。

3.4 模型训练策略

本文使用 Adam作为优化器训练网络，学习率为

0.001，模型 每 次 训 练 1 个 驾 驶 场 景 ，即 批 大 小

（Batchsize）设置为 1，共训练 5代（Epoch）。
3.5 损失函数

本文提出的模型使用预测得到的轨迹输出和轨迹

真值计算损失。与文献[7]相似，本文使用均方误差作

为损失函数：

L = 1
n∑i ∈ n  Ŷi - Yi

2
（16）

式中：Y为车辆 i的真实未来轨迹，Ŷi 为模型预测结果。

4 试验分析

4.1 环境配置

本文所有试验均在同一服务器上完成，具体硬件配

置如表 1所示。所有试验均基于Python语言和深度学

习框架Pytorch实现，其中图神经网络相关试验基于深

度图谱库（Deep Graph Library，DGL）[20]开源框架实现。

4.2 数据集

本文选择在 NGSIM数据集上评估所提出的算法

模型。NGSIM 数据集广泛用于车辆轨迹预测，分为

us-101[21]和 i-80[22]2个部分，分别在长度为640 m和503 m
的高速公路中以 10 Hz的频率采集的总时长为 45 min
的真实车辆轨迹。将数据集分为训练集、验证集和测试

集，比例为7∶1∶2。从数据集中选取连续的8 s片段，前

3 s用作观察的轨迹历史，后 5 s作为被预测的真实轨

迹。与Deo等[6-7,11]相同，对数据进行下采样，采样频率为

5 Hz。

4.3 评价指标

本文试验采用均方根误差（Root Mean Squared
Error，RMSE）评估模型性能：

ermse =
∑
i ∈ n

∑
t ∈{ }1,2,⋯, tf

( )ŷ t
i - y t

i

2

n ⋅ t f
（17）

4.4 定量结果与分析

将本文提出的ED-DGAT模型与对比模型进行对

比验证。对比模型包括单一长短时记忆（Vanilla LSTM，

V-LSTM）、联合社交池化与长短时记忆（Social LSTM，

S-LSTM）[23]、联合卷积社交池化与长短时记忆（LSTM
with Convolutional Social pooling，CS-LSTM）、E-DGAT、
编码 -解码图卷积（Encoder-Decoder Graph Convolu⁃
tional Network，ED-GCN）、编码-解码图注意力（Encoder-
Decoder Graph Attention Network，ED-GAT），表2提供了

上述模型在NGSIM数据集上预测时长分别为 1~5 s的
RMSE指标。

由表 2可知，与CS-LSTM模型相比，预测的车辆轨

迹在 5 s时长上的RMSE评价指标降低了 25%。比较使

用GAT作为图聚合方式的ED-GAT模型与使用池化方

案的 S-LSTM模型、CS-LSTM模型和使用GCN作为图

陈晓伟，等：基于动态图注意力的车辆轨迹预测研究

设备名称

中央处理器（CPU）
图形处理器（GPU）

系统

内存

统一计算架构（CUDA）版本

设备型号

I9-10900k
4×GeForce GTX3080

Ubuntu 18.04
4×16 GB

11.4

表1 硬件试验平台

模型名称

V-LSTM
S-LSTM
CS-LSTM
ED-GCN
ED-GAT
E-DGAT
ED-DGAT

ermse/m
预测时
长1 s
0.65
0.65
0.61
0.58
0.61
0.57
0.53

预测时
长2 s
1.68
1.31
1.27
1.35
1.33
1.20
1.12

预测时
长3 s
0.61
2.16
2.09
2.28
2.16
1.92
1.76

预测时
长4 s
2.94
3.25
3.10
3.41
3.10
2.77
2.46

预测时
长5 s
6.37
4.55
4.37
4.78
4.21
3.80
3.27

表2 ED-DGAT在NGSIM数据集上试验结果
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聚合方式的 ED-GCN模型，ED-GAT模型的 RMSE最

低，验证了基于注意力机制的交互建模方法可以更好地

理解运动车辆间的空间交互。使用DGAT作为图聚合

方式的ED-DGAT模型的预测误差进一步下降，原因在

于：道路场景中车辆间空间交互的复杂程度高，DGAT
的图表示能力更强，更加适用于车辆轨迹预测领域。

ED-DGAT模型与E-DGAT模型的试验结果表明，在预

测阶段建模车辆之间的交互可以有效提升模型的预测

性能。

4.4 定性结果与分析

为了更好地理解DGAT在提高车辆间空间交互建

模方面的贡献，本文对同一道路场景下不同车辆ED-
DGAT模型的预测结果进行可视化，如图 2所示。由图

2可知，在高速公路场景中，同一车道的后方车辆跟随

前方车辆行驶，对于变道车辆而言，以避免碰撞为原则

汇入目标车道。图2中，对于直行车辆，ED-DGAT模型

能有效捕捉车辆间的跟随行为，对于变道车辆，ED-
DGAT模型能有效识别车辆的变道意图。对于直行车

辆和变道车辆，ED-DGAT模型都能捕获车辆轨迹的细

节，得到更加贴近真实场景的预测结果。

4.5 消融试验

本文将Dclose设置为不同值，探讨其对模型性能的影

响，试验结果如图 3所示。从图 3中可以看出，相较于

Dclose=0，Dclose>0时预测结果的 5 s RMSE显著降低，原因

在于：Dclose=0时目标车辆不考虑邻近车辆的影响，模型

等同于使用单一GRU的编码器-解码器结构。上述结

果表明，建模车辆间的交互能有效降低模型的预测误

差。对比 Dclose=100 m 与 Dclose=50 m 模型的性能，Dclose=
100 m时模型的RMSE较低，原因在于：考虑较大的Dclose

阈值，模型会考虑更多邻近车辆对目标车辆的影响。然

而，Dclose为 100 m时RMSE只在Dclose为 50 m的基础上略

有降低，原因在于：当Dclose>50 m时，模型已经充分考虑

了对目标车辆影响最大的邻近车辆，此时再增大Dclose，

模型虽然会考虑更多的邻近车辆对目标车辆的影响，但

这些车辆距离目标车辆较远，对目标车辆的影响远低于

近距离车辆。此外，考虑更大的Dclose，DGAT的计算量将

会大幅度增长。综合考虑，本文采用Dclose=50 m作为试

验的基本设置。

4.6 实时性分析

衡量车辆轨迹预测模型的标准除预测轨迹的误差

外，还应关注模型的计算效率。石振周[24]等验证了模型

推理时间在 40 ms内即可满足实时性要求。考虑到自

动驾驶应用场景中，一般使用嵌入式平台运行模型，计

算资源有限，本文在单块GPU上验证算法模型，模拟实

际驾驶场景中的车辆轨迹预测。表 3为本文所用模型

的推理时长，本文所提出的ED-DGAT模型推理速度是

CS-LSTM模型推理速度的2.61倍。

5 结束语

本文提出了一种基于DGAT建模车辆交互的ED-
DGAT模型，用于预测高速公路场景中车辆的未来轨

迹。DGAT基于动态注意力机制，有效解决了GAT无法

有效捕捉车辆间空间交互的问题。定量试验验证所提

出模型的性能，并探究了在模型解码阶段同时建模车辆

间交互对预测结果的影响。定性试验结果表明，本文所

提出的模型能够预测得到更加真实的车辆未来运动轨

陈晓伟，等：基于动态图注意力的车辆轨迹预测研究

1 700

1 600

1 500

1 400

1 300

1 2000 20 40 60 80
x/m

y/m

历史轨迹 真实未来轨迹 预测轨迹

图2 ED-DGAT模型预测结果可视化

图3 不同Dclose下模型性能比较

7

6

5

4

3

2

1

0 1 2 3 4 5
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27.12
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表3 模型推理时长 ms
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迹。NGSIM数据集上的试验结果表明，本文提出的模

型与现有轨迹预测方法CS-LSTM相比RMSE评价指标

下降了25%，并且推理速度为CS-LSTM模型的2.61倍。
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