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【摘要】针对实车工况下动力电池健康状态（SOH）预测精度不足的问题，提出一种融合时序卷积网络（TCN）与 Trans‑
former 的预测方法。以实车运行监测数据为研究对象，经异常值剔除与充电工况筛选后，使用安时积分法计算电池当前容

量；采用鲸鱼优化算法（WOA）优化变分模态分解（VMD）参数，实现容量序列的分解与降噪；结合电流、温度等参数提取特

征，筛选出 6 项强相关特征并构建数据集，完成 SOH 预测。试验结果显示：所提出的方法在 4 辆实车电池数据集中预测误差

显著降低，决定系数[R2>0.8]，可为动力电池全生命周期健康管理提供技术支撑。
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【Abstract】To address the insufficient accuracy of State Of Health (SOH) prediction for power batteries under real-

vehicle operating conditions, a prediction method integrating Temporal Convolutional Network (TCN) and Transformer is 
proposed. Using real-vehicle operation monitoring data as the research object, after removing abnormal values and selecting 
charging condition data, the current battery capacity is calculated via the ampere-hour integration method. The Whale 
Optimization Algorithm (WOA) is adopted to optimize the parameters of Variational Mode Decomposition (VMD), realizing the 
decomposition and denoising of the capacity sequence. Features are extracted by combining parameters such as current and 
temperature, and 6 strongly correlated features are selected to construct a dataset, which is input into the model to complete 
SOH prediction. Results show that the model significantly reduces prediction errors in the datasets of 4 real-vehicle batteries, 
with the coefficient of determination [R2>0.8], providing technical support for the full-life-cycle health management of power 
batteries.
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雷南林，等：基于WOA-VMD与TCN-Transformer的实车动力电池SOH预测

1 前言

随着动力电池技术的迭代升级，电池健康状态

（State Of Health，SOH）退化引发的续航衰减、安全隐患

等问题受到广泛关注。实车运行场景下，电池面临动态

负载、环境温度波动等复杂工况，会导致容量衰减呈现

非线性、多因素耦合的特征，传统预测方法难以满足工

程需求[1]。因此，精准预测 SOH对电池管理系统优化控

制、故障预警及梯次利用具有重要意义[2]。

现有的基于模型的 SOH预测方法通过电化学反应

模型或等效电路模型等描述电池衰减机制[3]。李锦满

等[4]基于电池一阶 Thevenin模型，采用无迹卡尔曼滤波

算法进行电池荷电状态（State Of Charge，SOC）与 SOH
的联合估算。Shehla 等[5]采用二阶 RC 模型分析温度对

电池退化的影响，并提出 n阶 RC模型进行电池 SOH 估

计。目前电池电化学-热-力耦合建模技术尚未成熟，

仍需开展更系统全面的循环测试试验深入分析失效机

理[6]。基于模型的方法可从机理层面描述电池衰减过

程，其物理可解释性强且试验条件下精度较高，但模型

参数较复杂，建模依赖大量先验知识，对实车工况的适

应性较差[7]。

数据驱动方法无需解析深层机理，可通过挖掘数

据关联实现 SOH 预测。孔德洋等 [8]基于实车数据，提

出遗传算法优化反向传播神经网络的电池 SOH 预测

方 法 。 Marri 等[9] 基 于 美 国 航 空 航 天 局（National 
Aeronautics and Space Administration，NASA）数据集，分

别以多元线性和多项式回归、支持向量回归以及随机森

林方法进行电池 SOH 估计。刘迎迎等[10]基于 3 个公开

数据集，提出一种基于自适应最优组合核函数的高斯过

程回归方法，预测锂离子电池的 SOH 区间。Kwon 等[11]

根据电池充电电压曲线提取等压差时间间隔，采用长短

期记忆（Long Short-Term Memory，LSTM）神经网络进行

电池 SOH和剩余使用寿命（Remaining Useful Life，RUL）
的联合预测。周航等[12]利用时序卷积网络（Temporal 
Convolutional Network，TCN）模型，建立电池充电曲线

与 SOH 间的映射关系，对不同类型的电池有良好的泛

化能力。

基于注意力机制的 Transformer 模型在时序预测任

务中表现良好[13]。舒星等[14]基于牛津实验室电池充放

电 循 环 数 据 ，提 出 了 一 种 融 合 卷 积 神 经 网 络 与

Transformer的锂离子电池 SOH 估计方法。Chen等[15]结

合自适应扩展时间卷积与Transformer编码器，显著提高

了NASA、CALCE和WRBD数据集上的电池SOH预测精

度。鉴于不同数据驱动方法在精度、计算效率、特征工

程及泛化能力等方面存在显著差异，虽然传统回归模型

结构简单、训练快速，但对非线性时序特征捕捉能力有

限；反向传播神经网络在非线性映射上有所提升，但容

易陷入局部最优；LSTM可以缓解梯度消失问题，但训练

过程复杂、特征提取依赖人工设计；TCN在局部特征提

取和并行计算上表现优异，但对全局依赖关系建模能力

不足[16]；Transformer的自注意力机制可并行捕捉全局关

联，却难以有效提取局部特征[17]。

因此，本文提出基于 TCN-Transformer 的动力电池

SOH预测方法，通过安时积分法计算电池容量序列，获

取实车动力电池 SOH变化趋势。由于实车数据包含大

量噪声与波动成分，通过变分模态分解（Variational 
Mode Decomposition，VMD）处理电池容量序列数据，结

合鲸鱼优化算法（Whale Optimization Algorithm，WOA）
进行 VMD 参数的自适应寻优，得到多个本征模态函数

（Intrinsic Mode Function，IMF）分量，并作为训练模型的

输入，以实现实车动力电池SOH的精准预测。

2 相关方法原理

2.1 VMD原理

VMD 是一种信号分解方法，可解决传统经验模态

分解存在的模态混叠、结果不稳定等问题[18]。通过将原

始数据分解为 K 个频段清晰、互不重叠的 IMF 分量，用

于信号去噪、故障特征提取等场景[19]。

VMD 分解过程实质上是变分问题的求解过程，将

信号 f ( t ) 分解成一系列较规律的 IMF 分量；再利用

Hibert变换得到每个 IMF分量的单边频谱，引入调整项

约束各频谱的调制基带带宽，最后对解调信号进行处

理，计算各 IMF分量带宽，得到模型：
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式中：uk、wk 分别为第 k 个 IMF 分量及其对应的中心频

率，*为卷积运算，δ ( )t 为狄克拉函数，∂ t 为梯度运算，K

为模态分解数量，j为虚数单位。

使用增广拉格朗日函数 L求解变分模型，引入惩罚

因子α与拉格朗日算子λ( t )：
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引入乘法算子，通过迭代更新 uk、wk 和 λ( t ) 获取最

优解，对应傅里叶变换分别为：

ûs + 1
k ( )ω =

f ( )ω -∑
i ≠ k

ûi ( )ω - λ̂s ( ω )
2

1 + 2α ( ω - ωs
k )2

（3）
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迭代终止条件为：
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式中：ε为收敛精度。

因此，VMD 分解效果取决于模态数 K 以及惩罚因

子α的参数设置。

2.2 WOA原理

鉴于WOA算法[20]具有收敛速度快、鲁棒性高、易于

实现等优势，将其应用于VMD算法参数的自适应寻优。

通过模拟鲸鱼捕食过程中包围猎物、发动气泡网捕食及

搜寻猎物3个阶段[21]，实现全局探索：

a. 包围猎物阶段。将猎物位置作为目标最优解，确

定初始最佳位置，将该位置视为猎物并进行包围：

ì
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D = ||CX * ( )n - X ( )n

X ( )n + 1 = X * ( )n - AD
A = 2ar - a
C = 2r

（7）

式中：D为包围步长，A、C为系数，n为迭代次数，X * ( )n 、

X ( )n 分别为最优鲸鱼和其他鲸鱼的位置。

b. 气泡网捕食阶段。主要分为包围收缩和位置更

新，该阶段的鲸鱼运动方程为：

ì
í
î

ïï

ïï

X ( )n + 1 = D'ebl cos ( )2πl + X * ( )n ,    l ∈ [ ]-1,1
D' = || X * ( )n - X ( )n

（8）
式中：D'为猎物与鲸鱼间的距离，b为常数。

包围猎物时，鲸鱼选择包围收缩或位置更新的概率

为0.5，得到：

X ( )n + 1 = ì
í
î

ïï
ïï

X * ( )n - AD,                          p < 0.5
D'ebl cos ( )2πl + X * ( )n ,    p ≥ 0.5 （9）

式中：p为事件发生的概率。

c. 搜寻猎物阶段。根据鲸群中的个体位置判断是

否采用随机方式进行猎物搜索：

ì
í
î

ïï
ïï

D = ||CX rand ( )n - X ( )n

X ( )n + 1 = X rand ( )n - AD
（10）

式中：X rand ( )n 为鱼群中随机鲸鱼的位置。

2.3 TCN-Transformer原理

TCN 通过因果卷积、膨胀卷积结合残差连接，解

决传统循环神经网络在训练效率和局部依赖捕捉方

面的局限性 [22]。因果卷积确保当前时间步输出仅依

赖过去的时间步数据，避免未来信息泄露，保证输出

结果的时序合理性；膨胀卷积通过在卷积核元素间插

入间隔，在不增加参数的前提下指数级扩大感受野，

以此捕捉时序依赖关系；残差连接跨层传递特征，缓

解深层网络梯度消失问题。

Transformer 是一种基于自注意力机制的深度学习

架构，可用于处理序列到序列类型任务。模型需引入位

置编码表示序列中各元素的位置信息，以增强泛化能

力，故位置编码（Positional Encoding，PE）为：
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（11）

式中：dmodel为模型位置向量的维度，t为位置索引，k为维

度半索引范围。

每个编码器-解码器均包含自注意力层和前馈神

经网络（Feed-Forward Network，FFN）层，通过计算输入

序列中不同位置间的相关性得分，为每个位置生成一个

加权表示，从而捕获输入序列全局依赖关系。自注意力

机制为：

Attention ( )Q,K,V = softmax ( QK T

dk

)V （12）
式中：Q、、K、V分别为查询矩阵、键矩阵和值矩阵，dk为

键的维度。

多头注意力机制通过并行多个注意力机制提升模

型的表示能力：

ì
í
î

ïï

ïï

MultiHead ( )Q,K,V = Concat ( )head1,⋯,headh W o

head i = Attention ( )QW Q
i ,KW K

i ,VW V
i

（13）
式中：W Q

i 、W
K
i 、W

V
i 为矩阵的权重，W o为输出的线性变换

矩阵。

FFN 通过线性变换层和激活函数处理输入数据，

以提升模型的非线性处理能力。各编码器和解码器

层中均使用残差连接与层归一化，使 Transformer 模型

能更好地训练深层网络结构，以处理复杂的序列数

据。

因此，本文构建TCN-Transformer模型，以实现更高

精度的电池SOH预测，模型结构如图1所示。
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图1　TCN-Transformer模型结构

3 数据特征工程

3.1 数据源与预处理

本文使用某品牌纯电动汽车的运行监测数据，主要

参数包括充电状态、SOC、总电流、总电压、累计里程、车

速、单体电压及单体温度等。其中，动力电池的额定容

量为 125 A∙h，数据连续采集时间约 1年，数据上传时间

间隔为10 s。
鉴于车辆实际运行过程中，数据上传可能受环境、

工况等干扰而存在异常情况，可先剔除异常数据，根据

充电状态、电流、车速字段划分工况。放电工况下车辆

可能处于加减速、匀速、停车、制动等状态，电流在正负

区间波动明显；充电工况电流数据相对稳定，温度波动

较小，SOC变化连续，更适合用于容量计算。

因此，本文选取 SOC 变化区间≥10%的充电工况数

据开展研究，以降低安时积分法的计算误差。

3.2 电池容量计算与WOA-VMD分解

动力电池性能衰退通常表现为容量减小，容量值可

通过安时积分法计算，根据时间、电流、SOC参数可得到

电池当前容量：

C = ∫
t1

t2
I ( t )dt

nSOC,2 - nSOC,1
（14）

式中：I ( t ) 为充电电流，t1、t2 分别为充电起始与结束时

刻，nSOC,1、nSOC,2分别为充电起始与结束SOC。

基于上述方法，选取实车数据进行电池容量计算，

部分车辆电池容量衰减情况如图 2 所示。电池容量随

循环次数增加呈现逐渐衰减趋势，并且存在随机波动成

分，直接用于后续建模可能影响模型的预测准确性。因

此，可通过WOA-VMD方法处理实车电池容量数据，对

原始容量序列进行自适应分解与重构，以降低由SOC噪

声、温度与电流波动等高频扰动导致的容量计算误差。

对实车动力电池容量序列进行 WOA-VMD 处理，

通过迭代优化得到最优参数组合，即多个 IMF分量。其

中，VMD 的优化参数为分解模态数 K 和惩罚因子 α，以

各 IMF样本熵之和最小为目标函数，即 IMF的规律性越

强，噪声成分越少。设置 WOA 的参数：种群规模为 20

类，最大迭代次数为 100次，模态数K ∈ [ 2,8 ]，惩罚因子

α ∈ [ 50,5 000 ]。WOA-VMD迭代曲线如图 3所示，迭代

40次时，适应度函数基本能够收敛至最小值，此时最优

参数K = 5，α = 100。
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（d）车辆4
图2　电池容量随循环次数衰减趋势
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图3　WOA-VMD迭代曲线

实车电池容量序列分解结果如图 4所示，IMF-1分

量中电池容量明显衰减，IMF-2和 IMF-3因环境温度变

化和容量再生现象等因素导致低频波动，IMF-4 和

IMF-5 可能因实车工况波动引起高频噪声。相较于原

始容量，各 IMF分量能够完美重构原始信号，表明本文

方法的分解效果较好。
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图4　容量序列分解结果

3.3 特征提取与筛选

鉴于电池衰减与电流、温度和使用行为等密切相

关，因此，基于各 IMF分量增加平均电流、峰值电流、平

均温度、最高温度、最低温度、累计里程等特征参数，反

映电池的充电倍率特性、工作温度、单体一致性及车辆

的实际使用程度。

将 SOH 定义为电池当前可用容量与额定容量的

比值，通过斯皮尔曼（Spearman）相关系数计算各特征

参数间、全部特征参数与电池 SOH 间的相关程度，如

图 5 所示。 IMF-4、IMF-5 与 SOH 相关系数均小于

0.2，可视为无关特征并剔除。电流参数间、温度参数

间均具有较高的相关性，为避免特征冗余，故同属性

特征仅保留其一。因此，本文选取 6 个特征参数（里

程、平均电流、平均温度、IMF-1、IMF-2、IMF-3）作为

后续 TCN-Transformer 模型的输入序列，同时，将温

度、电流纳入特征参数，由模型自适应学习对其容量

的影响并自动补偿偏差。

4 模型构建与结果分析

4.1 模型架构

TCN-Transformer 模型将 TCN 与 Transformer 进行

串行融合，充分发挥两种模型的互补优势。其中，

TCN 模 块 负 责 挖 掘 特 征 的 局 部 时 空 关 联 信 息 ，

Transformer 模块基于自注意力机制捕捉序列长程依

赖关系。将归一化处理后的特征参数序列输入 TCN，

通过因果卷积与膨胀卷积扩大感受野，避免信息泄露

的同时捕捉局部特征交互；通过多头自注意力机制计

算特征的关联权重，关注预测 SOH 的有效信息；利用

全连接层对 Transformer 的输出进行维度转换，得到

SOH 预测结果。

TCN 模块采用 3 层因果卷积结构，卷积核大小为

3，每层的膨胀基数分别为 1、2、4，通过指数级扩大感

受野，使模型捕捉不同时间尺度的局部特征。每层卷

积后增加归一化层和修正线性单元（Rectified Linear 
Unit，ReLU）激活函数层抑制过拟合，同时增强非线性

分析能力，最后通过残差连接避免深层网络训练时的

梯度消失问题。

Transformer 模块的编码器与解码器分别包含 2 层

子模块，每层子模块由多头自注意力层与FFN组成。多

头自注意力层的头数为 8，通过并行计算各子空间的注

意力权重，提升模型对特征关联的捕捉能力。FFN采用

“线性-ReLU-线性”结构，隐藏层维度设为 256，以增强
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模型对融合特征的处理能力。

4.2 评价指标

使用平均绝对误差（Mean Absolute Error，MAE）、均

方根误差（Root Mean Squared Error，RMSE）与决定系数

R²评估模型性能，各指标的计算公式为：

ì

í
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ï

ï

ï
ïï
ï

ï

ï

ï

ï

ï

ï

ï
ïïï
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ï

ï

AMAE = 1
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n ( )yi - ŷi

2

R2 = 1 - ∑i - 1

n ( )yi - ŷi

2

∑
i - 1

n ( )yi - ȳi

2

（15）

式中：n为样本数量，yi、ŷi 分别为真实值和预测值，ȳi 为

所有样本的平均值。

4.3 训练参数配置

模 型 训 练 与 测 试 基 于 Python 3.8 环 境 ，采 用

TensorFlow 2.10 深度学习框架搭建。训练集与测试集

按照 7∶3划分，通过滑动窗口方式输入特征参数，输入

序列长度设为 10，逐步输出预测结果。在模型训练过

程中，采用 MSE 作为损失函数，选用自适应矩估计

（Adaptive Moment Estimation，Adam）优化器，初始学习

率为 0.001并动态调整，批处理大小为 8，训练 100轮，采

用早停策略防止模型过拟合。

4.4 预测结果分析

为验证本文方法的性能，将 TCN、Transformer 作为

对比模型，模型训练数据、测试数据、评价指标与训练

策略保持一致，3 种模型预测结果如表 1 所示，可视化

结果如图 6 所示。在指标数据方面，TCN-Transformer

模型在 4 辆实车电池数据集上 SOH 预测结果的 MAE、

RMSE均优于单一模型，R²均超过 0.8，说明融合模型能

够解释大部分数据方差，可以较好地捕捉电池衰减趋

势，本文方法在实车动力电池 SOH 预测分析方面具有

一定的可行性。

表1 不同模型的SOH预测性能对比

编号

车辆1

车辆2

车辆3

车辆4

模型

TCN
Transformer

TCN-Transformer
TCN

Transformer
TCN-Transformer

TCN
Transformer

TCN-Transformer
TCN

Transformer
TCN-Transformer

MAE/%
0.713 7
0.517 9
0.461 4
0.962 9
0.692 5
0.463 2
0.572 5
0.464 4
0.395 7
0.728 6
0.634 7
0.461 1

RMSE/%
0.885 4
0.647 5
0.573 1
1.158 1
0.873 9
0.585 8
0.704 8
0.545 1
0.489 6
0.867 6
0.804 9
0.538 2

R²
0.615 2
0.794 2
0.838 8
0.605 3
0.775 2
0.899 1
0.632 5
0.780 2
0.822 6
0.670 6
0.716 5
0.873 2

105.0
102.5
100.0

97.5
95.0
92.5
90.0
87.5 25 50 75

SO
H/%

循环次数/次

SOH
TCN
Transformer
TCN-Transformer

100 125 150 175 2000

预测起始点
（第142次循环）

（a）车辆1
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图5　特征参数相关相关系数热力图
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（d）车辆4
图6　不同模型预测结果对比

5 结束语

本文以实车动力电池 SOH 精准预测为目标，围绕

数据处理、特征工程与模型构建开展系统研究，主要结

论如下：

a. 通过数据预处理筛选高质量充电工况数据，采用

安时积分法计算电池容量，采用WOA算法对VMD参数

进行自适应寻优，确定最优参数，将容量序列分解为高频

噪声、低频波动与衰减趋势分量，为建模提供数据基础。

b. 基于电池容量各 IMF分量，补充提取了电流、温

度、里程等相关参数，通过相关性分析筛选出 6 个与

SOH强相关的特征参数集，在保留主要信息的同时，避

免了特征冗余，为模型提供有效的特征输入。

c. TCN-Transformer融合模型实现了实车动力电池

SOH的高精度预测，解决了单一模型在局部特征或全局

趋势建模的局限性，能够满足实车电池 SOH 预测的精

度要求。

未来研究可进一步拓展数据集的工况覆盖范围，

并结合迁移学习方法，提升模型对不同类型电池的泛

化能力，同时探索模型轻量化设计，以满足车载终端的

实时性需求。
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