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【摘要】针对自动驾驶交通场景中车辆检测目标尺度分布不均、背景干扰显著、小目标结构失真以及计算复杂度高等

问题，提出一种基于 YOLOv11n 的改进算法 ELD-YOLO 算法。通过引入 C3k2-EMSC 模块，增强多尺度特征提取能力，在复杂

交通场景下获得更丰富的上下文信息；LSDECD 模块利用共享卷积与群归一化强化特征表达，减少冗余响应；通过动态采样

（DySample）提升小目标与边缘特征表征能力。试验结果表明：在 KITTI 与 BDD100K 数据集上，ELD-YOLO 参数量较

YOLOv11n 降低 16%，mAP@0.5 分别达到 89.7%和 52.7%，降低模型复杂度的同时，显著提升检测精度与鲁棒性。
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【Abstract】To address challenges in autonomous driving scenarios, such as uneven distribution of target scales, 

significant background interference, structural distortion of small objects, and high computational complexity, this paper 
proposes an improved algorithm, ELD-YOLO, based on YOLOv11n. The C3k2-EMSC module is introduced to enhance multi-
scale feature extraction, capturing richer contextual information in complex traffic scenarios. The LSDECD module is designed 
to strengthen feature representation through shared convolutions and group normalization, reducing redundant responses. The 
DySample module is introduced to enhance small object and edge feature representation through dynamic sampling. Results 
demonstrate that on the KITTI and BDD100K datasets, the parameter quantity of ELD-YOLO is reduced by 16% compared 
with YOLOv11n, while achieving mAP@0.5s of 89.7% and 52.7%, respectively. This approach significantly improves detection 
accuracy and robustness while reducing model complexity.
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1 前言

车辆检测作为环境感知的核心任务之一，其性能直

接影响自动驾驶系统的安全性与可靠性。真实交通场

景中车辆尺度分布不均，不同车型在成像尺寸与空间分

布上差异显著，导致检测模型难以兼顾多尺度目标的有

效表征。同时，复杂背景干扰削弱了目标与背景的判别

性，小目标在特征提取中易出现结构失真与细节丢失，

使得高计算复杂度的检测模型难以在实际场景中部署。

因此，在计算资源受限的条件下，实现尺度不均目标的

准确检测并保持小目标结构完整性，成为亟待解决的关

键问题[1]。

·面向智能驾驶的目标检测与道路通行区域感知技术专题·
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基于深度学习的目标检测主要使用两阶段检测器

和单阶段检测器[2]。其中，单阶段检测器依据端到端结

构，实现了较高的推理速度。面对车辆与行人检测任

务，基于 YOLO 系列的单阶段检测框架近年来不断演

进[3]，郭雨等[4]在 YOLOv5中引入多尺度注意力，增强了

小尺度车辆的语义表征，但该方法依赖复杂的跨尺度

特征交互，模型结构复杂且参数量较大。Liu 等[5]通过

多尺度特征融合和轻量化模块降低了模型参数量，但

其在高密度车流遮挡场景下的检测性能仍有待验证。

崔家礼等[6]引入多膨胀率注意力机制，增强了上下文建

模能力，但在低光照或恶劣天气条件下，小目标结构表

征稳定性不足。孙华等[7]通过引入复杂注意力机制，强

化小目标特征选择能力，但其结构依赖全局或稀疏建

模，多尺度结构信息的计算开销较高。许德刚等[8]采用

多分支特征提取增强局部结构表达，但特征冗余增加易

引入干扰响应，难以在轻量化条件下实现稳定的小目标

检测。

现有车辆目标检测方法在尺度分布不均、复杂背

景及遮挡场景中，小尺度车辆的结构特征易在多层下

采样与特征压缩过程中退化。同时，在低光照、雨雪等

复杂成像环境下，模型对结构信息与语义信息的协同

建模能力有限，计算开销较高[9]。因此，本文提出一种

基于改进YOLOv11n的增强轻量级目标检测（Enhanced 
Lightweight Detection You Only Look Once，ELD-YOLO）

网络：通过引入 C3k2-多尺度特征增强卷积模块（C3k2 
Enhanced Multi-Scale Convolution，C3k2-EMSC）增强模

型多尺度特征提取能力，以在复杂场景下获得更丰富的

上下文信息；设计轻量级共享细节增强卷积检测头

（Lightweight Shared Detail-Enhanced Convolutional 
Detection Head，LSDECD），利用共享卷积与群归一化强

化特征表达，降低背景干扰；引入动态采样（Dynamic 
Sampling，DySample）模块，提升小目标与边缘特征表征

能力。

2 ELD-YOLO模型

在自动驾驶环境中，检测模型需同时识别多类目标，

并适应光照、遮挡等干扰。为兼顾准确性与效率，本文构

建了轻量化的ELD-YOLO模型，其总体架构如图1所示。

C3k2-EMSC模块通过多尺度卷积分支提取不同感

受野特征并在通道维度融合，增强车辆结构信息与细节

表达，同时抑制背景干扰，提高小目标及多尺度目标的

鲁棒性。

LSDECD 检测头采用共享卷积实现跨尺度特征一

致性，减少冗余响应，并通过 4 类差分卷积显式建模车

辆边缘与局部细节，提升对复杂背景下多尺度车辆的判

别能力。

DySample通过动态预测采样偏移自适应调整上采

样位置，使车辆边缘、车灯及车牌等高频结构能够精细

图1　ELD-YOLO结构
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重建，保持空间结构完整性，提升整体检测性能。

2.1 多尺度卷积模块

虽然 YOLOv11n 的 C3k2 模块整合残差块（C3k）结

构具备较强的特征提取能力，但面对车辆尺度差异显

著、小目标占比高与遮挡干扰并存情况时，对多尺度目

标的表征能力和特征鲁棒性不足，根本原因在于单一

尺度卷积在同一层内难以兼顾建模局部细节与大尺度

上下文信息，导致模型对尺度分布不均目标的响应能

力受限。

为此，本文引入一种高效的多尺度卷积（Efficient 
Multi-Scale Convolution，EMSC），如图 2 所示。该模块

在同一特征层内引入多种尺度的卷积核，构建不同感

受野的特征映射，单层内可同时感知局部细节与大尺

度上下文信息，使特征表示对目标尺度变化保持更高

的稳定性。

输入

标准卷积
标准卷积

输出

X∈RN×C×H×W

Xgroup∈RN×(C/2m)×H×W

X∈RN×C×H×W
特征通道融合Φ 1

Φm

X∈RN×C×H×W

Φ：线性映射

图2　EMSC模块架构

首先，使用标准卷积进行基础特征映射，统一通道

维度并提取初始语义信息；随后，特征在通道维度上被

划分为快速路径分支和多尺度特征分支。其中，快速

分支作为快速路径直接保留，用于维持原始语义信息，

在特征融合过程中相当于引入恒等映射项，有助于避

免多尺度卷积导致的特征平滑与语义漂移，在增强上

下文建模能力的同时维持目标定位精度。多尺度特征

分支的通道特征按照预定义的组数 m 进行划分，对各

通道组施加线性映射 Φ，结合不同尺度的卷积核捕获

多感受野下的空间信息。最后，将快速路径特征与各

通道组输出的多尺度特征在通道维度上融合，利用逐

点卷积实现通道间信息的整合与重组，生成最终的综

合特征表示。

从整体映射角度，EMSC模块可表示为一组多尺度

卷积映射函数与快速路径特征的融合函数，其整体输出

可表示为：

X = ( )Xcheap, Xgroup , Xcheap ∈ RN × C
2 × H × W （1）

Xgroup = { X (i )group }m
i = 1, X (i )group ∈ RN × C

2 × H × W （2）
式中：X为完整 4维特征张量，Xcheap、Xgroup 分别为快速分

支和多尺度分支特征张量，N为样本批次数量，C、H、W

分别为特征总通道数、高度和宽度，m、i 分别为分组数

量和索引，R为实数空间。

Xcheap保留输入特征的低频基础信息，通过 1×1卷积

快速投影完成基础特征提取，Xgroup 专注于精细多尺度

特征的建模，在通道维度上按照预定义的组数划分为m

个子特征图。其中，每个子特征图X (i )group 对应一个特定

尺度的特征子空间，在不同感受野范围内捕获目标的结

构与上下文信息。其对应尺度的卷积映射为：

Y i = Φi ( )X ( )igroup = convki
( )X ( )igroup （3）

式中：Φi为第 i个尺度下的线性卷积映射，ki为对应卷积

核尺寸。

各尺度分支输出Y i与快速路径Xcheap在通道维度上

进行拼接，得到：

Y = concat (Xcheap,Y1,Y2,⋯,Ym ) （4）
该融合操作在保持低频基础语义与空间结构信息

的同时，引入来自不同感受野的多尺度上下文响应，使

特征在单层内兼顾局部细节与全局结构。随后引入一

个1×1卷积进行通道融合：

Z = conv1 × 1 (Y ) （5）
通过跨通道线性组合实现不同尺度特征的显式交

互与信息重加权，在不改变空间分辨率的前提下生成

最终的多尺度增强特征表示。EMSC 在单层内可实现

尺度域扩展，采用通道分组方式进行多尺度并行建模，

保持计算复杂度近似线性的同时，显著提升了特征表

达多样性。

鉴于 EMSC 模块在低层特征中计算开销较大，且

其多尺度分组与通道建模效果依赖于较高的通道维

度，本文仅在主干网络和颈部网络中通道数大于 512
的高语义层引入 C3k2-EMSC 模块，以增强上下文信

息建模能力。该模块结构如图 3 所示，在空间维度上

利用多尺度卷积捕获不同感受野下的目标结构与细

节信息，在通道维度上通过分组特征融合增强高层语

义表达与上下文建模能力，有效提升模型对多尺度车

辆、小目标密集分布以及复杂光照与遮挡场景下的检

测鲁棒性。

2.2 共享卷积检测头

在复杂交通场景中，YOLOv11n原始检测头对不同

尺度特征进行独立预测，各卷积参数相互独立，难以有

效抑制复杂背景的冗余响应，导致多尺度车辆目标检

测性能受限、特征冗余增加以及模型自适应能力不足等

问题。为此，本文提出一种共享卷积检测头 LSDECD

周亚罗，等：面向自动驾驶场景的多尺度车辆检测算法
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（见图 4）利用共享卷积机制[10]，对不同尺度分支施加一

致的参数约束，以抑制冗余特征表达并增强跨尺度语

义一致性。由于检测头的批量归一化层在小批量训练

情况下对批量大小（Batch size）较为敏感，本文采用对

其不敏感的群归一化，保证检测头训练过程的稳定性

与预测一致性。
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图4　LSDECD结构

为了进一步增强细节信息的提取能力，LSDECD引

入 细 节 增 强 卷 积（Detail Enhanced Convolution，
DEConv），如图 5所示。DEConv由 5个并行的卷积分支

组成：常规卷积（Vanilla Convolution，VC）、中心差分卷

积（Central Difference Convolution，CDC）、角度差分卷积

（Angle Difference Convolution，ADC）、水平差分卷积

（Horizontal Difference Convolution，HDC）和垂直差分卷

积（Vertical Difference Convolution，VDC）。其中，VC 负

责提取基础语义特征，4个差分卷积从不同方向捕获图

像的细粒度变化与边缘信息，显著提升细节表达能力与

特征的判别性。各分支特征在训练阶段进行融合，通过

重新参数化技术在推理阶段折叠为等效的 3×3卷积核，

在不增加参数量与计算复杂度的前提下保留多分支结

构的细节增强优势。

输出

HDC

ADCCDC

VDC
VC

Unfold
DEConv

差分卷积

输入

图5　DEConv结构

故融合后的等效核为：

ì
í
î

ïïïï

ïïïï

Kcvt =∑
i = 1

5
Ki

Y = Kcvt*X
（6）

式中：K1~K5 分别为VC、CDC、ADC、HDC、VDC的 3×3卷

积核，*为常规卷积运算。

引入 DEConv 后，LSDECD 显式强化了车辆边缘与

结构区域的局部细节表达，有效抑制了复杂交通场景中

背景区域的冗余响应，增强了检测头对多尺度车辆目标

的判别能力与对复杂背景变化的适应性。

2.3 动态上采样

原始 YOLOv11 的特征金字塔结构中，高层语义特

征向高分辨率空间映射时通常采用固定插值上采样。

该方式缺乏对局部结构变化的自适应能力，易在密集

车流及远距离小目标场景中出现边缘失真和语义模

糊问题。尤其在目标尺度较小或相邻车辆紧密分布

的区域，固定插值上采样难以准确恢复目标的空间结

构，削弱了后续检测头对车辆边界与关键部位的判别

能力。

图3　C3k2-EMSC结构
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为提升上采样特征对车辆结构的表达能力，同时兼

顾推理效率需求，本文在 YOLOv11 颈部网络中引入轻

量化动态上采样模块 DySample（见图 6）替换原有固定

插值上采样层。不同于依赖动态卷积核进行特征重建

的方法，DySample直接对采样位置进行建模，通过内容

感知的采样点重定位实现特征上采样，避免额外的动态

卷积核生成增加计算开销。

W

sW

sH

XH

2g

C
sW

sH
X'

C

采样点生成器 采样集

网格采样

图6　DySample模块结构

DySample 由采样点生成与特征重采样构成，输入

特征图的尺寸为 C × H × W，采样点生成器根据特征信

息预测像素级采样点集合S，尺寸为 2g × sH × sW，其中

2g 为 x 和 y 方向的坐标信息，其生成过程如图 7 所示。

随后，网格采样（Grid Sampling）函数根据采样点集中各

像素点的空间位置信息，结合双线性插值机制，对输入

特征进行重采样与重构，得到新的上采样特征图：

X' = fgrid sample (X,S ) （7）
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Δm：动态范围调制因子
Pixel Shuffle：像素重排操作
M：调制后的动态范围因子

⊕：逐元素相加
Δo：候选采样偏移
G：原始采样网络
O：最终偏移映射

Linear：线性映射层
S：最终采样点集合
o(·)：Sigmoid激活函数

图7　采样点集生成过程

首先，对输入特征 X分别进行 2 组独立的线性映

射，生成动态调制因子 Δm 和候选采样偏移 Δo。其中，

Δm主要调节采样偏移幅度，Δo表征待学习的采样位置

偏移信息，其计算过程为：

ì
í
î

ïï
ïï

Δm = Linearm (X ),    Δm ∈ R2S2 × H × W

Δo = Linearo ( )X ,      Δo ∈ R2S2 × H × W
（8）

为将调制分支输出限制在稳定范围内，首先对其

进行 Sigmoid 非线性映射，将特征归一化至 (0,1)区间；

随后设置缩放因子为 0.5，对动态响应范围进行约束，

避免采样偏移过大导致的不稳定问题。故逐点动态范

围因子为：

M = 0.5∙σ (Δm ) （9）
式中：σ ( )为Sigmoid函数。

将候选偏移Δo与动态范围因子M在像素层面进行

逐元素相乘，并通过线性映射后采用像素重排（Pixel 
Shuffle）操作进行从通道到空间的重组，生成高分辨率

偏移映射O。将原始采样网络G和偏移量O相加，形成

最终采样点集合：

S = G + O （10）
通过对采样坐标进行内容感知建模，DySample 将

固定插值的规则重建方式转换为受特征引导的自适应

的点采样，使采样位置能够随局部结构动态调整，在保

持计算效率的同时，实现对车辆边缘、车灯及车牌等高

频结构区域的精细对齐，缓解密集车流与远距离小目标

场景中的结构重建模糊问题。

3 试验环境与评价指标

3.1 数据集

为评估ELD-YOLO在实际驾驶环境中的车辆与行

人检测性能，本文使用 KITTI 数据集[11]进行模型的训

练、验证与测试。该数据集涵盖城市道路、郊区街道及

高速公路场景，共 7 481 张标注图像、80 256 个目标实

例，单幅图像最多约含 15台车辆和 30个行人。目标类

别 划 分 为 行 人（Pedestrians）、车 辆（Car）和 骑 行 者

（Cyclists），按照 8∶1∶1随机分为训练集、验证集和测试

集，以保证评估公平性。

本文使用 BDD100K 数据集[12]验证模型的泛化能

力，该数据集不参与模型训练，仅用于泛化性能评估。

试验中随机选取 8 000 张图像进行测试，整合为行人

（class0）、骑行者（class1）和机动车辆（class2）3类。

3.2 试验环境

本文试验在Ubuntu 20.04操作系统下完成，计算平

台配备 NVIDIA RTX3080Ti，显存为 12 GB，中央处理器

使用 Intel Xeon Silver 4214R。试验基于PyTorch 2.0.0深

度学习框架，并结合CUDA 11.8实现图形处理器加速训

练。模型训练过程中，采用随机梯度下降（Stochastic 
Gradient Descent，SGD）优化器，初始学习率设为0.01，权
重衰减参数为5×10⁻⁴，动量值为0.973。
3.3 评价指标

模型性能评估指标主要包括召回率（Recall）R、

精 确 度（Precision）P、均 值 平 均 精 度（mean Average 
Precision，mAP）、参数量（Parameter）、每秒十亿次浮点

运算（Giga Floating Point Operations per second，GFLOPs）
和帧率（Frames Per Second，FPS）。其中：mAP@0.5反映

模型总体检测精度；mAP@0.5∶0.95 在严格的阈值范围

内评估模型的边界回归能力；Recall衡量模型正样本的

周亚罗，等：面向自动驾驶场景的多尺度车辆检测算法
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检出率，Precision体现其误检情况；GFLOPs用于单次推

理的计算开销。各指标公式为：

ì

í

î

ï

ï
ïï
ï

ï

ï

ï
ïïï
ï

ï

ï

P = TP
TP + FP

R = TP
TP + FN

AmAP = 1
N∑i = 1

N

AAP,i

（11）

式中：TP 为正确识别为目标类别的样本数，FP 为误判

为目标类别的负样本数，FN为未被检出的真实目标样

本数，N为数据集的类别数量，AAP,i 为第 i类目标的平均

精度。

4 试验结果分析

4.1 消融试验

为验证本文模型在目标检测任务中的有效性，量化

各改进模块的性能，本文以 YOLOv11n 作为基线网络，

在 KITTI数据集上开展消融试验，结果如表 1所示。其

中，A、B、C分别为C3k2-MESC模块、LSDECD检测头和

Dysample模块。

表1 KITTI数据集上各模块性能分析

A

√

√
√

√

B

√

√

√
√

C

√

√
√
√

mAP@0.5
/%

86.8
87.9
88.0
88.4
88.4
88.2
88.4
89.7

mAP@0.5∶
0.95/%

60.0
61.7
61.3
61.3
62.7
62.5
62.7
63.0

R
/%

78.1
79.1
79.5
78.6
79.4
80.5
79.5
82.7

计算量
/×109次

6.4
6.2
6.0
6.3
5.9
6.3
6.0
6.0

FPS
/帧·s⁻¹
107.3
120.1
135.6
100.3
125.4
104.1
110.2
115.5

参数量
/×106个

2.58
2.48
2.30
2.59
2.16
2.49
2.27
2.17

注：√表示添加该模块。

由表 1 可知，相较于基线模型，单独引入 C3k2-
EMSC，模型的 mAP@0.5 和 mAP@0.5∶0.95 分别上涨了

1.1 百分点和 1.7 百分点，FPS 由 107.3 帧/s 提升至

120.1 帧/s，计算量和参数量分别下降 3.2%和 3.87%，表

明该模块能增强多尺度场景下小目标结构特征建模能

力，且具备良好的推理效率。仅使用 LSDECD 时，

mAP@0.5 和 mAP@0.5∶0.95 分别提高了 1.2 百分点和

1.3 百分点，推理速度进一步提升至 135.6 帧/s，计算量

与参数量分别下降 6.25%和 7.75%，说明共享卷积与细

节增强机制有效缓解了小目标特征提取过程中的细节

损失。单独替换 Dysample，mAP@0.5 和 mAP@0.5∶0.95
分别提高了 1.6百分点和 1.3百分点。

相较于基线模型，本文方法的参数量仅为 2.17×106

个，下降 16%，mAP@0.5 和 mAP@0.5∶0.95 分别提高了

2.9百分点和 3百分点，R提高 4.6百分点，且推理速度仍

保持在 115.5帧/s。这表明ELD-YOLO在保证模型轻量

化的同时，有效提升了复杂自动驾驶交通场景中对多尺

度车辆目标的检测性能。

4.2 对比试验

为了验证ELD-YOLO模型在驾驶场景下的车辆检

测性能，使用KITTI数据集，与YOLOv8n、YOLOv9-tiny、
YOLOv10n、 YOLOv11n、 YOLOv12n[13]、 RetinaNet[14]、

SSD[15]、Faster-R-CNN[16]模型进行对比试验，结果如表 2
所示。

表2 KITTI数据集上不同模型对比结果

模型

SSD
RetinaNet

Faster-R-CNN
YOLOv8n

YOLOv9-tiny
YOLOv10

YOLOv11n
YOLOv12

ELD-YOLO

P/%
88.4
64.5
82.3
89.5
88.9
87.1
90.3
87.2
88.5

R/%
83.1
55.6
79.9
78.3
77.5
78.2
78.1
78.5
82.7

mAP@0.5/%
77.6
60.1
84.8
86.6
86.0
86.7
86.8
86.2
89.7

参数量/×106个

76.0
37.8
41.4
2.68
2.48
2.26
2.58
2.51
2.17

由表 2可知，ELD-YOLO 以仅 2.17×106个参数量成

为规模最小的模型，较 YOLOv11n 减少 16%。同时

mAP@0.5达到 89.7%，为所有方法中最高，较YOLOv11n
提升 2.9 百分点，Recall 提升至 82.7%，提高 4.6 百分点。

上述结果表明，ELD-YOLO 在低参数规模下实现了精

度与召回率的同步提升，适用于资源受限的车辆检测

场景。

为系统评估所提出的 C3k2-EMSC 模块在多尺度

特征提取与细节表达方面的有效性，本文构建了多种

基于 C3k2结构的变体模块，并开展对比试验。在基础

C3k2 模块中分别引入扩张残差块（Dilated Residual 
Block，DRB）[17]、动态权重重参数化（Dynamic Weight 
Re-parameterization，DWR）[18]、动态倒置多分支模块

（Dynamic Inverted Multi-Branch Block，DIMB）[19]、倒置

多残差模块（Inverted Multi-Residual Block，IMRB）[20]、

多 尺 度 高 效 信 息 提 取 模 块（Multi-Scale Efficient 
Information Extraction，MSEIE）[21] 及 动 态 幽 灵 卷 积

（GhostDynamicConv，GDC）[22]进行对比试验，结果如表

3所示。
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表3 不同模块改进C3k2的对比结果

模块

C3k2
C3k2-DRB
C3k2-DWR
C3k2-DIMB
C3k2-IMRB
C3k2-MSEIE
C3k2-GDC

C3k2-EMSC

P/%
90.3
87.7
89.5
88.9
88.6
87.5
89.2
90.1

R/%
78.1
78.2
79.3
77.2
78.9
79.0
75.6
79.1

mAP@0.5
/%

86.8
86.1
87.6
87.2
87.1
86.8
86.0
87.9

mAP@0.5∶
0.95
60.0
60.2
62.3
60.3
60.3
61.0
60.2
61.7

参数量
/×106个

2.58
2.44
2.56
2.30
2.43
2.50
2.27
2.48

由表 3可知，C3k2-EMSC在各项评价指标上均取得

最优结果，其中，mAP@0.5达到87.9%，mAP@0.5∶0.95同

样为所有对比结构中最高，表明其在多尺度目标定位与

泛化能力方面具有优势。同时，Precision和 Recall分别

达到90.1%、79.1%，有效降低了误检与漏检。

对比其他改进变体可知：部分模块（DWR、MSEIE）
虽然引入了较复杂的结构设计，但参数量与计算开销的

增加未能使模型性能提升；轻量化变体（DWB、IMRB）
在模型规模压缩的同时，多尺度上下文建模能力受限，

对小目标与远距离目标的表征不足。C3k2-EMSC在仅

2.48×106个参数量的条件下实现了最佳检测精度，能够

实现检测性能与模型复杂度间的最优平衡。

4.3 泛化试验

在 BDD100K 数据集上开展模型泛化试验，该数据

集涵盖多样化的驾驶场景，覆盖不同天气条件（晴天、阴

天、雨天）、不同时段（白天、夜晚）及多种城市道路环境，

满足评估模型在复杂真实交通场景下的稳健性与适应

性，结果如表4所示。

表4 BDD100K模型泛化试验

模型

YOLOv11n
ELD-YOLO

P/%
59.5
63.8

R/%
46.3
47.6

mAP@0.5
/%

49.7
52.7

mAP@0.5∶
0.95
25.5
27.3

计算量
/×109次

6.4
6.0

参数量
/×106个

2.58
2.17

在轻量化模型约束下，ELD-YOLO 的检测性能明

显优于YOLOv11n，mAP@0.5提升 3百分点，表明模型在

多尺度目标的整体检测与特征表达方面能够更检出易

被忽略的车辆与行人目标；Precision提升 4.3百分点，可

有效降低了误检率，提升检测结果的可靠性。同时，在

雨雪及复杂光照场景中，模型表现稳定，具备较强的场

景适应性与泛化能力。

4.4 可视化试验

为了直观验证改进模型在实际场景中性能，在不同

光照条件、雪天、雨天以及夜晚等环境下针对行人

（class 0）、骑行者（class 1）和机动车辆（class 2）的可视

化检测结果与YOLOv11进行对比分析，如图8所示。

（a）光照条件

ELD-YOLO

YOLOv11n
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YOLOv11n

ELD-YOLO
（b）大雪影响

YOLOv11n

ELD-YOLO
（c）大雨影响
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在远距离小目标检测任务中，原始 YOLOv11 存在

明显漏检，而 ELD-YOLO 通过多尺度特征增强成功识

别远距车辆。在背景纹理复杂或光照干扰区域，原始

YOLOv11 易将非目标误识为车辆，而 ELD-YOLO 显著

抑制了这些误检，说明共享卷积检测头在降低背景干扰

方面具有优势。对于弱特征目标、雪天、雨天及夜间等

特殊环境条件，YOLOv11 的漏检情况较严重，而 ELD-
YOLO通过优化采样有效提升了检测精度，确保了弱特

征和远距目标被正确识别。因此，ELD-YOLO 具有小

目标检测、误检抑制及复杂天气光照适应性特性。

5 结束语

本文提出ELD-YOLO检测算法，在背景干扰显著、

小目标结构失真、多尺度等极端条件下，提高了多目标

检测的检测精度，在 KITTI和 BDD100K数据集上，能够

有效平衡了检测精度与模型规模。未来，将针对极端环

境中易出现的漏检与误检问题进行优化，进一步强化模

型在真实交通场景中的实时性与可靠性。
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