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【摘要】针对纯电动汽车用户续航里程焦虑与能耗预测精度不足的关键问题，提出了一种考虑驾驶风格的两阶段能耗

预测方法。首先提取并计算速度、加速踏板深度、制动踏板深度等与驾驶风格强相关的特征参数，并使用反向传播（Back 
Propagation，BP）神经网络构建驾驶风格识别模型；其次，针对不同的驾驶风格，分别使用决策树模型进行能耗预测。经实车

测试数据验证，本文提出的能耗预测模型的平均绝对百分比误差为 5.84%；相较于平均能耗法、不考虑驾驶风格的深度神经

网络（Deep Neural Network，DNN）和决策树能耗预测方法，误差分别降低了 16.74%、9.77%和 1.44%。研究结果表明，考虑用户

驾驶风格的能耗预测方法可有效缓解用户里程焦虑，并显著提升能耗预测的精准度。
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【Abstract】To address the critical issues of range anxiety among battery electric vehicle users and the insufficient 

accuracy of energy consumption prediction, this paper proposes a two-stage energy consumption prediction method considering 
driving styles. First, characteristic parameters strongly related to driving styles, such as speed, accelerator pedal depth, and 
brake pedal depth, are extracted and calculated, and a back propagation neural network is used to construct a driving style 
recognition model. Second, for different driving styles, decision tree models are respectively used for energy consumption 
prediction. Verified by real vehicle test data, the average absolute percentage error (MAPE) of the energy consumption 
prediction model proposed in this paper is 5.84%. Compared with the average energy consumption method, the Deep Neural 
Network (DNN) and decision tree energy consumption prediction methods that do not consider driving styles, the errors are 
reduced by 16.74%, 9.77% and 1.44% respectively. The research results demonstrate that the energy consumption prediction 
method incorporating user driving style can effectively alleviate user range anxiety and significantly improve the accuracy of 
energy consumption prediction.
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基于驾驶风格识别的纯电动汽车能耗预测研究*

赵洲轮 路昭 倪强强 董浩哲 胡晓辉

（比亚迪汽车有限公司，西安 710119）

1 前言

截至 2024年底，中国新能源汽车保有量达到 3 140
万辆，预计 2030 年底将达到 1 亿辆[1]。其中，纯电动汽

车（Electric Vehicle，EV）的普及和应用已成为未来交通

领域的重要趋势。然而，用户的里程焦虑问题仍是制约

EV进一步发展的重要因素。目前，行业常采用增大电

池包容量[2]、降低整车阻力[3]、提高动力总成效率[4]、行车

能耗预测[5]等方案缓解用户的里程焦虑问题。相较于

其他方案，精准的行车能耗预测技术不仅能为用户提供
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可靠的续驶里程预估，还可以应用于充电站布局、经济

驾驶规划等场景，因而成为研究热点。

当前的行车能耗预测方法主要分为 3种：第 1种方

法是基于近 50 km 或 100 km 的平均能耗预测车辆剩余

续驶里程[6]；第 2种方法是通过探究电池剩余荷电状态

（State of Charge，SOC）、电池温度等因素与能耗的关系，

建立能耗预测模型[7]；第 3种方法增加了对车速工况的

考虑，并通过机器学习等算法构建能耗预测模型。刘頔

等[8]利用能量流分析方法从整车层面对车辆能耗进行

测试分析并提出优化措施。赵敬玉等[9]提出一种基于

行驶工况类别的能耗预测方法，使用神经网络算法识

别出拥堵工况、城市工况和高速工况 3 种类别，并进一

步通过XGBoost算法构建能耗预测模型，在一定程度上

提高了能耗预测精度。任永昌[10]提出将 SOC、剩余里程

预测研究设定在动态私人定制工况下，利用九宫格算法

对粒子群算法的参数组合进行优化，并基于粒子群算法

优化径向基函数神经网络的隐藏层参数，最终建立 SK-
PSO-RBF算法模型，对剩余里程预测进行修正，达到了

降低模型算法复杂程度、减少计算量、提高实时性和减

小误差的目的。上述方法在能耗预测方面均取得了一

定的成果，然而，研究表明，激进型驾驶行为（如急加速、

高频制动等）会显著提升动力系统的瞬时功率需求，其

能量消耗较保守型驾驶模式增加约 20%以上[11]。因此，

用户的驾驶行为习惯会显著影响电动汽车能耗，在能耗

预测模型中，应考虑用户的驾驶行为信息以提升能耗预

测的精度。

为此，本文以某 EV车型在西安地区的大量运行数

据为研究对象，重点开展以下工作：

a. 对采集数据进行运动学片段划分，并提取车速、

加速度、加速踏板深度、制动深度等工况和驾驶风格特

征，构建能耗预测样本数据集；

b. 采用 K- 均值聚类算法（K-means cluster algo‑
rithm，K-means）对样本进行驾驶风格标注，使用反向传

播（Back Propagation，BP）神经网络分类驾驶风格；

c. 基于决策树算法对不同驾驶风格样本分别构建

能耗预测模型，以期实现EV能耗的精准预测。

2 数据采集与处理

2.1 数据采集

为进行故障诊断、驾驶风格分析和性能评估，提高

电动汽车的性能和可靠性，车企常通过车辆配备的车速

传感器、加速踏板传感器、制动传感器等采集车辆实时

数据，并保存至车辆数采终端，随后通过网络基站自动

上传至云服务器。所采集的数据信息包括车速、电池电

压、电池电流、电机转速和扭矩等。图 1为通过云服务

器获取试验车辆行驶数据的过程。
试验车辆

CAN

数采终端

网络基站

云服务器

工况数据

图1 车辆本地运行数据的传递示意

2.2 运动学片段划分

本文以某EV车型的多位驾驶员的行驶数据为研究

对象，行驶区域为西安市，采集时长为 2个月，采样频率

为 1 Hz。汽车行驶数据由若干个运动学片段构成，需对

其进行工况片段划分以形成数据样本，便于后续进行驾

驶风格识别及能耗预测工作。定义一个怠速结束到下

一个怠速结束的行驶数据为一个完整的运动学片段，片

段划分如图 2 所示。对采集的数据进行运动学片段划

分，共得到11 519个片段。
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图2 运动学片段划分示意

2.3 特征参数提取

如表 1 所示，选取与驱动能耗和驾驶风格相关的

4 类关键参数：车速、加速度、加速踏板深度、制动深度。

速度和加速度变化主要通过控制加速踏板和制动踏板

的深度实现，因此，在分析驾驶行为时，也应该关注 2类

踏板的深度数据。其中，平均车速包含怠速时间，平均

行驶速度不包含怠速时间。

图 3所示为本文提出的基于BP神经网络识别驾驶

风格的两阶段能耗预测模型（BP-neural-network Recog‑
nization and Energy-consumption Prediction，BREP）流

程。第一阶段为驾驶风格识别：首先，对所有样本片段

的特征参数进行相关性计算，通过分析特征参数之间、

特征参数与驱动能耗之间的相关性完成数据降维；
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其次，采用 K-means 方法[12]聚类出不同类型的驾驶风

格，输出相应标签，并分析驾驶风格相关特征参数对驱

动能耗的影响；然后，基于 BP 神经网络[13]建立驾驶风

格识别模型，同时将引入驾驶风格标签后的所有片段

样本作为识别模型的数据集进行训练和验证，完成基

于 BP 神经网络的驾驶风格识别。第二阶段为能耗预

测，使用决策树方法实现不同驾驶风格下驱动能耗的

精准预测。

表1 关键特征参数

参数类型

车速

加速度

加速踏板
深度

制动深度

特征参数

最大车速、平均车速、平均行驶速度、车速标准
差、加速时间比例、减速时间比例、匀速时间比例、
怠速时间比例

平均绝对加速度、加速度标准差、每公里加速次
数、每公里减速次数、最大正加速度、平均正加速
度、最大负加速度、平均负加速度、平均绝对加速
度变化率、加速度变化率标准差、最大正加速度变
化率、平均正加速度变化率、最大负加速度变化
率、平均负加速度变化率、急加速比例

最大加速踏板深度、加速踏板平均深度、踩加速
踏板深度变化率平均值、松加速踏板深度变化率
平均值、加速踏板深度变化率标准差

最大制动踏板深度、制动平均深度、踩制动深度
变化率平均值、松制动深度变化率平均值、制动深
度变化率标准差

用
户
实
际
行
驶
数
据
驱
动

特征相关性分析与降维

片
段
特
征
构
成
数
据
样
本

一阶段：驾驶风格识别

聚类得到驾驶风格标签

BP神经网络

风格一 风格二 风格三

二阶段：能耗预测

风格一 风格二 风格三

预测能耗

图3 基于驾驶风格的两阶段能耗预测模型

3 驾驶风格识别

3.1 相关性分析及降维

虽然多元的特征参数包含的信息更加丰富，能够避

免驾驶风格相关特征的遗漏，但特征数量过多会导致样

本之间的欧氏距离会趋向于“同质化”，进而影响聚类效

果。因此有必要进行特征参数的降维，本文通过皮尔逊

积 矩 相 关 系 数（Pearson Product-Moment Correlation 
Coefficient，PPMCC）计算每个特征参数之间的相关性：

Rp = ∑
i = 1

n ( )xi - x̄
2 ( )x′i - x̄′

∑
i = 1

n ( )xi - x̄
2∑

j = 1

n ( )x′i - x̄′ 2 （1）

式中：xi、x′i 分别为第 i个片段样本 2 个特征参数标准化

后的值，x̄、x̄′分别为所有片段样本 2个特征参数标准化

的平均值，RP为特征参数 x和 x′的相关系数。

图 4、图 5 和图 6 分别表示速度、加速度、加速踏板

深度和制动深度等特征参数的相关系数矩阵，在对比相

关系数时只需考虑相关性影响的大小，故图中仅给出相

关系数的绝对值。特征参数降维的原则是：

a. 每一种类型的特征参数只进行内部对比，不与其

他类型的特征参数进行对比；

b. 选择每种类型特征参数中与驱动能耗之间的相

关系数的前4名；

c. 为了消除前 4名特征参数之间的共线性，若特征

参数两两之间的相关性大于 0.6，则保留与驱动能耗相

关系数高的特征参数；若特征参数之间的相关性小于等

于0.6，则全部保留。

基于上述原则，本节最终确定进行聚类的特征参数

为平均车速、匀速时间比例、每公里加速次数、平均加速

度变化率、松加速踏板变化率平均值以及制动平均深度

等6个特征参数，用以识别用户的驾驶风格。
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图4 速度特征参数的相关系数矩阵

3.2 驾驶风格聚类

通过上述分析可知，可用于表征驾驶风格的特征

参数复杂多样，本文使用无监督学习的分类方法实现

驾驶风格的自组织分类。聚类算法是一种常用的无监

督机器学习方法，其中 K-means聚类实现较为简单、收

敛速度快、算法可解释性强[12]。研究表明，驾驶员的驾

驶风格可分为 3 类[14]：冷静型、标准型和激进型。因

此，本节使用 K-means 聚类算法对样本片段的驾驶风

赵洲轮，等：基于驾驶风格识别的纯电动汽车能耗预测研究
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格分类，并对3种驾驶风格样本进行标签标注。

通过 K-means 算法进行驾驶风格聚类的方法如图

7所示，主要步骤如下：

a. 随机初始化 3个聚类中心点，计算新的样本数据

点与不同聚类中心的欧氏距离dxy：

dxy = ∑
i = 1

n ( )xi - yi

2
（1）

式中：n为片段样本数量，xi为第 i个样本，yi为第 i个聚类

中心；

b. 将各数据点归类到与其距离最小的聚类中心所

在类别中；

c. 将类别内所有数据点的均值作为新的聚类中心，

迭代计算直至各类别的聚类中心不再改变且数据不再

重新分配。

d. 根据聚类结果确定各样本片段对应的风格标签。

为确定 3种驾驶风格聚类结果所属类型，使用匀速

时间比例、平均绝对加速度变化率以及松加速踏板变化

率平均值用于展示聚类效果，如图 8所示。从图 8中可

以明显看出：第 1类冷静型的匀速时间比例较长，松加

速踏板深度变化率平均值和平均绝对加速度变化率较

小，说明这类风格踩加速踏板较缓且急加减速情况较

少，符合冷静型驾驶风格；与第 1类相比，第 2类标准型

的匀速时间比例降低，可视其为标准型驾驶风格；第 3
类激进型风格匀速时间比例更低，且松加速踏板变化率

平均值与平均绝对加速度变化率增大，说明该类驾驶风

格存在急加减速的情况，该风格符合激进型驾驶特征。

赵洲轮，等：基于驾驶风格识别的纯电动汽车能耗预测研究

图5 加速度特征参数的相关系数矩阵
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图7 基于K-means方法的驾驶风格聚类流程
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图8 驾驶风格聚类效果

表 2 为聚类后的特征参数平均值对比。其中冷静

型片段个数为 5 413 个，占比最大，激进型片段个数为

2 342 个，占比最小；激进型平均速度为 27.58 km/h，高
出标准型和冷静型约 6~9 km/h，且每公里加速次数较

大，匀速时间较短，仅为12%；此外，激进型驾驶风格的平

均绝对加速度变化率绝对值、松加速踏板深度变化率平

均值及制动平均深度均高于冷静型和标准型，说明激进

型驾驶风格有猛踩加速踏板、深踩制动的现象，最终导致

百公里驱动能耗值高出冷静型驾驶风格 2.36 kW·h、高
出标准型驾驶风格1.3 kW·h。因此，建议用户在安全驾

驶的前提下，应尽可能慢踩加速踏板，预知减速或停车

的情况下提前制动、采用渐进式制动，养成温和冷静的

驾驶习惯，可有效降低行驶能耗。

表2 聚类后的特征参数平均值

特征参数

片段数量/个
平均速度/km·h-1

每公里加速次数/次
匀速时间比例/%

平均绝对加速度变化率/m·s-3

松加速踏板变化率平均值/%
制动平均深度/%

百公里平均驱动能耗/kW·h

冷静

5 413
18.64
14.30

31
0.26

-9.02
4.18

10.76

标准

3 764
21.80
19.84

15
0.33

-12.44
3.29

11.82

激进

2 342
27.58
25.20

12
0.46

-16.95
8.89

13.12
3.3 基于BP神经网络的驾驶风格识别

在获取大量具有驾驶风格标签的样本片段后，就可

以通过有监督的机器学习方法进行模型训练，进而能够

对未知的样本片段进行驾驶风格识别。本文基于BP神

经网络对不同的片段特征参数进行学习[13]，图 9所示为

BP神经网络模块的工作流程，模型由 3部分组成：输入

层、隐藏层和输出层。

x1

classl

class2

class3
输出层

隐藏层

隐藏层

输入层特征参数
序列

运动学片段

x2

xn

图9 基于BP神经网络的驾驶风格识别模型

由于不同特征参数具有不同的量纲和量纲单位，

如速度取值范围为 0~120 km/h，而加速度则处于-3.0~
3.0 m/s2范围内。为了消除量纲对模型的影响，需要对

数据进行标准化处理：

xi = di - d̄

1
n∑i = 1

n ( )di - d̄
2 （2）

式中：n为片段样本数量，di为第 i个片段样本的某一特

征值，d̄为所有片段样本某一特征值的均值，xi为该特征

值标准化后的值。

样本片段标准化后的特征参数序列作为神经网络

的输入，并依次经过每个神经元层，每个神经元根据与

之连接的神经元的输出和对应的权重进行加权求和，并

通过激活函数产生预测输出：

Sj =∑
i = 1

m

wij xi + bj （3）
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xj = f ( )Sj （4）
式中：wij为节点 i 和节点 j 之间的权值，bj为节点 j 的阈

值，Sj为节点 j的线性组合值，f为激活函数，xj为节点 j的

激活值。

在反向传播过程中，通过计算预测输出与真实标

签之间的差异，并将其沿神经网络反向传播，从输出

层到隐藏层和输入层依次对权重进行调整使误差最

小化。反向传播算法计算损失函数的梯度，并使用梯

度下降法则来更新权重值，BP 神经网络的损失函数

为：

E ( )w,b = 1
2∑j = 1

n ( )ŷ j - yj

2
（5）

式中：ŷ j为输出层节点 j预测的结果，yj为输出层节点 j的

真实值，E (w,b) 为损失值。

本文将进行驾驶风格标注的所有片段作为神经网

络的数据集导入到 BP 神经网络模型中，随机抽取 80%

作为训练集，其余 20% 作为测试集，并与常用的机器

学习分类算法支持向量机（Support Vector Machine，
SVM）[15]进行对比，驾驶风格识别准确率如表 3 所示。

结果表明，使用 BP神经网络的驾驶风格识别方法有较

高的识别率，其中冷静型识别率高达 99.59%，标准型识

别率为 98.85%，激进型识别率为 96.67%，均高于 SVM方

法。BP 神经网络模型的综合识别率为 98.89%，较 SVM
算法高8.85%，验证了该模型的准确性。

表3 驾驶风格识别准确率 %

SVM
BP

冷静

91.46
99.59

标准

89.76
98.85

激进

88.90
96.67

综合识别率

90.04
98.89

4 能耗预测方法与结果对比

4.1 能耗预测方法

DNN 作为一种常用的回归预测方法，虽具有强非

线性拟合能力，但在驾驶风格多样的场景决策下仍存

在显著缺陷：不同风格的数据特征导致决策边界模糊，

且模型对单一特征敏感性不足。对比 DNN，决策树通

过递归二分生成白盒模型，其分裂节点直接对应用户

行驶特征阈值，表现更加优异。决策树具体算法步骤

如下：

a. 随机选择一个特征参数作为根节点；

b. 对于每个特征，找到使目标函数达到最大值的决

策点；

c. 对每个决策点递归构建子节点；

d. 当所有特征或所有决策点均被选择时，停止递归。

本文针对 3 种驾驶风格的片段样本分别建立了决

策树回归预测算法，构成本文所提出的两阶段方法

BREP。
本文使用均方根误差（Root Mean Square Error，

RMSE）和 平 均 绝 对 百 分 比 误 差（Mean Absolute 
Percentage Error，MAPE）作为能耗预测的评价指标，其

中 RMSE表示实际能耗与预测能耗的差值，MAPE表示

差值与实际能耗值的百分比：

RMSE = ∑i = 1
n ( )ŷi - yi

2

n
（6）

MAPE = 1
n∑j = 1

n || ŷi - yi

yi
× 100% （7）

式中：n为片段样本数量，ŷi 为第 i个样本片段预测的驱

动能耗值，yi为第 i个样本片段真实的驱动能耗值。

4.2 基于BREP模型不同驾驶风格预测精度对比

为了论证本文所提BREP模型能耗预测的准确性，

对比分析了 3种驾驶风格的能耗预测值和真实值，对比

结果如图 10~图 12所示，为了更清楚地展示预测值和真

实值的差异，将样本按照真实驱动能耗由大到小进行编

号，其中横坐标为不同驾驶风格的测试集样本编号，纵

坐标为样本能耗值。
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图10 冷静型预测结果
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图11 标准型预测结果
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图12 激进型预测结果

进一步分析基于 BREP 模型下各个驾驶风格的能

耗预测值与实际能耗值的差异，结果如图 13 所示。可

以看出冷静、标准和激进型驾驶风格下百公里驱动能耗的

RMSE分别为0.89 kW·h、1.17 kW·h和1.24 kW·h，MAPE
分别为 5.45%、6.01%和 6.06%，表明冷静型驾驶风格能

耗预测误差最小，激进型驾驶风格能耗预测误差最大。
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图13 基于BREP模型不同驾驶风格能耗预测结果

由于驾驶风格和训练样本量的差异，模型难以通

过有限的数据量及特征变量捕捉到激进型驾驶风格中

频繁加减速导致的峰值功率及回馈效率非线性对能耗

的影响。因此激进型的模型精度要略低于冷静型与标

准型。

4.3 不同模型预测结果对比

为验证所构建能耗预测方法的优越性，通过控制变

量，采用相同数据训练各个模型，并采用同车型车辆的

数据进行预测并计算 RMSE 和 MAPE。图 14 展示了基

于平均能耗法、DNN、决策树、BREP 4 种不同方法的预

测结果。

平均能耗法为分别将 3 种驾驶风格的百公里能耗

均值作为模型预测值，随后计算模型估计误差，RMSE
和 MAPE 分别为 3.48 kW·h 和 22.58%。基于 DNN 方法

预测百公里能耗的RMSE和MAPE分别为 2.34 kW·h和

15.61%。而采用决策树的方法进行百公里能耗预测的

RMSE和MAPE分别为 1.27 kW·h和 7.28%，预测精度显

著提升。本文所提出的 BREP 方法在引入驾驶风格标

签后，百公里能耗预测的RMSE和MAPE达到1.10 kW·h
和 5.84%，对比不考虑驾驶风格的决策树百公里能耗预

测方法分别降低了 0.17 kW·h、1.44%。综上所述。相较

于平均能耗法、DNN 和决策树模型，本文所提出的

BREP 模型的能耗预测结果具有更高的准确性和可靠

性，证明了所提方法的优越性。
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图14 不同模型下能耗预测结果对比

5 结束语

驾驶行为是影响纯电动汽车能耗的关键因素。本

文充分考虑了不同用户之间驾驶风格的差异性，提出了

一种两阶段的纯电动汽车能耗预测方法（BREP），该方

法包含第一阶段的驾驶风格识别子模型和第二阶段的

能耗预测子模型。为验证BREP模型的预测精度，本研

究基于实车测试数据，对比分析了BREP模型与传统模

型的能耗预测性能。主要研究结论如下：

a. 不同驾驶风格的纯电动汽车能耗存在显著差

异。相较于冷静型驾驶风格，标准型与激进型驾驶

风格的百公里驱动能耗值分别高出 1.06 kW·h 和

2.36 kW·h。
b. 在驾驶风格识别方面，BREP模型采用基于BP神

经网络的识别方法，其识别准确率达到 98.89%，相较于

SVM算法的90.04%，识别准确率提高了8.85%。

c. 在能耗预测性能上，BREP模型在冷静型、标准型

和激进型 3 种驾驶风格下的百分比误差分别为 5.45%、

6.01%和6.06%，综合误差为5.84%。

d. 相较于平均能耗法、未考虑驾驶风格的 DNN 和

决策树模型，BREP 模型的预测精度显著提升，误差分

别降低了16.74%、9.77%和1.44%。

研究表明，用户驾驶风格是影响行车能耗的关键因

赵洲轮，等：基于驾驶风格识别的纯电动汽车能耗预测研究

-- 43



汽 车 技 术

素，本文提出的BREP模型在能耗预测方面展现出较高

的精度。然而，当前模型的训练数据在车型覆盖范围上

仍显有限，且只聚焦于驾驶行为因素，未考虑环境因素

对能耗的影响。未来研究计划扩展多种车型和不同地

区的实际行驶数据，并在模型中考虑温度、海拔变化等

环境因素，进一步提升模型的鲁棒性和预测精度。
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