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【摘要】针对电动矿卡驱动电机运行状态复杂、故障类型多样的问题，提出一种融合虫草优化算法（CFO）与支持向量

机（SVM）的故障诊断方法。通过构建参数寻优模型，对支持向量机中的松弛变量、惩罚因子与核函数参数进行联合优化，

以提升故障识别的准确性和模型的稳定性。在典型运行工况下采集故障样本数据，进行识别试验，并引入不同幅度的均匀

随机扰动进行鲁棒性测试。结合多种常见优化方法对比分析模型的性能表现，结果显示该方法在故障分类准确率、抗干扰

能力和模型训练稳定性方面具有较强适应性，平均识别准确率达 98.67%，在扰动条件下准确率保持在 94.7%以上。
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【Abstract】To address the complex operating conditions and diverse fault types of electric mining truck drive motors, a 
fault diagnosis method integrating the Caterpillar Fungus Optimizer (CFO) with Support Vector Machine (SVM) is proposed. A 
parameter optimization model is constructed to jointly optimize the slack variable, penalty factor, and kernel function parameter 
of SVM, thereby improving fault recognition accuracy and model stability. Fault sample data are collected under typical 
operating conditions for identification experiments, and uniformly distributed random disturbances with different amplitudes are 
introduced to evaluate model robustness. Comparative analysis with several commonly used optimization methods demonstrates 
that the proposed approach exhibits strong adaptability in terms of fault classification accuracy, anti-interference capability, 
and model training stability. The average recognition accuracy reaches 98.67%, while the accuracy remains above 94.7% under 
disturbance conditions.
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基于 CFO-SVM 的电动矿卡驱动电机故障诊断
方法研究*

张家俊

（江苏城市职业学院南通办学点机电工程学院，南通 226006）

1 前言

随着智能矿山与绿色矿业的发展，电动矿卡因其零

排放、低噪音、高能效等优势，正逐步替代传统柴油车

辆，成为矿山运输的重要装备[1-4]。电动矿卡的驱动电

机作为整车运行的核心部件，其运行工况复杂，长期处

于高负荷、强干扰、多尘等极端环境中，极易发生故障，

影响运输安全与作业效率[5-7]。因此，研究高效、准确的

驱动电机故障诊断方法，对于提升设备智能维护能力、

保障矿山作业安全具有重要意义。

目前，针对电动汽车及电动矿卡驱动电机故障诊断

的研究，已从传统的信号特征分析逐步发展为融合智能

-- 55



汽 车 技 术

张家俊：基于CFO-SVM的电动矿卡驱动电机故障诊断方法研究

算法与多源数据的综合诊断体系。王强等[8]对永磁电

机故障诊断与整车容错控制的研究进行了系统分析，指

出在绕组短路和永磁体退磁等典型故障下，基于信号提

取与智能辨识的诊断策略能够有效提升识别精度，但在

实时性和工程应用方面仍存在一定局限；朱绍鹏等[9]针

对分布式四驱电动汽车提出了基于电机失效控制增益

的故障诊断与驱动力再分配策略，通过联合仿真与实车

验证证明该方法能够充分利用电机冗余特性，保障车辆

在多种失效工况下的安全行驶；李富松等[10]提出的

CNN-Former模型通过融合卷积神经网络与Transformer
结构，实现了局部与全局特征的协同提取，在 6类电机

故障识别中准确率达到 97.86%；李佳恒等[11]基于多权重

声誉机制与联邦学习框架构建了内嵌式永磁同步电机

（Interior Permanent Magnet Synchronous Motor,IPMSM）分

布式故障诊断模型，在保障数据隐私的同时显著提高了

诊断鲁棒性与安全性；彭倩等[12]针对电动矿卡复杂工况

下的电机故障，提出了基于主成分分析与随机森林

（PCA-RF）的诊断方法，实现了超过 97% 的分类准确

率。总体来看，现有研究在故障信号智能识别和模型性

能优化方面虽取得一定进展，但仍存在算法复杂度高、

参数寻优效率低以及模型泛化能力不足等问题。

针对上述问题，本文提出一种融合虫草优化算法

（Caterpillar Fungus Optimizer，CFO）与 支 持 向 量 机

（Support Vector Machine，SVM）的电动矿卡驱动电机故

障诊断方法。CFO是一种新型智能优化算法，受冬虫夏

草寄生机制启发，通过“宿主感染—控制—孢子释放”的

搜索策略实现参数空间的高效全局寻优，兼具快速收敛

性和强鲁棒性[13]。在SVM参数优化过程中引入CFO，可

有效提升分类模型的诊断精度及对复杂故障特征的适

应能力。本文以电动矿卡驱动电机系统为研究对象，构

建故障数据集，利用CFO对 SVM分类器进行参数优化，

建立CFO-SVM 智能故障诊断模型，并通过对比试验验

证其有效性，为电动矿卡的智能运维及高可靠性运行提

供理论支撑与技术参考。

2 故障诊断算法

本文采用CFO对SVM参数进行自适应寻优，以提升

电动矿卡驱动电机故障诊断模型的准确率与泛化能力。

2.1 支持向量机算法

支持向量机（SVM）是一种基于统计学习理论的二

类分类模型，具有出色的泛化能力，尤其适用于小样本、

高维度和非线性问题的模式识别任务[14-16]。在故障诊

断领域，SVM 因其结构简单、分类性能稳定，被广泛应

用于特征识别和分类判断[17]。

2.2 虫草优化算法

CFO是一种新型生物启发式智能优化算法，其搜索

机制主要包括 2个阶段：探索阶段与寄生阶段。在每一

代迭代中，虫草个体根据当前适应度信息选择执行“波

动推进算子”或“螺旋上升算子”中的一种，以实现全局

与局部搜索的协同优化。

探索阶段旨在扩大搜索空间覆盖范围，防止算法陷

入局部最优。该阶段分为2类操作：

a. 波动推进算子。该机制模拟虫草在土壤表层进

行横向传播的非线性路径，其搜索行为具有一定的波动

性和周期性。数学表达式为：

X t + 1
q = X t

q + r1·(X t
best - X t

l ) + δ·r2·N (0,1) （1）
式中：q、l、best为虫草个体编号，t为迭代次数，X t

q为第 q个

虫草个体在第 t次迭代的位置，X t
best为当前种群中适应度

最优个体的位置，X t
l 为适应度略低的个体位置，r1 ∈ ( )0,1 、

r2 ∈ ( )0,1 为随机数，δ为常数，N (0,1)为标准正态分布。

b. 螺旋上升算子。螺旋上升行为模拟虫草在向上

穿透土壤过程中的垂直推进，适用于局部细粒度搜索。

其更新表达式为：

X t + 1
q = X t

q + β·r3·esθ· cos (θ ) （2）
式中：r3 ∈ ( )0,1 为随机数，θ ∈ ( )0,2π 为螺旋角度，s为控

制螺旋密度，β为搜索步长，表达式为：

β = r4
r5

 · ( )1 - t
tmax

（3）
式中：r4 ∈ ( )0,1 、r5 ∈ ( )1,2 为随机数，tmax 为最大迭代次

数。此设计实现了从粗略搜索到精细开发的自然过渡。

寄生阶段模拟虫草在自然中通过“选择性寄生”实

现种群延续的策略，包含2个子机制：

a. 再寄生行为。当虫草寄主选择不变，仅在位置上

进行小幅扰动以继续适应环境，其更新表达式为：

X t + 1
q = X t

q + r6·N (0,1) （4）
式中：r6 ∈ ( )0,1 为随机数。

b. 最优寄生行为。当虫草主动选择新的最优寄主，

表现为向最优解的偏移，其更新表达式为：

X t + 1
q = X t

q + r7·λ·(X t
best - X t

q ) （5）
式中：r7 ∈ ( )0,1 为随机数；λ = λ0 · ( )1 - t

tmax
为搜索步

长，其中，λ0为初始搜索步长系数。

CFO 在电动矿卡驱动电机故障诊断中展现出显著

优势。驱动电机运行环境复杂，易受载荷扰动、电控异

常及环境因素影响，其关键特征呈现高度非线性、多维

耦合的复杂关系。传统诊断方法在处理高维参数优化
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时容易陷入局部最优，导致诊断准确率受限。而 CFO
凭借强大的全局搜索能力和动态适应性，能够有效挖掘

深层次特征信息，优化参数选择，提高模型鲁棒性，同时

显著提升故障识别的精度与可靠性。

2.3 测试函数分析验证

为了全面评估CFO在全局寻优能力和搜索稳定性

方面的性能，本文选取了多个具有代表性的标准测试函

数对其进行验证，具体如表 1所示。测试函数包括单峰

函数和多峰函数，分别用于验证 CFO 的局部搜索精度

与跳出局部最优的能力。

表1 测试函数

编
号

F1

F2

F3

F4

F5

函数

f ( x ) =∑
i = 1

n ( )∑
j = 1

i

xj

2

f ( x ) =∑
i = 1

n

ix4
i + ε

f ( x ) = max1 ≤ i ≤ d|xi|f ( x )
= ∑

i = 1

n - 1[100 ( xi + 1 - x2
i )2 + (1 - xi )2 ]

f ( x ) =∑
i = 1

n

x2
i + ( )∑

i = 1

n i
2 xi

2
+ ( )∑

i = 1

n i
2 xi

4

f ( x ) = x21 + 106∑
i = 2

n

x2
i

定义域

[-100,100]

[-1.28,1.28]

[0,10]

[-10,10]

[-100,100]

最
优
值

0

0

0

0

0
通过与粒子群优化算法（Particle Swarm Optimiza‑

tion，PSO）、遗传算法（Genetic Algorithm，GA）、灰狼算法

（Grey Wolf Optimizer，GWO）、吕 佩 尔 狐 优 化 算 法

（Rüppel’s Fox Optimization Algorithm，RFO）等 5 种主流

优化算法进行对比，验证 CFO 在复杂搜索空间中的优

势。考虑到算法的随机性，单次运行结果难以全面反映

算法性能，故本文对 5种优化算法均独立运行 30次[18]。

仿真参数设置为：最大迭代次数 1 000 次，种群规模为

50[19-21]。图 1 分别展示了 5 种算法在标准测试函数

F1~F5上的收敛曲线，表 2列出了在处理维度为 30的测

试函数时，5种算法所得的最优值、最差值、平均值及标

准差。

5
4
3
2
1测试

函
数

值
/×1

04

-100 -50 0 50X1 100 -100 -50 0 50 100
X 2

（a）测试函数F1

1050

100

10-50

10-100

10-150

10-200

10-250

10-300

200 400 600 800

适
应

度

迭代次数
1 0000

CFO
GA
PSO
GWO
RFO

（b）测试函数F1收敛曲线对比

8
6
4
2测

试
函

数
值

-1.0-0.5 0 0.5X1 X 21.0 -1.0-0.5 0 0.5 1.0

（c）测试函数F2
103

104

101

100

10-1

10-2

10-3

10-4

10-5
200 400 600 800

适
应

度

迭代次数
1 0000

CFO
GA
PSO
GWO
RFO

（d）测试函数F2收敛曲线对比

10
8
6
4
2测

试
函

数
值

/×1
05

10

0
5

X1 0
5

10
X 2

（e）测试函数F3
105

100

10-5

10-10

10-15

10-20
200 400 600 800

适
应

度

迭代次数
1 0000

CFO
GA
PSO
GWO
RFO

（f）测试函数F3收敛曲线对比
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5
4
3
2
1测试

函
数

值
/×1

04

-10 -5 0 5X1 10 -10 -5 0 5 10

X 2

（g）测试函数F4
1050

100

10-50

10-100

10-150

10-200

10-250

10-300

200 400 600 800

适
应

度

迭代次数
1 0000

CFO
GA
PSO
GWO
RFO

（h）测试函数F4收敛曲线对比

10
8
6
4
2测

试
函

数
值

/×1
09

-100 -50 0 50X1 100 -100-50 0 50 100

X 2

（i）测试函数F5
1050

100

10-50

10-100

10-150

10-200

10-250

10-300

200 400 600 800

适
应

度

迭代次数
1 0000

CFO
GA
PSO
GWO
RFO

（j）测试函数F5收敛曲线对比
图1 5种算法在测试函数F1~F5上的收敛曲线

表2 5种算法测试结果对比

测试函数

F1

F2

F3

F4

F5

算法

CFO
GA
PSO

GWO
RFO
CFO
GA
PSO

GWO
RFO
CFO
GA
PSO

GWO
RFO
CFO
GA
PSO

GWO
RFO
CFO
GA
PSO

GWO
RFO

最优值

0
2.826 4×10³
8.247 3×10⁻¹
3.396 9×10⁻²⁵
2.160 4×10⁻²⁵
4.231 8×10⁻⁵
6.108 3×10⁻²
6.867 6×10⁻³
1.257 3×10⁻⁴
2.047 1×10⁻³
4.406 3×10⁻²⁰
3.743 7×10⁻²
1.881 0×10⁻²
4.495 2×10⁻³
6.430 0×10⁻⁴

0
1.103 3×10²
4.575 5×10⁻²
2.679 4×10⁻²⁹
1.067 0×10²

3.125 7×10⁻³⁰⁷
1.315 8×10⁹

2.172 5×10⁻¹⁷
2.514 3×10⁻⁶⁷
1.986 9×10⁻¹⁸⁹

最差值

6.851 1×10⁻³¹⁵
5.458 5×10³
2.000 1×10⁴

1.371 1×10⁻¹⁹
3.348 4×10³
1.784 4×10⁻³
1.698 7×10⁻¹
5.385 2×10⁰
1.414 7×10⁻³
9.953 2×10⁻³
5.970 5×10⁻¹⁴
4.606 1×10⁰
2.966 1×10²
2.980 0×10⁰
3.001 2×10⁰

9.881 3×10⁻³²⁴
1.669 6×10²
3.016 1×10²

3.070 3×10⁻²⁵
1.202 7×10³

1.008 3×10⁻³⁰⁴
3.070 5×10⁹
1.021 0×10¹⁰
2.917 4×10⁻⁶³
3.752 6×10⁻¹⁶⁷

平均值

2.295 9×10⁻³¹⁶
4.006 1×10³
5.797 8×10³

1.552 1×10⁻²⁰
1.130 7×10²
3.863 0×10⁻⁴
1.038 3×10⁻¹
1.963 1×10⁻¹
4.666 7×10⁻⁴
5.715 8×10⁻³
4.110 2×10⁻¹⁵
1.876 0×10⁰
1.211 9×10¹
5.529 5×10⁻¹
2.532 8×10⁰

6.210 7×10⁻³²⁴
1.370 2×10²
2.073 4×10¹

4.556 4×10⁻²⁶
5.809 2×10²

3.369 4×10⁻³⁰⁶
2.196 1×10⁹
3.333 4×10⁸

3.678 8×10⁻⁶⁴
1.262 4×10⁻¹⁶⁸

标准差

0
6.973 9×10²
5.400 4×10³

3.646 2×10⁻²⁰
6.111 0×10²
4.113 5×10⁻⁴
2.699 8×10⁻²
9.800 8×10⁻¹
2.551 7×10⁻⁴
2.316 3×10⁻²
1.168 4×10⁻¹⁴
1.425 1×10⁰
5.374 1×10¹
7.681 6×10⁻¹
8.770 3×10⁻¹

0
1.902 0×10¹
6.123 7×10¹

7.404 6×10⁻²⁶
2.868 0×10²

4.125 4×10⁻³⁰⁵
4.209 7×10⁸
1.825 7×10⁹

7.017 2×10⁻⁶⁴
6.109 7×10⁻¹⁷²
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由图 1可知，CFO算法在优化过程中展现出较快的

收敛速度，并在多个测试函数上有效避免陷入局部最优

解，体现出较强的全局搜索能力和跳出局部极值的能

力。相比其他对比算法，CFO算法在收敛精度和稳定性

方面表现更为优越，显示出良好的收敛特性和鲁棒性。

由表 2可知，CFO算法在测试函数 F1~F5中的整体优化

性能优越，特别是在 F1 与 F4 函数中，其搜索精度和收

敛稳定性表现最为突出，均实现标准差为 0，表明该算

法在全局寻优和搜索一致性方面具有显著优势。

3 基于CFO-SVM的电动矿卡驱动电机故障诊断

松弛变量 ξ i、惩罚因子 C 与核函数参数 γ 是影响 
SVM分类性能与泛化能力的关键参数。为提升模型在

复杂非线性故障数据下的识别精度与鲁棒性，本文将

CFO 引入 SVM 模型中，通过优化策略获取最优参数组

合，构建 CFO-SVM 故障诊断模型,CFO-SVM 电动矿卡

驱动电机故障诊断模型如图2所示，实现步骤如下：

a. 根据电动矿卡驱动电机的运行特性，采集关键特

征参数（电机电流、电机电压、电机转速、电机温度、驱动

器温度、轴承温度、直流母线电压、IGBT 电流、IGBT 电

压、励磁电流、过转速状态、电机扭矩、电机输出功率、逐

波限流状态、控制器输出频率、转矩参考值、电流偏差、

电压偏差、转速偏差及驱动器保护状态），并构建故障样

本库。将样本划分为训练集与测试集，并设定 SVM 的

基本网络结构，以工况变量为输入，故障类别为输出。

b. 初始化 CFO-SVM 模型参数，包括待优化的松弛

变量 ξ i、惩罚因子C与核函数参数γ，以及CFO算法的种

群规模、最大迭代次数、个体寄生成功概率、探索与开发

算子控制参数。

c.利用 CFO算法初始化虫草种群。以 SVM在训练

集上的分类误差作为适应度函数，对每个虫草个体对应

的参数组合进行评价。根据虫草优化算法中的波动推

进、螺旋上升、寄生行为等算子执行搜索操作，不断更新

虫草位置和适应度，迭代优化，直至满足收敛条件或达

到最大迭代次数。

d. 将获得的最优参数 ξ i *、C∗ 和 γ∗ 输入至 SVM模型

中，完成模型训练。随后使用测试集对模型进行验证，

输出各类故障的识别结果和性能指标。

4 仿真与结果分析

4.1 试验数据与参数设置

本文所用试验数据来源于真实工况下运行的电动

矿卡，其配备永磁同步驱动电机，额定功率为 430 kW，

峰值功率为 700 kW，采用车载数据采集模块对其关键

运行参数进行实时采集，共获得1 500组样本数据，覆盖

正常工况及 IGBT 电流过流、IGBT 电压欠压、直流母线

欠压、电机过热、电机轴承温度异常、电机励磁失效、驱

动过转速、逐波限流等 8类典型故障状态。采集特征包

括电机电流、电机电压、电机转速、电机温度、驱动器温

度、轴承温度等共计20维特征参数。

开始

采集关键参数

初始化 ξi、C和γ

最优 ξ i、C*和γ*

计算误差

输出仿真结果

结束

满足终止
条件

初始化参数

否

否

否

是

是

是

是

否

适应度评估

螺旋上升算子

最优寄生

再寄生

位置与适应度
更新

波动推进算子

执行寄生
行为

满足终止
条件

探索阶段

寄生阶段

满足概率
条件

图2 CFO-SVM模型流程

为降低输入维度冗余、提升模型计算效率与泛化能

力 ，本 文 引 入 皮 尔 逊 相 关 系 数（Pearson Correlation 
Coefficient，PCC）方法，对各特征与故障标签之间的线

性相关性进行定量分析，从而筛选出对模型预测最具代

表性的关键特征变量。皮尔逊相关系数 rxy定义为：

rxy = ∑
i = 1

n (xi - x̄ ) (yi - ȳ )

∑
i = 1

n (x i - x̄ ) 2 ∑
i = 1

n (yi - ȳ ) 2
（6）

式中：xi 和 yi 分别为样本的特征值与故障类别标识，x̄和
ȳ为其均值。rxy 取值范围为[-1,1]，绝对值越接近 1表示

线性相关性越强，相关性计算结果如表3所示。

根据表3及实际工程解释性，选取电机电流等11个

关键特征作为CFO-SVM 模型输入，其余特征剔除以降

低冗余，提高模型训练效率。

仿真试验采用比例划分法将样本数据按 70%∶30%

的比例划分为训练集、测试集。其中训练集用于模型参

数学习，测试集用于性能评估。SVM 模型采用 RBF 核
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函数，采用 CFO 算法对其松弛变量 ξ i、惩罚因子 C 与核

函数参数 γ进行优化。CFO算法参数设置为：种群规模

为 50，最大迭代次数为 1 000，寄生成功概率设为 50%。

为提升结果的稳健性，每组试验均独立运行 30次，取其

平均结果进行分析。

表3 各特征量相关系数

特征名称

电机电流

电机电压

电机转速

电机温度

驱动器温度

电机输出转矩

轴承温度

直流母线电压

IGBT 电流

IGBT 电压

励磁电流

逐波限流状态

控制器输出频率

转矩参考值

电流偏差

电压偏差

转速偏差

电机功率

控制器保护状态

定子绕组电阻

皮尔逊相关系数

+0.92
-0.86
-0.84
+0.81
+0.77
+0.88
+0.73
-0.69
+0.65
-0.63
+0.61
+0.58
-0.55
+0.52
+0.47
-0.44
-0.40
-0.38
+0.36
+0.33

相关性强度

极强正相关

极强负相关

极强负相关

强正相关

强正相关

极强正相关

强正相关

强负相关

中等正相关

中等负相关

中等正相关

中等正相关

中等负相关

中等正相关

中等正相关

中等负相关

中等负相关

弱负相关

弱正相关

弱正相关

特征选择

保留

保留

保留

保留

保留

保留

保留

保留

保留

保留

保留

剔除

剔除

剔除

剔除

剔除

剔除

剔除

剔除

剔除

4.2 试验结果与分析

在对比分析中，本文将 CFO-SVM 模型与传统的支

持向量机（SVM）、粒子群优化支持向量机（PSO-SVM）、

灰狼优化支持向量机（GWO-SVM）和吕佩尔狐优化支

持向量机（RFO-SVM）进行了性能比较。各算法均在相

同的试验条件下独立运行 30 次，评估指标包括平均识

别准确率（Accuracy）、标准差（Std）、训练时间（Time）以

及 Kappa 系数。图 3 为运行 30 次的各模型预测准确率

箱线图，表 4为在典型工况下各类算法的平均诊断准确

率与波动情况。

由图 3和表 4可知，CFO-SVM模型在电动矿卡驱动

电机的多类故障识别任务中表现出显著优势，其平均识

别准确率达到98.67%，在多类故障情形下均能保持稳定

的诊断性能，同时，标准差远低于其他对比算法，表明其

具有更优的收敛稳定性与抗干扰能力。此外，从算法运

行效率来看，CFO-SVM在保证高诊断准确性的同时，其

训练时间控制在合理范围内，未显著增加计算成本，验证

了该算法在工程应用中具有较高的实用性和推广价值。

100
98
96
94
92
90
88

预
测

准
确

率
/%

预测模型

SVM
PSO-SVM

GWO-SVM
RFO-SVM

CFO-SVM

图3 各模型运行30次预测准确率箱线图

表4 不同算法性能比较

算法

SVM
PSO-SVM

GWO-SVM
RFO-SVM
CFO-SVM

准确率/%
91.24
94.76
95.38
96.12
98.67

标准差

0.015 8
0.010 3
0.008 9
0.007 6
0.002 4

训练时间/s
2.35
4.72
5.10
6.31
5.92

Kappa系数

0.887
0.926
0.932
0.944
0.971

4.3 模型鲁棒性试验分析

为进一步评估 CFO-SVM 模型在复杂工况下的鲁

棒性，设计参数扰动试验，通过在关键输入参数中引入

随机扰动，模拟测量误差与环境变化，验证模型对数据

波动的适应能力。试验设计如下：

a. 扰动参数选择。针对关键工况参数，依据实际测

量误差范围，设置±5%、±10%和±15%的随机扰动幅度，

扰动均匀分布于对应范围内。

b. 数据集构建。基于原始测试集，在每个扰动等级

下独立生成对应的扰动数据集，保证各参数值均在扰动

区间内均匀随机分布，构建包含不同噪声强度的多组测

试样本。

c. 评估指标。采用诊断准确率（Accuracy）、误报率

（False Positive Rate, FPR）和 漏 报 率（False Negative 
Rate, FNR）作为评价指标，全面衡量模型诊断的正确性

与误判情况。

d. 试验步骤。利用已训练完成的 CFO-SVM 模型

分别对不同扰动级别的数据集进行故障诊断，统计各级

扰动下的性能指标，并与无扰动基准结果进行对比。同

时，引入传统支持向量机（SVM）、粒子群优化支持向量

机（PSO-SVM）、灰狼优化支持向量机（GWO-SVM）和吕
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佩尔狐优化支持向量机（RFO-SVM）模型，在相同扰动

条件下开展对比试验，验证 CFO-SVM 模型的鲁棒性，

试验结果如图4~图6所示。

100

95

90

85

80

预
测

准
确

率
/%

扰动参数

无扰动 ±5%扰动 ±10%扰动 ±15%扰动

SVMPSO-SVMGWO-SVMRFO-SVMCFO-SVM

图4 各模型预测准确率随扰动参数变化对比
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2

0

误
报

率
/%

扰动参数

无扰动 ±5%扰动 ±10%扰动 ±15%扰动

SVMPSO-SVMGWO-SVMRFO-SVMCFO-SVM

图5 各模型误报率随扰动参数变化对比
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8
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4
2
0

漏
报

率
/%

扰动参数

无扰动 ±5%扰动 ±10%扰动 ±15%扰动

SVMPSO-SVMGWO-SVMRFO-SVMCFO-SVM

图6 各模型漏报率随扰动参数变化对比

由图 4~图 6可知，所有算法随着扰动幅度的增加，

诊断准确率均有不同程度的下降，误报率与漏报率相应

上升，反映出数据噪声对故障诊断性能的影响。但

CFO-SVM模型在所有扰动等级下均表现出最高的准确

率和最低的误报率、漏报率，表现出优异的鲁棒性和抗

干扰能力。尤其在±15%大扰动下，CFO-SVM的准确率

仍保持在 94.7%以上，明显优于其他对比算法。此结果

充分验证了基于CFO算法优化的 SVM模型在复杂环境

中的稳定性和可靠性，适合应用于电动矿卡驱动电机的

实际故障诊断任务。

为进一步验证 CFO-SVM 模型在多类故障诊断任

务中的稳定性，分别统计了其在不同扰动等级下对 8类

典型故障状态的逐类识别准确率，结果如图 7所示。由

图 7可知，尽管扰动幅度不断增加，但各故障类别的识

别准确率整体仍保持较高水平，且下降幅度相对平缓，

表明 CFO-SVM 在面对参数不确定性和环境噪声时仍

具备良好的泛化性能和鲁棒性。

100
99
98
97
96
95
94
93
92

识
别

准
确

率
/%

扰动参数

无扰动 ±5%扰动 ±10%扰动 ±15%扰动

IGBT电流过流故障IGBT电压欠压故障
直流母线欠压故障
电机过热故障
电机轴承温度异常故障
电机励磁失效故障
驱动过转速故障
逐波限流故障
总体（平均）

图7 不同扰动条件下CFO-SVM模型对8类故障的识别准确率

5 结束语

a. 针对电动矿卡驱动电机故障类型复杂、运行环境

多变等问题，提出了一种基于虫草优化算法与支持向量

机相结合的CFO-SVM 智能故障诊断方法，并构建相应

模型用于非线性、多类别故障识别。

b. 通过系统性试验，在典型工况下 CFO-SVM 模型

的平均识别准确率达到 98.67%，在±15%参数扰动条件

下仍保持 94.7%以上的诊断精度，验证了其良好的诊断

准确性、泛化能力和鲁棒性。

c. 试验验证结果表明，该方法具有较强的抗干扰能

力和环境适应性，在电动矿卡驱动电机智能故障诊断中

具有一定的工程应用潜力。
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