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【摘要】针对激光回波信号衰减和失真问题，通过构建轻量化 CNN-Transformer 混合网络，提取激光回波信号的全局时

序特征与局部细节，设计动态调整机制自适应融合局部和全局特征，并引入认知增强模块，利用外部记忆库存储和调用历

史回波先验信息，结合知识蒸馏损失进行特征推理与优化。试验结果表明：激光回波衰减与天气恶劣程度呈正相关，学生

网络经蒸馏学习完整保留教师网络的核心特征捕捉逻辑，相较于次优模型，动态认知增强网络算法的均方误差（MSE）降低

40.2%，峰值信噪比（PSNR）提升 2.21 dB。
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【Abstract】To address the issue of attenuation and waveform distortion in laser echo signals, laser echo signal model is 

constructed. Lightweight CNN-Transformer hybrid network is built to extract both local details and global temporal features of 
the signal, and a dynamic adjustment mechanism is designed to adaptively fuse local and global features. Furthermore, 
cognitive enhancement module is introduced, which utilizes an external memory bank to store and retrieve prior information 
from historical echoes, and optimizes feature inference through knowledge distillation loss. The results indicate that the 
attenuation of the laser echo is positively correlated with the severity of adverse weather conditions. Through distillation 
learning, the student network fully retains the core feature extraction logic of the teacher network. The proposed Dynamic 
Cognitive Enhancement Network algorithm reduces Mean Squared Error (MSE) by 40.2% and improves Peak Signal to Noise 
Ratio (PSNR) by 2.21 dB compared to the suboptimal model.
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基于动态认知增强网络算法的激光回波信号优化研究*

丁燕　袁英　王磊

（黄河水利职业技术大学，开封 475004）

1 前言

相较于磁、声及红外等探测方式，激光测距通过测

量发射脉冲与接收脉冲的时间差，在抗电磁干扰能力方

面具有明显优势。然而，脉冲激光在传输过程中易受烟

尘、云雾等气溶胶粒子的散射与吸收作用，导致回波信

号发生幅值衰减与波形失真，直接影响测距的精度与可

靠性[1]。因此，激光回波信号优化有助于提升测距精

度、增强环境适应性并改善目标识别能力，从而确保脉

冲激光在复杂条件下的有效性和可靠性。

目前，激光回波信号研究方法主要为光学硬件优化、

信号处理算法。对于光学硬件优化方法，常利用扩束镜

增加激光发射直径，提高散射光返回量，从而增强接收信

号强度[2]。结合扩束处理与可调谐式固定装置增强回波

信号的强度，优化光路的对准精度，从而提高信号的收集

效率[3]。张鹏等[4]利用石英玻璃的逆向反射特性，显著增

强了激光回波信号强度。光学硬件优化方法的可靠性较

高，能够直接提升原始信号强度，适用于固定目标场景，
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但扩束方法可能导致光束发散，远距离信号衰减加剧。

在信号处理算法方面，多脉冲体制下积累多个回波

信号，结合自适应匹配滤波提升信噪比，该方法适用于

低重复频率激光系统[5]，但对高速运动目标效果有限；

贝叶斯因子分析方法利用因子分析建模回波信号，依据

自动相关确定理论优化因子数量[6]，但计算迭代耗时

长，不适用于实时处理；遗传神经网络采用经验模式分

解预处理信号，避免传统方法因特征漂移失效[7]，但泛

化能力依赖样本质量；通过优化神经网络的激活函数，

将信号特征图输入网络框架，从而实现激光回波信号的

有效增强[8]；利用自适应投影学习算法优化径向基函数

神经网络，使用网络分离信号中的边缘与非边缘成分，

将非边缘成分识别为噪声滤除，实现信号增强[9]。

针对激光回波信号存在低信噪比、多径效应、易

受大气干扰等问题，本文设计动态认知增强网络

（Dynamic Cognitive Enhancement Network，DCEN），利用

卷积神经网络（Convolutional Neural Network，CNN）捕捉

激光回波信号的局部细节脉冲边缘和峰值，Transformer
通过捕捉全局依赖，建立信号的时序关联性，通过深度

可分离卷积（Depthwise Separable Convolution，DSC）降低

计算量，根据信号特征的复杂程度，自适应分配CNN与

Transformer分支的权重，并通过注意力门控融合历史信

息，避免固定结构对复杂信号的适配不足，在认知增强

模块引入“记忆-推理”机制，将历史回波信号的先验知

识通过知识蒸馏优化当前特征表示，同时，通过对比试

验分析本文方案的有效性。

2 激光回波信号模型

假设激光发射信号模型为高斯脉冲：

s0 ( )t = A0exp(- ( )t - t0
2

2τ2 ) cos (2πf0 t + ϕ0 ) （1）
式中：A0为发射信号峰值幅度，t为脉冲时刻，t0为脉冲中心

时刻，τ为脉冲宽度， f0为激光载波频率，ϕ0为初始相位。

考虑大气衰减、目标反射衰减、多普勒效应导致的

频率偏移[10]，故反射信号为：
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（2）

式中：ρ ∈ (0,1) 为目标反射系数，α 为大气衰减系数，

R 为目标距离，tR 为时间延迟，c为光速，Δf为多普勒频

移，v为目标径向速度，λ为激光波长。

α ( )t 与能见度V ( )t 呈现负相关：
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α0 = 3.912
V0

,          t < t1

3.912
V0 - k ( )t - t1

,    t1 ≤ t ≤ t2

αmax = 3.912
Vmin

,       t > t2

（3）

式中：V0 为初始能见度，k > 0 为下降速率，t1、t2 分别为

环境变化的起止时刻，Vmin为最低能见度。

干扰信号 s͂( t ) 主要由多径反射干扰 ŝ( t )、大气散射

s̆( t ) 组成：
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s͂ ( )t = ŝ ( )t + s̆ ( )t

ŝ ( )t = ∑
k = 1

K

ŝk ( )t

ŝk ( )t = A0 ρk ( )-2Rk α exp ( )- ( )t - t0 - t̂k

2

2τ2 ×

              cos [ ]2π ( )f0 + Δfk ( )t - t̂k + ϕ0 + Δϕk

（4）

式中：ŝk ( )t 为第 k 条路径的反射干扰信号，ρk < ρ 为第 k

个反射体的反射系数，Rk、t̂k、Δϕk分别为第 k条路径的传

播距离、时间延迟和额外相位偏移。

由于大气中的粒子（雾滴、尘埃等）会使激光发生散

射[11]，则大气散射为：

s̆ ( )t = ∑
m = 1

M ( )t

Amexp ( )-2Rm α exp ( )- ( )t - t0 - t̆m

2

2τ2 ξm ( t )

（5）
式中：M ( )t 为散射粒子数量，Am 为第m个粒子的散射幅

度，Rm 为第m个粒子与接收端的距离，t̆m 为第m个散射

粒子的散射信号相对于参考时刻 t0 的时间延迟，ξm ( t )
为散射信号的随机扰动项。

散射粒子数量M ( )t 与环境浓度C ( t ) 成正比：
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M ( )t = C ( )t V̂

C ( )t = C0exp ( )-t/ζ + C̄
（6）

式中：V̂为激光照射体积，C0 为初始浓度，ζ为衰减时间

常数，C̄为稳定浓度。

激光接收端的噪声 n ( t ) 主要来自热噪声 ň ( )t 和散

粒噪声 n̂ ( t )。其中，自热噪声 ň ( )t 由接收电路的电子热

运动产生，属于加性高斯白噪声，其概率密度函数为：
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ρ ( )ň ( )t = 1
2πσ21

exp ( )- n21 ( )t
2σ21

σ21 = 4κTB

（7）
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式中：σ21 为热噪声方差，κ为玻尔兹曼常数，T为绝对温

度，B为等效噪声带宽。

散粒噪声 n̂ ( t ) 由光子探测的随机性产生，其方差与

信号强度正相关：

ì

í

î

ï
ïï
ï

ï
ïï
ï

ρ ( )n̂ ( )t = 1
2πσ22

exp ( )- n22 ( )t
2σ22

σ22 = 2qĪB

（8）

式中：Ī为平均光电流，q为电子电荷量。

激光接收端的噪声为 n ( )t = ň ( )t + n̂ ( t )，其联合方

差为 σ23 = σ21 + σ22，整体服从高斯分布 n ( )t ~N(0,σ23 )。
故接收端的激光回波信号完整数学模型为：

r ( )t = ŝ ( )t + s͂ ( )t + n ( )t （9）
3 动态认知增强网络

动态认知增强网络的任务是保留激光回波信号中

的 ŝ ( )t 、抑制 s͂ ( )t 和 n ( )t ，即学习大气衰减系数、目标运

动参数的变化规律，识别多径信号的特征、噪声方差的

变化。 CNN 能够捕捉激光回波信号的局部细节，

Transformer 可建立全局依赖关系以实现信号的时序关

联[12]，通过轻量化设计CNN-Transformer混合网络，使用

深度可分离卷积减少计算量，适配实时处理场景。

3.1 深度特征提取

在激光回波信号通过CNN分支进行局部特征提取

过程中，对长度为 N 的时序激光反射信号 r ( )t ∈ R1 × N

进行卷积操作，第 l层的输出特征为：

h ( l )CNN = ReLU (W ( )lCNN∙h( )l - 1CNN + b ( l )CNN ) （10）
式中：ReLU( )为激活函数，W ( )lCNN ∈ Rq × c in × cout 为第 l层的卷

积核 q 的权重，c in、cout 分别为输入、输出通道数，b ( l )CNN 为

第 l层的偏置。

采用深度可分离卷积减少参数，深度卷积与逐点卷

积的输出特征分别为：

{hDW = WDW∙x + bDW
hPW = WPW∙x + bPW

（11）
式中：x为输入特征，WDW、WPW、bDW、bPW 分别为深度卷积

和逐点卷积的卷积核和偏置项。

为了捕捉信号的长距离依赖，弥补CNN局部感受野

的局限，使用Transformer分支进行全局特征提取。在信

号的时序位置添加编码，奇数位和偶数位的编码分别为：
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pi = cos ( )i
10 0002i/d̂ ,    i = 0,1,2,⋯,N - 1

pi = sin ( )i
10 0002i/d̂ ,    i = 0,1,2,⋯,N - 1

（12）

式中：pi 为第 i个位置的编码值，d̂为 Transformer的模型

维度，10 0002i/d̂为缩放因子。

Transformer使用自注意力机制通过查询向量、键向

量和值向量计算特征间的关联权重[13]，自注意力输出特

征为：
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Attention ( )Q,K,V = softmax ( )QK T

dk

V

Q = WQ hCNN
K = WK hCNN
V = WV hCNN

（13）

式中：Q、 K、 V 分别为查询矩阵、键矩阵、值矩阵，WQ、

WK、WV 分别为CNN输出特征 hCNN 投影到查询、键、值空

间的线性映射权重，QK T 为查询与键的相似度矩阵，dk

为查询矩阵和键矩阵的维度。

前馈网络的输出特征为：

ĥ = ReLU (W2∙ReLU ( )W1 h͂ + b1 + b2 ) （14）
式中：W1、W2、b1、b2分别为第一层、第二层全连接的权重

和偏置，h͂为前馈网络的输入特征。

3.2 动态调整机制

根据信号层级特征的复杂度，自适应优化 CNN 与

Transformer的融合方式，以提升特征适配性。通过网络

层级深度动态调整 CNN 与 Transformer 分支的贡献比

例，即通道分割比例：

A l = 1
1 + e-β ( l - l̂/2) （15）

式中：β为调整速度系数，l̂、l分别为总层数和当前层索

引。

特征融合h fuse为：

h fuse = Al hCNN + ( )1 - Al h̆ （16）
式中：h̆为Transformer分支的输出特征。

通过动态注意力门控调整自适应注意力：

ì
í
î

hout = g⊙h fuse + (1 - g )⊙hmemory
g = ReLU (WgConcat (h fuse,hmemory ) + bg ) （17）

式中：g ∈ [ 0,1 ]为控制当前特征与记忆的融合比例的门

控值，Wg 为门控权重矩阵，hmemory 为记忆模块存储的历

史特征，bg为偏置项。

3.3 认知增强机制

利 用 存 储 的 历 史 回 波 特 征 形 成 外 部 记 忆 库

M ∈ RN × D，则记忆更新为：

Mt + 1 = ξMt + (1 - ξ )hout （18）
式中：ξ ∈ [ 0,1 ]为记忆衰减系数，hout 为学生网络的输出

特征。
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通过知识蒸馏损失进行推理[14]，使用KL（Kullback-
Leibler）散度函数表征 2 个概率分布的距离，则知识蒸

馏损失为：

Z = KL (softmax (hout ) softmax ( )W teacher hmemory + b teacher )
（19）

式中：W teacher、b teacher分别为教师网络的权重和偏置。

因此，总损失目标函数为：

L' =  y - ŷ
2
2 + Ψ1 hCNN - h̆ 1 + Ψ2 Z （20）

式中：y、ŷ 分别为真实激光回波信号和增强后的预

测 信 号，Ψ1 ∈ [ 0.1,0.5 ] 为曼哈顿距离的损失权重，

Ψ2 ∈ [ 0.001,0.1 ]为认知损失权重。

终止条件设置为：满足 L' < 0.03或最大训练周期达

到400次。

3.4 算法流程

激光回波信号优化的算法的主要流程为：

a. 输入含噪声、衰减等干扰的原始激光回波信号。

b. 轻量化混合网络 CNN 分支提取局部特征，

Transformer 分支通过位置编码和自注意力捕捉全局时

序关联。

c. 根据层级深度调整通道分割比例，融合 CNN 与

Transformer特征，自适应注意力门控结合历史记忆优化

特征的时间连贯性。

d. 通过记忆模块更新记忆库，存储当前特征并作为

历史知识；推理模块根据知识蒸馏损失，令当前特征趋

近于历史先验。

e. 当满足终止条件，停止优化网络，输出增强后信

号；否则，转至步骤b并重复上述流程。

4 仿真试验

为了评估 DCEN 算法在复杂天气与多径干扰场景

下对激光回波信号的增强性能，本文仿真试验使用的处

理器为英特尔 Core i7-12700K，图像处理器为英伟达

GeForce RTX 3060 Ti，深度学习配置环境 PyTorch 版本

为 1.12.1，以数值模拟方式生成激光回波信号数据集。

多径干扰主要为地面反射、墙壁反射、交通标志反射和

树木反射。试验仿真参数及典型值如表1所示。

4.1 不同天气环境多径干扰激光回波信号分析

模拟脉冲激光器的输出特性，其发射功率随时间呈

现先上升至峰值、再快速衰减的变化规律，通过高斯包

络调制，使激光能量集中在有限时间窗口内，形成一个

有限宽度的探测脉冲，不同天气环境多径干扰激光回波

仿真结果如图1所示。

表1 试验仿真参数及典型值

参数

发射信号峰值幅度/W
发射信号波长/nm
脉冲宽度系数/µs

载波频率/Hz
初始相位/rad
目标距离/m

目标径向速度/m∙s-1

多普勒频移/Hz
地面反射系数

地面反射距离/m

取值

50
1 150

10
3.31×10¹⁴

0
1 000

10
1.4×107

0.3
800

参数

墙面反射系数

墙面反射距离/m
交通标志反射系数

交通标志反射距离/m
树木反射系数

树木反射距离/m
大气散射粒子数/个
大气散射幅度/W
热噪声方差/W²

散粒噪声方差/W²

取值

0.2
1 200

0.7
900
0.25

1 100
50

2.5~5
1.66×10⁻¹²
3.2×10⁻¹⁶

60
40
20

0
-20
-40
-60 2.5 5.0 7.5 

振
幅

/W
时间/µs

10.0 12.5 15.0 17.5 20.00

（a）激光回波原始信号
1007550250-25-50-75-100 2.5 5.0 7.5 

振
幅

/W

时间/µs
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图1　不同天气环境多径干扰仿真结果
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由图 1可知，激光回波信号衰减程度与天气恶劣程

度呈正相关：晴天回波信号幅度最高，清晰可辨；小雨天

气回波幅度有所降低，但主要信号特征仍可识别；沙尘天

气回波幅度大幅下降，散射干扰明显增强；大雾天气回波

信号被严重衰减，目标特征几乎被噪声和散射掩盖。该

现象主要原因是大气中粒子对1 150 nm激光的吸收和散

射作用随浓度增加而增强，导致信号能量损失加剧。

4.2 激光回波信号优化分析

4.2.1 训练过程

模拟激光信号频率偏移、传输干扰、接收端噪声的

全过程，生成接近真实场景的回波信号数据集，共计

5 000 条数据，训练集和测试集按照 8∶2 进行划分。

同时，从该数据集随机选取 800 条数据作为记忆库数

据集。

CNN分支使用 5层深度可分离卷积，Transformer分
支编码器层数设置为 4层，使用 4个注意力头。速度系

数设置为 0.5，记忆衰减系数设置为 0.8。使用适应性矩

估计（Adaptive Moment Estimation，Adam）优化器，批大

小为 16，权重损失 Ψ1 = 0.25、Ψ2 = 0.057。在 DCEN 训

练时，计算每个批次输出结果与真实标签间的损失值和

预测准确率，监控深度学习模型的训练进展。

4.2.2 知识蒸馏学习过程

在知识蒸馏学习过程中，第一层卷积直接对原始信

号进行处理，提取局部特征，如信号的峰值位置、陡峭变

化等；第二层卷积在第一层的基础上，进一步捕捉复杂

的组合特征，如多个峰值的相对位置、波形的整体趋势

等。前两层特征能够直观反映网络对输入信号的感知

过程，且与原始信号的关联性最强，同时，选择对输入信

号变化敏感的特征通道并进行可视化，使用失真率衡量

学生网络与教师网络对应层特征的差异程度，反映学生

网络对教师网络特征的学习效果，知识蒸馏学习过程如

图2所示。
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在图 2b~图 2c中，信号主峰核心特征完全对齐：学

生网络与教师网络在第一层、第二层卷积的活跃通道响

应趋势高度吻合，主峰位置几乎完全重叠，表明学生网

络能够通过蒸馏精准学习教师网络对峰值位置、波形陡

峭变化、能量密集区等关键特征的捕捉逻辑，未丢失任

何决定任务性能的核心信息。在活跃通道聚焦关键区

域，学生与教师网络的活跃通道均自发聚焦于信号能量

密集区，对低能量噪声区域响应较弱，这种选择性关注

并非信息过滤，而是模型对有效信息和无效噪声的合理

区分，且与激光回波信号的物理特性高度适配，进一步

说明蒸馏过程保留的是对任务有价值的重要信息，而非

无差别保留所有细节。

图 2d表明学生网络通过蒸馏逐渐学习到教师网络

的特征表达模式，整体模仿效果显著，蒸馏有效缩小了

学生网络与教师网络的差异。

4.2.3 测试过程

在测试阶段，动态认知增强网络DCEN采用多维度

评估机制，选择 F1值、准确率、召回率和损失值作为评

价指标，实现对预测性能的精准量化。通过逐轮对比测

试确立最佳性能。为了全面验证DCEN算法的优越性，

试验同步对 4类经典算法进行平行训练与测试，分别为

独立的 CNN、Transformer、CNN-Transformer 和径向基函

数（Radial Basis Function，RBF）神经网络，对比结果如

表2所示。

表2 各算法的最佳测试结果

方案

CNN
Transformer

CNN-Transformer
RBF

DCEN

F1
0.871
0.900
0.922
0.853
0.955

准确率/%
87.25
90.12
92.35
85.42
95.68

召回率/%
87.85
90.57
92.84
86.25
96.03

损失值

0.189
0.143
0.115
0.212
0.068

由表 2可知，DCEN 在多项核心指标上显著超越其

他算法，表现出动态认知机制的优势。这是因为DCEN
的动态认知机制实现了从特征提取到决策优化的全流
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程自适应调整，根据输入信号的特征变化，动态分配各

特征提取分支的权重，提高了有效特征的提取效率。

4.3 不同方法增强指标对比分析

分 别 使 用 DCEN、CNN、Transformer、CNN-Trans⁃
former和RBF神经网络对含噪激光回波信号进行增强，

将均方误差（Mean Squared Error，MSE）、峰值信噪比

（Peak Signal to Noise Ratio，PSNR）、平 均 绝 对 误 差

（Mean Absolute Error，MAE）作为评价指标，测试集增强

结果如表3所示。

表3 不同方法增强结果对比

方案

原始信号

CNN
Transformer

CNN-Transformer
RBF

DCEN

MSE/W²
85.26
19.08
15.64
11.57
32.15
6.92

PSNR/dB
9.72

17.23
18.05
19.38
14.98
21.59

MAE/W
7.35
3.18
2.87
2.36
4.62
1.68

根据表 3可知，DCEN 的各项指标均表现最优。在

MSE 方面，DCEN 仅为原始信号的 8.1%，比次优方案的

CNN-Transformer降低 40.2%，说明其输出与真实信号的

整体偏差最小，噪声抑制能力最强。在 PSNR 方面，由

于峰值信息是激光测距中目标距离计算的关键依据，

PSNR 对信号峰值区域误差更敏感，DCEN 比原始信号

提升 11.87 dB，较 Transformer 和 CNN-Transformer 分别

提升 3.54 dB和 2.21 dB，表明其在激光回波脉冲峰值保

留和细节还原上优势显著；在 MAE方面，DCEN 仅为原

始信号的 22.9%，比 RBF 降低 63.6%，说明 DCEN 对信号

整体波形，尤其是脉冲前沿、后沿等陡峭变化区域的还

原精度更高。

DCEN 通过动态门控与多尺度融合，在噪声抑制、

峰值保护和波形还原上综合优化，为激光回波增强提供

了高效方案。因此，本文方案在噪声抑制、峰值保留和

波形还原上综合性能最优，更适用于激光回波信号优化

任务。

5 结束语

本文针对复杂环境下激光回波信号易受衰减与干

扰的问题，提出动态认知增强网络算法。该方法融合

CNN 与 Transformer，分别提取信号的局部特征与全局

时序依赖，并通过动态门控机制自适应融合。网络引

入认知增强模块，利用外部记忆库存储历史信号先验，

通过知识蒸馏实现记忆与推理，在有效抑制噪声的同

时，完整保留了信号的关键脉冲特征，并精准还原了原

始波形。

未来工作将集中于算法的实际部署与轻量化设

计，以提升模型在真实场景中的泛化性能，同时探索该

框架在声呐、雷达等其他主动探测信号处理中的迁移

应用潜力。
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