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【摘要】为解决现有的监督学习方法估计电池健康状态（SOH）时依赖于稀少的标记数据，而忽略了大量易获得的未标

记数据这一问题，提出了基于长短期记忆（LSTM）网络和门控循环单元（GRU）的半监督学习（SSL）的联合 SOH 估计方法。

首先，从充电电压中提取了 3 种具有可解释性的健康因子，用于准确描述电池退化；然后，基于 SSL 对未标记数据的伪标签

进行预测，旨在增强训练样本，从而提升模型泛化能力。分析和试验表明，提出的基于 SSL 的方法可以显著提高 SOH 估计

性能，平均均方根误差不超过 1.2%。
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【Abstract】To address the issue that existing supervised learning methods for estimating the battery State of Health (SOH) 
rely on scarce labeled data while neglecting the abundance of easily obtainable unlabeled data, a joint SOH estimation method 
based on Long Short-Term Memory (LSTM) and Gated Recurrent Unit (GRU) within a Semi-Supervised Learning (SSL) 
framework is proposed. First, three interpretable health indicators are extracted from the charging voltage to accurately describe 
battery degradation. Then, based on SSL, pseudo-labels for unlabeled data are predicted to augment the training samples, 
thereby enhancing the generalization capability of the model. Analysis and experiments demonstrate that the proposed SSL-
based method significantly improves SOH estimation performance, with an average Root Mean Square Error (RMSE) below 1.2%.
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基于半监督学习的集成模型估计电动汽车锂电池
健康状态*
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1 前言

锂离子电池作为广受认可的能量储存解决方案[1]，

在电动汽车、自动化移动设备及能源存储系统中占据

核心地位[2]。其健康状态（State of Health，SOH）估计是

电池管理系统（Battery Management System，BMS）的关

键技术，直接影响电池性能预测、维护策略制定及系统

运行安全。

现有 SOH 估计方法主要分为三类：基于电化学模

型的方法通过模拟内部反应过程实现估计[3]，但模型

复杂度高、在线应用困难；基于等效电路模型的方法基

于电气特性建模[4]，参数辨识误差易导致估计偏差；人

工 智 能 方 法 通 过 数 据 驱 动 提 取 健 康 指 标（Health 
Indicators，HIs），无需深入电化学机理，表现更优 [5]。
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例如，Li等[6]从增量容量曲线中提取HIs，结合向量回归

算法使 SOH估计均方根误差低于 2%；Lin等[7]引入注意

力机制改进长短期记忆（Long Short-Term Memory，
LSTM）网络，提升估计精度；张慧颖等[8]融合卷积神经网

络（Convolutional Neural Network，CNN）与 LSTM，有效表

征容量退化趋势。

然而，上述方法均依赖监督学习，需大量标记数据。

为突破数据标注瓶颈，半监督学习（Semi-Supervised 
Learning，SSL）和无监督学习（Unsupervised Learning，
USL）方法快速发展。半监督学习方面，Liu 等[9]利用 v-
支持向量回归构建半监督模型，将误差降至 4%，但未解

决多源特征兼容性问题；Li等[10]结合 SSL与 LSTM，有效

利用未标记数据，误差同样降至 4%，但单一模型难以

捕捉老化复杂特征；Lin 等[11]提出的 SSL 方法在标记数

据稀缺时效果显著，但处理实验室与现场数据不一致

时性能受限。无监督学习方面，Chen 等[12]基于 CNN 与

迁移学习的无监督方法实现 0.74% 的均方根误差，但

数据稀疏时面临挑战；Qiu 等[13]采用无监督域适应

（Unsupervised Domain Adaptation，UDA）方法，跨电池类

型大域差异下仍有局限；Li等[14]通过深度子域迁移网络

（Deep Subdomain Transfer Network，DSTN）降低分布差

异，但极端连续域变量下子域划分需优化。

综上，现有 SSL 与 USL 方法存在三方面局限：单一

模型架构难以融合互补优势；健康因子设计依赖经验，

泛化能力不足；伪标签生成未充分适应电池退化强非线

性，易致噪声累积。本文基于锂电池充电电压数据，提

取三种可解释性健康指标，并提出一种半监督学习方

法，通过生成伪标签增强训练集。试验结果表明，该方

法在SOH估计精度与泛化性方面表现优异。

2 可解释健康因子提取

2.1 电池健康状态

SOH作为评估电池当前性能与全新状态下性能差

距的关键量化指标，不仅直接反映了电池的剩余可用容

量，还是 BMS 中进行预测与决策的基础。SOH 的计算

公式为：

H = QC
QR

× 100% （1）
式中：H为电池 SOH，QC和QR分别为当前状态下电池的

最大可用容量和额定容量。

2.2 电池老化数据集

本文采用马里兰大学分校的高级生命周期工程中

心（Center for Advanced Life Cycle Engineering , CALCE）

公开的电池老化数据集。该研究使用了二硫化碳电池，

编号分别为CS2-35、CS2-36、CS2-37和CS2-38，并且所

有电池均遵循相同的充电设定。具体而言，充电过程中

的速率为0.5 C，充电截止电流为0.05 A；放电时，速率为

1 C，放电截止电压设定为 2.7 V。值得注意的是，无论

电池容量如何变化，充放电速率均保持恒定。所有测试

的电池标称容量为 1.1 A·h，当电池容量衰减至其标称

容量的 70%，即降至 0.77 A·h 时，即视为达到使用寿命

终点（End Of Life，EOL）。

图 1展示了CS2-35~CS2-38电池的 SOH衰减趋势。

从图中可见：在前 100个循环中，SOH曲线迅速下降；从

第 100个到第 400个循环，SOH曲线局部波动并缓慢下

降；400 个循环后，SOH 曲线又迅速下降。这一现象可

能对实际车辆运行构成安全隐患。因此，精确评估电池

的健康状态显得尤为关键。
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图1 CS2-35~CS2-38电池SOH演变曲线

2.3 健康因子提取

基于电池充电数据，提取出与容量退化紧密联系的

HIs，是估计电池 SOH 的关键步骤。对于同一块电池，

在充电的相同阶段输入相同电量条件下，其充电电压的

表现并不统一。综合考虑实际应用中的实用性和便捷

性，并参考同类研究中对电压敏感区间的界定方法[15]，

本文选取恒流充电曲线中电压变化平稳、能有效反映电

极极化特性的固定电压范围[3.85, 3.95] V（如图 2所示）

来提取 3 个特征作为 HIs。该区间位于电池充电中后

期，避免了充电初期的不稳定波动和末期的饱和现象，

能更稳定地表征电池老化特征。在电池充电过程中，电

压平均值能够反映电极材料的活性状态。随着电池老

化，电极材料的活性降低，导致充电电压平均值发生变

化，因此能够更准确地反映电池的 SOH。HI1为固定充

电电压区间内的电压平均值，计算公式如下：
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HI1 = 1
n∑i = 1

n Vi （2）
式中：n为采样点数量，Vi为第 i个采样点的电压值。

HI2为固定充电电压区间内的电压面积值。电压面

积值综合了电压在整个充电区间内的变化情况，能够更

全面地反映电池的性能状态。在电池老化过程中，电压

曲线的形状和面积会发生变化，这些变化与电池的SOH
密切相关。HI2计算公式如下：

HI2 = ∫
t1

t2
V ( t ) dt （3）

式中：V(t)为随时间变化的电压函数，t1和 t2分别为充电

区间的起始和结束时间。

HI3表示固定充电电压区间内最大电压值与最小电

压值连线的斜率。在电池充电过程中，最大电压值与最

小电压值连线的斜率能够反映电池内阻的变化。随着

电池老化，电池内阻增加，导致斜率发生变化。因此，

HI3能够作为电池 SOH 变化的一个敏感指标。HI3计算

公式如下：

HI3 = Vmax - VminΔt
（4）

式中：Vmax和 Vmin分别为区间内的最大电压值和最小电

压值，Δt为Vmax和Vmin相对应的时间变化量。
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图2 基于CS2-35电池的充电电压提取的3个HIs

3 基于半监督学习的SOH估计模型

3.1 长短期记忆神经网络

LSTM 是 一 种 特 殊 的 循 环 神 经 网 络（Recurrent 
Neural Network，RNN），旨在解决传统 RNN 在处理长序

列数据时易出现的梯度消失和梯度爆炸问题。如图 3
所示，LSTM通过引入遗忘门、输入门和输出门 3个门控

单元，有效控制信息的流动和更新，实现了对信息的选

择性记忆。这种机制使得 LSTM 能够捕捉并保留长时

间跨度的依赖关系，广泛应用于自然语言处理、语音识

别、时间序列预测等领域。LSTM的计算过程如下：

（1）决定应从单元状态中丢弃的信息：

ft = σ ( )W f ·[ ]ht - 1,xt + bf （5）
式中：ft 为遗忘门应从单元状态中舍弃的信息，σ 为

Sigmoid 函数，Wf和 bf分别为遗忘门的权重矩阵和偏置

项，ht−1为(t-1)时刻单元状态的输出，xt为 t 时刻单元状

态的输入。

（2）分两步决定内部状态应存储的信息。首先，更

新输入门：

it = σ ( )W i·[ ]ht - 1,xt + bi （6）
式中：Wi和 bi分别为输入门的权重矩阵和偏置项。

其次，得到一个候选向量 C͂ t：

C͂ t = tanh ( )Wc·[ ]ht - 1,xt + bc （7）
式中：Wc和 bc分别为权重矩阵与 C͂ t的偏置项。

（3）更新单元状态：

C t = ft × C t - 1 + it × C͂ t （8）
式中：Ct−1为(t-1)时刻的单位状态。

（4）获得LSTM的输出：

ot = σ ( )Wo·[ ]ht - 1,xt + bo

ht = ot × tanh (C t ) （9）
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式中：ot为输出门的 Sigmoid层，ht为 LSTM 在 t时刻的输

出，Wo和 bo分别为输出层的权重矩阵和偏置项。
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输出门遗忘门 输入门
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图3 LSTM结构

3.2 门控循环单元

如图 4 所示，通过引入更新门和重置门两个门控

机制，门控循环单元（Gated Recurrent Unit，GRU）有效

地控制了信息的流动，能够在保留重要历史信息的同

时，根据当前输入动态更新隐藏状态。相比 LSTM，

GRU 结构更为简洁，计算效率更高。GRU 的前向传播

可表示为：

ì
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ï

ï
ïï
ï

ï

ï

ï
ïï
ï

ï

rt = σ ( )Wγ·[ ]ht - 1,xt

zt = σ ( )W z·[ ]ht - 1,xt

h͂t = tanh ( )Wh·[ ]rt⊙ht - 1,xt

ht = ( )1 - zt ⊙ht - 1 + h͂t⊙zt

（10）

式中：σ 为 Sigmoid 函数，tanh 为双曲正切函数，⊙为逐

元素产生式，rt为重置门，zt为更新门，Wγ、Wz和Wh分别

为重置门、更新门和临时输出的权重矩阵，h͂t 和 ht分别

为候选隐藏状态和隐藏状态。
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图4 GRU结构

3.3 半监督协同训练与在线SOH估计

半监督学习（Semi-Supervised Learning，SSL）作为一

种有效利用未标记数据的技术, 能够显著提升模型的预测

性能，从而在机器学习领域展现出巨大的应用潜力。本文

提出的协同训练框架与传统监督学习（Supervised 
Learning，SL）存在本质差异，如图5所示，与传统监督方法

仅使用标记数据训练单一模型，而本框架创新性地通过双

模型交叉验证机制挖掘未标记数据价值。具体而言，首先

基于少量标记数据并行训练LSTM和GRU模型；随后利用

二者对未标记数据生成伪标签，仅保留LSTM与GRU预测

差异小于阈值τ的高置信样本（本文通过网格搜索在验证

集上确定 τ=0.05，该策略能有效控制伪标签质量，避免噪

声样本干扰）；最终通过迭代扩充训练集实现模型增强。

该策略从根本上突破了SL对标记数据的依赖瓶颈。

在技术继承性方面，本文基于两项关键研究推进：

其一，延续Liu等[9]的伪标签生成思想与Li等[10]的 SSL训

练框架；其二，如图 6所示，创新性地将LSTM-GRU组合

从监督学习场景[8]扩展至半监督领域。
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图5 基于半监督学习的集成模型估计SOH流程
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现有组合模型虽能提升预测精度，却无法解决 SSL
中的伪标签噪声问题。针对上述局限，本文提出原创性

动态权重机制：根据充电电压变化率 ΔV自动调整模型

贡献权重。当电池处于平稳退化阶段时（ ||ΔV 较小），赋

予 LSTM更高权重以发挥其长程建模优势；当检测到容

量跳水（ ||ΔV 剧增）时，则提升 GRU 权重以强化其短期

波动捕捉能力。该机制通过动态调整模型输出，显著增

强了 SOH 估计对电池不同退化阶段的适应性，从而直

接提升最终结果的准确性和鲁棒性。该策略通过可学

习参数w实现权重自适应分配：

α = sigmoid ( )w· ||ΔV （11）
最终输出为：

H final = α·HLSTM + ( )1 - α ·HGRU （12）
式中：Hfinal为最终的电池 SOH 估计值；HLSTM为 LSTM 预

测得到的 SOH值；HGRU为 GRU预测得到的 SOH值；α为

融合权重系数，取值范围为[0, 1]。
4 仿真结果与试验数据对比分析

4.1 试验分组

为了模拟真实的工业环境并验证所提出的 SSL 方

法的有效性，数据集被划分为标记和未标记子集，具体

试验组分类如表 1 所示。值得注意的是，在试验过程

中，未标记数据缺少相应的 SOH 标签。每个试验组仅

包含单个电池的 SOH 标签数据，这反映了在工业应用

中标记数据的稀缺性与未标记数据的充足性。

表1 试验分组

编号

1
2
3
4

标签数据

CS2-38
CS2-37
CS2-36
CS2-35

无标签数据

CS2-36、CS2-37
CS2-35、CS2-38
CS2-35、CS2-38
CS2-36、CS2-37

测试数据

CS2-35
CS2-36
CS2-37
CS2-38

4.2 评价指标

本研究利用平均绝对误差（MAE）和均方根误差

（RMSE）为评价所制定的电池 SOH 预测方法性能的统

计指标。计算公式如下：

ì

í

î

ï
ïï
ï
ï
ï

ï
ïï
ï
ï
ï

MAE = 1
L∑t - 1

l

|| yt - y't
RMSE = 1

L∑t - 1

l ( )yt - y't 2
（13）

式中：yt为SOH真实值，y't 为SOH估计值，L为样本总数。

4.3 归一化处理

在数据预处理阶段，数据归一化是一项至关重要的

步骤。归一化旨在将不同量纲的数据转换到同一量级

或范围内，以消除量纲差异对后续数据分析或模型训练

的影响。本研究中采用了最小-最大归一化方法（Min-
Max Normalization），该方法通过线性变换将原始数据缩

放到[0, 1]区间内。具体而言，对于每个特征维度，计算

其最小值与最大值，并按如下公式进行计算：

x' = x - xmin
xmax - xmin

（14）
式中：x为原始数据点，xmin和 xmax分别为该特征维度的最

小值和最大值，x'为归一化后的数据点。

4.4 基于半监督学习的SOH估计结果分析

本节基于 4.1节中的试验分组进行了试验验证，在

4.3 节中的数据归一化处理的基础上，选取了 HI1、HI2、

HI3三组 HIs 作为模型的输入特征，而电池 SOH 数据则

作为模型的输出目标。本文采用的LSTM和GRU模型，

具体参数如表 2所示，模型架构如图 6所示。为评估本

文提出的基于半监督学习的集成模型在电池 SOH估计

上的优势，将其性能与监督学习框架下的 LSTM模型和

GRU模型进行了对比分析。SOH估计结果如图 7~图 10
所示，展示了 4块电池的 SOH估计值与真实值的对比以

及绝对误差。

表2 试验分组

模型

LSTM

GRU

参数设定

输入层-LSTM层-Dropout层-全连接层-输出层
隐藏层的特征数量为 128，Dropout 值设置为 0.2，

激活函数Sigmoid
输入层-GRU层-Dropout层-全连接层-输出层
隐藏层的特征数量为 128，Dropout 值设置为 0.2，

激活函数Sigmoid
从图 7~图 10 可以看出，3 种 SOH 估计方法输出的

估计值与电池容量的真实衰退趋势在整体上具有高度

的一致性。其中，所提出的基于半监督学习的 SOH 估

计方法可以最准确地追踪电池退化轨迹。基于监督学

习的单一模型方法，如 SL-LSTM 和 SL-GRU，在电池寿

命的早期阶段以及接近 EOL 时，其估计的电池 SOH 与

真实值存在较大偏差。这是因为在电池退化早期和到
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图7 CS2-35电池SOH估计结果
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图8 CS2-36电池SOH估计结果
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图9 CS2-37电池SOH估计结果
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图10 CS2-38电池SOH估计结果
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达 EOL 附近时，电池退化轨迹都发生了剧烈下降，单

一 SL模型难以学习有效特征。而本文所提出的半监督

学习方法可以有效地利用未标注数据和少量标注数据，

通过结合无监督学习和监督学习的优势，来捕捉电池性

能变化的全局特征和长期趋势。这种方法不仅能够提

高模型在电池寿命早期阶段对 SOH 的估计准确性，还
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能在接近EOL时，更好地预测电池性能的急剧下降，从

而减小估计值与真实值之间的偏差，提高电池 SOH 估

计的整体性能。

表 3 展示了 4 块电池 SOH 估计的误差数据。对比

结果显示，本文提出的基于 SSL 的方法在 4 块电池的

SOH估计中均表现出了最小的统计误差。在各模型的

电池测试实例中，最大 RMSE 出现在 SL-LSTM 模型的

CS2-35 电池测试实例，其值为 4.182%；最大 MAE 则出

现在 SL-GRU 模型的 CS2-38 电池测试实例，其值为

2.765%。而最小 RMSE 和 MAE 均出现在 SSL-LSTM-
GRU模型的CS2-36电池测试实例中，分别为 0.637%和

0.464%。进一步分析表明，这是因为 CS2-36 电池在

[3.85, 3.95] V 电压区间内提取的健康因子与 SOH 具有

更强的关联性，使模型能够更有效地学习其老化特征。

该现象也反映了实际电池数据中存在的个体差异，但本

文方法在不同特性的电池上均保持了整体优越的性能，

证明了其良好的泛化能力。

表3 试验分组SOH估计误差 %

模型

CS2-35

CS2-36

CS2-37

CS2-38

平均值

RMSE
MAE

RMSE
MAE

RMSE
MAE

RMSE
MAE

RMSE
MAE

SL-LSTM
4.182
2.420
0.976
0.855
2.056
1.885
2.311
1.698
2.381
1.715

SL-GRU
3.291
2.591
1.710
1.559
3.032
2.427
3.526
2.765
2.990
2.336

SSL-LSTM-GRU
1.153
0.883
0.637
0.464
0.880
0.661
1.791
1.472
1.115
0.870

4.5 对比验证

在上述 4.4节中已经证明了本文所提出的监督学习

方法优于基于监督框架下的 LSTM 和 GRU 方法。本节

中将所提出的方法与 5 种先进的机器学习和深度学习

方法进行了比较：高斯过程回归（Gaussian Process 
Regression，GPR）、支持向量机（Support Vector Machine，
SVM）、卷积神经网络（CNN）、长短期记忆（LSTM）网络

和 Transformer。以表 1中所有试验组作为测试集，本研

究提出的方法与 5种对比方法的 SOH估计误差如图 11
所示。结果表明，在 6 种方法中，所提出方法（SSL-
LSTM-GRU）的 SOH估计精度最高。具体而言，GPR与

SVM 在所有试验组中的绝对误差均超过 5%；CNN 在 1
号试验组中表现最佳，绝对误差低于 5%，但在其余 3组

中均超过 5%；LSTM 与 Transformer 的估计性能相对较

好，大部分绝对误差保持在 5%左右。相比之下，所提出

方法的绝对误差始终低于 2%。这些结果突出表明，在

标记数据稀缺的情况下，引入未标记数据参与训练能够

显著提升SOH估计的准确性。
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图11 本文方法与其他5种先进方法的SOH估计误差箱型图

此外，SSL-LSTM-GRU方法相较于 SSL-LSTM方法

和 SSL-GRU 方法，平均 RMSE 分别下降了 53.1% 和
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62.7%，平均 MAE 分别下降了 49.3% 和 62.8%。这表明

本文所提出的基于 SSL的方法，在较少标签数据的情况

下，仍能获得准确电池SOH估计结果。

5 结束语

本文针对电池退化过程中容量标签稀少和使用

单一模型难以全面捕捉退化特征的问题，提出了基于

长短期记忆（LSTM）网络和门控循环单元（GRU）的半

监督学习（SSL）的联合估计 SOH 方法。首先，从电池

充电电压中提取了 3 种具有可解释性的健康因子，用

于准确描述电池退化。然后，结合 SSL 技术并利用长

短期记忆网络和门控循环单元对未标记数据进行伪

标签预测，以丰富训练样本集，进而提高模型的 SOH
估计精度和泛化性能。试验结果表明，所提出的 SSL
方法能够准确估计 SOH，与传统的基于监督学习的方

法相比，RMSE 和 MAE 均下降了 49% 以上。所提出的

算法的平均 RMSE 控制在 1.115% 以内，平均 MAE 也

保持在 0.870% 以下，充分验证了其在 SOH 估计中的

准确性和有效性。
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