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【摘要】为了提升高速公路交通状态估计的空间覆盖能力与时效性，提出了一种基于卡尔曼滤波的观测信息与交通流

模型的联合状态估计方法。以智能网联汽车（ICV）探测数据为观测输入，基于协同自适应巡航控制（CACC）与智能驾驶模

型（IDM），对混合交通流中智能网联汽车与人类驾驶车辆（HDV）运动行为进行仿真，并结合元胞传输模型（CTM）完成交通

流密度估计。SUMO 仿真与 NGSIM 实测数据验证表明：所提出的模型对高速公路交通状态的估计误差随 ICV 渗透率的提升

显著降低，在 20% 渗透率下，平均绝对百分比误差（MAPE）低于 20%，渗透率提升至 40% 时，估计精度进一步提升，当渗透率

提升至 80% 时，MAPE 较统计估计方法降低 16.54%，表明该模型具备较强的估计精度与稳定性，可适用于复杂交通环境。
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【Abstract】To improve the spatial coverage and timeliness of expressway traffic state estimation, this paper proposes a 
joint state estimation method that integrates observational data with a traffic flow model based on the Kalman filter. Intelligent 
Connected Vehicle (ICV) probe data are used as observational inputs. Based on Cooperative Adaptive Cruise Control (CACC) 
and the Intelligent Driver Model (IDM), the motion behaviors of ICV and human-driven vehicles in mixed traffic flow are 
simulated, and traffic density is estimated using the Cell Transmission Model (CTM). Validation using SUMO simulations and 
NGSIM field data shows that the estimation error of the proposed method decreases significantly as the ICV penetration rate 
increases. Specifically, the Mean Absolute Percentage Error (MAPE) is below 20% at a 20% penetration rate; the estimation 
accuracy improves further at 40%; and when the penetration rate reaches 80%, the MAPE is reduced by 16.54% compared with  
statistical estimation methods. The proposed method achieves high estimation accuracy and robustness, which is suitable for 
traffic state estimation in complex traffic environments.
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1 前言

智能交通系统是提升交通系统运行效能、优化交通

服务质量的重要途径[1]。随着通信与感知技术的不断

发展，传统路侧固定式交通监测管理系统已难以满足日

益复杂的交通需求，智能网联车（Intelligent Connected 
Vehicle，ICV）依托车-车和车-基础设施通信，成为交通

运行数据采集的新兴重要来源，可通过车载单元实时上

传自身及周边车辆的速度、位置等交通状态信息[2]。与

固定式监测相比，基于 ICV的移动探测方式具备覆盖范
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围广、部署成本低等优势，推动了交通状态估计（Traffic 
State Estimation，TSE）领域的研究与发展[3]。

当前研究主要分为基于数据驱动与基于模型驱动

的交通状态估计方法。其中，数据驱动方法对任务具有

较强的自适应能力：Kong 等[4]利用浮动车数据，采用模

糊综合评价方法进行交通拥堵状态估计，在实时性与稳

定性方面表现突出；Zhang等[5]融合环路检测数据和GPS
数据，提出多源数据融合的城市交通状态估计方法，并

基于广州路网数据完成验证；Seo 等[6]提出基于浮动车

间距的估计方法，无需依赖交通基本图，提升了算法的

泛化能力；Wang等[7]利用 ICV的轨迹数据实现完成道路

车辆轨迹重构，获取各轨迹点速度信息。然而，数据驱

动方法高度依赖历史数据与机器学习建模，存在可解释

性弱且依赖大量历史数据训练，在场景突变或数据不足

时性能易出现下降[8-9]。

模型驱动方法则基于交通流理论（如基本图、LWR
模型[10]、ARZ 模型[11]等）构建数学模型[12-13]，在数据稀疏

场景中表现出更强的稳定性与可解释性。Zhou等[14]基

于交通基本图，利用网联车数据实现车道级交通状态估

计；Bekiaris等[15]基于车辆守恒方程，对各车道的密度进

行估计，验证了不同 ICV渗透率下模型的适用性；Seo[16]

建立基于数据同化与交通流模型的状态估计器，在不依

赖固定传感器的条件下实现了大范围交通状态的精确

估计。

针对混合交通环境中因 ICV 渗透率不足引发的交

通数据稀疏、时空分布不连续等问题，本文提出一种结

合 ICV 探测数据与卡尔曼滤波（Kalman Filter，KF）的高

速公路交通状态估计方法。该方法以 ICV 采集的局部

交通信息为输入，通过卡尔曼滤波与元胞传输模型[17-18]

（Cell Transmission Model，CTM）的有效结合，实现道路

各元胞交通密度的精细化估计，从而提升交通状态估计

的精细化水平。

2 交通状态估计模型构建

高速公路交通状态估计场景如图 1所示，整段道路

在空间上被划分为若干区域，各区域均存在 ICV与人类

驾驶车辆（Human-Driven Vehicle，HDV）混行的情况。

而在实际场景中，由于 ICV渗透率有限且感知能力受限

于感知半径，ICV仅可获取自身及周边局部交通状态信

息，导致观测数据具有局限性和不完备性，难以直接反

映整段道路的交通运行状态。

为此，本文利用非完全观测数据，结合交通流模型

与状态估计算法，对整段道路的交通密度进行连续估

计，本文设计基于 ICV的交通状态估计模型框架，如图 2
所示。

0 1 2 3 4
ICV HDV ICV HDV ICV HDV ICV HDV ICV HDV

图1　高速公路交通状态估计场景

ICV感
知模型

周围车
辆信息

CFL
条件

元胞
划分

历史状态道路信息

基于CTM的状态
估计

ICV感知数据

元胞状态观测值 实时
交通
状态

基于卡尔曼滤波的元胞状态更新

图2　基于CAV的交通状态估计模型框架

通 过 建 立 ICV 感 知 模 型 ，依 据 CFL（Courant 
Friedrichs Lewy）条件[19]将不同 ICV 渗透率下可观测的

交通状态信息进行范围划分；引入元胞传输模型，描述

道路上车辆流动的宏观演化规律，为状态估计提供动态

约束；采用卡尔曼滤波方法将 ICV局部观测数据作为观

测输入，与CTM模型预测结果进行状态更新，实现对道

路全局交通状态的动态估计。

2.1 ICV感知模型建立

在混合交通流下，传统交通监测存在空间覆盖不

足、实时性差等问题[20]，ICV 主要依赖摄像头、毫米波

雷达及激光雷达等传感器获取周围交通环境信息，包

括邻近车辆的速度、位置等数据，其获取道路信息情况

如图 3所示。

智能网联车
可被探测车辆
未被探测车辆

道路信息获取 ICV感知范围

图3　混合交通环境下 ICV道路信息获取情况

考虑到复杂环境（如遮挡问题）对感知能力的影响，

假设 ICV的感知过程的边界条件为：

a. 传感器检测范围为圆形。

b. 车辆被简化为二维平面内的矩形，并假设车辆行

驶方向始终与车道线平行。

c. 仅考虑二维平面内由车辆遮挡所引起的感知盲

区，不涉及三维结构。

d. 建模时不考虑多传感器融合过程，假设 ICV可直

接获取目标的关键信息，如位置、速度等。

ICV感知模型的感知区域为：

sc ( )t = ì
í
î

ü
ý
þ

|( )x,y ( )x - xc ( )t
2 + ( )y - yc ( )t

2 ≤ R     （1）
式中：( )x,y 为 ICV 可感知的范围，xc ( )t 、yc ( )t 分别为 t时
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刻 ICV的横坐标和纵坐标，R为 ICV的感知半径。

HDV 的物理轮廓和遮挡关系如图 4 所示，假设

HDV的物理轮廓为矩形区域：

Bh ( )t = {( )x,y |x ∈ é
ë
êêêê ù

û
úúúúxh - lh2 ,xh + lh2 ,

}                  y ∈ é
ë
êêêê ù

û
úúúúyh - wh2 ,yh + wh2

（2）

式中：Bh ( )t 为车辆 h 的物理轮廓，( )xh,yh 为车辆中心坐

标，lh、wh分别为车辆长度和宽度。

（a）车辆物理轮廓 （b）完全遮挡状态 （c）部分遮挡状态

（d）部分遮挡状态 （e）部分遮挡状态 （f）无遮挡状态
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图4　HDV物理轮廓和遮挡关系

设车辆 Hk 的 4 个顶点的集合 Vk = { }v1
k , v2

k , v3
k , v4

k ，其

中，vn
k = ( )xn

k , y n
k 为第 n 个车辆的顶点坐标，由车辆中心

位置、车辆长宽计算得到。将感知模型映射到第一象

限，vn
k 的有效点仅为 v1

k、v3
k、v4

k，得到有效点集合 V 'k =
{ }v1

k , v3
k , v4

k ，其余象限使用同样方法处理。

在 ICV 感知范围内的所有 HDV，可按照遮挡类型

分为以下3类：

a. 完全遮挡状态。若从车辆 i的中心出发，连接至

目标车辆 Hk 各顶点 V 'k 的所有连线 Li,vn
k，均与遮挡车辆 j

的轮廓区域Bj发生相交，则认为目标车辆处于完全遮挡

状态，如图 4b所示。该状态的目标无法被 ICV感知，可

定义为：

∀vn
k ∈ V 'k , ∀j ≠ i

s.t.  Li,vn
k

⋂ Bj ≠ ∅ （3）
b. 部分遮挡状态。若从车辆 i的中心出发，连接至

目标车辆Hk 各顶点V 'k 的所有连线 Li,vn
k，存在至少一条未

与遮挡车辆 j的轮廓区域Bj 发生相交，则认为目标车辆

处于部分遮挡状态，如图 4c~图 4e所示。该状态的目标

可被 ICV感知，可定义为：

∃vn
k ∈ V 'k , ∃j ≠ i

s.t.  Li,vn
k

⋂ Bj = ∅ （4）

c. 无遮挡状态。若从车辆 i的中心出发，连接至目

标车辆Hk各顶点V 'k 的所有连线 Li,vn
k 未与遮挡车辆 j的轮

廓区域Bj 发生相交，则认为目标车辆处于无遮挡状态，

如图4f所示。该状态的目标可被 ICV感知，其定义为：

∀vn
k ∈ V 'k , ∀j ≠ i

s.t.  Li,vn
k

⋂ Bj = ∅ （5）
因此，根据遮挡状态定义第 c 辆 ICV 对目标车辆 k

的感知状态：

sc,k =
ì

í

î

ïïïï

ïïïï

0,        完全遮挡

0.5,    部分遮挡

1,       无遮挡

（6）

假设在 t 时刻，道路区段内共有 NC ( )t 辆 ICV 和

NH ( )t 辆 HDV，则该时刻第 c 辆 ICV 基于感知模型得到

交通状态信息为：

ì
í
î

ïï

ïïïï

zc ( )t = [ ]xc ( )t ,yc ( )t ,vc ( )t ,Oc ( )t

Oc ( )t = { }k,xk ( )t ,yk ( )t ,vk ( )t ,sc,k
（7）

式中：( xc ( )t ,yc ( )t ) 为 ICV的空间坐标，vc ( )t 为 ICV速度，

Oc ( )t 为 ICV感知到的其他车辆信息的集合。

为了获取不同 ICV渗透率下的交通状态信息，整合

所有 ICV的感知结果{ }s1,1, s1,2, ⋯, sNC,1, ⋯, sNC,NH
，生成全

局感知判定值 s͂k ( )t ：

s͂k ( )t = ì
í
î

ïï
ïï

1, ∃c ∈ [ ]1, NC ( )t , ∃h ∈ [ ]1, NH ( )t   s.t. sc,h > 0
0, sc,h = 0

（8）
完成感知融合后，构建观测集合 zt，即 t时刻探测到

HDV状态为：

zt = { xk ( )t ,yk ( )t ,vk ( )t |s͂k ( )t = 1} （9）
式中：( xk ( )t ,yk ( )t )、vk ( )t 分别为目标车辆 k 的位置与速

度信息，s͂k ( )t = 1为车辆 k被成功探测。

2.2 CTM模型

CTM模型为LWR宏观交通流模型的离散化形式，相

较于 LWR 模型，CTM 模型对空间和时间进行双重离散

化，提升了模型的工程适用性，使其在数值计算和实际应

用中更加高效。在CTM模型中，道路在空间上被离散为

若干等长元胞；同时，时间维度被离散为固定时间步长。

这种离散化方式能够精准地描述交通流的动态演化过

程，如激波传播、排队的形成与消散等。在模型构建层

面，CTM 模型要求离散参数的选取必须满足 CFL 条件

v fΔt ≤ Δx，其中，v f为车辆自由流速度，Δt为时间步长，Δx

为元胞长度。该约束条件的物理意义在于：在自由流状

态下，车辆在一个时间步长内行驶的距离不能超过元胞

郭涛，等：基于网联车的高速公路交通状态估计
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长度，保证了每个元胞的交通状态变化仅受其直接相邻

元胞的动态影响，从而确保模型计算的稳定性和合理性。

在CTM模型中流量-密度关系如图5所示。

ω：反向波传播速度
qm：元胞通行能力
ρ：阻塞密度

0 密度ρ

ωvf

qm

流量
ρ

1/v f + 1/ω

图5　CTM模型中流量-密度关系

假设整个道路长度为 L，被划分为 N 个等长元胞，

则第 i 个元胞的空间范围为 x ∈ [ )iΔx, ( )i + 1 Δx ，i =
0,1,⋯,N - 1。为了将 zc ( )t 映射至对应的元胞内，横坐

标 xc ( )t 处的元胞编号为 ic ( )t = ê
ë
êêêê

ú
û
úúúú

xc ( )t
Δx 。基于 Edie的定

义[21]，分别计算元胞的观测密度和速度：

ì

í

î

ï
ïï
ï

ï
ïï
ï

ki ( )t = ni ( )t
Δx

vi ( )t = v̄i ( t ) - σ2
i ( t )

v̄i ( t )
（10）

式中：ni ( )t 、v̄i ( t )、σ2
i ( t ) 分别为从 zc ( )t 提取属于第 i个元

胞内的车辆数量、平均速度和方差。

2.3 基于CTM-KF模型估计交通密度

卡尔曼滤波具有良好的实时性与自适应能力，能够

在噪声和不确定性的情况下，结合系统动态模型和观测数

据，实现对系统状态的最优估计[22]，广泛应用于动态系统

的建模与估计任务中，尤其适用于交通状态估计场景。

本文采用 CTM 模型对交通流的演化过程建模，并

基于交通流守恒原理对道路进行时空离散化。以无中

间匝道的高速公路为例，将整段道路划分为若干等距的

元胞，各元胞代表一段离散的道路区间。根据 CFL 条

件，在每个离散时间步内，某个元胞的交通状态仅受其

相邻元胞的影响。本文建模方式可有效捕捉交通流随

时间和空间的动态变化，实际道路的离散化如图 6 所

示。其中，kn - 1
i - 1、vn - 1

i - 1 分别为第 (n - 1) 时刻、(i - 1) 元胞

的密度和速度。

利用 ICV感知的局部道路密度作为观测值，构建估

计密度与观测密度间的观测方程：

ì
í
î

ïï

ïï

xn = fn ( )xn - 1
yn = hn ( )xn

（11）
式中：xn、yn 分别为时间步长 n处的系统状态和观测值，

fn、hn分别为时间步长n处的系统模型与观测模型。

Δx

kn - 1
i - 1

vn - 1
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i - 1
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i + 1

vn - 1
i + 1
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i + 2
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i + 2

Δx Δt

ΔtΔx
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i
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i
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i

vn + 1
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图6　实际道路离散化示意

引入卡尔曼滤波方法，通过计算卡尔曼增益，对系

统状态与协方差进行更新与修正，从而实现对整段道路

交通状态的动态估计。

2.3.1 状态转移方程

将交通流守恒模型（LWR模型）作为系统模型：

∂k
∂t

+ ∂(kv )
∂x

= 0 （12）
式中：k、v分别为元胞内车辆的密度和平均速度，t、x分

别为元胞的时间长度和空间长度。

系统模型离散化得到
kn + 1

i - kn
iΔt

+ kn
i vn

i - kn
i - 1 vn

i - 1Δx
= 0，

将等式两侧同时乘Δt，整理得到：

kn + 1
i = ( )1 - Δt

Δx
vn

i kn
i + Δt

Δx
vn

i - 1 kn
i - 1 （13）

令 xn + 1
i = kn + 1

i 表示元胞 i 在 (n + 1) 时刻的状态估

计量，xn
i = kn

i 表示元胞 i 在 n 时刻的状态。假设过程噪

声为高斯白噪声 δn
i，则先验状态估计方程为：

{xn + 1
i = F n

i xn
i - 1 + δn

i

V n + 1
i = F n

i V n
i (F n

i )T + Qn
i

（14）
式中：V n + 1

i 为 (n + 1) 时刻先验分布协方差，Qn
i 为过程噪

声方差，F n
i 为状态转移系数。

因此，所有元胞可以向量形式表示：

ì

í

î

ïïïï

ïïïï

X n + 1 = FnX n

V n + 1 = FnX n (Fn )T + Qn

X n + 1 = ( xn + 10 , xn + 11 , ⋯, xn + 1
n )T

（15）

式中：n为元胞总数量，V n + 1为 (n + 1) 时刻的方差矩阵。

本 文 设 置 V 0 = 1n × n， Fn =
é

ë

ê

ê

ê

ê

ê

ê

ê

ê

ê
êê
ê

ê

ê

ê

ê

ê

ê

ê

ê ù

û

ú

ú

ú

ú

ú

ú

ú

ú

ú
úú
ú

ú

ú

ú

ú

ú

ú

ú

ú1 0 0 ⋯ 0
Δt
Δx

vn0 1 - Δt
Δx

vn1 0 ⋯ 0
0 Δt

Δx
vn1 1 - Δt

Δx
vn2 ⋯ 0

⋮ ⋮ ⋮ ⋮
0 ⋯ 0 Δt

Δx
vn

n - 2 1 - Δt
Δx

vn
n - 1

，
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Qn =

é

ë

ê

ê

ê

ê

ê

ê
êê
ê

ê

ê

ê

ê

ê ù

û

ú

ú

ú

ú

ú

ú
úú
ú

ú

ú

ú

ú

úQn1 0 0 ⋯ 0
Qn1 Qn2 0 ⋯ 0
0 Qn2 Qn3 ⋯ 0

⋮ ⋮ ⋮ ⋮
0 ⋯ 0 Qn

n - 1 Qn
n

。

2.3.2 观测方程

在混合交通环境中，ICV实时提供所在元胞的交通

状态信息，如车速、位置等。在低渗透率条件下，部分时

间步元胞可能未有 ICV经过，导致交通状态估计时缺乏

实时数据。为此，可使用该路段中 ICV最后依次反馈的

速度值进行插值，结果如图7所示。在 ICV低渗透率下，

速度插值可有效降低速度方差，提升本文方法的鲁棒性。

由于 ICV分布具有随机性，则 (n + 1) 时刻元胞的观

测密度为：

k̂n + 1
i = hn + 1

i xn + 1
i + ξ n + 1

i （16）
式中：hn + 1

i 为测量方程系数，ξ n + 1
i 为测量噪声。

令 y n + 1
i = k̂n + 1

i ，观测方程可以写成向量形式：

ì

í

î

ï
ïï
ï

ï
ïï
ï

Y n + 1 = H n + 1X n + 1 + Ψ n + 1

H n = E
Ψ n + 1 = ( ξ n + 10 , ξ n + 11 , ⋯, ξ n + 1

n )T

X n + 1 = ( xn + 10 , xn + 11 , ⋯, xn + 1
n )T

（17）

式中：H n + 1 为测量方程系数矩阵，X n + 1 为 ICV 估计密

度，Ψ n + 1为观测噪声。
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（a）未插值

5
4
3
2
1
0

-1
-2
-3
-4 20 40 60 80

速
度

误
差

/m·
s-1

渗透率/%

均值

方差

1000

（b）插值后

图7　插值误差对比

2.3.3 状态更新

计算卡尔曼增益系数并更新状态方程，得到更新后

的状态密度：

ì

í

î
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ï
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ï

ï
ïï
ï

ï

ï

ï

ï

ï
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ï

ï
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K n + 1 = V n (H n + 1 )T

H n + 1V n (H n + 1 )T + Rn + 1

X n + 1 = X n + K n + 1 ( )Yn + 1 - H n + 1X n

V̂ n + 1 = V n + 1 - K n + 1H n + 1V n + 1

Rn + 1 =
é

ë

ê

ê

ê

ê

ê
êê
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ê

ê

ê

ê ù

û

ú

ú

ú

ú

ú
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ú

úRn + 11 0 0 ⋯ 0
0 Rn + 12 0 ⋯ 0
0 0 Rn + 13 ⋯ 0

⋮ ⋮ ⋮ ⋮
0 ⋯ 0 ⋯ Rn + 1

n

（18）

式中：K n + 1为 (n + 1) 时刻的卡尔曼增益，Rn + 1为X n的测

量噪声方差矩阵，V̂ n + 1为后验分布的方差-协方差矩阵。

3 仿真试验结果与分析

本文基于 SUMO构建了高速公路仿真环境，ICV渗

透率范围设置为 20%~80%，以评估模型在不同网联环

境下的性能。CTM-KF 的初始条件为起始时刻路段内

的车辆数，边界条件为路段输入、输出的车辆数，采用

CTM预测路段内各个元胞的状态，然后将 ICV的观测密

度和速度作为观测值对预测结果进行校正，得到最终估

计结果。

作为对比的两种方法：基于统计分析的方法

（Simple Average，SA）对于元胞内 ICV 感知的车辆轨迹

信息进行统计分析，计算出交通流密度;基于路侧的估

计方法仅依赖固定检测范围内的车辆信息，并通过多个

路侧探测点的平均密度值估计整体交通状态。将

SUMO仿真结果作为基准与本文提出的方法、SA和路侧

估计方法进行比较，对估计结果进行定性和定量评价。

此外，选择 NGSIM 数据集作为实际场景进一步验证提

出算法在实际应用中的可行性。

3.1 仿真场景设置

本文试验场景使用 2 500 m车道，前 2 000 m为试跑

路段，后 500 m 为测试路段，在测试路段两侧部署路侧

单元进行数据采集，道路结构如图8所示。

0 1 2 3 4 路侧
设备

路侧
设备

图8　路段构造示意

流量设置为 3 000 辆/h，估计步长为 5 s，元胞长为

100 m，采集 2 000 s 数据作为模型输入。在整个路段

中，设置 5个元胞。为更好地模拟混合流的交通状态，

ICV 采用协同自适应巡航控制[23]（Cooperative Adaptive 
Cruise Control，CACC）模型，实现精确的车间控制和信
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息共享，HDV 选用智能驾驶模型[24]（Intelligent Driver 
Model，IDM），更贴近人类驾驶行为的特性。

3.2 仿真结果分析

选取元胞密度的平均绝对百分比误差（Mean 
Absolute Percentage Error，MAPE）作为评价指标，量化分

析本文方法的估计性能，其定义为：

kMAPE = 1
nL∑l = 0

L

∑
i = 1

n |

|

|
||
||

|

|
||
| kl,i - k′l,i

kl,i
× 100% （19）

式中：n为元胞总数，L为时间步总数，kl,i 为仿真中元胞 i

在第 l步的密度，k′l,i为通过估计方法的密度值。

为了进一步评估本文方法相对于 SA方法和路侧方

法的改进效果，定义密度估计误差的相对下降百分比为：

rk = A - kCMAPE
A × 100%,    A ∈ { kSMAPE, kRMAPE } （20）

式中：kSMAPE、kRMAPE、kCMAPE 分别为 SA 估计、路侧估计和本

文方法估计的元胞密度平均绝对百分比误差。

在不同 ICV渗透率下，对比本文方法、SA与路侧方

法的密度估计MAPE及对应的误差降低百分比 rk，结果

如表1所示。

表1 不同方法估计结果对比 %

渗透率

20

40

60

80

方法

CTM-KF
SA
路侧

CTM-KF
SA
路侧

CTM-KF
SA
路侧

CTM-KF
SA
路侧

密度MAPE
19.75
25.88
15.22
11.75
20.04
13.70
7.53

10.48
12.91
6.46
7.74

13.27

rk

23.69
-29.76

41.37
14.23

28.15
41.67

16.54
51.32

由表 1可知，随着 ICV渗透率的增加，CTM-KF的估

计误差持续下降，在中、高渗透率下性能良好。在 20%

渗透率下，CTM-KF 的 MAPE 为 19.75%，能够实现对路

段交通状态的基本估计；当渗透率提升至 40% 时，

MAPE 降至 11.75%，估计精度明显提升；在 80% 渗透率

下，MAPE降至6.46%，较SA方法下降16.54%。

在低渗透率条件下，由于 ICV 数量有限，观测信息

稀疏，CTM-KF 与 SA 方法均难以准确反映全路段的交

通状态，且估计性能受限；随着渗透率提升，观测信息逐

渐丰富，卡尔曼滤波能够有效利用 ICV观测信息对CTM

预测结果进行校正，从而显著提升估计精度。尤其在中

高渗透率条件下，观测信息对交通状态的约束作用增

强，使 CTM-KF 方法能够更准确地重构交通状态分布，

明显优于其他方法。

因此，CTM-KF 方法在中、高 ICV 渗透率条件下能

够充分利用 ICV感知信息，有效弥补传统路侧检测空间

覆盖不足的问题，实现对全路段交通状态的高精度估

计；在低渗透率条件下，尽管观测信息较为稀疏，但在

CTM模型约束作用下，仍能够维持一定的估计精度，但

整体性能相较中高渗透率条件仍存在差距。

3.3 NGSIM数据集试验结果分析

为了验证本文方法在实际交通环境中的适用性，选

择下一代交通仿真（Next Generation Simulation，NGSIM）

数据集中US-101高速公路路段进行试验。该路段包含

5 条车道，提取 500 m 范围内、800 s 时长的车辆轨迹数

据，构建不同渗透率的 ICV采集数据集。在 20%渗透率

下，ICV采集的部分车辆轨迹数据如图9所示。
探测到的轨迹未探测到的轨迹ICV轨迹500

400

300

200

100

20 40 60 80

位
置

/m

时间/s
1000

图9　20%渗透率下 ICV采集的部分轨迹

使用交通密度估计误差反映预测结果与真实值的

误差，即元胞 i在时间步长 l的估计误差为ei ( l ) = k′l,i - kl,i。
当 ei ( )l > 0时，估计结果高于真实密度；当 ei ( )l < 0时，

估计结果低于真实密度。试验过程中，随机选取一定比

例的车辆作为 ICV，利用本文方法对所选路段的交通密

度进行估计，道路密度误差时空图如图10所示。

图 10b~图 10c 中，当渗透率低于 40% 时，由于可获

取的观测信息较稀疏，状态估计过程主要依赖交通流模

型，导致估计结果在空间上趋于均质化，难以准确刻画

交通密度的局部突变，特别在拥堵波和消散波传播区

域。该类区域交通状态变化剧烈，对观测信息依赖程度

较高，在观测不足的情况下，模型难以及时修正预测误

差，从而导致密度估计误差显著增大。

图 10d~图 10e 中，随着 ICV 渗透率的提升，观测信

息覆盖范围增加，卡尔曼滤波能够利用观测数据对模型

预测进行校正，提高模型对交通状态局部变化的刻画能
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力，使得拥堵波与消散波的传播过程能够被准确捕捉，

密度估计误差显著降低，且估计结果在时空分布上更接

近真实交通状态。
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（a）NGSIM数据道路实况
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（c）渗透率40%
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（d）渗透率60%
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（e）渗透率80%
图10　US-101道路密度误差时空图

4 结束语

本文提出了一种基于卡尔曼滤波的交通流状态估

计方法，构建了结合元胞传输模型与 ICV观测数据的交

通状态估计框架。CTM-KF 能够有效利用 ICV 感知信

息，弥补传统路侧检测设备在空间覆盖方面的不足，实

现对全路段交通状态的可靠估计。同时，该方法具备刻

画交通流动态演化过程的能力，可反映拥堵波的形成、

传播与消散特征，为交通运行分析与管理决策提供支

持。未来研究可进一步面向复杂路网环境与多源异构

数据融合场景，提升模型在大规模交通系统中的适用性

与实时性。
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