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【摘要】针对自动驾驶领域中规则驱动方法在长尾场景下泛化能力有限，数据驱动模型存在数据过拟合、决策过程缺

乏可解释性等问题，提出一种基于大语言模型（LLM）和深度确定性策略梯度（DDPG）驱动的自动驾驶框架。通过整合常识

与环境数据，生成可解释性决策；利用 DDPG 算法实现底层控制；在存储模块中，设计数值+语义特征相似性检索机制，为当

前决策任务实时匹配相似历史案例辅助动态决策。试验结果表明：相较于 Rule-Driving 和 DQN-Driving，提出的方法在异构

测试场景 A 中的成功率分别提升约 33%和 14%；在异构测试场景 B 中的成功率分别提升约 70%和 42%，表现出更强的跨场景

泛化能力和环境适应能力。
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【Abstract】To address the limited generalization ability of rule-based methods in long-tail scenarios, as well as the 

overfitting issue and poor interpretability of data-driven models in autonomous driving, this paper proposes an autonomous 
driving framework, based on a Large Language Model (LLM) and Deep Deterministic Policy Gradient (DDPG). The framework 
integrates commonsense knowledge with environmental information to generate interpretable driving decisions, while the DDPG 
algorithm is employed to achieve low-level continuous control. In the memory module, a hybrid retrieval mechanism that 
combines numerical-feature similarity and semantic-feature similarity is designed to match similar historical cases in real 
time, thereby supporting dynamic decision-making. Experimental results show that compared with Rule-Driving and DQN-
Driving, the proposed method achieves relative improvements of approximately 33% and 14% in success rate, respectively, in 
heterogeneous test Scenario A. In heterogeneous test Scenario B, the relative improvements further increase to approximately 
70% and 42%, demonstrating stronger cross-scenario generalization capability and environmental adaptability.
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基于 LLM-DDPG 协同决控实现闭环自动驾驶*

郭彤颖　樊烁　郑岩

（沈阳建筑大学电气与控制工程学院，沈阳 110168）

1 前言

面向自动驾驶系统自主决策与协同控制的深层需求，

增强复杂环境下系统运行的可靠性与决策合理性，对于

提升自动驾驶安全性、稳定性和可解释性具有重要意义。

现有研究主要从规则驱动与数据驱动 2 个方向展

开。早期的自动驾驶系统采用基于规则的方法，针对结

构化场景设计确定性决策机制。Jaswanth等[1]提出基于

有限状态机的自动化高速公路驾驶调节器，通过离散状

态对驾驶行为建模，但当系统超出场景规则范围时，模

型的鲁棒性明显下降。Brewitt 等[2]利用决策树实现自

动驾驶的目标识别，但仅限于固定场景且环境需完全可

观测。金立生等[3]通过分析强化学习在单车自动驾驶

决策中的应用，认为基于数据驱动[4]的自动驾驶模型存
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在过拟合、数据偏差、决策过程无法解释等问题。规则

驱动方法具有较强的逻辑明确性，但其泛化能力有限，

难以有效应对复杂多变的长尾场景；而数据驱动方法虽

然具备较强的环境感知与决策能力，但普遍存在过拟合

风险，且决策过程缺乏可解释性。

随着大语言模型（Large Language Model，LLM）在认

知智能领域的突破，为自动驾驶技术提供全新视角[5]。

受 Smallville[6]、Human[7]等最新进展的启发，基于 LLM构

建的广义知识驱动框架对于自动驾驶技术至关重要。凭

借LLM强大的自然语言处理能力[8]、跨任务迁移学习特

性[9]与小样本快速适配等优势，可弥补现有自动驾驶系

统在逻辑推理、可解释性及场景适应性等方面的缺陷，但

LLM仅提供最终决策，无法进行连续的动作控制。

因此，本文提出一种融合 LLM 与深度确定性策略

梯度[10]（Deep Deterministic Policy Gradient，DDPG）算法

的自动驾驶方法，围绕驾驶场景建模、推理决策、连续控

制、反馈修正与经验存储等关键环节进行系统化设计，

实现多模块协同工作。通过引入 DDPG 算法实现自动

驾驶连续动作控制，同时，在存储模块中融合基于案例

推理的相似性检索方法，通过数值特征与语义特征的联

合匹配，为当前场景提供历史决策参考，提升系统在复

杂交通环境下的决策准确性。

2 LD-Driving框架

基于 LLM 与 DDPG 融合方法构建自动驾驶框架

LD-Driving，其整体结构如图 1所示。该框架利用结构

化推理模板，将驾驶场景转为文本描述输入至LLM。同

时，基于案例推理检索与当前场景相似的案例，通过存

储模块将结果传递至 LLM，并进行信息融合。随后，

LLM 根据思维链提示逐步分析推理场景，生成最优决

策。该决策通过 DDPG 算法映射为具体的底层控制指

令，从而实现精确的车辆控制。

驾驶场景

决策模块 执行模块

场景描述

提示生成

LLM
(CoT)

变道
超车
跟车
加速
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速度
加速度
转向
角度
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DDPG算法
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图1　LD-Driving框架结构

基于思维链[11]（Chain-of-Thought，CoT）提示设计结

构化推理模板（见图 2），构建显式的多步推理路径，使

基于 LLM的决策过程具备可分解性与可追溯性。系统

能够对推理链中各中间状态进行校验，从而定位决策偏

差，并抽取相应的错误经验序列。将该序列输入至反馈

模块，由错误修正代理执行误差归因与策略修正，实现

对原始决策的迭代优化。最终，优化后的决策及其对应

场景被存储至案例库，为后续相似驾驶任务提供可复用

的经验知识，提升系统整体的学习效率与决策可靠性。

获取车辆信息

场景：车道位置、数量、

          方向信息

自车：位置、速度、加速度

其他：位置、速度、加速度

获取类似案例
（1）信息：-选定车辆-车道、自车-可能出现的情况
（2）指导：-确定情况的步骤-介绍每种具体情况

获取可用操作
（1）信息：-选定车辆、车道、自车-选定情况-可用操作
（2）指导：-确定操作的步骤-介绍每个操作

图2　基于CoT提示的结构化推理模板

2.1 决策模块

从Highway-env仿真环境[12]中提取自车和周车的状

态信息，并进行特征描述。假设 i = 0 为自车编码，i =
( )1,⋯,N 为与当前决策相关的周车编码，对于任意车

辆，其状态向量为：

S t
i = ( Lj, xt

i, y t
i , vxt

i , vyt
i , d0i )T, i ∈ [ ]0,N , j ∈ [1,10 ] （1）

式中：Lj 为车辆在 j 车道，xt
i、y t

i、vx
i、vy

i 分别为 t 时刻车

辆 i的横向、纵向位置信息和速度，d0i 为自车与车辆 i的

相对距离。

决策模块采用GPT-3.5-Turbo作为 LLM。首先，将

当前驾驶场景中的结构化状态信息（自车与周车的位

置、速度及车道关系等）通过 CoT预定义语义模板进行

编码，转换为统一格式的自然语言场景描述；然后，存储

模块检索与当前场景相似的历史案例，将其作为上下文

信息输入至LLM，用于决策参考；最后，将历史决策过程

组织为多轮对话形式，引导模型在当前场景下生成更加

合理的决策结果，同时保留完整的推理与决策过程，以

增强决策的可解释性与可追溯性。

构建输入序列后，模型先通过预训练语言模型

BERT （Bidirectional Encoder Representations from 
Transformers）的 WordPiece 分词算法[13]对长语句进行子

词切分，将文本转化为词元序列。嵌入层利用预训练模

型的嵌入矩阵，将每个词元映射为高维向量表示，并通

过位置编码显式注入序列的位置信息，构建融合语义与

位置特征的自然语言指令表征空间。

基于 Transformer 多层自注意力机制 [14]捕捉全局

语义信息，系统通过自车的状态生成查询矩阵 Q =
[ ]q0 ,Q ∈ Rd，其中，q0 为查询向量，d 为特征向量维

度。同时，从周车中筛关键目标，构建动态特征集
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合，形成键矩阵 K = (k1,⋯,kN ),K ∈ RN × d 和值矩阵 V =
( v1,⋯,vN ),V ∈ RN × d，其中，N为周车的数量，k i、v i为对应

周车的隐空间表征。

通过缩放点积注意力机制，计算 q0和 k i的相似性：

αi = q0 kT
i

d
（2）

式中： d 为缩放因子。

对关联强度序列α1:N 进行归一化处理，转为概率分

布，即ω = softmax (α1,⋯,αN )，基于权重ω对值矩阵中各

列向量 v i 进行加权求和，为后续决策提供语义表示：

Ooutput =∑i = 1
N ω i v i （3）

2.2 控制模块

由于 LLM的决策过程缺乏对车辆运动学系统的约

束，导致生成的高层指令可能违反运动学可行性。因

此，LD-Driving框架采用分层控制架构，通过语义-物理

动作转换接口（Semantic-to-Physical Interface，SPI），将

决策模块生成自然语言指令转为连续语义向量，作为

DDPG的附加输入，利用动作解码层将语义向量映射到

符合物理约束的连续控制信号。

假设高层语义动作空间为Ahigh，底层物理动作空间

为 A low。基于场景上下文将离散语义转为约束参数，采

用参数化模型生成平滑且符合运动学约束的轨迹，得到

系数 a0~a5 并生成无冲击轨迹。最终，对目标状态和约

束进行编码，嵌入DDPG的奖励函数与状态空间：

ì
í
î

ïï

ïïïï

Ahigh = { }I idle, aacc, adec, T left, T right
A low = ( δ,a ) T, δ ∈ [ ]-1,1 , a ∈ [-3,3 ] （4）

式中：I idle 为保持当前状态，aacc 为加速，adec 为减速，T left
为左转，T right为右转，δ为转向角度，a为加速度。

采用五次多项式进行横向轨迹规划，满足自动驾驶

变道舒适性约束。横向轨迹表达式为d ( )t = a5 t5 + a4 t4 +
a3 t3 + a2 t2 + a1 t + a0，横向运动的边界约束条件为：

ì
í
î

ïï

ïï

d ( )0 = dcurrent, ḋ ( )0 = 0, d̈ ( )0 = 0
d ( )T = d target, ḋ ( )T = 0, d̈ ( )T = 0 （5）

式中：T为轨迹规划总时长，dcurrent为当前横向位置，d target
为到达目标位置。

采用匀加速直线运动生成纵向轨迹，并施加安全与

舒适性约束，纵向速度为：

v ( t ) = v0 + at （6）
式中：v0为纵向初始速度，a为纵向加速度。

纵 向 运 动 约 束 条 件 为 || a ≤ 3 m/s2, jt = |
|
||||

|
|
|||| da

dt
≤

2.5 m/s3。其中，jt为加速度变化率。

为实现自动驾驶中的连续动作控制，本文引入基于

Actor-Critic 框架[15]构建的 DDPG 算法。通过策略网络

与价值网络的协同优化，实现模型对连续动作的高效学

习。假设 s t ∈ S 表示时刻 t的状态向量，其中，S 为状态

空间。Critic网络Q ( s,a|θQ )用于估计状态-动作值函数，

Actor 网络 μ ( s|θ  μ ) 用于将当前状态映射为最优动作。

其中，Critic 价值网络通过最小化时序差分误差进行训

练，更新 Q网络的权重 θQ，使 Q网络能够准确估计不同

状态下采取不同动作的价值，减少预测值与真实值间的

差距。故价值网络的损失函数为：

L ( )θQ = E ( )s,a,r,s' D

é
ë
êêêê ù

û
úúúú( )y target - Q ( )s,a|θQ

2
（7）

式中：E ( )s,a,r,s' D
为在经验回放缓冲区D的样本分布上求期

望，y target为时序差分目标值。

利用目标网络的延迟更新机制构建时序差分

（Temporal Difference，TD）目标值 y target，由即时奖励 r与折

扣后的未来期望回报共同组成。其中，r基于下一时刻状态

s′进行估计：首先，由目标策略网络μ′生成对应的确定性动

作a' = μ′( s')；随后，将该动作输入目标价值网络Q′，得到

未来状态-动作对的价值估计。最终，得到TD目标值为：

y target = r + γQ'( )s', μ'( )s'|θ  μ' |θQ′ , γ ∈ (0,1) （8）
式中：γ为折扣因子，θ  μ'、θQ′分别为目标策略网络和目标

价值网络参数。

为了保证训练过程的稳定性，目标网络参数采用软

更新策略进行迭代更新，更新形式为：

θ′ ← τθ + ( )1 - τ θ′ （9）
式中：θ、θ'分别为当前网络与目标网络的参数，τ =
0.001为更新系数。

Actor 网络通过最大化策略的期望回报函数，对策

略参数进行梯度上升更新，从而学习从状态到连续动作

的映射关系。其策略梯度形式为：

∇θ μ J ≈ E é
ë
êêêê ù

û
úúúú|∇aQ ( )s,a|θQ

a = μ ( )s
∇θ μ μ ( )s|θ  μ （10）

式中：∇θ μ J 为策略梯度，∇aQ ( ) 为价值网络对动作的梯

度，∇θ μ μ ( )为策略网络的参数梯度。

通过上述梯度更新机制，Actor网络能够在Critic网
络的价值评估指导下，对策略参数进行持续优化，学习

在长期回报意义下更优的状态-动作映射关系。在自

动驾驶任务中，该过程使车辆在加速、转向等连续控制

过程中，生成更加平滑且符合安全约束的控制信号，从

而提升整体驾驶性能与系统稳定性。

2.3 反馈模块

在复杂驾驶环境中，自动驾驶系统的决策模块因场

郭彤颖，等：基于LLM-DDPG协同决控实现闭环自动驾驶
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景理解不准确或推理链缺陷，会导致错误决策。为此，

可引入反馈模块，通过错误检测和校正，生成实现系统

的持续优化，增强决策的安全性。

当车辆发生碰撞时，系统会检测与异常情况相对应

的环境状态、决策动作，利用思维链定位故障点，为后续

的反思推理提供完整的信息。随后，LLM 成为纠错代

理，分析错误的内部逻辑缺陷或外部环境因素，结合领

域知识、错误因素和历史经验，进一步生成改进策略。

同时，系统将修正后的经验保存至向量数据库，进行持

久化存储，形成结构化经验知识库。

2.4 存储模块

基于预训练的LLM缺乏驾驶经验，其推理能力受限

于先验知识覆盖范围，无法实现有效推理。因此，构建存

储模块，使系统能够通过持续的驾驶训练积累经验，提高

驾驶技能，并将所学经验运用到未来的交互中，协助LLM
进一步决策。为了确保系统能够快速检索这些历史案

例，提高决策效率并降低错误率，在存储模块中引入基于

案例推理（Case-Based Reasoning，CBR）功能。

存储模块采用键值记忆网络，将决策数据组织为索

引案例，每个案例捕获场景特征作为键 k i，决策元组作

为值 v i。键空间通过编码函数 k i = fenc ( )s t,a t ，将当前状

态 s t和动作 a t映射为高维特征向量，值空间则存储对应

的状态-动作奖励三元组 ( )s t,a t,rt 和与其关联的LLM生

成驾驶策略片段πiLLM，并以支持高效查询的嵌入向量形

式存储至Chroma向量数据库。

当面临驾驶任务时，从当前环境中提取关键特征，

采用相似性度量方法对比数据与存储案例，将检索结

果作为提示输入至 LLM，辅助改进实时决策。本文设

计 2 类相似性度量方法，分别为特征相似性和语义相

似性。

在数值特征相似性方面，对案例中的数值型特征

（车速、车道位置、前后车距等）进行归一化处理，消除

不同驾驶场景特征间的尺度差异。特征 x 的归一化方

式为：

xnorm = x - xmin
xmax - xmin

（11）
式中：xmax、xmin 分别为该数值型特征在案例库中的最大

值和最小值。

利用加权欧几里得距离，计算案例 A 与案例 B 在 n

个归一化特征维度上的相似性 d ( )A,B ，相似性值越小，

表明案例相似性越高：

d ( )A,B = ∑i = 1
n w i ( )Anorm

i - Bnorm
i

2
（12）

式中：w i为第 i个特征的权重。

将d ( )A,B 转换为数值特征相似性：

Simnum( )A,B = 1
1 + d ( A,B ) （13）

在语义特征相似性方面，对于非数值化特征，利用

预训练的嵌入模型对输入文本进行编码，将其映射为固

定维度的语义向量表示。通过向量间的余弦相似度

Simsem ( )A,B 衡量文本间的语义相似性，其值越接近 1，
表示语义相似性越高：

Simsem ( )A,B = A·B
 A  B （14）

式中：A、B为文本描述的向量表示， A 、 B 为向量模长。

单一维度的相似性度量难以全面反映两个驾驶场

景间的真实相关程度。为此，本文引入模态融合系数，

对数值特征相似性与语义相似性进行加权融合，构建综

合相似性度量函数：

Sim ( )A,B = βSimnum( )A,B + (1 - β )Simsem ( )A,B     （15）
式中：β = 0.5为模态融合系数。

在实际应用中，存储模块通过相似性度量方法比较

当前场景描述与历史案例，选择相似度最高的 k 个案

例，即 { A1, A2,⋯, Ak }。根据相似度为 Sim ( A, Ai )特征相

似性与语义相似性的加权结果，生成当前场景的参考决

策为：

Scurrent = ∑i = 1

k

Sim ( )A, Ai ·Si

∑
i = 1

k

Sim ( )A, Ai

（16）

式中：Si 为第 i个历史案例对应的决策指令，A为当前驾

驶场景的数值特征与语义特征，Ai 为第 i个历史案例的

数值特征与语义特征。

3 试验结果与分析

3.1 试验参数与指标

本文在 Highway-env模拟器中进行仿真试验，根据

试验需求设置道路类型、车流密度、车辆速度、车道线数

量等参数，并将车辆信息输入至场景描述。试验中使用

高速公路场景，所有车辆的速度范围为 15~32 m/s，自车

的初始速度为 15 m/s。对于闭环驾驶任务，仿真周期设

置为 30 s，决策频率为 1 Hz。若自车正常行驶，且 30 s
内未发生碰撞，则认为任务完成。

为评估本文方法的性能，采用成功率 ASR 和成功步

骤数ASS作为评估指标。成功率的定义为：

ASR = ASS
ASS,T

× 100% （17）

郭彤颖，等：基于LLM-DDPG协同决控实现闭环自动驾驶
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式中：ASS,T为仿真步骤总数。

若在一个仿真周期内，车辆在 30次决策中无碰撞，

则 ASS = 30。在 N 次试验中，分别计算 ASS 的最小值

ASS, min、最大值 ASS, max 和平均值 ASS,mean。其中，ASS,mean =
1
N∑i = 1

N ASS,i。

3.2 决策流程试验

基于 LLM 的思维链推理机制，验证本文系统其在

自动驾驶决策场景中的可解释性，结果如图 3所示。在

驾驶场景中，决策模块通过思维链提示技术实现了分步

透明化推理并提供最终决策，避免了“黑盒”问题，从而

增强了用户对自动驾驶系统的信任感和接受度。

360 380 400 420 440 460
纵向位置/m

15
7.5

0
-7.5

横
向

位
置

/m

换道前

380 400 420 440 460 480
纵向位置/m

15
7.5

0
-7.5

横
向

位
置

/m

换道后

（a）驾驶场景与车辆状态可视化

驾驶场景描述驾驶场景描述：：

您正在一条4车道的道路上行驶，当前行驶在最右侧车道上。您的当前位置为（400.30 m,
11.38 m），速度为 25.15 m/s，加速度为-0.27 m/s2，车道位置为 400.30 m。您的周围还有

其他车辆行驶，基本信息如下：

•  136号车与您在同一车道上行驶，并且位于您的前方。其位置为（410.52 m,12.00 m），

速度为23.13 m/s，加速度为-1.55 m/s2，车道位置为410.52 m。

•  192号车行驶在您左侧的车道上，并且位于您的前方。其位置是（440.85 m,8.00 m），

速度是21.83 m/s，加速度是-2.50 m/s2，车道位置是440.85 m。

代理答案代理答案（（推理解释过程推理解释过程）：）：

我有 3个动作可供选择。现在，我想知道哪个动作是可行的。首先检查我是否可以加

速、保持，还是左转。

··  我想知道我是否可以加速我想知道我是否可以加速，所以我需要观察当前车道上前面的车，也就是 136号车。

我和 136 号车之间的距离是 410.52-400.30=10.22 m，速度差是 23.13-25.15=-2.02 m/s。
136号车在我前面行驶了 10.22 m，我的速度已经比当前车道上前车快 2.02 m/s，所以我

不想加速。

··  然后然后，，让我们检查我是否可以保持让我们检查我是否可以保持。我需要观察当前车道上前面的车，也就是 136号

车。通过以上计算，我知道我与 136 号车的距离为 10.22 m，速度差为-2.02 m/s。
10.22 m 的距离小于我期望的 30 m跟车距离，而我的速度高于当前车道上的前车。如

果我选择怠速，我与136 号车的距离会进一步缩小，所以我不应该怠速。

··  最后最后，，我可以考虑换道我可以考虑换道。左侧车道上的 192 号车在我前方 440.85-400.30=40.55 m。

这个距离大于我期望的 30 m跟车距离，而 192号车的速度为 21.83 m/s，低于我的速度。

但是，由于距离足够远，我可以在换道后调整速度。因此，向左换道是可行的。太好了，

我现在可以做决定了。决策耗时2.4 s。
最终答案最终答案：：左转左转

（b）思维链推理与决策生成过程

图3　基于LLM思维链的自动驾驶决策可解释性

3.3 对比试验

本文通过对照试验定量评估 DDPG 算法在底层连

续控制中的性能，在 4车道动态交通场景下，对比分析

LLM 系统与 LLM+DDPG 分层架构的性能差异，结果如

图 4所示。试验采用固定随机种子初始化存储模块，构

建容量 || M = 30的存储库，few-shot示例数设置为 5，并
通过 30 次独立重复试验消除初始条件偏差。其中，试

验组由LLM生成语义目标后，经DDPG策略网络优化为

连续控制量；而对照组直接将 LLM 输出的离散指令映

射至预设基础动作空间。
30

20

10

0 LLM

成
功

步
骤

数
/次

LLM+DDPG
图4　不同方案成功步骤数对比结果

由图 4可知，LLM+DDPG分层架构的成功步骤数指

标显著优于 LLM 系统，其成功步骤中位数较 LLM 提升

约 33%，且数据分布区间更趋收敛。相较于直接映射预

设基础动作空间的方式，LLM+DDPG 在动作空间连续

性和环境交互精度方面更具优势。

为了评估迭代反馈模块的有效性，通过启用反馈模

块（YF）和禁用反馈模块（NF）2 种方式进行对比试验，

结果如表 1所示。初始化存储模块，构建容量 || M = 30
的存储库，few-shot示例数设置为 5，并通过随机种子进

行 30 次独立重复试验消除初始条件偏差。ASS,Q1、ASS,Q3
和 ASS,median 分别为成功步骤数的下四分位数、上四分位

数和中位数。

表1 有/无反馈模块成功步骤数对比结果 次

模块

NF
YF

ASS, min
2.0
4.0

ASS,Q1
5.0
9.0

ASS,median
9.0

15.0

ASS,Q3
13.0
23.0

ASS, max
22.0
30.0

ASS,mean
11.5
19.0

由表 1 可知，引入反馈模块后，ASS,median 和 ASS,mean 分
别提高 8次和 7.5次，说明反馈机制通过修正决策偏差，

能够有效增强系统的任务执行能力。

3.4 存储模块

存储模块可帮助自动驾驶系统学习历史经验，避

免发生重复错误。为了验证该模块的有效性，设置车道

数量为 4 车道，初始化存储模块，并构建容量 || M = 30
的存储库；设置 few-shot 示例数为 k = { 0,1,3,5 }，其中，

k = 0 为零样本基线，表示不启用存储模块；k > 0 指在

推理过程中，将 k个最相似的历史经验作为提示，通过

提示工程将 k个驾驶场景描述-动作对注入LLM的上下

文窗口，协助LLM进行决策。不同 few-shot示例数对决

策性能的影响结果如表2所示。
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表2 不同 few-shot示例数的成功步骤数对比结果 次

k

0
1
3
5

ASS, min
2.0
3.0
4.0
4.0

ASS,Q1
3.0
6.0
9.0

15.0

ASS,median
5.0
9.0

14.0
19.0

ASS,Q3
7.0

12.0
18.5
23.0

ASS, max
8.0

19.0
30.0
30.0

ASS,mean
5.03
8.72

13.84
18.38

由表 2 可知，当 k = 0 时，系统的 ASS,median、ASS,mean、
ASS,Q1、ASS,Q3 均保持最低水平，说明零样本场景下LLM难

以应对复杂高速场景，决策稳定性与性能上限存在明显

短板。当 k = 1增至 k = 5，ASS,median、ASS,mean、ASS,Q1、ASS,Q3 均
持续显著提升，ASS,median、ASS,mean 的增幅分别达 111.1%、

110.8%，且在 k ≥ 3时 ASS, max 达到场景上限，ASS,Q1 的提升

表明系统决策鲁棒性显著增强。

如图 5所示，随着 few-shot示例数的增加，系统成功

步骤数显著提升，表明存储模块可有效增强决策能力。

当存储模块关闭，自动驾驶系统的决策能力较弱，成功

步骤数普遍偏低，表明系统缺乏足够的先验知识来有效

应对复杂的高速公路情况。综上，存储模块的引入，有

效提升了自动驾驶系统在复杂高速场景下的决策能力

与可靠性。

30

20

10

0 0 1 3 5

成
功

步
骤

数
/次

few-shot示例数/次

25%~75%
1.5IQR范围
中位线
均值线

图5　不同 few-shot示例数下成功步骤数箱线图

3.5 检索与修正

为验证本文方法在驾驶任务中的案例检索与决策

修正功能，其可视化结果如图 6所示。当系统获取到当

前驾驶场景信息时，存储模块启动，检索出与当前场景

高度相似的历史案例。依据历史案例及其对应的成功

驾驶决策，为当前驾驶决策提供参考依据。在决策执行

过程中，反馈模块持续监测系统状态和行为。当检测到

决策错误，该模块触发自我反馈机制，识别错误决策并

生成具体的修正意见。确认修正决策的有效性后，系统

决策和与其对应的情境信息会作为一个新的案例项，被

动态添加回案例存储模块，说明该机制显著增强了系统

的适应性和持续改进能力。

3.6 跨场景泛化能力试验

数据驱动的自动驾驶决策模型依赖大规模训练数

据实现行为泛化，本文基于 LLM构建小样本决策代理。

为了系统地验证LD-Driving框架的泛化能力，本文设计

跨场景泛化能力试验，选取基于规则的驾驶模型（Rule-
Driving）以及基于深度Q网络驾驶模型[16]（DQN-Driving）
进行对比分析。所有模型训练周期：LD-Driving 迭代

100次，Rule-Driving和DQN-Driving通过网格搜索确定

最优训练次数。在相同条件下完成训练后，构建 2个异

构测试场景进行样本迁移。试验测试场景为：

a. 基准场景：4车道、车流密度为2辆/(100 m∙车道)。
b. 测试场景 A：3 车道、车流密度为 1.5 辆/(100 m·

车道)；
c. 测试场景 B：5 车道、车流密度为 2.5 辆/(100 m·

车道)。
现在数据库有140个项目。

已有一个案例项目，跳过。
已有一个案例项目，跳过。……
合并完成。现在数据库有140个项目。
检索相似案例……成功找到检索相似案例……成功找到2个相似案例个相似案例
场景描述：
您正在一条4车道的道路上行驶……
少量镜头数：3.0
我将参考前面的示例来针对当前场景做我将参考前面的示例来针对当前场景做
出决策出决策。。
代理回答：
我想知道我是否可以保持当前速度……
决策决策：：保持保持
决策耗时：2.1 s ===========模拟 k=0 完成===========

Movie_py-完成!
运行步骤运行步骤4后模拟崩溃后模拟崩溃，，运行反馈代理……运行反馈代理……
反馈完成。耗时：4.83 s
修改案例修改案例：：我之前犯了一个错误我之前犯了一个错误，，以下是以下是
我的自我反馈我的自我反馈：：
未来，ChatGPT应该不仅仅考虑当前速度……
ChatGPT响应的更正版本：……
更新决策更新决策：：加速加速
是否要添加此新案例项以更新存储模块是否要添加此新案例项以更新存储模块？？
    （（是是/否否）：）：是是
添加一个案例项添加一个案例项。。现在数据库有现在数据库有145个项个项目目。。
成功添加新案例项以更新存储模块成功添加新案例项以更新存储模块。。现在现在
数据库有数据库有145个项目个项目。。

……

案例检索案例检索 错误修正错误修正

图6　案例检索及错误修正示例

试验采用统一的评估指标体系和随机种子策略，以

保证试验的可重复性与可靠性，不同模型的泛化性评估

结果如图 7所示。相较于Rule-Driving和DQN-Driving，
LD-Driving 在异构测试场景 A 中的成功率分别提升约

33%和 14%；在异构测试场景 B中的成功率分别提升约

70%和42%。LD-Driving在较少训练迭代次数下即可获

得稳定的性能表现，表明该方法在新场景中仍具备较强

的决策能力，从而体现出良好的跨场景泛化能力与环境

适应能力。

80
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0
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DQN-Driving
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图7　异构测试场景下模型性能对比结果
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4 结束语

本文提出一种闭环自动驾驶框架LD-Driving，有效

弥补了传统规则驱动和数据驱动方法的缺陷。该框架

融合 LLM 的认知推理能力与 DDPG 算法的连续控制能

力，构建包含案例推理的存储模块和错误修正的反馈模

块。在复杂交通环境中具备较强的决策稳定性与跨场

景泛化能力。同时，为构建具备可解释性与自适应能力

的自动驾驶系统提供了一种可行思路。未来，将结合多

模态感知信息与真实交通数据对模型进行进一步优化，

以提升其在实际部署中的可靠性与安全性。
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