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【摘要】针对人机共驾场景下传统碰撞预警系统主要依赖车外环境参数，难以适应驾驶员疲劳或分心导致的反应

时间延长等问题，提出双流联合感知网络（DSCP-Net）。车外分支引入动态蛇形卷积（DSC）和内部交并比（Inner-IoU）
损失，以改善目标特征提取和边界框定位精度；车内分支构建轻量化行为认知模块（BCM），基于面部特征对驾驶员状

态进行量化；决策层融合驾驶员状态与环境感知信息，自适应调整碰撞时间（TTC）阈值。试验结果表明，BCM对驾驶

员状态的识别准确率达 97.6%，在 100 km/h重度疲劳紧急制动工况下，TTC阈值由 3.0 s扩展至 4.5 s，提供了 41.7 m的安

全缓冲区间，有效提高了人机共驾场景下的主动安全预警能力。
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【Abstract】To address the limitation that conventional collision warning systems in human-machine co-driving 
scenarios mainly rely on external environmental parameters and cannot adequately account for prolonged driver reaction 
time caused by fatigue or distraction, a Dual-Stream Joint Perception Network (DSCP-Net) is proposed. In the external 
perception branch, Dynamic Snake Convolution (DSC) and Inner-IoU loss are introduced to improve target feature 
extraction and bounding-box localization. In the in-cabin branch, a lightweight Behavioral Cognitive Module (BCM) is 
developed to quantify driver states based on facial features. At the decision-making level, driver-state and environmental-
perception information are fused to adaptively adjust the Time-to-Collision (TTC) threshold. Experimental results show that 
the BCM achieves a driver-state recognition accuracy of 97.6%. Under a severe-fatigue emergency-braking condition at 
100 km/h, the TTC threshold is adaptively increased from 3.0 s to 4.5 s, providing an additional safety buffer of 41.7 m. 
The results demonstrate that the proposed method improves active safety warning performance in human-machine co-
driving scenarios. 
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1 前言

随着高级驾驶辅助系统的发展，前向碰撞预

警（Forward Collision Warning，FCW）等主动安全功

能已得到广泛应用，并形成了相关行业标准 [1]。目

前，自动驾驶技术仍处于人机共驾阶段，驾驶员需

保持必要的接管能力 [2]。现有单摄像头 FCW 系统

多依据相对距离、相对速度和碰撞时间等环境参

数进行风险判断 [3]。然而，驾驶员疲劳或分心会导

致感知和操作能力下降、反应时间延长，固定碰撞

时间（Time to Collision，TTC）阈值的 FCW 系统因而

难以适应驾驶员状态的动态变化。因此，将驾驶

员状态引入碰撞风险评估并动态调整预警边界，

对提升人机共驾条件下的车辆主动安全性具有重

要意义 [4]。

在车外环境感知方面，深度学习框架 [5] 及

BDD100K[6]、KITTI[7]等公开数据集推动了交通目标

检测技术的发展。YOLO（You Only Look Once）系

列网络因检测速度快、结构紧凑而广泛应用于智

能车辆视觉感知 [8-9]，相关研究通过改进网络结构

增强了复杂环境下的检测鲁棒性 [10]。其中，动态

蛇形卷积（Dynamic Snake Convolution，DSC）通过可

学习采样位置提升了对不规则轮廓和局部结构的

特征提取能力 [11]；内部交并比（Inner Intersection 
over Union，Inner-IoU）利用辅助边界框改善了边

界回归性能 [12]，为前方目标定位及后续视觉测距

奠定了基础。

在车内驾驶员状态监测方面，基于视觉信息的

疲劳与分心检测已取得诸多进展[13]。面部关键点定

位方法[14]支撑了实时眨眼检测[15]及眼睑闭合时间百

分比（Percentage of Eyelid Closure over the Pupil over 
Time，PERCLOS）等 疲 劳 评 价 指 标 的 计 算[16]。

VGG[17]、残差网络（Residual Network，ResNet）[18]等深

度 卷 积 网 络 结 合 压 缩 和 激 励（Squeeze-and-
Excitation，SE）注意力机制[19]及特征可视化方法[20]，

可提升状态识别性能和模型解释能力，但较大的参

数量和计算量不利于车载实时部署。MobileNetV3
等轻量化网络[21]在精度与计算效率之间实现了较好

平衡，并已应用于驾驶员疲劳监测任务[22]。

近年来，驾驶员状态感知逐渐向跨场景适应、

多源融合及复杂工况鲁棒识别方向发展。Wang
等采用多尺度域适应方法降低不同驾驶环境间的

数据分布偏差 [23]；He 等融合可穿戴设备、车辆运行

及行程信息实现疲劳识别 [24]；Hu 等针对全天候光

照及疲劳-分心联合识别开展了研究 [25-26]。在预警

决策与人机交互方面，Capallera 等根据驾驶员状

态与环境信息动态选择视觉、听觉和触觉提示方

式 [27]，Li 等进一步将驾驶员反应及周围车辆交互

纳入预警建模 [28]。上述研究表明，驾驶员状态与

环境风险协同建模具有重要价值，但在轻量化车

载部署、车内外同步感知以及驾驶员状态驱动的

可解释 TTC 阈值自适应方面，仍缺乏统一的实现

框架。

针对上述问题，本文提出双流联合感知网络

（Dual-Stream Joint Perception Network，DSCP-Net）。

车外分支引入动态蛇形卷积和 Inner-IoU损失，以改

善目标特征提取与边界框定位；车内分支构建轻量

化 行 为 认 知 模 块（Behavioral Cognitive Module，
BCM），基于面部特征及其时序变化量化驾驶员状

态；决策层融合驾驶员状态与环境感知信息，定义

风险因子并自适应调整 TTC 阈值，同时扩展视觉、

听觉与触觉相结合的分级预警接口。

2 系统总体架构与预警逻辑建模

本文设计的预警系统总体架构如图 1所示。系

统通过 2个平行分支分别处理车内与车外的视觉信

息：车内分支利用行为认知模块处理驾驶员面部图

像，通过分析滑动窗口内的特征变化，输出反映驾

驶员状态的量化数据；车外分支利用改进的目标检

测网络识别前方车辆，获取其位置并计算基础的碰

撞时间。

在决策阶段，系统将上述两部分信息合并处

理，计算风险因子α，并据此实时调整碰撞预警的触

发阈值。当检测到风险提高时，系统会增大预警阈

值，以提供更充裕的反应时间。

3 特征提取模块设计

3.1 车外环境目标检测网络设计

车外目标的测距精度依赖于二维目标检测框

的定位精度。常规YOLO系列算法在处理远端小目

标、车辆局部轮廓或遮挡场景时，容易出现特征丢

失和边界框回归不稳定的问题。为此，本文以

YOLO11n为基础，在特征融合层（颈部）引入动态蛇

形卷积，并在回归头中采用 Inner-IoU 损失函数，构

建联合改进检测网络（记为 Model D），以提升目标

检测表现。
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3.1.1 动态蛇形卷积特征提取

针对车外场景中远端目标较小及存在局部遮

挡的特点，本文在 Model D 的特征融合层引入动态

蛇形卷积。如图 2a所示，标准 3×3卷积核采用固定

的方形感受野，在处理不规则或细长的车辆轮廓特

征时，部分固定采样点易落入背景区域，从而引入

无效干扰噪声。

动态蛇形卷积通过改变卷积核的固定形状来

适应目标轮廓。给定标准卷积采样网格 R，如图 2b
所示，该方法在每个采样点Pₙ处增加一个可学习的

二维偏移向量ΔPₙ：
Y ( )P0 = ∑

Pn ∈ R

ω ( )Pn ·X ( )P0 +Pn + ΔPn （1）
式中：X、Y分别为输入、输出特征图张量，R 为标准

卷积采样网格，P0为当前输出位置坐标向量，Pn为R
中第 n个规则采样点的相对坐标向量，ΔPₙ为第 n个

采样点的可学习二维偏移向量，ω(Pₙ)为Pn对应的卷

积核权重。

中心采样点

规则采样点

目标特征区域

背景区域

（a）标准3×3卷积

中心采样点

规则采样点

目标特征区域

背景区域

实际采样点

偏移向量ΔPn

（b）动态蛇形卷积

图2 卷积核采样机制对比

如图 2b所示，动态蛇形卷积通过可学习偏移向

量引导采样点发生形变，使其主动覆盖目标主体区

域，从而突破传统感受野的几何限制，提升网络对

不规则特征的提取效率，减少背景信息干扰，并为

后续边界框回归提供更有效的特征。

3.1.2 Inner-IoU的边界框回归优化

在车外环境目标的测距任务中，边界框底边的

定位精度直接影响目标距离推算的准确性。传统

交并比（Intersection over Union，IoU）损失函数在预

测框与真实框重叠度较低时，易出现梯度消失现

象，如图 3a所示，导致边界回归精度受限，进而在后

续碰撞时间计算中产生测距误差。

为此，Model D 的回归头采用 Inner-IoU 损失函

数。该方法通过引入辅助框尺度因子 ρ，在预测框

Bpred和真实框 Bgt内部构造尺度调整后的辅助边界

框，如图 3b所示。辅助框与对应原框的中心坐标保

多源数据采集 双流特征提取与融合 动态风险评估与预警
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图1 双流联合感知网络架构
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持一致，可表示为：

ì
í
î

ïï

ïïïï

Bauxgt = ( )xgt, ygt, ρwgt, ρhgt   
Bauxpred = ( )xpred, ypred, ρwpred, ρhpred

（2）
式中：Baux

gt 、Baux
pred 分别为尺度调整后的真实辅助框和

预测辅助框；(xgt,ygt)、(xpred,ypred)分别为 Bgt、Bpred的中心

坐标，wgt、hgt分别为Bgt的宽度、高度，wpred、hpred分别为

Bpred的宽度、高度。
wgt

h gt

Bgt

Bpred

(xgt,ygt)

(xpred,ypred) h pre
d

wpred

（a）标准 IoU
ρwgt

ρh
gt (xgt,ygt)

(xpred,ypred)

ρh
pre

d

ρwpred

（b）改进后 IoU
图3 边界框几何调整对比

通过计算 2 个缩小版辅助框的交并比，该损失

函数能够在预测框与真实框尚未充分重合时产生

更有效的梯度信号，从而加速回归过程收敛。在远

距离小目标或复杂光照场景下，Inner-IoU有助于提

高边界框与车辆底部贴地边缘的拟合度。

定位能力的提升为系统后续在决策层进行动

态风险补偿提供了更准确的物理输入数据。

3.2 车内驾驶员状态监测模块设计

在智能驾驶系统中，独立且鲁棒的驾驶员状态

监测是实现人机共驾安全的基础。为实时量化驾

驶员的机能水平，本文设计了轻量化的行为认知模

块。如图 4所示，该模块的设计逻辑涵盖底层的深

度神经网络特征提取、关键点坐标回归，以及顶层

的面部空间特征几何计算。

轻量化识别BCM模块

扁
平
化
全
局
池
化

全连接层1
（576神经元）

全连接层2
（隐藏层）

关键点回归
（136神经元）

特征提取

眼部

嘴部

空间特征
计算

眼部纵横比计算

嘴部纵横比计算

pright

ptop

pbot

pleft

p1p6 p5
p4

p3
p2

输
入 输
出

MobileNetV3架构

Conv2d、bneck1、bneck2、bneck3、bneck4-8 pool、conv2d、conv2d、softmax
图4 BCM架构与特征流向

在获取驾驶员状态指标时，系统需准确定位面

部的 68个关键特征点。针对眼部状态，本文采用眼

部纵横比（Eye Aspect Ratio，EAR）进行量化，通过计

算眼周关键点 p1~p6之间的欧氏距离比值，可以客观

反映眼部开合程度。该几何计算方式具有尺度不

变性，能有效减少驾驶员个体差异或距离变化造成

的误差。眼部纵横比E的计算公式为：

E = ‖p2 - p6‖ 2 + ‖p3 - p5‖ 2
2‖p1 - p4‖ 2

（3）
式中：  2为欧氏距离，pi(i=1,2,3,4,5,6)为第 i个眼周

关键点的二维坐标向量。

同理，模块利用嘴部多边形的几何关系计算嘴

部纵横比（Mouth Aspect Ratio，MAR），为系统识别

打哈欠等行为提供特征依据：

M = ‖p top - pbot‖ 2
‖p left - p right‖ 2

（4）
式中：M 为嘴部纵横比，ptop、pbot、pleft、pright分别为嘴部

上、下、左、右特征点的二维坐标向量。

通过上述几何映射，系统将高维面部坐标有效

转化为低维核心生理特征向量。底层轻量化卷积

网络提取特征，并由多层感知机回归输出关键点坐

标以计算 EAR、MAR。随后，为实现可靠的疲劳量

化，离散的EAR特征序列将流入 60 s的时序滑动窗

口，通过统计窗口内低于 EAR 阈值的帧数占比，系

统最终输出平滑的PERCLOS指标，为后续预警决策

提供科学依据。

3.3 跨域风险协同因子α的量化与建模

为统一评估系统面临的整体风险，本文定义

了风险因子 α∈[0,1]。该指标综合考虑了生理机

能下降与环境感知的不确定性，其计算方式如

下：

朱乃宣，等：融合驾驶员状态与环境感知的自动驾驶动态预警模型研究
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α = min ( )1.0, ω1 Pperclos + ω2Uenv + λPγperclosU βenv （5）
式中：Pperclos为生理指标项，由车内BCM输出，反映驾

驶员疲劳程度；Uenv=1-Cobj为环境风险项；ω1、ω2分别

为生理指标项、环境风险项的权重系数；Cobj 为

Model D输出的目标检测置信度；λ为非线性耦合项

系数；γ、β分别为Pperclos、Uenv的指数。

如图5所示，该机制使风险因子在三维空间中呈

现明显的“翘起”特性，能够捕捉单一风险因素无法体

现的高危工况。系统根据实时计算的风险因子α对预

警阈值进行自适应调整。动态预警阈值Tdyn定义为：

Tdyn=Tbase·(1+κ·α) （6）
式中：Tbase为基准TTC阈值，本文取Tbase=3.0 s；κ为系

统预设的调整灵敏度系数，本文取κ=0.5。
高危临界点高危临界点
（（α→→1.0））

（（人机风险叠加人机风险叠加））

1.0
0.8
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0 低风险区域低风险区域
（（专注驾驶专注驾驶））1.0 0.8

0.6 0.4
0.2 0

1.00.80.60.40.20

风
险

因
子

α

环
境
风
险

Uenv
驾驶员疲劳概率P perclos

图5 风险因子演化曲面图

为保证风险因子参数的可重复性，Pperclos和 Uenv
均需保持在 [0,1]范围内。整体调参和标定取值

如下：ω1+ω2=1，ω1∈{0.4,0.5,0.6,0.7}，λ∈{0.5,0.75,1.0}，
γ,β∈{1,2}，κ∈{0.3,0.4,0.5}。在验证集上以漏警率最

小为首要目标，并在漏警率相同的组合中选择误警

率较低且平均预警提前量较小者。最终，本文采用

的取值为ω1=0.6、ω2=0.4、λ=1.0、γ=β=1.0、κ=0.5。
此外，在 Pperclos和 Uenv构成的 101×101 归一化网

格上进行单参数±10% 扰动分析：ω1、ω2、λ、γ 和 β 的

扰动使动态TTC阈值的最大变化不超过 0.09 s，κ对

动态 TTC 阈值的最大影响为 0.15 s，表明该标定点

在局部范围内具有较好的数值稳定性。

因此，当α=1时，动态阈值上限为4.5 s。
该逻辑实现了预警灵敏度的自动演化：当驾驶

员状态良好且环境清晰时（α→0），Tdyn趋近于基准

值，以保证预警边界紧凑，减少不必要的误报干扰；

当检测到驾驶员疲劳或环境复杂时（α→1），系统主

动增大预警阈值，以弥补驾驶员反应时间的延长，

从而提升系统安全冗余空间。

3.4 面向分心状态的分级多模态预警机制

纯视觉边界框在驾驶员闭眼、视线偏离或注意

力不足时可能无法有效传达预警信息。为此，本文

在不改变 α与动态 TTC 判定逻辑的前提下，将决策

输出扩展为三级多模态接口：当α<0.3时，采用视觉

提示；当 0.3≤α<0.7时，采用视觉与短促声音联合提

示；当α≥0.7，或分心/疲劳状态持续且实际TTC不高

于动态阈值时，采用红色视觉提示、声音告警及转

向盘或座椅振动的组合提示方式，并预留后续与自

动紧急制动控制器的接口。

4 试验验证与结果分析

本文通过定量与定性试验对提出的协同感知

预警网络进行性能验证。首先，测试引入蛇形卷积

与 Inner-IoU 模块后 Model D 在复杂路况下对目标

的检测与测距表现；其次，评估车内 BCM 在车载计

算平台上的实时性与轻量化程度；最后，通过构建

紧急制动仿真场景，分析基于风险因子 α的动态预

警逻辑在实际运行中带来的安全收益。

4.1 试验环境与数据集构建

本文的算法开发与模型训练在配备 NVIDIA 
GeForce RTX4090 GPU 的计算平台上完成，软件运

行环境基于Python3.8.20与PyTorch2.3.1框架。

为验证系统的实际运行效果与部署可行性，本

文搭建了基于真实车辆的硬件测试系统，如图 6所

示，主要包含2个视觉采集模块：

a. 车外视觉模块：在试验车辆车顶前部安装双

目相机，用于采集前方道路图像，为Model D的目标

检测与物理碰撞时间估算提供数据输入。

b. 车内视觉模块：在驾驶室内 A柱位置安装近

红外（Near Infrared，NIR）相机，用于实时获取驾驶

员面部视频流。

双目摄像头
（Binocular Camera）

USB摄像头
（USB Camera）

图6 实车试验硬件系统配置

朱乃宣，等：融合驾驶员状态与环境感知的自动驾驶动态预警模型研究

5



汽 车 工 程 师

上述 2路传感器数据统一接入车载计算平台进

行并行处理，以实现车内生理数据与车外环境数据

的同步采集与计算。

针对双流感知架构的任务需求，本文分别构建

了2个专用子数据集：

a. 车外环境数据集：在基础模型训练阶段，选

取 BDD100K 与 KITTI 自动驾驶公开数据集作为数

据基础。为验证改进网络对目标的特征提取能力，

筛选并扩充了包含远端小目标、局部遮挡及复杂光

照条件的样本。在标注过程中，对车辆底边包围盒

的对齐精度进行了严格校验。

b. 车内状态数据集：采集了涵盖不同光照条

件与多角度面部偏航的驾驶员图像。数据集总量

为 5 000 张，其中专注状态约 2 000 张、疲劳状态约

1 500张、分心状态约 1 500张，按照 7∶1∶2的比例划

分为训练集、验证集和测试集，分别对应约3 500张、

500张和 1 000张。训练集用于参数学习，验证集用

于超参数选择与早停，测试集在模型冻结后用于性

能报告。

4.2 车内外双流感知模块综合性能评估

为全面验证本文提出的双流联合感知网络架

构的有效性与可行性，本文将车外环境感知的消融

试验与车内驾驶员状态识别的性能评估统一整合

分析。

本 文 采 用 平 均 精 度 均 值（mean Average 
Precision，mAP）、召回率和 F1 分数评价模型性能。

mAP 用于综合衡量目标检测模型的分类与定位能

力；召回率反映实际目标中被正确识别的比例，可表

征模型的漏检情况；F1分数综合考虑精确率与召回

率，用于评价模型在误检与漏检之间的平衡性能。

4.2.1 车外感知模块消融试验分析

为验证动态蛇形卷积与 Inner-IoU 损失函数在

车外环境感知中的有效性，本文以原版YOLO11n为

基础模型，在构建的实车复杂数据集上进行消融试

验，具体量化结果如表1所示。
表1 车外感知模块消融试验对比结果

模型

YOLO11n
Model B
Model C
Model D

动态蛇形
卷积

×
√
×
√

Inner-IoU
×
×
√
√

mAP@0.5
22.3
23.4
22.1
23.3

mAP@0.5:0.95
12.2
12.5
12.4
12.7

由表 1 可知：相较于 YOLO11n，Model D IoU 阈

值为 0.5 时的平均精度均值（mAP@0.5）和 IoU 阈值

从 0.5到 0.95（步长为 0.05）的平均精度均值（mAP@
0.5:0.95）分别提升了 1.0 百分点和 0.5 百分点，整体

提升幅度较为有限；单独引入 Inner-IoU 的 Model C
的 mAP@0.5 下降了 0.2 百分点，表明 2 种改进方法

的收益主要体现在联合使用以及较高 IoU 阈值下

的边界框回归中。鉴于整体检测指标提升有限，本

文将 Model D定位为后续测距任务的边界框输入优

化方案，而非将检测mAP直接等同于“高精度测距”

能力。

4.2.2 车内驾驶员状态识别定量与实时性评估

在车内视觉感知任务中，较高的状态识别准

确率与较低的推理延迟是实现系统级实时预警

的基础。本文在自建驾驶员状态数据集的测试

集上对轻量化 BCM 进行了综合性能评估。图 7
展示了基于改进 MobileNetV3 构建的 BCM 在测试

集上的混淆矩阵，模型在“专注”“疲劳”与“分心”

3 个类别上均表现出良好的分类性能，整体准确

率达到 97.6%。特别是在“疲劳”类别上，模型保

持了较低的假阴性率。这种稳定的感知输出有

效抑制了车内复杂光照环境带来的噪声干扰，为

后续决策层风险因子 α 的计算提供了可靠的数

据支持。

专注

疲劳

分心

专注 疲劳 分心

预测生理状态

真
实

生
理

状
态

350
300
250
200
150
100
50

395 3 2

5 290 5

4 5 291

样
本

数
量

/个

图7 BCM状态识别混淆矩阵

由图 7矩阵直接计算可得，专注、疲劳和分心类

别的召回率分别为 98.75%、96.67% 和 97.00%，宏平

均F1分数为97.52%。

考虑到算力需求，车内状态识别模块的设计

需尽量减少资源占用。如图 8 所示，本文将 BCM
与 VGG-16、ResNet-50 及 YOLOv8n-Pose 进 行 对

比。其中，YOLOv8n-Pose 仅作为车内驾驶员状态

朱乃宣，等：融合驾驶员状态与环境感知的自动驾驶动态预警模型研究
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识别的轻量化对照网络，车外目标检测模块仍采

用 YOLO11n 基线。BCM 参数量仅为 1.53×106 个
（较 ResNet-50 降 低 约 94%），单 帧 推 理 延 迟 为

4.3 ms。结果表明，该架构在保持识别精度的前提

下，有效缓解了算力负担，为实时计算预留了充足

的时间窗口。

VGG-16

ResNet-50

YOLOv8n-Pose

BCM（本文）

95.5 96.0 96.5 97.0 97.5 98.0

96.5

97.2

96.8

97.6
0 10 20 30 40 50

45.2

22.8

12.5

4.3

15.48

4.12

8.70

0.22

138.46

0   5 10 15 20 0 25 50 75 100 125 150

25.56

3.02

1.53

准确率/% 单帧推理延迟时间/ms 每秒浮点运算次数（FLOPS）/×109 次 参数量/×106 个
图8 车内状态识别模型综合性能对比

4.2.3 BCM定性验证与特征可解释性分析

除上述定量数据外，本文进一步在真实场景下

深入剖析BCM的推理表现与内部逻辑。

图 9 展示了模型在 9 种面部姿态下的推理结

果。结果表明，在专注直视、闭眼、打哈欠及大角度

面部偏航等状态下，BCM均能克服所示场景中的局

部阴影与曝光干扰，并输出相应的风险类别。

图9 多场景驾驶员状态识别定性结果

为验证 BCM 的特征提取逻辑聚焦于驾驶员面

部生理特征而非环境噪声，本文参考经典的深度卷

积网络可视化方法，提取了改进 MobileNetV3 骨干

网络内部 5个关键节点的特征图。如图 10所示，输

入图像在网络不同深度的多维激活状态呈现出清

晰的网格化演变规律：

a. 浅层网络（Node 1、Node 2）：在初始卷积层

（分辨率 112像素×112像素）与浅层瓶颈层中，网络

主要对输入图像的低阶几何拓扑结构（如头部轮

廓、肩部边缘）产生强烈的激活响应，保留了丰富的

空间细节。

b. 中层网络（Node 3）：随着 SE注意力机制的介

入与特征降维（分辨率 14像素×14像素），背景噪声

被有效抑制，网络的感受野开始向面部中心聚拢，

特征分布逐渐从全图轮廓过渡到具体的面部区域。

c. 深层网络（Node 4、Node 5）：在到达池化层前

的深层瓶颈层与终极卷积层（分辨率7像素×7像素）

中，特征图已转化为高度抽象的全局语义表征，较

高激活值区域集中分布于眼部、嘴部等与驾驶员疲

劳状态相关的关键部位。

3. 中层瓶颈模块（SE
模块）（14×14×80）

4. 深层瓶颈模块
（7×7×112）

5. 池化前最终卷积层
（7×7×576）

0. 原始输入
（224×224）

1. 第1层：边缘特征
（112×112×16）

2. 浅层瓶颈模块
（56×56×24）

低激
活值

高激
活值

图10 BCM骨干网络特征图演变可视化

这种从低阶边缘到高阶语义的特征演变过程，

直观反映了 BCM 特征提取逻辑的合理性与较强的

抗干扰能力。

4.3 动态风险补偿验证

在前文分别验证了车外与车内感知模块性能

的基础上，本节从系统角度定性与定量评估

DSCP-Net 融合驾驶员生理状态所带来的实际物

理安全收益。

朱乃宣，等：融合驾驶员状态与环境感知的自动驾驶动态预警模型研究
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4.3.1 驾驶员生理状态介导的定性风险感知

为直观验证 DSCP-Net 预警阈值的动态调整

逻辑，本文开展了端到端的定性推理测试，对比

结果如图 11 所示。在测试场景中，控制车外视

觉信息（前车类型、相对速度）及物理纵向距离保

持一致。

（a）专注状态

（b）疲劳状态

图11 基于驾驶员状态的预警逻辑对比结果

当驾驶员处于专注状态时（见图 11a），系统提

取的疲劳特征值极低，风险因子α趋近于零。此时，

Tdyn保持在基准值 3.0 s。由于当前实际的物理 TTC
（4.0 s）高于该预警阈值，系统评估前车状态为安全，从

而有效避免了过早报警对驾驶员正常驾驶的干扰。

在相同外部路况下，当驾驶员处于闭眼疲劳状

态时（见图 11b），BCM检测到疲劳特征，导致风险因

子α显著增大。系统随之触发阈值调整机制，将Tdyn
提高至 4.5 s。此时，实际的物理 TTC（4.0 s）已低于

扩展后的安全阈值，系统即判定当前车辆进入高危

状态，前车标识切换为危险预警。这一对比测试直

观地表明了DSCP-Net具备基于驾驶员状态进行主

动风险补偿的能力。

4.3.2 紧急制动场景下的安全收益定量分析

为量化 DSCP-Net在极端工况下的物理安全增

益，本文构建了高速紧急制动仿真场景。设定自车

初始速度为 100 km/h，前方目标车辆静止，并模拟驾

驶员处于重度疲劳状态（反应时间延长至 2.0 s），最

大制动减速度设为8 m/s2，仿真结果如图12所示。

传 统 高 级 驾 驶 辅 助 系 统（Advanced Driver 
Assistance Systems，ADAS）通常采用固定的 TTC 预

警阈值（设基准值为 3.0 s）。在此工况下，系统仅在

距离目标 83.4 m 处触发告警。由于处于疲劳状态

的驾驶员存在 2.0 s的认知与操作延迟，车辆在采取

制动措施前将继续滑行 55.6 m，导致物理制动起始

点与目标的距离仅为 27.8 m，而此时车辆的极限制

动距离为48.3 m，故将发生严重追尾。

120
100

80
60
40
20

0 0 -2080 60 40 20 140 120 100 
自车与前方目标的纵向相对距离/m

自
车

纵
向

速
度

/km
·h-1

传统ADAS（Tbase=3.0 s） DSCP-Net（Tdyn=4.5 s）
静止目标(Obstacle)传统告警

点(83.3 m)DSCP-Net提前告警(125.0 m)

(Saved Spatial Buffer)
+41.7 m安全缓冲增益

(Collision)
-20.5 m碰撞侵入

+21.2 m
绝对安全余量

图 12 紧急制动场景下双流联合感知网络与传统策略纵向

运动学轨迹对比

相比之下，DSCP-Net 通过 BCM 提取了驾驶员

疲劳特征，结合风险因子 α将预警阈值自适应扩展

至 4.5 s。该机制在距离目标 125.1 m处即提前下发

了干预指令。这一基于认知状态的前置补偿机制

为疲劳驾驶员额外争取了 41.7 m 的“安全缓冲增

益”。除 55.6 m的反应期滑行距离和 48.3 m的制动

距离外，DSCP-Net保留了21.2 m的制动安全余量。

定量分析表明，DSCP-Net实现了生物特征与车

辆纵向运动学的有效耦合，通过动态安全冗余补偿

机制降低了由驾驶员认知衰退导致的高危碰撞风

险。

4.3.3 多模态预警扩展与验证边界

在系统实现层面，风险等级可直接驱动视觉-
听觉-触觉分级输出。当驾驶员保持专注且 TTC高

于动态阈值时，系统不增加额外干扰；当检测到分

心、闭眼或风险因子持续升高时，告警逐级增强，以

降低驾驶员未注视前方屏幕时漏读红色边界框的

概率。

5 结束语

本文针对人机共驾场景下因驾驶员认知衰退

导致的碰撞预警滞后问题，提出了双流联合感知网

络，通过跨域信息融合显著提升了主动安全系统的

响应能力。在感知层面，车外环境感知模块引入动

态蛇形卷积与 Inner-IoU损失函数，增强了对稀疏及

遮挡目标的特征提取能力，使 mAP@0.5:0.95 达到

12.7%，可为后续测距提供边界框输入；同时，车内

驾驶员状态监测模块基于改进的 MobileNetV3 架

构，在测试集上实现了 97.6%的识别准确率，该模型

将参数量大幅压缩至 1.53×106 个，单帧推理延迟降

至 4.3 ms，具备车载边缘计算的实时部署潜力。在

决策层面，基于风险因子的动态预警模型实现了生
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理机能与车辆运动学的深度耦合，在高速紧急制动

工况下能自适应地将预警阈值从 3.0 s扩展至 4.5 s，
为车辆额外争取了 41.7 m的安全缓冲空间，验证了

前置风险补偿机制在既定运动学假设下的仿真可

行性。

需要指出的是，当前试验主要验证了模型在所

展示光照与姿态工况下的适应性，跨被试泛化能力

仍需通过更大规模、多驾驶员实车数据进一步验

证。

未来研究将进一步聚焦于多模态传感器融合

以提升全天候感知鲁棒性，并探索将该跨域决策逻

辑融入端到端驾驶大模型，为实现更高阶的人机协

同智能驾驶提供参考。
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