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【摘要】针对传统车道保持方法依赖高精度模型且计算负荷大的局限性，提出一种基于深度确定性策略梯度

（DDPG）算法的车道保持辅助策略，融合了车辆动力学模型与深度强化学习（DRL）框架，并设计了一种考虑任务完成

度和横向误差的奖励函数以优化模型训练收敛速度和跟踪精度，从而在不同弯道场景下实现更为精准和高效的车道

保持性能。仿真验证结果表明，相较于传统的模型预测控制（MPC）方法，所提出方法的横向误差绝对值均值较MPC降

低了42%~72%。
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【Abstract】To address the limitations of traditional lane-keeping methods that rely on high-fidelity models and 
significant computational burden, this paper proposes a lane-keeping assist strategy based on the Deep Deterministic Policy 
Gradient (DDPG) algorithm. The proposed system integrates vehicle dynamics models with a Deep Reinforcement Learning 
(DRL) framework. Furthermore, a specialized reward function considering both task completion and lateral error is designed to 
optimize training convergence speed and tracking accuracy, thereby achieving more precise and efficient performance across 
various curve scenarios. Simulation experiments demonstrate that the proposed strategy yields significantly smaller lateral 
errors compared to the traditional Model Predictive Control (MPC) method. Specifically, the Mean Absolute Lateral Error 
(MALE) is reduced by 42%~72% compared to MPC, highlighting the potential of DRL in lane-keeping tasks.
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基于深度强化学习的车道保持策略研究

杨新光 1,2　郭孔辉 1

（1.福建理工大学新能源车辆运动控制研究院，福州 350118；2.福建理工大学电子电气与物理学院，福州 
350118）

1 前言

车道保持系统（Lane Keeping System，LKS）通过

实时感知车辆位姿与道路边界信息实现车辆行驶

轨迹的自动纠偏与稳定性控制[1]。高效可靠的横向

控制策略不仅能有效弥补驾驶员因疲劳、分心导致

的感知与操作缺失，显著减轻驾驶负荷，更能从根

本上规避因非预期车道偏离引发的交通事故[2]。

目前，车道保持的横向控制方法主要分为传统

控制方法和基于学习的方法[3]。传统的控制方法主

要包括基于规则的比例-积分-微分（Proportional-
Integral-Derivative，PID）控制器[4-6]，以及基于模型的

优 化 控 制 策 略 ，如 线 性 二 次 型 调 节 器（Linear 
Quadratic Regulator，LQR）[7-8]、模型预测控制（Model 
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Predictive Control，MPC）等。文献 [9]指出，相较于

PID 控制器，MPC 控制器在执行车道保持时能够使

车辆与车道中心间的横向误差更小、行驶更加稳

定。文献[10]表明，MPC 虽然能够有效处理约束和

预测未来状态，但其在线优化计算量大，难以在计

算资源受限的汽车电子控制单元上实时运行。文

献[11]指出，基于模型的方法需要建立精确的车辆

动力学模型，然而在实际工程应用中，难以兼顾模

型精度与计算效率。

基于强化学习的自动驾驶算法可以基于输入

的状态空间变量直接输出决策，省去复杂的中间过

程，实现端到端驾驶[12]，并通过车辆自主学习不断

优化驾驶策略，提高对各种道路场景的适应能力，

且不需要人工标注数据集。近年来，研究人员不断

探索将强化学习应用于车道保持系统的横向控制，

取得了显著成果。文献 [13] 指出，深度 Q 网络

（Deep Q-Network，DQN）在车道保持任务中表现出

色，误差较小且训练时间较短。文献[14]提出了一

种结合深度 Q 网络与优先经验回放（Prioritized 
Experience Replay，PER）的安全驾驶策略，通过设

计包含碰撞惩罚与安全距离约束的多维奖励函数

有效解决了传统强化学习算法对高风险样本关注

不足的问题。文献 [15]研究了深度确定性策略梯

度（Deep Deterministic Policy Gradient，DDPG）算法

在车道保持任务中的可行性，展示了深度强化学习

（Deep Reinforcement Learning，DRL）在自动驾驶车

道保持辅助系统中的潜力，但仅针对单一道路场景

进行了测试，模型在不同场景下的适应性尚未得到

验证。

本文基于深度强化学习 DDPG 算法对不同场

景下车道保持任务中的横向控制问题进行研究。

首先，将车道保持过程建模为深度强化学习过程，

从而通过智能体的自主学习适应并优化其在不同

道路环境中的表现。然后，将任务完成度作为奖励

函数的关键组成部分，以全面评估智能体在车道保

持任务中的表现，进一步优化模型训练过程中的收

敛速度和智能体在不同工况下的精准度和鲁棒性。

最后，利用 MATLAB/Simulink 平台构建基于 DDPG
算法的车道保持仿真模型，并在不同弯道场景下验

证模型的精准度和鲁棒性。

2 深度确定性策略梯度算法

深度强化学习[16]利用深度神经网络来近似强化

学习中的价值函数或策略函数，从而在高维度状态

和动作空间中进行决策。

强化学习的基本架构通常包括智能体、环境、

状态、动作、奖励和策略[17]。在该框架中，智能体通

过观测环境的状态，依据其内部策略选择动作并执

行，从而使环境转移到新的状态，同时，环境向智能

体反馈奖励信号，并对其动作效果进行即时评价。

智能体的目标是学习一项策略，以在较长的时间跨

度内实现累积奖励的最大化，其核心任务在于通过

持续学习过程逐步优化从状态到动作的映射关系，

以确保在连续的时间步长中能够高效地累积奖励。

在深度强化学习中，深度神经网络用于估计策

略或值函数，解决了传统强化学习方法在处理高维

连续状态空间时面临的维度灾难问题[18]。

DDPG算法是一种通过迭代优化来获取最优策

略的方法，它适用于处理连续动作空间问题。连续

动作空间意味着智能体需要在无穷多的可能动作

中作出选择。DDPG算法通过演员（Actor）网络输出

确定性的动作，并结合评论家（Critic）网络进行价值

评估，从而有效地在连续动作空间中寻找最优策

略。如图 1所示，演员-评论家框架由Actor和Critic 
2个神经网络组成，Actor网络根据环境提供的状态

观测量S预测出决策动作A，环境据此动作生成奖励

R并更新状态。Critic网络基于当前状态 S和动作 A
估计奖励值 Q，用于更新 Actor 网络的策略参数 θτ，

而 Critic网络参数 θQ则通过奖励函数进行调整。通

过反复迭代实现Actor网络优化，以输出最佳动作。
St+1
rt

St

环境

OU噪声

Critic
yi

主网络
软更新

目标网络

目标网络主网络
软更新

经验回放池

Si, ai, ri, Si+1

τ'(Si +1| θ
τ' )τ(Si| θ
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St, at, rt, St+1

Si, ai, ri, Si+1

图1 DDPG算法结构

为提升训练稳定性，DDPG 算法引入了目标网

络与经验回放机制。目标网络作为原始网络的延

迟复制，通过软更新策略逐步调整参数，有效缓解

了因网络快速更新导致的训练振荡问题。经验回

放机制通过存储历史经验并随机采样，降低了数据

间的相关性，从而提高了训练效率。此外，算法采
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用奥恩斯坦-乌伦贝克（Ornstein-Uhlenbeck，OU）噪

声增强探索能力，将确定性动作决策转化为随机过

程 τ′(S)，通过采样生成动作值。这种设计不仅提升

了算法在复杂环境中的探索多样性，还避免了陷入

局部最优解的风险。

结合 DDPG 算法在连续动作空间中处理、训练

稳定性高的优势，本文基于 DDPG 算法研究车道保

持任务中的横向控制问题，通过不断学习策略网络

输出的前轮转角，使智能体能够实时调整车辆的行

驶轨迹，以实现精准的车道保持。

3 车道保持控制模型

3.1 车辆动力学模型

本文主要研究车道保持任务中的横向问题，因

此采用二自由度车辆动力学模型，同时假设在车道

保持过程中车速不变，忽略悬架作用，且车辆为前

轮驱动。

可以推导出以下二自由度车辆动力学方程：
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式中：vx为纵向车速，vy为横向车速，φ 为车辆横摆

角，I为车辆的转动惯量，a、b分别为质心到前、后轴

的距离，Cf、Cr分别为前、后轮的侧偏刚度，m为车身

质量，δ为车辆前轮转角。

3.2 车道保持模型

基于图 2 所示的车道保持模型，车辆外置传感

设备实时获取左、右车道线的曲率 ρl、ρr和车辆与左、

右车道线的距离 yl、yr，以及车辆当前航向与左、右车

道线切线方向的夹角εl、εr。
Y

X

左车道线

车道中心线

右车道线

Vy

yl
Ey

yr

ρr

ρ

ρl

εl
Eε

εr

Vx

图2 车道保持模型

基于上述信息进一步计算出车道中心线的曲

率 ρ、车辆与车道中心线的横向误差 Ey和航向角误

差Eε：

ρ=(ρl+ρr)/2 （2）
Ey=(yl-yr)/2 （3）
Eε=(εl+εr)/2 （4）

在车道保持控制系统中，Ey 和 Eε 是衡量跟踪

性能的核心状态变量：Ey 表征车辆质心相对于车

道中心线的侧向偏离程度，直接反映了当前的路

径跟踪精度；Eε 表征车辆行驶方向与道路切线方

向的夹角，它不仅反映了车辆偏离车道的趋势，还

可能影响车辆的横向加速度和乘坐舒适性。故需

综合考虑 Ey 和 Eε，以确保车辆能够稳定地保持在

车道内。

3.3 马尔可夫决策过程建模

3.3.1 状态空间

在控制车辆进行车道保持时，不仅需要考虑本

车的行驶状态，还需要考虑车道线与车身的相对状

态，为了使模型易于收敛，状态量的选取不宜过多，

本文选取的状态空间为：

S={Ey,Eε,δ,ρ} （5）
式中：δ为车辆的前轮转角。

3.3.2 动作空间

本文主要研究一般行驶速度下车辆的横向运

动，主要通过控制前轮转角实现车道保持功能，因

此动作空间At定义为车辆的前轮转角 δ：
At={δ}, δ∈[-0.1,0.1] rad （6）

3.3.3 奖励函数

奖励函数旨在引导智能体通过与环境交互，逐

步逼近并收敛至最优策略。为实现车辆在车道保

持任务中的精准控制与平稳驾驶，本文构建了包含

精准性奖励、稳定性奖励及任务完成度奖励的综合

奖励函数。

针对车道保持精准性，分别设计横向误差奖励

Rl和航向误差奖励Rε。其中Rl的表达式为：

Rl=-ω1E2
y+Hl （7）

式中：ω1=2 为横向误差奖励权重，Hl为分段式离散

奖励项。

分段式离散奖励项用于进一步引导车辆向车

道中心线收敛并保持高精度跟踪：

H l =
ì

í

î

ïïïï

ïïïï

5, |Ey| ≤ 0.02 m              
3, 0.02 m < |Ey| < 0.05 m
-1, |Ey| > 0.3 m             

（8）

航向误差奖励Rε的表达式为：
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Rε=-ω2E2
ε+Hε （9）

式中：ω2=14为航向误差奖励权重，Hε为分段奖励。

分段奖励用于鼓励车辆保持行驶方向与车道

方向一致：

Hε =
ì

í

î

ïïïï

ïïïï

5, |Eε| ≤ 0.02 rad              
3, 0.02 rad < |Eε| < 0.05 rad
-1, |Eε| > 0.3 rad               

（10）

考虑到车道保持控制的稳定性，应确保前轮转

角尽可能小且变化平稳，因此基于前轮转角设计舒

适性奖励函数Rc：
Rc=-ω3δ2+Hc （11）

式中：ω3=10为稳定奖励权重，Hc为正值奖励。

正值奖励用于限制控制器的输出幅度，抑制高

频振荡，引导智能体学习平滑的控制策略：

Hc=10, |δ|<0.04 rad （12）
在仿真训练过程中，为确保车辆行驶的安全性

和准确性，本文采用基于横向误差与航向角误差的

终止条件。横向误差能够直接反映车辆相对于车

道中心线的偏移程度，航向角误差则反映行驶方向

与车道线切线方向的偏差。当Ey>0.35 m或Eε>1 rad
时，系统判定当前状态为“失败”并触发终止条件。

此时，当前训练回合立即结束，环境状态重置，随即

进入下一回合的训练。

为全面评估车辆在单次训练回合中的表现，设

计任务完成度奖励 G，并在触发终止条件时进行结

算。该奖励值与车辆的行驶时长呈正相关，车辆在

车道内行驶的时间越长，表征其任务完成度越高。

这一机制旨在防止智能体因过度追求单步高奖励而

导致控制策略激进，引导其关注长周期的任务存续

性，从而在保证控制精度的同时提升整体任务质量。

任务完成度奖励G的表达式为：

G=-1 000/(1+t) （13）
式中：t为车辆的运动时间。

因此，综合奖励函数表达式为：

R=Rl+Rε+Rc+G （14）
3.4 网络设计和超参数选取

Actor 网络如图 3 所示，由多个层级组成，先使

用输入层接收观测信息，并连接 3 层全连接层

（Fully Connected Layer，FC Layer），每层全连接层都

连接线性修正单元（Rectified Linear Unit，ReLU）激

活函数以提取特征。输出层后连接Tanh激活函数，

将输出限制在[-1,1]范围内，最后通过缩放层调整动

作输出的比例。

ReLu
全连接 全连接全连接

ReLu

状态
（State）

动作
（Action）

图3 Actor网络

如图 4 所示，Critic 网络的主路径开始于一个

特征输入层，用于接收观测信息，并使用 2 层全连

接层和 ReLU 激活函数逐步提取特征，通过加法层

整合其他输入信息，最后经过全连接层输出动作价

值Q。

ReLu
全连接 全连接全连接

ReLu

价值Q

（Q Value）

状态
（State）

动作
（Action）

图4 Critic网络

网络中的超参数设置如表1所示，部分超参数的

设置参考文献[19]~文献[21]，并多次对比试验确定。
表1 训练超参数

参数

目标网络折扣因子

Actor学习率

Critic学习率

批量大小

取值

0.99
0.000 1
0.001

64

参数

经验池大小

最大训练回合数

噪声方差

噪声衰减率

取值

1 000 000
5 000
0.05

0.000 1

4 验证与分析

为了验证所提出的基于深度强化学习的车道

保持决策控制模型的有效性，本文利用 MATLAB/
Simulink仿真平台对智能车辆车道保持控制过程进

行仿真分析。

4.1 仿真环境设置

强化学习仿真训练时采用的车辆模型参数如

表 2所示，根据车道保持场景参数定义搭建仿真场

景，在训练过程中被控车辆的初始位置固定为(0 m,
0 m)，设定每个训练回合的最大仿真时长Tf=25 s、采
样周期Ts=0.1 s。
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表2 智能车参数

参数

质心离前轴的距离a/m
质心离后轴的距离 b/m

整车质量m/kg
绕 z轴转动惯量 Iz/kg∙m2

前轮胎侧偏刚度Caf/N∙rad-1

后轮胎侧偏刚度Car/N∙rad-1

取值

1.2
1.6

1 575
2 875

19 000
33 000

如图 5 所示，训练道路设计为直线道路和曲

线道路组合的转弯路径，其中包含直道、左弯道、

右弯道，两端直道长度分别为 100 m，弯道长度为

450 m，宽度为 3.6 m，道路总长550 m。
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图5 训练道路

4.2 模型训练结果

在DDPG算法的训练过程中，平均奖励值是衡量

智能体学习进展与策略探索成效的关键指标。图6展
示了整个训练周期内平均奖励值的动态变化过程。
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1 000

0
-1 000
-2 000

平
均

奖
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值

0  100 200 300 400 500 600 700 800 900
训练回合/次

1 0001 100

图6 平均奖励值

在训练的前 300 回合，奖励值维持在-500 左

右。这一阶段，智能体处于广泛的探索阶段，由于

频繁触发终止条件，导致每回合奖励值较低且波

动幅度有限。在第 300 回合和第 590 回合左右，奖

励值出现了明显的波动。这一现象归因于 DDPG
算法中引入的随机噪声策略，该策略旨在帮助智

能体跳出局部最优解，进一步拓宽探索范围。在

第 600 回合左右，奖励值显著上升，智能体逐步发

现更为有效的动作策略。这一转变体现了智能体

通过不断试错与策略调整，探索到了性能更优的

解决方案。最终在约第 700 回合时达到了逐步收

敛状态，此时，智能体已探索到一套相对优越的策

略，并在此基础上继续深化探索，使得最终奖励值

稳定在 3 000左右。

选取训练过程中奖励值较高的智能体策略作

为车道保持控制策略，利用 MATLAB/Simulink 搭建

控制模型仿真系统，建立对应的车道保持场景，分

别采用 DDPG 算法和 MPC 算法对车道保持控制模

型进行仿真验证。

车道保持的精准性通过观察车辆与车道中心

线的横向误差来评估。图 7所示为 2种算法的横向

误差对比情况。可以看出，在整体表现上，DDPG算

法的横向误差较MPC算法小，这表明在车道保持的

精准性方面，DDPG算法更具优势。
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DDPG
MPC

0.15
0.10
0.05

0
-0.05
-0.10
-0.15
-0.20

奖
励

值

图7 训练道路横向误差

4.3 结果验证

为了深入评估并验证本文所提出的车道保持

控制模型在不同曲率弯道条件下的适应性和控制

效能，设计了 2组非固定曲率的测试场景，如图 8所

示。
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图8 非固定曲率测试场景
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采用已训练成熟的车道保持控制策略在上述 2
个测试弯道上进行了车道保持精准性评估，不同车

速下本文模型与 MPC算法的路径跟踪精度如图 9~
图 11所示，DDPG算法展现出优于MPC算法的误差

收敛特性。在 30 km/h低速工况下，DDPG的横向误

差曲线呈现出更快速的收敛特性且波动峰值更小，

这种差异在右弯道场景中更为显著，DDPG 在 5 s
内就将横向误差稳定在±0.002 m，而 MPC 需要 15 s
完成收敛；表 3 数据显示，DDPG 的横向误差绝对

值均值相较于 MPC 减小了 62% 和 42%，验证了其

快速收敛特性与稳态精度的双重优势。当车速提

升至 60 km/h 时，二者的横向误差明显增大，但

DDPG的误差波动较小，且收敛速度依然较快，尽管

与 30 km/h 时相比横向误差有所增加，但其横向误

差绝对值均值依然比 MPC 减小了 72% 和 68%。在

90 km/h高速工况下，两种算法的横向误差进一步增

大，但 DDPG 依然展现出更强的稳定性。表 3 数据

显示，DDPG 的横向误差绝对值均值较 MPC 降低了

66.72%和 63.27%。相比之下，MPC在高速场景下表

现出明显的局限性：误差波动较大、收敛速度较慢，

且在稳态阶段的误差波动范围显著大于DDPG。
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图9 30 km/h车速条件下非固定曲率测试场景横向误差
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图10 60 km/h车速条件下非固定曲率测试场景横向误差
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图11 90 km/h车速条件下非固定曲率测试场景横向误差
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表3 横向误差绝对值均值 m

弯道场景

左向弯道

右向弯道

算法

MPC
DDPG
MPC

DDPG

横向误差绝对值均值

车速30 km/h
0.004 5
0.001 7
0.006 4
0.003 7

车速60 km/h
0.018 0
0.004 9
0.023 4
0.007 4

车速90 km/h
0.041 0
0.014 0
0.049 0
0.018 0

总体而言，尽管 DDPG 算法的横向误差随车速

增加而有所增大，但其误差波动幅度始终保持在较

低水平，且能够更快地将误差控制在较小范围内。

这一特性体现了DDPG算法在不同工况下的显著优

势，尤其是在高速、大曲率弯道等复杂场景中，其通

过深度强化学习策略实现的非线性控制能力显著

优于传统MPC方法。

5 结束语

本文基于DDPG算法搭建并改进了一种车道保

持横向控制模型，针对不同工况下车道保持的精准

性设计了综合奖励函数，并考虑任务完成度，进一

步优化模型训练过程中的收敛速度，通过训练获得

车道保持前轮转角的最优控制策略，最后针对学习

获得的最优策略在不同弯道场景下进行验证。结

果表明，DDPG 算法在横向误差控制方面展现出显

著优势：在 30 km/h、60 km/h、90 km/h 车速下，相比

传统的模型预测控制方法，DDPG 算法在不同弯道

场景下的横向位置误差更小，其横向误差绝对值均

值较 MPC 降低了 42%~72%，特别是在 90 km/h 高速

与大曲率弯道场景下，DDPG 基于深度神经网络的

非线性映射能力，有效抑制了横向误差的超调与稳

态误差波动，体现了其对复杂驾驶场景的适应能

力。
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