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【摘要】针对车辆行驶过程中复杂多变的车内环境和光照条件及驾驶员行为姿态多样性对驾驶员异常行为检测与

识别的影响，提出一种基于对比学习的驾驶员异常驾驶行为检测算法。首先，将驾驶员驾驶行为检测视为二分类任

务，使用对比学习的方法，将驾驶员正常驾驶与异常驾驶样本进行对比，并通过对比损失函数提高模型的性能。其次，

以驾驶员正前方和上方的深度图像作为输入，通过提供驾驶员的深度信息解决车内环境复杂、光照强度变化及视角盲

区问题。最后，在轻量化网络MobileNetV2基础上引入 3D卷积，并在每个瓶颈结构的卷积层中加入通道混洗操作，提

高识别的准确性。试验结果表明，提出的算法在驾驶员异常检测（DAD）数据集测试集中的准确率达到 94.18%，受试者

操作特征（ROC）曲线下面积（AUC）达到0.962，该算法在驾驶员异常行为检测方面具有有效性。
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【Abstract】In the process of driving a vehicle, the complex and changing environment inside the vehicle, the change of 

lighting conditions and the diversity of drivers’ behavioral postures affect the detection and recognition of abnormal driver 
behavior. To address this issue, this paper proposes a driver abnormal driving behavior detection algorithm based on contrast 
learning. The paper firstly considers driver’s driving behavior detection as a binary classification task, and utilizes a contrast 
learning approach to compare driver’s normal driving with abnormal driving samples and to improve the performance of the 
model by contrasting loss functions. Secondly, the depth images right ahead and above the driver serves as inputs to solve the 
problems of complex in-vehicle environment to change the light intensity and blind spots in viewpoint by providing the depth 
information of the driver. Finally, 3D convolution is introduced in the lightweight network MobileNetV2, and the operation of 
channel blending is added to the convolution layer of each bottleneck structure to improve the accuracy of recognition. Test 
results show that accuracy of the proposed algorithm reaches 94.18% in the Driver’s Abnormality Detection (DAD) dataset and 
ROC AUC reaches 0.962, which shows the effectiveness of the algorithm in driver’s abnormal behavior detection.
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1　前言

根据美国国家公路交通安全管理局（National 

Highway Traffic Safety Administration，NHTSA）的数

据[1]，80%的交通事故和 16%的公路死亡是由驾驶员

分心驾驶引起的。驾驶员异常驾驶行为（如疲劳、
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注意力分散等）易导致道路事故的发生，造成生命

及财产损失[2]。因此，对驾驶员的驾驶行为进行实

时监测及提醒，可有效减少交通事故的发生。

驾驶员异常驾驶行为检测的传统方法主要有 3
种：基于生理信号的检测算法，驾驶员需佩戴生理

信号采集装置以便将生理信号与疲劳状态相关联，

该方法会令驾驶员产生不适；基于图像处理的检测

算法，通过对图像特征的提取和分析实现检测，该

方法会受到图像质量、角度、遮挡等因素影响，导致

检测精度降低；基于驾驶操作行为的检测算法，该

方法可能受到驾驶员个人习惯和行为的影响，无法

检测某些类型的异常驾驶行为。

近年来，基于深度学习的行为检测方法被提出。

陈军等[3]设计了一种级联卷积神经网络检测结构，并

采用超分辨率测试序列模型对驾驶员分心驾驶行为

进行检测。Tawari[4]等提出了一种分布式相机框架，

用于收集头部姿势的动态信息以估计驾驶员的视线

方向。上述检测方法具有实时性强、准确率高、无需

接触身体等优点，但仍有许多问题需要解决，如易受

光照强度变化的影响、对新情况的适应能力差等。

本文针对现有研究存在的问题，通过对比学习

的方法区分驾驶员正常驾驶和异常驾驶行为，实现

驾驶员异常驾驶行为检测。

2　基于对比学习的检测算法

2.1　开集识别

深度神经网络在模型训练过程中需大量标记

样本作为支撑，但真实驾驶场景复杂多变，获得所

有类别的标记样本并不现实[5]。开集识别（Open Set 
Recognition，OSR）将已知类的数据识别为具体类

别，将不属于已知类的数据识别为未知类别。开集

识别与闭集识别的对比[6]如图 1 所示，在闭集识别

中，算法根据训练集中已有的样本，为每个类划分

相应的空间，未知的类别会被错误地分到一个类

别；在开集识别中，算法为每个类确定一个与之关

联的有限区域，可以产生新的类，并检测出异常。
3种已知类别 未知类别

    （a）闭集识别                           （b）开集识别

图1　闭集识别与开集识别

在传统的分类任务中，模型只需对已知的类

别进行分类。在开集识别中，模型还需对未知类

别进行分类，这对模型的泛化能力提出了更高的

要求。

对比学习是一种基于比较的算法，通过将相似

的样本归为同一类别、将不相似的样本归为不同类

别进行分类，可应用于开集识别。本文中所有与正

常样本不相似的样本均被定义为异常样本。

2.2　对比学习算法

2.2.1　算法结构

对比学习属于表征学习，目的是学习一种数据

变换方式[7]，它通过比较数据的不同视图或变化来

学习数据的特征表示。对比学习的基础是包含正

样本和负样本的成对样本，其中，正样本属于同一

类别或具有相似特征，负样本属于不同类别或具有

不同特征。本文的目的是在训练期间学习正常驾

驶模板向量 vn，测试时，任何超过阈值 γ的行为均被

认为是异常驾驶行为，如图2所示。

vn γγ

正常驾驶

图2　基于对比学习算法识别正常驾驶、异常驾驶行为

基 于 对 比 学 习 的 模 型 ，如 SimCLR（Simple 
framework for Contrastive Learning of visual 
Representations）[8]、 BYOL （Bootstrap Your Own 
Latent）[9]、SwAV （Swapping Assignments between 
multiple Views）[10]等，在行为识别领域取得了不错的

效果。基于对比学习的数据增强方法，如 Mixup[11]、

CutMix[12]等，可以提高行为识别模型的性能。本文

使用的对比学习框架[13]如图3所示。

框架主要由3个部分组成：

a. 编码器。神经网络编码器 fθ( )将数据视图映

射到特征空间，得到特征向量，并且该特征向量能

够很好地表示输入数据的语义信息。在训练过程

中，使用对比损失函数训练编码器，使同一输入、不

同增强版本的特征向量更加相似，不同输入的特征

向量区别更加明显。因此，编码器学习到的特征表

示更具判别性，从而提高模型在分类任务中的性
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能。本文 fθ( )采用具有参数 θ 的 3D 卷积神经网络

（Convolutional Neural Networks，CNN）结构，通过 3D 
CNN用hi=fθ(xi)将输入 xi转化为hi∈R512。

b. 投影头。投影头是具有一个由线性整流函

数（Rectified Linear Unit，ReLU）激活的隐藏层的多

层感知机（Multilayer Perceptron，MLP），投影头 gβ( )
用于将 hi映射到另一个潜在空间 vi，并且具有参数 β
以实现 vi=gβ(hi)的变换，其中 vi∈R128。本文 MLP 由 2
个全连接（Fully Connected，FC）层组成，对输入图像

的高维特征进行非线性变换，将其映射到一个低维

特征空间，从而提取图像中的有用信息。然后对嵌

入维度 vi进行归一化，L2范数归一化可使不同的特

征维度具有同等重要性，以避免某些特征维度对损

失函数的影响过大，使模型更加稳定。

c. 对比损失。对比损失强制要求来自正常驾

驶类别的归一化在嵌入彼此之间时比来自异常行

为类别的嵌入更加接近。因此，对比损失中的正样

本对总是从正常驱动剪辑中选择，而异常驱动剪辑

仅用作负样本。具体来说，对比损失函数将两个样

本的特征表示作为输入，计算它们的相似性得分，

并与预先定义的阈值进行比较。得分高于阈值，表

示两个样本在特征空间中相似，低于阈值则表示不

相似。

2.2.2　编码器结构

2D卷积虽然能够提取图像的空间特征，但由于

缺少时序信息，很难用于视频识别。3D卷积引入了

时序的上下文信息，可以更好地提取时空特征，捕

捉视频的运动信息和场景变化。2D卷积与 3D卷积

的区别如图4所示。

                （a）2D卷积                          （b）3D卷积           
图4　2D卷积与3D卷积的区别

在驾驶员行为识别任务中，为将算法更好地适

配到资源有限的车载设备，需对网络进行轻量化处

理。SqueezeNet[14]使用Fire卷积模块减少参数量，从

而实现轻量化。ShuffleNet[15]使用逐点卷积和通道

混洗降低计算量、提高准确率。EfficientNet[16]通过

同时对网络深度、宽度和图像分辨率进行缩放，实

现在降低模型体积和计算成本的同时，提高模型的

准确性。此外，还有 NASNet[17]、FBNet[18]等轻量化网

络。

本 文 选 用 轻 量 化 网 络 MobileNetV2[19]，它 以

MobileNetV1 为基础，使用可分离卷积代替传统卷

积，分别对空间特征、通道特征进行卷积处理，大幅

减少了参数数量和计算量，且在识别检测中应用广

泛[20]。本文对其进行 3D 转换，使其能够利用 3D 卷

积捕捉连续帧之间的运动状态，从而提高状态预测

正常 正常 异常 异常

FC

3D-MobileNetV2 3D-MobileNetV2 3D-MobileNetV2 3D-MobileNetV2

FC
L2归一化

FC
FC

L2归一化

FC
FC

L2归一化

FC
FC

L2归一化

对比损失

共享权重

共享权重

编码器 fθ( )

投影头gβ( )

512维特征向量hi

128维特征向量 vi

图3　驾驶员异常驾驶行为检测的对比学习框架
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能力。3D-MobileNetV2 从卷积层 1 开始，然后通过

7 个 MobileNetV2 模块及卷积层 2，最后进入池化层

和全连接层。模型结构如图 5 所示，模块 1~模块 7
的结构如图 6 所示，模型体系架构如表 1 所示。其

中，F、F′为图像的通道数，D、W、H分别为图像的深

度、宽度、高度，Conv表示卷积，DwConv表示深度可

分离卷积，BN表示归一化，ReLU6为激活函数，是线

性修正单元（Rectified Linear Unit，ReLU）的变体，

Add 表示将多个特征图或张量相加，Stride 表示步

幅。

输入数据集

卷积层1

模块1 模块4 模块7 全连接层

模块3 模块6 池化层

模块2 模块5 卷积层2 输出

图5　3D-MobileNetV2模型结构

F,D×H×W
F,D×H×W

1×1×1 Conv,6F

BN,ReLU6

1×1×1 Conv,F

BN,ReLU6

BN,ReLU6

BN,ReLU6

1×1×1 Conv,6F

1×1×1 Conv,6F′

3×3×3 DwConv,6F
s(1,1,1) 3×3×3 DwConv,6Fs(1,1,1)

BN BN
Add

F,D×H×W
Stride(1,1,1)

F′,D2 ×H
2 ×W

2
Stride(2,2,2)

   （a）MobileNetV2 模块   （b）具有时空下采样的

MobileNetV2模块

图6　不同步长的MobileNetV2模块结构

为提高预测的准确性，本文对 3D-MobileNetV2
进 行 改 进 ，在 原 网 络 基 础 上 ，在 每 个 瓶 颈

（Bottleneck）的中间卷积层加入通道混洗，以减少模

型参数和计算量，同时提高模型的精度。通道混洗

是一种新型的卷积神经网络结构，通过将输入特征

图分组并对每个组内的通道进行混洗，实现通道之

间的信息交流。该方法可在不增加计算量的前提

下 ，提 高 模 型 的 精 度 和 泛 化 能 力 。 同 时 ，在

Bottleneck输出后接入批量规范化（BatchNorm）层和

Mish激活函数。BatchNorm通过规范化的手段减少

内部协变量偏移，使激活函数的输入值位于激活函

数对输入较为敏感的区域，从而使梯度变大，提高

神经网络的训练速度和泛化能力，防止过拟合。

Mish激活函数没有上限和饱和区域，在训练过程中

不会出现梯度消失的问题。 3D-MobileNetV2 的

Bottleneck结构如表2所示。
表1　3D-MobileNetV2体系架构

网络层/步长

输入层

卷积层1（3×3×3）/s(1,2,2)
模块1/s(1,1,1)
模块2/s(2,2,2)
模块3/s(2,2,2)
模块4/s(2,2,2)
模块5/s(1,1,1)
模块6/s(2,2,2)
模块7/s(1,1,1)

卷积层2（1×1×1）/s(1,1,1)
平均池化层/s(1,1,1)

全连接层

重复次数/次
1
1
1
2
3
4
3
3
1
1
1
1

输出大小

3×16×112×112
32×16×56×56
16×16×56×56
24×8×28×28
32×4×14×14

64×2×7×7
96×2×7×7

160×1×4×4
320×1×4×4

1 280×1×4×4
1 024×1×1×1
类别数量

表2　3D-MobileNetV2的Bottleneck结构

卷积层卷积核（输入）

1×1×C

3×3×C

1×1×C

后续网络（输出）

BatchNorm+Mish
BatchNorm+Mish

BatchNorm
2.2.3　对比损失函数

在训练的迭代中，每个批量包括 K个正常视频

剪辑和 M 个异常视频剪辑。编码层和投影层创建

的视觉序列为 vni和 vai，i∈{1,…,K+M}，分别来自正常

和异常训练剪辑。每个批量包括 K(K-1)个正常样

本对和 KM 个异常样本对，将其输入到对比损失函

数中。Lij通过计算由温度参数 τ和指数函数缩放的

潜在表示之间的点积来计算正常样本对与异常样

本对之间的相似性：

Lij =-log
K × exp(

vT
nivnj

τ
)

K × exp(
vT

nivnj

τ
)+

1
M∑m = 1

M exp(
vT

nivam

τ
)

（1）

每个批量的损失函数为：

L =
1

K(K - 1)∑i = 1

K ∑
i = 1

K

1 i( j) Lij （2）
其中：

1 i( j)=
ì
í
î

1i = j

0i ¹ j
（3）

李仲伦，等：基于对比学习的驾驶员异常驾驶行为检测算法

32



2025 年 第 8 期

式中：τ∈(0,∞)为温度参数，可以影响模型的输出概

率分布，提高泛化能力和鲁棒性。

数据本身、错误标注或噪声导致异常样本与正

常样本可能相似，以致负样本对的求和较大，造成

优化困难。为解决该问题，对异常样本对的总和进

行缩放，使聚合的异常样本对的整体相似度保持较

小，并增加正常样本对的权重，以平衡公式中各项

的影响力。

在使用对比损失训练后，投影层通常在测试阶

段被丢弃[12,17]。在自监督对比学习的背景下，编码阶

段学习的潜在表示 hi将更加通用，并进一步作为分

类任务的预训练模型[12]。对于监督学习任务，投影

层（vi）学习到的表示可能更有价值，因为它们利用

投影层上学习到的对比损失与监督学习任务保持

正常和异常类的距离一致。通过计算式（2），在同

一批量中，编码器被更新，以最大化正常驱动特征

向量之间的相似性、最小化正常驱动向量及所有其

他异常驱动向量之间的相似性。

3　试验验证

3.1　数据集及试验环境

目前，大多数驾驶员行为检测方法采用可见光

摄像头作为图像采集的传感器。可见光传感器易

受环境光照强度影响，光照条件较差可能会影响驾

驶员行为检测的准确率，造成一定的安全隐患。为

解决上述问题，本文在乘员舱的前方和正上方放置

2个深度相机，可以获取场景的深度信息，并可在低

光照环境下工作。深度图像是将采集器采集到的

场景中各点的距离作为像素值的图像，直接反映景

物可见表面的几何形状，可以更好地完成驾驶员行

为检测任务。前置摄像头记录驾驶员头部、身体的

动作，顶部摄像头记录驾驶员双手的动作。2 个相

机能更好地反映驾驶员的驾驶状态，解决视野盲区

的问题。

本文使用驾驶员异常检测（Driver Anomaly 
Detection，DAD）数据集[17]。DAD数据集的分辨率为

224 像素×171 像素，帧率为 45 帧/s。该数据集包含

550 min 的正常驾驶记录和 100 min 的异常驾驶记

录，其中异常驾驶行为包括头部和身体的运动（伸

手到后面、与乘员交谈）及手部交互（手机通话、发

消息，喝水）等。

本文试验设置的批量大小是 32，最大迭代次数

为 100。 网 络 使 用 随 机 梯 度 下 降（Stochastic 

Gradient Descent，SGD）优化器进行参数更新。初始

学习率设置为 0.01，以 0.9的速率进行指数衰减。试

验使用的图形处理器为NVIDIA GeForce RTX 3060、
中央处理器为2.7 GHz Intel Core i7-12700H。

3.2　评价指标

本文采用准确率（Accuracy）、受试者操作特征

（Receiver Operating Characteristic，ROC）曲线、ROC
曲线下面积（Area Under Curve，AUC）作为模型分类

性能的指标。

准确率能够评价模型对全部样本的判断能力：

A = NTP + NTN
NTP + NFP + NTN + NFN

（4）
式中：NTP、NTN、NFP、NFN分别为真正例、真负例、假正

例、假负例的数量。

ROC是一种二分类模型的性能度量，是以假正

率（False Positive Rate，FPR）为横坐标、真正率（True 
Positive Rate，TPR）为纵坐标绘制的曲线。假正率

RFP、真正率RTP的计算公式分别为：

RFP = NFP
NFP + NTN

（5）
RTP = NTP

NFP + NTN
（6）

AUC 用于二分类模型的评价，其取值范围为

0.5~1.0，越接近1.0，说明检测方法真实性越强，等于

0.5时真实性最低、无应用价值。

3.3　试验结果及分析

CNN 通常指用于图像分类的二维 CNN，3D 
CNN 增加了时间维度，可以从时间和空间维度上

提取特征。为验证三维卷积模型的有效性，本文分

别进行 2D、3D 卷积网络试验，试验结果如表 3 所

示。
表3　不同CNN的参数量、准确率、AUC比较

模型

ShuffleNetV2
ResNet-18

MobileNetV2
3D-MobileNetV2

本文网络

参数量/×106个

4.4
11.2
3.4
5.5
5.5

准确率/%
84.84
89.46
87.62
93.16
94.18

AUC
0.864
0.883
0.904
0.960
0.962

3D CNN 模型用于将每个正常驾驶训练剪辑 xi, 
i∈{1,…,N}编码为一组归一化的512维特征表示。然

后，可计算正常驾驶模板向量 vn：

vn = 1
N∑

i = 1

N fθ (xi )
 fθ (xi ) 2

（7）
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为对测试视频片段 xi进行分类，再次将其编码

为归一化的 512 维向量，并计算编码片段与 vn之间

的余弦相似度Ki：

Ki = vT
n

fθ (xi )
 fθ (xi ) 2

（8）
最后，将相似度得分低于阈值γ的片段归类为异

常驾驶行为。同时，Ki表征了异常行为的严重程度。

为更加直观地分析本文方法的性能，部分测试

可视化结果如图 7、图 8所示，表明本文方法能够准

确检测出驾驶员是否具有异常驾驶行为。

图7　正常驾驶的可视化结果

图8　异常驾驶的可视化结果

3.4　消融试验结果及分析

为验证本文提出的双视角和损失函数的有效性，

保持试验原有的设置条件，对网络进行重新训练。

双视角使用决策级融合的方法将两个视角的

信息融合在一起，通过特征提取、特征融合、决策模

型、融合策略等多个环节实现信息的融合与决策：

K (add) = K (top) + K (front)2 （9）
式中：K(add)、K(top)、K(front)分别为相加的融合相似度、顶部

视角融合相似度、前部视角融合相似度。

双视角有效性验证方面，本文对前置视角、顶

部视角及前置和顶部双视角 3种不同视角的有效性

进行说明。3 种视角的准确率、AUC 对比如表 4 所

示，本文提出的双视角方案的 2项指标明显优于另

外2种视角方案。

损失函数有效性验证方面，分别使用交叉熵损

失（Cross-Entropy Loss）函数、加权交叉熵损失函数

及本文提出的对比损失函数对网络进行重新训练，

并根据评价指标进行比较。
表4　不同视角的试验结果

视角

前置视角

顶部视角

前置＋顶部

准确率/%
86.75
88.23
94.18

AUC
0.886
0.914
0.962

交叉熵损失通常用于解决分类问题，衡量模型

的预测结果与真实标签之间的差距。在二分类的

情况下，其计算公式为：

LCEL = 1
N∑

i

-[yi ⋅ log(pi ) + (1 - yi ) ⋅ log(1 - pi )]（10）
式中：LCEL为交叉熵损失，N为样本总数，yi为样本 i的
标签（正类为 1，负类为 0），pi为样本 i预测为正类的

概率。

加权交叉熵损失函数是对交叉熵损失函数的

改进，在计算损失时对不同类别的样本赋予不同的

权重。在二分类问题中，其计算公式为：

L(w) =- 1
N∑

i = 1

N [wi yi log(pi ) + (1 - yi )log(1 - pi )]（11）
式中：L(w)为加权交叉熵损失函数。

不同损失函数的试验结果如表5所示，本文提出

的对比损失函数的2项指标明显优于另外2种函数。
表5　不同损失函数的试验结果

损失函数

交叉熵损失

加权交叉熵损失

对比损失

准确率/%
85.74
89.12
94.18

AUC
0.876
0.907
0.962

3.5　模型泛化性讨论及分析

现有的深度学习模型均基于历史数据进行训

练，对于新情况的适应能力较差。在实际驾驶过程

中，驾驶行为的多样性给识别任务带来了困难。为

验证模型的泛化性，选用训练集中未出现的驾驶类

别进行验证。本文提出的算法对摘/戴眼镜、调整后

视镜、吃东西等新出现的异常行为仍能够准确分

类，部分可视化结果如图9所示。

图9　新增异常驾驶行为的可视化结果
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4　结束语

本文针对驾驶员行为检测中光照强度变化、视

角盲区以及姿态多样性的问题，提出了一种对比学

习的检测方法，通过学习正常驾驶行为的嵌入，检

测异常驾驶行为。本文方法在驾驶员异常检测数

据集上取得了优异的效果，在后续研究中，可在网

络中加入注意力机制，使网络更加关注驾驶员的头

部和手部，提升驾驶员异常行为识别的准确率。
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