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摘要：针对无人机红外目标检测中存在计算资源受限、背景干扰强及目标尺度多变等挑战，本文提出了一种基于

YOLO 的多尺度红外目标检测算法 YOLO-MITD。首先，设计 Ghost 增强型跨级融合模块 (ghost-enhanced cross-
stage fusion module, GCFM)，通过 GhostConv 轻量化卷积重构特征融合路径，显著减少模型参数量并增强多尺度特

征提取能力；其次，构建高效的多尺度交互模块 (efficient multi-scale interaction module, EMIM)，通过跨维度交互强化

关键特征通道与空间关联性，提升复杂背景下目标显著性表达；然后，设计自适应空间特征融合检测头 (adaptive
spatial feature fusion head, ASFFH)，通过动态权重分配实现多尺度特征融合并抑制特征冲突，有效提升目标检测的尺

度一致性；最后，构造自适应阈值焦点损失函数 (adaptive threshold focal loss, ATFL)，通过动态调整难例挖掘阈值优

化训练过程，缓解类别不平衡问题。在 HIT-UAV 红外数据集上实验结果表明，所提算法以少量计算开销，mAP50 达

到 86.7%，较基准 YOLOv8n 提升 6.1%。在 CTIR 与 SIRST 数据集上的跨场景泛化实验进一步验证了算法的鲁棒性，

mAP50 分别达到 85.4% 与 67.2%，显著优于主流模型。
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 1   引　言

随着微小型无人机在军事侦察、交通巡查、灾害监

测及边境安防等领域的广泛应用，基于红外成像的对地

目标检测技术已成为研究热点[1]。与可见光成像相比，

红外成像具备全天时、全天候工作能力及较强的抗干扰

性能，能够在夜间、雾霾等低能见度条件下稳定提供目

标热辐射信息[2]。然而，无人机平台受飞行高度与传感

器限制，所获取的红外图像普遍存在空间分辨率低、信

噪比差、目标尺度跨度大等问题。特别是在远距离拍摄

条件下，目标往往呈现为多尺度分布特征，从数像素的

小目标到覆盖数十像素的中大目标共存于同一场景。传

统检测方法在复杂背景下易出现误检率高、漏检严重的现

象[3]。因此，如何在资源受限的无人机平台上以及复杂

环境下实现高精度的红外目标检测，仍是当前的技术

难题。
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近年来，基于深度学习的目标检测算法显著推动了

红外目标检测的发展。YOLO (You only look once)[4] 系

列算法凭借其端到端、单阶段推理架构，在检测速度与

精度间取得了较好平衡。YOLOv3[5] 首次引入多尺度预

测机制，增强了对小目标的感知能力；YOLOv5[6] 通过

优化特征金字塔结构与自适应锚框机制，提升了多尺度

目标的检测鲁棒性；YOLOv8n[7] 进一步采用解耦检测头

与 Anchor-Free 设计，通过将分类和回归任务分离处理，

提升了检测精度与训练稳定性，同时在保持较高精度的

同时显著降低计算开销，更适合嵌入式平台部署。然而，

面对无人机红外图像中目标尺度变化大、背景热噪声复

杂、边缘纹理模糊等挑战，上述通用模型在多尺度特征

提取能力、轻量化结构设计、训练过程对难分类样本敏

感程度等方面仍存在一些短板，难以在精度与模型复杂

度之间达到理想平衡。

为应对上述问题，研究者们从结构优化、注意力机

制、特征融合等多个维度对 YOLO 模型进行了改进。

Ding 等[8] 提出的 CEDP-YOLO 通过复杂的上下文增强金

字塔和动态感知头，有效提升了无人机场景下的检测精

度。然而，该方法导致模型参数量增加了一倍，不利于

轻量化部署。Cao 等[9] 提出了 YOLO-TSL，通过引入三

重注意力机制 (triplet attention) 与 Slim-Neck 结构，在降

低参数量的同时提升了检测速度。然而，其注意力机制仅

在主干网络末端作用，未嵌入多尺度融合路径，导致

浅层小目标特征在传递过程中被稀释。Wang 等[10] 提出

了 LFIR-YOLO，通过引入可扩张残差模块 (dilation-wise
residual, DWR) 与通道-空间注意力机制 (content-guided
attention, CGA)，在红外道路场景中提升了车辆与行人

检测精度。然而，该方法仅针对小目标增强感受野，未

对多尺度特征融合结构优化，导致在中大目标上表现下

降，且模型参数量较大，难以部署于资源受限的无人机

平台。Luo 等 [11] 提出了 IR-YOLO，专门设计小目标检

测头并优化回归损失函数，缓解了目标遮挡导致的漏检

问题。但其特征融合仍沿用传统 FPN 结构，缺乏跨尺度

动态权重调整机制，在多尺度目标共存场景下 (如人车

混合、远近目标并存) 易出现语义冲突，检测一致性差。

刘奕阳等[12] 提出基于 YOLOv8n 的改进方法，通过增加

小目标检测层并引入 BiFormer 注意力机制，虽然在 HIT-
UAV 数据集上取得了一定提升，但模型复杂度显著增

加，不利于轻量化部署。

现有方法在保持高精度与模型复杂度之间尚未达到

理想平衡，尤其在应对红外图像中目标尺度多样、背景

干扰强的场景时，缺乏一种既能有效提取多尺度特征，

又具备高效推理能力的轻量化检测架构。针对上述局限，

本文提出一种基于改进 YOLOv8n 的多尺度红外目标检

测算法 YOLO-MITD，旨在通过结构重构与损失优化，

在少量增加计算负担的前提下，提升模型对多尺度红外

目标的检测能力与跨场景泛化性能。本文主要贡献包括

以下几个部分。

1) 在主干网络中嵌入 GhostConv 轻量化卷积模块，

通过线性变换替代部分标准卷积，构建 GCFM 模块，在

减少参数量和提高运行效率的同时维持特征表达能力。

2) 在特征融合阶段引入高效多尺度注意力机制

(efficient multi-scale attention, EMA)，通过跨维度交互增

强空间与通道特征关联，构建集成 EMA 的 EMIM 模块，

提升复杂背景下目标的显著性特征表达。

3) 设计基于自适应空间特征融合 (adaptive  spatial

feature fusion, ASFF) 的改进检测头 ASFFH，对来自不

同层级的特征进行自适应加权融合，有效增强多尺度特

征的表征能力，缓解小目标因下采样导致的信息稀释。

4) 构造自适应目标聚焦损失 (ATFL)，替代分类损

失，通过动态调整损失权重，提升难样本关注度与收敛

稳定性。

 2   YOLO-MITD 检测算法

改进后的 YOLOv8 n 网络由图 1 所示，称为基

于 YOLO 的多尺度红外目标检测算法 (YOLO-based

algorithm  for  multi-scale  infrared  target  detection,  YOLO-

MITD)，该模型通过设计 GCFM 模块、EMIM 模块及

ASFFH 模块，并采用构造的 ATFL 损失函数，为资源

受限的无人机平台提供了一种高精度、低参数量和较好

泛化能力的红外目标检测算法。

 2.1  GCFM 模块

卷积神经网络 (Convolutional neural network，CNN)

在目标检测任务中取得了显著成效，然而其深层特征图

中存在大量信息冗余，导致模型参数量与计算复杂度居

高不下，限制了在资源受限平台上的部署能力[13]。为平

衡模型性能与计算效率，本文引入 GhostConv 轻量化卷

积模块[14]，其核心思想是通过特征重用的策略，维持特

征表达能力，同时降低参数量与计算复杂度。

梁学才, 等. 光电工程, 2026, 53(5): 250322 https://doi.org/10.12086/oee.2026.250322

250322 (Page 2 of 13)

https://doi.org/10.12086/oee.2026.250322


C×H×W

GhostConv 模块采用两阶段特征生成机制，其结构

如图 2 所示。给定尺寸为 的特征图 X作为输

入，首先通过标准卷积操作提取本质特征

Y′ = X ∗ f ′ , (1)

f ′

Y′ m m = n/s n s

式中： 为卷积核权重；*表示卷积操作；输出特征图

包含 个通道，满足 ， 为最终输出通道数，

为冗余倍数 (用于控制特征丰富度与计算成本的平衡)。
 
 

Output

Conv

Input

lden�ty

Φ1

Φ2

Φk

图 2  GhostConv 模块结构

Fig. 2  GhostConv module structure

 

Y′ y′i
3×3

然后，对 中每张特征图 应用深度可分离卷积进

行廉价变换。该变换使用 深度卷积核实现，其操作

定义为

yi j =Φi j
(
y′i
)
. (2)

s−1 s−1通过 次廉价变换，为每个本质特征图生成

张幻影特征图。

最后，将本质特征与冗余特征沿通道维拼接，得到

完整输出

Y =
[
y11,y12, · · · ,yms

]
， (3)

n = m× s其通道数 ，与标准卷积保持一致，但参数量显

著降低。

此外，对于一个输入通道数为 c、输出通道数为 n
的卷积层而言，标准卷积的理论计算量为

Fstd = n×h′×w′× c× k× k， (4)

h′ w′ k× k

k = 3

式中： 和 为输出特征图尺寸； 为卷积核大小，

。相比之下，GhostConv 模块的计算量由主卷积和

线性变换两部分构成：

Fghost =
n
s
×h′×w′× c×1×1+

n
s
×h′

×w′× (s−1)×3×3 ， (5)

1×1
3×3

式中：第一项为主卷积 ( ) 的计算量；第二项为廉价

变换 ( 深度卷积) 的计算量。因此，GhostConv 相对

于标准卷积的理论加速比为

rs =
Fstd

Fghost
≈ s× c

s+ c−1
， (6)

s≪ c rs式中： ，其加速比 可近似等于 s。通过引入

GhostConv 模块，理论上可以实现约 s倍的模型加速

效果。

3×3
本文将 YOLOv8 原有 C2f 模块内所有 Bottleneck 的

标准卷积替换为 GhostConv 操作，构建 GCFM 模块，

其结构如图 3 所示，在保持多尺度特征融合能力的基础

上，实现轻量化。
 
 

Conv Split

ConcatConv

n

GhostModule

GhostModule

图 3  GCFM 模块结构

Fig. 3  GCFM module structure

 

 2.2  EMIM 模块

红外图像依赖热辐射成像，其空间分辨率较低，导

致小目标边缘与纹理在一次下采样后即出现显著模糊，

传统加性或拼接式融合方法难以有效恢复此类细节[15]。

尽管引入注意力机制可抑制背景干扰，但 SE 模块 [16]
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图 1  YOLO-MITD 网络结构

Fig. 1  YOLO-MITD network structure
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仅进行通道权重校准，对空间信息的建模相对有限；

CBAM 模块[17] 虽采用通道与空间权重的串行计算，二

者仍相互独立；Triplet Attention[18] 则需三次张量旋转操

作，计算复杂度相对较高。为此，本文引入高效多尺度

注意力机制 EMA[19]，构建 EMIM 模块，其结构如图 4

所示。

联合重标定，其具体实现机制如下：

C×H×W给定尺寸为 的特征图 X作为输入，首先

沿通道维度将其均匀划分为 G组，每组特征独立并行地

输入两条支路进行处理。

1×1

1×1

1) 分支：通过水平和垂直方向的一维全局平均

池化分别捕获长程空间依赖关系，再结合 卷积与

GroupNorm 操作生成方向敏感的空间特征图，实现了通

道间的跨空间信息交互。

3×3 3×32) 分支：采用填充为 1 的 卷积保持空间分

辨率，提取局部跨通道交互信息，进一步增强了空间与

通道特征的关联性。

(b×G,C/G,H,W)两分支输出分别重塑为维度 ，随

后各自进行二维全局平均池化，并通过 Softmax 函数获

得通道-空间联合注意力权重，其中 b表示批次大小 (batch

O(C×H×W)

size)。该权重与原输入特征图通过逐元素乘法 (哈达玛

积) 实现像素级重校准。该过程无需类似 SE 模块的降维

与升维操作，计算复杂度控制在 量级。

分组数 G的取值是通过动态调整机制确定的,其表

达式为

G =min(F,C) , (7)

C ⩽ F G =C

C > F G = F

式中：F是预设因子 (默认为 32)；C是输入特征图的通

道数。当 时， ，确保通道间的独立语义信息

得以保留；当 时， ，从而限制计算复杂度并

保持高效的特征表达能力。该动态调整策略在保证跨通

道交互能力的同时，有效控制了计算开销。

1×1 3×3 1×3

本文将 EMA 模块嵌入 C2f 结构的每个 Bottleneck

模块的末端，构成 Bottleneck-EMA 子模块 (其结构如

图 5 所示)，进而构建 EMIM 模块 (整体结构如图 6 所

示)。每个 Bottleneck 模块保留原有的残差连接结构。其

主路径依次经过标准 卷积、 卷积及 卷积处理

后，与捷径连接的特征进行拼接融合。融合后的特征进

一步输入至 EMA 子网络进行注意力加权，生成最终输

出。该设计依托 C2f 结构固有的多分支特性与残差连接，

有效促进了梯度流动与特征复用。同时，通过引入
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图 4  EMA 注意力机制结构

Fig. 4  EMA attention mechanism structure
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EMA 模块实现了不需降维的跨维度特征筛选机制，在

不增加计算开销的前提下，显著增强了模型对红外小目

标的感知能力。
  

n

Conv AddEMA Conv

图 5  Bottleneck-EMA 模块结构

Fig. 5  Bottleneck-EMA module structure
  

Split

ConcatConv Bo�leneck-EMA

n

Bo�leneck-EMAConv

图 6  EMIM 模块结构

Fig. 6  EMIM module structure

 

 2.3  ASFFH 模块

YOLOv8 原有的检测头存在特征金字塔不一致性的

核心缺陷。各尺度特征图独立执行预测任务，导致同一

目标在某一层级被视为正样本，而在其他层级则被判定

为负样本。这种矛盾的梯度信号干扰模型训练过程，制

约模型性能，尤其损害中小目标检测精度。

为此，本文提出一种基于自适应空间特征融合

(ASFF) 机制[20] 的目标检测头 ASFFH。ASFFH 模块结构

如图 7 所示，其中 Level-1、Level-2 和 Level-3 代表特征

金字塔中具有不同空间分辨率的层级特征。ASFF-1、
ASFF-2 和 ASFF-3 则表示应用 ASFF 机制进行特征融合

后的各层级输出。该模块通过自适应融合来自不同金字

塔层级的特征图，实现多尺度特征融合，从而增强模型

对多尺度目标的检测能力。其采用的特征冲突抑制方法，

有效解决了特征金字塔中跨尺度特征间的不一致性问题,
如梯度冲突、语义冲突，提升了训练稳定性与检测精度。

该模块显著提升了中小目标的检测性能，同时保持了较

高的推理速度。

ASFFH 的工作原理可分为以下三个步骤。

1) 特征重缩放

1×1

对于当前目标层级的特征图，将其他层级的特征图

通过空间分辨率对齐操作统一至与该层级相同的尺度。

具体来说，首先使用 卷积将各个输入特征图的通道

数调整为统一维度，随后根据分辨率差异分别进行处理。

对于低分辨率特征图，采用双线性插值方法进行上采样；

对于高分辨率特征图，则使用步长为 2 的卷积操作进行

下采样。这一策略在实现尺度统一的同时，最大程度保

持了特征的结构完整性与语义一致性。

2) 自适应融合

(i, j) yl
i j对每个空间位置 ，融合后的特征 由以下公式

计算：

yl
i j = α

l
i j · x1→l

i j +β
l
i j · x2→l

i j +γ
l
i j · x3→l

i j , (8)

xk→l
i j (i, j)

αl
i j β

l
i j γ

l
i j

式中： 表示第 k层特征重缩放后在第 l层位置 处

的值； , , 是通过 softmax 归一化的空间权重，由

网络学习得到：

αl
i j =

eλ
l
αi j

eλ
l
αi j + eλ

l
βi j + eλ

l
γi j

, (9)

λl
α λl

β λl
γ 1×1式中：权重图 、 、 由各层级特征经 卷积预测

得到，具备空间敏感性。

3) 一致性保证

通过上述自适应权重机制，网络能够自动抑制来自

冲突区域的梯度，如背景中被误检为正样本的区域，从

而提升训练稳定性与特征表示的一致性。该机制尤其有

利于中小目标在不同尺度下的语义对齐，增强模型对多

尺度目标的检测鲁棒性。

 2.4  损失函数优化

(1−pt)γ

γ

在红外目标检测任务中，通常存在类别不平衡问题，

某些类别实例数量远少于其他类别。此外，由于背景占

图像的大部分，训练过程中模型往往过多关注背景特征

而忽视目标特征。因此，即使在网络结构层面引入了先

进的注意力机制或多尺度融合策略以增强特征表达，若

损失函数仍采用静态加权方式，模型在优化过程中依然

会倾向于拟合占主导地位的简单背景样本，导致对关键

但稀疏的目标区域学习不足[21]。传统 Focal Loss 虽然通

过调制因子 缓解了易分类样本的权重，但其固定

参数 无法适应不同样本的难易程度差异[22]。这使得网

络在训练早期即陷入局部最优，大量梯度被简单样本稀

释，稀有类别特征得不到充分学习。为此，本文构造自

 

Level-1

Level-2

Level-3

ASFF-1

ASFF-2

ASFF-3

Detect

Detect

Detect

图 7  ASFFH 模块结构

Fig. 7  ASFFH module structure
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适应阈值焦点损失 (ATFL)，其动态调整损失权重的机

制能够更好地解决类别不平衡问题，同时提升训练的稳

定性和收敛速度。

pt> 0.5)

pt⩽ 0.5)

ATFL 的核心思想是通过分段加权机制动态调整损

失函数的曲率，以适应不同置信度区间的样本分布。具

体来说，ATFL 将样本分为高置信度 (易分类) 和低置信

度 (难分类) 两类，并对两部分分别施加不同的调制策略：

对于高置信度样本 ( ，使用指数衰减机制将损失

权重压缩至较低水平；对于低置信度样本 ( ，则

借助爆炸性增长机制将损失权重放大，从而加速梯度回

传。其整体公式如下：

LATFL =

 −(1− pt)− ln( p̂c) log(pt) , pt > 0.5

−(λ− pt)− ln(pt) log(pt) , pt ⩽ 0.5
, (10)

pt λ

λ

p̂c

式中： 是样本属于真实类别的预测概率； 是用于控

制低置信度区间调制强度的参数；通过调整 ，可以进

一步平衡难分类样本与易分类样本的损失权重，本文实

验中将其值设置为 1.5。 是当前批次预测置信度的滑

动平均值，它平滑了批次间波动，同时能够及时反映模

型在最新参数空间下的平均置信度，其计算公式为

p̂c = 0.05
1

k−1

k−1∑
i=0

pi+0.95pk , (11)

k pi i

pk

式中： 是当前训练轮次， 是第 个训练轮次的平均预

测置信度， 是当前训练轮次的平均预测置信度。
p̂c − ln ( p̂c)

p̂c − ln ( p̂c)

当整体预测置信度较高 ( 趋近于 1) 时， 逐

渐趋近于 0，从而避免对易分类样本的过度抑制；当整

体预测置信度较低 ( 趋近于 0) 时 趋近于正无穷，

提高所有样本权重，防止训练停滞。

 3   实　验

本节首先阐述数据集构成、评估指标及训练细节，

然后通过消融实验探究各改进模块对模型性能的作用；

随后，与当前主流方法开展对比实验，以验证本文所提

出模型的优越性；此外，还针对损失函数开展对比实验，

以验证本文所提出损失函数的有效性；接着，对目标检

测结果进行可视化分析，最终通过不同数据集验证模型

的泛化能力。

 3.1  数据集

为了评估本文检测方法在红外目标检测的有效性，

本文选用了 HIT-UAV[23] 数据集进行验证。HIT-UAV 是

目前首个面向高海拔场景、公开发布的无人机红外热成

像目标检测数据集，采集场景覆盖学校、停车场、道路、

操场等多类真实环境，并同时包含白天与夜晚两种光照

条件。

HIT-UAV 数据集共含 2898 张无人机红外航拍图像，

分辨率均为 640 pixel×512 pixel。本文按 7:2:1 的比例将

其划分为训练集、验证集与测试集，因此训练集、验证

集和测试集分别有 2029 张、579 张和 290 张图片。划分

过程采用随机抽样，确保各类场景与天气条件在三部分

中均匀分布，以充分验证模型的泛化性能。

此外，数据集在目标尺寸分布上呈现出显著的多

样性特征。具体而言，小尺寸目标占比约为 70%；中等

尺寸目标占比约为 28%；而大尺寸目标则相对较少，仅

占数据集总量的约 2%。这种涵盖了从小型到大型目标

的尺寸范围，能够有效验证模型的多尺度适应与学习

能力。

 3.2  评价指标

本文通过 5 个指标来评估性能，即模型的精确率

(precision, P)、召回率 (recall, R)、平均精度 (mAP50,
mAP50-95)、浮点计算量 (FLOPs) 和参数量 (Params)。
评价指标计算公式如下：

P =
T P

T P+FP
×100% , (12)

R =
T P

T P+FN
×100% , (13)

mAP =
1
n

n∑
i=1

APi , (14)

式中：TP (true positive) 是指被正确识别的正类样本；

FP (false positive) 是指被错误识别为正类的负类样本；

FN (false negative) 是指被错误预测为负类的正类样本[24]；

精确率 P表示预测为正类的样本中实际为正类的比例；

召回率 R表示所有真实正样本中正确检测的正样本占的

比例。

mAP50 是 IoU 阈值为 0.5 时所有目标类别的平均检

测精度；而 mAP50-95 则表示在 IoU 阈值从 0.5 到 0.95、
步长为 0.05 的情况下，各 mAP 的平均值 [25]。FLOPs
和 Params 共同体现了模型的复杂度。FLOPs 数值越低，

推理与检测所需的计算资源就越少。Params 越小，网络

对硬件设备配置的要求就越低，也更易于在低端设备上

实现部署和移植。
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 3.3  实验环境

本文实验使用 Ubuntu  22.04.3 操作系统，CPU 为

Intel Xeon Platinum 8558，GPU 为 NVIDIA GeForce RTX
4090D。编程语言采用 Python 3.11.9。深度学习框架选

用 PyTorch 2.7.0。
本文所有实验都使用相同配置，参数设置也一致。

输入图像分辨率统一设定为 640 pixel×640 pixel，该尺寸

适配 HIT-UAV 数据集的图像特征。批尺寸设置为 32，
可以充分利用服务器硬件资源，同时避免因批尺寸过大

导致的过拟合风险或过小引起的训练波动。优化器采用

SGD，经实验验证，其相较于 Adam 等优化器在本文数

据集上能获得更高的检测精度。动量因子和初始学习率

使用默认值，分别为 0.937 和 0.01。而训练总轮数则设

置为 400 轮，此时模型收敛效果最佳。

 3.4  消融实验

为验证本文模块有效性，同时最大程度排除模型基

础架构差异带来的干扰，本文以所提模型的基础架构

YOLOv8n 为基准，在 HIT-UAV 数据集上进行消融实

验，如表 1 所示。

第二行表示在 YOLOv8n 基础上引入 GCFM 模块，

相比于 YOLOv8n，在参数量减少 0.485 M、FLOPs 下

降 6.5 G 的前提下，mAP50 提高 1.8%，mAP50-95 提高

了 1.9%，召回率上升 2.8%，体现出 GCFM 在压缩模型

规模的同时，仍能有效增强多尺度特征表达能力，兼顾

轻量与性能。

第三行表示在 YOLOv8n 基础上引入 EMIM 模块，

相比于 YOLOv8n，mAP50 提高了 4.2%，mAP50-95 提

高了 3.4%，精确率和召回率分别提高了 2.3% 与 5.4%，

显示出 EMIM 对检测精度的显著性提升。

第四行表示在 YOLOv8n 基础上引入 ASFFH 模

块，相比于 YOLOv8n，mAP50 提高了 2.6%，mAP50-
95 提高了 2.5%，精确率提高了 3.5%，但 FLOPs 增加

2.2 G，参数量增加 1.373 M，可以看出 ASFFH 模块能

有效提升检测精度但会增加模型复杂度。

第五行表示在将 YOLOv8n 的损失函数替换为

ATFL 损失函数，相比于 YOLOv8n，该配置在计算量与

参数量均未变化的前提下，mAP50 和 mAP50-95 均提高

了 3.0%，精确率和召回率分别提高了 4.2% 和 4.0%，说

明 ATFL 通过动态调整训练过程中的权重，有效缓解了

类别不平衡问题。

第六行表示在 YOLOv8n 基础上融合 GCFM+EMIM
模块，相比于 YOLOv8n，mAP50 和 mAP50-95 分别提

高了 3.5% 和 2.6%，精确率和召回率也分别提高了

3.3% 和 4.8%。虽然比起单独增加 EMIM 模块，mAP50
和 mAP50-95 略有降低，但是精确率大幅提高，体现出

轻量化卷积与注意力机制在压缩模型体积的同时，仍可

协同提升检测性能。

第七行表示在 YOLOv8n+GCFM+EMIM 基础上进

一步引入 ASFFH 检测头，形成完整模型结构。相比于

YOLOv8n，虽然计算量增强 0.6 G，参数量增加 0.888 M，

但 mAP50 提高了 4.4%，mAP50-95 提高了 3.2%，精确

率提高了 6.9%，显示出多尺度融合策略中检测头对模型

精度提升具有关键作用。

第八行表示在 YOLOv8n+GCFM+EMIM 基础上进

一步引入了 ATFL 损失函数，比最终模型少了 ASFFH
检测头。虽然与 YOLOv8n+GCFM+EMIM 模型相比，

计算量和参数量未额外增加，但是性能提升也十分有限，

仅精确率提升较高，达到 2.0%。可以看出，在没有

ASFFH 检测头的情况下，精度提升有限，验证了其重
 

表 1　消融实验结果

Table 1　Ablation experiment results

Model P/% R/% mAP50/% mAP50-95/% FLOPs/G Params/M

YOLOv8n 84.1 75.0 80.6 53.0 8.1 3.007

+GCFM 80.4 77.8 82.4 54.9 6.5 2.522

+EMIM 83.9 81.4 84.8 56.4 8.1 3.007

+ASFFH 87.6 77.6 83.2 55.5 10.3 4.380

+ATFL 88.3 79.4 83.6 56.0 8.1 3.007

+GCFM+EMIM 87.4 79.8 84.1 55.6 6.5 2.522

+GCFM+EMIM+ASFFH 91.0 75.5 85.0 56.2 8.7 3.895

+GCFM+EMIM+ATFL 89.4 79.1 84.2 55.7 6.5 2.522

+GCFM+EMIM+ASFFH+ATFL 89.7 83.3 86.7 57.3 8.7 3.895
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要性。

最终模型在融合四个模块后，精确率、召回率、

mAP50 和 mAP50-95 分别达到 89.7%、 83.3%、 86.7%
和 57.3%，比起 YOLOv8n 模型分别提高了 5.6%、8.3%、

6.1% 和 4.3%。验证了各模块在功能上的互补性与协同

性，整体架构在保持轻量化的同时实现了检测性能的全

面提升。其中加粗数据为各列最优结果。

 3.5  对比实验

为了验证本文提出的模型的优越性，本文在

HIT-UAV 数据集上与 RT-DETR-l[26]、 YOLO-SRMX[27]

和 YOLO 系列的 YOLOv8n、 YOLOv8s、 YOLOv10n、
YOLOv10s、YOLOv11n、YOLOv12n 模型进行了对比

实验，实验的结果如表 2 所示。

由表 2 可见，本文提出的方法相较于当下的 RT-
DETR-l、 YOLO-SRMX， mAP50 分别提升了 6.6% 和

3.9%，精度都有明显提升，在模型轻量化方面，与

YOLOv8n、YOLOv10n、YOLOv11n、YOLOv12n 等主

流 YOLO 轻量模型相比，虽然模型参数量和 FLOPs 均

有略微扩大，但是做到在提升了高精度的同时保持模型

体量和参数大小。以上实验结果说明本文提出的算法在

有优越的检测性能的同时仍保持模型轻量级。

 3.6  损失函数对比实验

为进一步验证本文提出的 ATFL 在红外目标检测任

务中的有效性，本文设计了损失函数对比实验。我们选

取了二元交叉熵损失 (binary cross entropy, BCE)、Focal
Loss[28]、Varifocal  Loss[29] 以及不同超参数 λ配置下的

ATFL 进行对比，旨在分析不同损失函数在处理类别

不平衡与难易样本分布问题上的性能差异，实验结果如

表 3 所示。

其中，BCE 是 YOLOv8 中默认使用的分类损失函

数，未对类别的不平衡进行处理；Focal Loss 通过固定

调制因子 γ降低易分类样本的权重，增强对难分类样本

的关注；Varifocal Loss 在 Focal Loss 基础上引入非对称

加权策略，进一步提升对正样本的敏感度。

由表 3 可见，Focal Loss 与 Varifocal Loss 相较 BCE
在 mAP50 与召回率等指标上均有提升，表明二者对类

 

表 2　对比实验结果

Table 2　Comparative experiment results

Model P/% R/% mAP50 /% mAP50-95/% FLOPs/G Params/M

RT-DETR-l 82.2 71.3 75.6 47.1 102.9 31.272

YOLO-SRMX 82.0 78.0 82.8 50.0 10.0 11.400

YOLOv8n 84.1 75.0 80.6 53.0 8.1 3.007

YOLOv8s 85.9 78.0 83.5 56.5 28.4 11.127

YOLOv10n 89.6 76.0 83.0 55.8 8.2 2.696

YOLOv10s 86.1 76.6 83.3 54.8 24.5 8.039

YOLOv11n 87.4 74.8 82.5 54.3 6.3 2.583

YOLOv12n 84.1 76.6 81.7 54.1 6.0 2.520

Ours 89.7 83.3 86.7 57.3 8.7 3.895

 

表 3　损失函数对比实验结果

Table 3　Comparative experiment results of loss functions

Loss λ P/% R/% mAP50 /% mAP50-95/%

BCE - 84.1 75.0 80.6 53.0

Focal loss - 85.5 79.3 82.3 53.8

Varifocal loss - 83.9 76.2 82.4 54.4

ATFL 1.2 85.7 74.8 80.9 54.0

ATFL 1.5 88.3 79.4 83.6 56.0

ATFL 1.7 87.3 76.5 83.4 54.8

ATFL 2.0 85.0 76.9 83.3 54.4
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别不平衡问题具有一定缓解作用，但性能提升有限，且

无法动态适应训练过程中的样本分布变化。

对于 ATFL，当 λ=1.2 时模型对难样本关注不足，

λ=1.7 和 λ=2.0 时则可能过度抑制易样本，导致训练不稳

定。在 λ=1.5 时则在各项指标上均达到最优，证明本文

所选 λ值的合理性，也体现出 ATFL 在动态平衡难易样

本上的优势与其强大的适应能力。

 3.7  可视化实验

本文选择 YOLOv8n 与 YOLOv12n 作为可视化实验

的对照组。实验结果如图 8 所示，第 1 行是原图，第 2

行是 YOLOv8n 模型预测结果，第 3 行是 YOLOv12n 模

型预测结果，第 4 行是本文模型预测结果。从第 1、3、

4 张图片可以看出，YOLOv8n 模型对于小目标，复杂场

景和检测目标轮廓残缺的情况下，存在一定的漏检现象，

YOLOv12n 也存在漏检和误检，尤其在第 3 张图片中出

现明显误检。从第 2 和 5 张图片可看出，对于训练样本

较少的类别，YOLOv8n 模型和 YOLOv12n 模型容易误

检，精度欠佳。而本文方法减少了漏检和误检，同时在

背景复杂的场景下，能更加准确地检测到目标，定位也

更为精准，就算检测目标轮廓残缺，仍能检测出来。

通过上面的对比实验，验证了本文所提出算法的可

行性，可应用于多种环境中的检测任务，实现跨场景

部署。

 3.8  泛化性实验

为进一步验证本文提出的 YOLO-MITD 算法在不同

场景下的泛化能力与稳定性，本文在 CTIR 数据集[30] 与

SIRST-UAVB 数据集 [31] 上进行了泛化性实验。其中，

CTIR 数据集主要针对复杂热红外场景，包含多种复杂

背景以及多尺度目标；而 SIRST-UAVB 数据集则专注

于单帧红外图像中的小目标检测任务，目标尺度极小、

 

Original

YOLOv8n

YOLOv12n

Ours

图 8  可视化对比

Fig. 8  Visualization comparison
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信噪比低。这两个数据集在目标尺度、背景干扰强度

和图像质量等方面具有显著差异，能够全面且深入地考

察算法在多样化实际环境中的适应性、鲁棒性以及泛化

性能。

实验结果如表 4 与表 5 所示。在 CTIR 数据集上，

YOLO-MITD 的 mAP50 达到 85.4%，较基线模型提升

2.5%，mAP50-95 也提升了 3.0%，召回率与精确率也均

有提升；在 SIRST 数据集上，YOLO-MITD 的召回率提

升 6.7%，mAP50 和 mAP50-95 分别提升 6.5% 和 2.5%，

表明模型对小目标具有更强的感知能力与更低的漏

检率。
 
 

表 4　CTIR 数据集实验结果/%
Table 4　CTIR dataset experimental results/%

Model P R mAP50 mAP50-95

YOLOv8n 77.9 77.0 82.9 57.0

Ours 81.9 77.2 85.4 60.0
 
 
 

表 5　SIRST 数据集实验结果/%
Table 5　SIRSTdataset experimental results/%

Model P R mAP50 mAP50-95

YOLOv8n 85.0 48.8 60.7 31.7

Ours 85.1 55.5 67.2 34.2
 

实验结果表明，YOLO-MITD 在保持较低计算开销

的前提下，在不同类型的红外数据集上均表现出良好的

检测一致性与鲁棒性，具备较强的跨场景泛化能力。

 4   结　论

针对无人机红外图像中小目标检测存在的计算资源

受限、背景复杂以及目标尺度多样化等挑战，本文提出

了一种基于 YOLOv8n 的改进算法，并设计了 GCFM 模

块、EMIM 模块、ASFFH 模块与 ATFL 损失函数，在保

持模型较低复杂度的同时显著提升检测精度。

所提算法在 HIT-UAV 数据集上，mAP50 较 YOLOv8n
提升 6.1%，召回率与精确率分别达到 83.3% 和 89.7%，

同时模型计算量仅增加 0.6 G，参数量控制在 3.895 M，

在精度与模型复杂度之间达到了较好的平衡。与各主流

模型相比，本文方法在保持较低计算开销的前提下，检

测性能显著优于对比模型，尤其在多尺度目标与复杂背

景环境下表现突出，验证了其在实际无人机平台部署的

可行性。

本文模型在极端低照度或目标高度遮挡场景下仍存

在一定漏检风险，且当前模型尚未进行硬件部署与加速

优化。下一步工作将推进算法在嵌入式平台上的部署实

践，进一步优化模型结构与推理流程，提升实时性能与

能效比，以适应更严苛的工程应用需求。
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Abstract

Objective Unmanned  aerial  vehicle  (UAV)  infrared  target  detection  faces  significant  challenges  including  limited  computational
resources,  strong  background  interference,  and  multi-scale  target  variations.  Infrared  imaging,  compared  with  visible  light  imaging,
provides all-day and all-weather working capabilities with strong anti-interference performance. However, due to flight altitude and sensor
limitations, UAV-acquired infrared images commonly suffer from low spatial resolution, poor signal-to-noise ratio, and large target scale
spans. In long-distance shooting conditions, targets often exhibit multi-scale distributions, with small targets of several pixels and medium-
to-large targets covering tens of pixels coexisting in the same scene. Traditional detection methods tend to produce high false positive rates
and severe missed detection in complex backgrounds. To address these issues, this paper proposes a multi-scale infrared target detection
algorithm  based  on  YOLO,  named  YOLO-MITD.  The  algorithm  aims  to  achieve  high  detection  accuracy  while  maintaining  low
computational complexity, making it suitable for deployment on resource-constrained UAV platforms.

Methods The  proposed  YOLO-MITD  algorithm  introduces  four  core  modules  to  enhance  detection  performance.  First,  the  ghost-
enhanced cross-stage fusion module (GCFM) is designed by replacing standard convolutions in the original C2f module with GhostConv
lightweight convolutions. GhostConv adopts a two-stage feature generation mechanism that uses standard convolution to extract essential
features and then applies cheap transformations through depthwise separable convolution to generate phantom features, which significantly
reduces  model  parameters  while  enhancing  multi-scale  feature  extraction  capabilities.  The  theoretical  acceleration  ratio  approximately
equals the redundancy factor s. Second, the efficient multi-scale interaction module (EMIM) incorporates the efficient multi-scale attention
(EMA)  mechanism  into  each  bottleneck  of  the  C2f  structure.  EMA  adopts  a  "feature  grouping  plus  cross-spatial  learning"  strategy  to
achieve  one-time  joint  recalibration  of  channel  and  spatial  information  without  dimensionality  reduction  in  the  channel  dimension.  The
feature  grouping  number G is  dynamically  adjusted  based  on  the  channel  count C,  ensuring  efficient  feature  representation  while
controlling computational complexity. Third, the adaptive spatial feature fusion head (ASFFH) is developed based on the adaptive spatial
feature  fusion  (ASFF)  mechanism,  which  consists  of  three  steps:  feature  rescaling  through  interpolation  or  strided  convolution  to  align
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spatial  resolutions,  adaptive  fusion  through  softmax-normalized  spatial  weights  learned  by  the  network,  and  consistency  guarantee  to
automatically suppress gradients from conflicting regions. This module dynamically allocates fusion weights for multi-scale features and
suppresses feature conflicts, effectively improving scale consistency in target detection. Fourth, the adaptive threshold focal loss (ATFL)
function is  constructed with a  piecewise weighting mechanism that  dynamically  adjusts  the loss  curvature.  For  high-confidence samples
(pt > 0.5), exponential decay mechanism compresses loss weights to low levels; for low-confidence samples (pt  0.5), explosive growth
mechanism amplifies loss weights to accelerate gradient backpropagation. The threshold parameter lambda is adaptively adjusted based on
the exponential moving average of prediction confidence across training batches, thereby alleviating class imbalance issues during training.

Results and Discussions Extensive experiments were conducted on the HIT-UAV dataset, which is the first publicly available UAV
infrared thermal imaging target detection dataset for high-altitude scenes. The dataset contains 2898 UAV infrared aerial images covering
multiple  real-world  scenarios  including  schools,  parking  lots,  roads,  and  playgrounds,  under  both  daytime  and  nighttime  conditions.
Notably,  the  target  size  distribution  exhibits  significant  diversity,  with  small  targets  accounting  for  approximately  70%,  medium targets
about 28%, and large targets only 2% of the dataset. The proposed YOLO-MITD algorithm achieved an mAP50 of 86.7%, representing a
6.1% improvement over the baseline YOLOv8n. The precision and recall reached 89.7% and 83.3%, respectively, with increases of 5.6%
and 8.3% compared to YOLOv8n. Despite these significant performance gains, the computational overhead increased by only 0.6 GFLOPs
and  the  parameter  count  was  controlled  at  3.895  M,  achieving  an  excellent  balance  between  accuracy  and  complexity.  Ablation
experiments demonstrated the effectiveness of each module: GCFM reduced parameters by 0.485 M and FLOPs by 6.5 G while improving
mAP50  by  1.8  percentage  points;  EMIM  improved  mAP50  by  4.2  percentage  points  with  the  most  significant  accuracy  enhancement;
ASFFH enhanced mAP50 by 2.6% but increased FLOPs by 2.2 G; ATFL improved mAP50 by 3.0% without increasing model complexity.
The complete model combining all four modules achieved optimal performance, verifying the complementary and synergistic nature of the
modules. Comparative experiments against mainstream models including RT-DETR-l, YOLO-SRMX, YOLOv8n, YOLOv8s, YOLOv10n,
YOLOv10s,  YOLOv11n,  and  YOLOv12n  showed  that  YOLO-MITD  achieves  superior  detection  performance  while  maintaining
lightweight  characteristics.  Specifically,  compared  with  RT-DETR-l  and  YOLO-SRMX,  mAP50  improved  by  6.6% and  3.9%,
respectively.  Cross-scene  generalization  experiments  on  the  CTIR and  SIRST datasets  further  validated  the  algorithm's  robustness,  with
mAP50 reaching 85.4% and 67.2%, respectively, significantly outperforming existing methods. Visualization results demonstrated that the
proposed method reduces missed and false detections, particularly in complex backgrounds and for targets with incomplete contours.

Conclusions This paper presents an improved YOLOv8n-based algorithm for multi-scale infrared target detection in UAV applications.
The GCFM module achieves lightweight feature extraction through GhostConv by replacing standard convolutions with cheap operations,
maintaining feature expressiveness while reducing computational burden. The EMIM module enhances feature representation via the EMA
attention mechanism, which captures both channel and spatial dependencies through cross-dimensional interaction without dimensionality
reduction.  The  ASFFH  module  improves  multi-scale  fusion  through  adaptive  weight  allocation,  effectively  resolving  feature  pyramid
inconsistencies  and  suppressing  gradient  conflicts.  The  ATFL  loss  function  optimizes  the  training  process  through  dynamic  threshold
adjustment,  applying  different  modulation  strategies  to  samples  based  on  confidence  levels  and  alleviating  class  imbalance  issues.  The
experimental  results  demonstrate  that  the  proposed  algorithm  strikes  an  excellent  balance  between  detection  accuracy  and  model
complexity,  with  strong  cross-scene  generalization  capability.  The  method  achieves  state-of-the-art  performance  on  multiple  infrared
datasets while maintaining low computational requirements, making it well-suited for real-time infrared target detection tasks on resource-
constrained UAV platforms. Future work will focus on hardware deployment optimization, model quantization and pruning techniques, and
further improvements to real-time performance and energy efficiency to adapt to more demanding engineering application requirements.
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