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摘要：针对复杂铁路场景中轨道线检测易受背景干扰、远尺度特征表达能力不足的问题，本文提出一种融合多尺度特征

增强的轨道检测模型。该模型在行锚点检测框架的基础上，引入空洞多尺度融合模块以增强对弯曲与交叉轨道的几何特

征捕获能力；同时构建自适应多头掩码注意力机制，结合 SimAM 无参注意力与 DropBlock 正则化，有效抑制背景干扰

并提升特征判别性。在 Rail-DB 数据集上的实验结果表明，所提方法检测准确率达到 94.53%，较基线模型提升 1.73%，

在夜间、遮挡等极端场景下亦表现出良好鲁棒性。该方法在保持轻量化的同时兼顾检测精度与泛化能力，为铁路智能安

防系统提供了一种可行技术方案。
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 1   引　言

随着轨道交通向高速化方向发展，列车运行速度不断

提升，这对安全监控系统提出了更为严苛的要求。轨道异

物侵限检测作为保障行车安全的核心环节，其有效性直接

关系到列车运行安全[1]。在铁路系统中，列车必须严格沿

轨道行驶，因此精准的轨道线检测成为划定行车限界的前

提与核心技术，也是当前智能铁路研究的热点问题。

随着计算机视觉技术的发展，轨道检测方法经历了

由传统图像处理向深度学习方法的演进。早期研究主要

依赖边缘检测、几何特征提取以及模型拟合等方法实现

轨道定位，例如 Wang 等利用 BM3D 去噪与 Zernike 矩

实现轨道边缘检测[2]。此外，Xu 等对基于深度学习的轨

道图像识别技术进行了系统总结，指出深度学习方法在

复杂场景中的优势[3]。传统图像处理范式通过边缘与直

线特征实现轨道线检测，其中陈明曦等[4] 以改进 Canny
算子自适应阈值搜索边缘提升精度，却易丢失边缘细节；

林向会[5] 以 Sobel 与 Canny 级联检测后利用霍夫变换与

最小二乘拟合直线轨道；赵鸿亮等[6] 以加权灰度化、高

斯滤波去噪，再经 Sobel 边缘提取并以三次函数拟合曲

线；盛峰等[7] 则基于视觉传感器，以帧间差分与灰度特

征场景识别后，采用自适应边缘检测提取轨道轮廓，并

结合滑动窗口与卡尔曼滤波完成精细分割。

除此之外，国内外研究者还系统性地提出了一类面
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向结构化道路的视觉检测范式，该类范式可细分为“基

于特征的识别”与“基于模板的识别”两大分支[8]。其中，

基于特征的识别策略核心在于充分利用轨道与枕木、道

砟在纹理、灰度、方向等属性上存在的固有差异，从而

实现轨道区域的可靠分割[9-10]；典型工作如居耀勇[11] 所

提出的“主方向迭代矫正”轨道检测算法，即通过持续估

计并修正轨道主走向信息来完成轨道线的精准提取。尽

管该方法在复杂背景下表现出较高的鲁棒性，但其迭代

优化过程涉及大量方向计算与矫正操作，当需要对视频

序列进行逐帧处理时，数据量与计算量均呈指数级增长，

严重制约了处理效率，导致系统难以满足实时性要求。

基于深度学习的轨道线检测算法普遍利用卷积神经

网络自动提取特征。Wang 等[12] 率先将铁路检测任务形

式化为语义分割问题，提出专门面向铁路场景的网络，

实现像素级轨道区域分割。刘力[13] 则提出 UNet 框架对

轨道像素类别进行预测，并沿横向维度提取轨道位置特

征，随后借助多项式函数对轨道走向进行拟合，完成轨

道线提取。王辉等[14] 进一步引入行锚框思想，将传统逐

像素分割改为逐网格预测，同时利用轨道连续性先验实

现限界区域智能识别。随着目标检测研究的深入，部分

学者尝试将通用目标检测框架迁移至轨道线检测任务[15]；

然而，该类方法采用矩形边界框对轨道进行定位，而轨

道线通常呈细长且可能弯曲的几何形态，矩形框难以紧

密贴合，导致检测精度受限。

相比之下，公路场景的车道线检测技术已相对成熟，

鉴于轨道线与车道线在几何形态上的相似性——均呈现

细长、连贯的线性结构，将成熟的公路检测方法迁移至

铁路场景具备可行性。当前车道线检测方法主要分为四

类：将车道线识别形式化为语义分割任务[13-14]；基于关

键点的方法将车道线上的像素视为离散关键点[15-16]；基

于参数曲线的方法通过回归多项式系数直接预测车道形

状[17-18]；基于锚的方法通过回归预设锚点的位置偏移来

刻画车道线形状。在四类方法中基于锚的方法精度最高，

可分为行锚与线锚两类。Ko 等[19] 提出一种基于关键点

估计与点实例分割的车道线检测方法，通过联合关键点

定位和点实例分割实现车道线实例的精确识别，有效提

升了复杂场景下车道线检测的准确性和鲁棒性。Wang
等[20] 提出了一种基于关键点的全局关联网络 (global
association network，GANet)，通过全局关联模块建立关

键点之间的空间关系，增强了车道线的连续性表达，提

高了遮挡、弯道等复杂场景下的检测性能。Tabelini 等[21]

提出 PolyLaneNet 模型，将车道线检测建模为多项式回

归问题，通过直接预测车道线多项式参数实现端到端检

测，在保证检测精度的同时兼顾了推理效率。LSTR[22]

利用 Transformer结构建模全局上下文信息；UFLD[23] 通

过行锚点分类策略实现实时车道线检测；Tabelini 等引

入注意力机制指导车道线检测，提高了复杂场景下的特

征提取能力[24]；Li 等提出基于行表示的轨道检测网络，

实现了高效的轨道线检测，并构建了新的轨道检测基准

数据集[25]。此外为兼顾检测精度与实时性，Hou 等提出

了基于自注意力蒸馏的轻量化车道线检测网络，有效提

升了轻量模型的检测性能[26]。Zheng 等提出跨层细化网

络 CLRNet，通过利用高层语义特征进行初始检测，并

结合低层细节特征对车道线位置进行逐层细化，同时引

入 ROIGather 模块增强全局上下文信息，从而显著提升

了车道线的定位精度和检测性能[27]。

随着计算机视觉技术的不断发展，目标检测算法在

各种应用中取得了显著进展。在轨道检测任务中，准确

识别轨道线及其他小目标对于智能铁路系统至关重要。

近期，栾庆磊等[28] 提出基于 YOLOv8 的检测方法在目

标检测领域取得了良好的成果，尤其是在红外道路目标

检测方面。付明雨等[29]YOLOv8 的轻量化改进使得轨道

小目标的异物检测成为可能，显著提升了检测精度。此

外，张进等[30] 提出了一种融合元素乘法和细节优化的道

路提取算法，表明通过细节优化和多尺度特征融合可以

有效提升道路检测的精度。Yu 等[31] 提出了基于动态锚

线的轨道检测网络 DALNet，通过动态建模轨道结构特

征提升了复杂场景下的轨道检测性能。然而，现有方法

在复杂场景中仍面临挑战，特别是对于弯曲轨道、交叉

轨道等结构的检测。

综合分析现有方法，轨道线检测仍面临诸多挑战：铁

路场景相比公路环境更为复杂，轨道线常分布于山区、林

地和隧道等自然环境，背景中存在大量与轨道颜色、纹理

相近的干扰信息；多条轨道密集排列容易产生遮挡；光照

条件变化剧烈且存在恶劣天气影响。现有方法在特征提取

能力、多尺度适应性、背景干扰抑制等方面存在不足。

针对上述问题，本文在 RailNet 框架基础上，提出

了一种融合多注意力机制的轨道线检测网络 (dilated and
masked attention network，DMA-Net)。主要创新包括：

1) 设计空洞多尺度融合模块 (dilated  multi-scale  fusion
module，DMSFM)，通过并行空洞卷积增强多尺度上下文

感知能力，使得模型能够同时应对不同尺度的目标，尤其

是轨道线的弯曲、交叉等复杂结构；2) 提出自适应多头

掩码注意力 (adaptive multi-head mask attention，AMMA)
机制，能够有效抑制背景干扰，使得模型能够在复杂

背景下保持高鲁棒性，并专注于轨道线区域；3) 引入
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无参数注意力模块 (simple attention module，SimAM) 与
DropBlock 正则化，增强了模型在恶劣环境下的鲁棒性，

使得模型能够适应不同光照、气候条件，减少过拟合，

提升对新场景的泛化能力。通过综合改进，本文方法在

复杂铁路场景下实现了更高精度的轨道线检测性能。

 2   本文算法

 2.1  系统整体框架

本文提出的轨道线检测方法基于行锚点检测框架，

其整体结构如图 1 所示。首先，输入图像经过改进的

ResNet18 主干网络提取多尺度特征；随后，利用空洞卷

积与多尺度融合模块 DMSFM 整合不同感受野信息，增

强特征的上下文表达能力。在此基础上，引入 AMMA，

通过可学习的二值掩码有效抑制背景区域的干扰，突出

轨道线的显著特征。同时，结合 SimAM 空间注意力机

制进一步提升像素级响应能力，并通过 DropBlock 正则

化减少过拟合风险。最后，经过分类预测层输出每行轨

道线的列坐标，结合多项式拟合恢复完整的轨道线。

 2.2  空洞卷积与多尺度融合模块 (DMSFM)

为了克服传统卷积在提取全局信息时感受野不足的

问题，同时避免单一空洞卷积产生的“栅格效应” (即感

知区域的不连续性)，本文设计了 DMSFM，其结构如

图 2 所示。该模块通过并行设置不同空洞率的卷积分支

来提取多尺度上下文特征，从而增强模型对不同尺度信

息的感知能力。

空洞卷积 (Dilated convolution) 的原理：空洞卷积是

通过在卷积核中的元素间插入间隔 (空洞) 来增加感受野

的大小，而无需增加额外的参数或计算量。在标准卷积

中，卷积核的元素是连续的，而在空洞卷积中，元素之

间通过空洞进行分隔，从而能够在每次卷积操作中访问

到更大的区域。

空洞卷积的一个重要特点是通过调整空洞率 (dilation

rate) 来扩展感受野。较小的空洞率 (1、2) 通常用于捕捉

局部特征，而较大的空洞率 (4) 能够捕捉到远距离的上

下文信息。因此，通过使用多个不同空洞率的卷积分支，

DMSFM 能够同时提取局部细节与全局信息，从而提升

特征的多尺度表达能力。

设输入特征图为 F，空洞率分别为 r1, r2, r3，则每个

空洞率对应一个独立的卷积分支:

Fi =Convd=ri
(F), i = 1,2,3 . (1)

具体来说，小的空洞率能够捕捉局部细节信息，而

大的空洞率则能提取更远距离的上下文信息。通过这种

方式，空洞卷积可以同时在局部和全局范围内提取特征。

多尺度特征融合：为了进一步增强对多尺度上下文

的表达能力，DMSFM 采用了并行多个不同空洞率的卷

积分支。每个分支通过不同空洞率的卷积操作提取不同

尺度的特征信息。设每个分支的输出为 Fout，则最终的

输出通过加权融合的方式得到：

Fout =

3∑
i=1

wi ·Fi , (2)

wi其中： 为可学习权重。该模块能够自适应选择合适的

感受野，兼顾局部与全局信息，提高轨道线特征的完整

性与鲁棒性。这种融合机制能够根据输入数据的具体情

况，自适应地选择合适的感受野，从而有效地同时处理

局部和全局信息。

多尺度上下文特征的提取：通过并行设置多个空洞

率的卷积分支，DMSFM 模块可以同时从多个尺度提取

上下文信息，从而有效增强轨道线检测模型的鲁棒性。

局部特征由小空洞率的卷积负责捕获，而较大的空洞率

则有助于捕捉更长程的上下文信息。这种多尺度特征融

合机制能够在保证计算效率的同时，显著提升对弯曲轨

道、交叉轨道等复杂场景中轨道线特征的表达能力。

通过这种设计，DMSFM 模块能够自适应地选择最

合适的感受野，在不增加大量计算复杂度的前提下，有

效地增强模型对不同尺度轨道线特征的感知与识别能力。
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图 1  DMA-Net 整体架构图

Fig. 1  Overall architecture of DMA-Net
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 2.3  自适应多头掩码注意力机制 (AMMA)

在复杂铁路场景中，轨道线常与背景中的道砟、枕

木及植被等纹理特征相似，传统注意力机制在对全局特

征加权时，容易将冗余区域与轨道线一并突出，从而导

致误检。为此，本文提出自适应多头掩码注意力机制

AMMA，其整体结构如图 3 所示，包含核心注意力计算

单元和注意力输出与特征重构单元两个主要部分。与传

统注意力相比，AMMA 机制的作用有以下几个方面。

1) 区域抑制性：AMMA 通过引入可学习的掩码，

对输入特征进行调整，从而动态抑制非目标区域 (如道

砟、植被等) 对模型的干扰。该机制通过掩码的学习，

使得模型能够自动识别并忽略与轨道线不相关的区域，

减少背景干扰的影响。

2) 自适应性：AMMA 中的掩码权重是通过训练自

适应学习的，可以根据不同场景的复杂度动态调整。尤

其在背景纹理复杂、轨道线与背景高度相似的情况下，

AMMA 能够有效聚焦轨道线的关键信息。

3) 轻量化：AMMA 机制相比传统注意力机制具有

较低的计算开销，尽管保留了多头注意力的建模能力，

但通过掩码机制大幅减少无关区域的计算，从而保持了

较高的计算效率。

 2.3.1  核心注意力计算单元

核心注意力计算单元负责对输入特征进行多头自注

意力计算，流程如下。

1) 输入特征投影：将输入特征分别通过线性投影层

得到查询 (Q)、键 (K) 和值 (V) 矩阵。

2) 多头重组：将 Q，K，V按头数进行切分与重组，

以便并行计算多个子空间的注意力，多头机制允许模型

在不同的子空间中并行地关注来自不同表示子空间的

信息。

3) 注意力得分计算：计算缩放点积注意力得分，公

式为

Attention(Q,K,V) = So f tmax
(

QKT

√
dk

)
V , (3)
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图 2  DMSFM 模块结构

Fig. 2  Architecture of the DMSFM module

曹启平, 等. 光电工程, 2026, 53(6): 250315 https://doi.org/10.12086/oee.2026.250315

250315 (Page 4 of 15)

https://doi.org/10.12086/oee.2026.250315


dk KT

√
dk

dk

其中： 为键向量的维度，Q， 计算了所有位置之间

的相似度，形成一个注意力图。缩放因子 用于防止

在维度 较高时点积结果过大，导致 Softmax 函数梯度

消失。Softmax 函数将相似度归一化为概率分布，代表

了其他所有位置对当前位置的“重要程度”。最后与 V

加权求和，实现根据全局上下文信息对每个位置的特征

进行增强。

4) 掩码调节：在注意力得分上施加可学习的掩码，

以自适应地增强或抑制不同位置之间的关联强度，提升

模型对局部结构的感知能力。

这是 AMMA 模块的核心创新之一。在复杂的铁路

场景中，背景 (如道砟、植被) 与前景 (轨道) 特征相似，

传统的注意力机制会不加区分地赋予高响应。可学习掩

码的作用是自适应地调节注意力。

 2.3.2  注意力输出与特征重构单元

该单元负责将注意力输出重新整合为空间特征图，

并进行后续处理。

1) 头拼接与线性投影：将多个注意力头的输出拼接

后通过线性投影层融合信息，将多个注意力头捕捉到的

不同子空间的表征信息进行集成。线性投影层负责将这

些信息融合，并压缩到合适的维度，为后续处理做准备。

2) 残差连接与层归一化：将投影结果与输入特征进

行残差连接，并通过层归一化稳定训练过程，遵循

ResNet 的思想，有效地缓解了深层网络中的梯度消失问

题，确保了训练过程的稳定性。

3) 空间重塑：将序列形式的特征重新还原为空间维

度，恢复特征图结构，便于进行自注意力计算的序列

数据，转换回卷积神经网络擅长处理的空间网格数据，

为后续可能存在的卷积操作以及最终的特征图输出做好

准备。

4) 后处理残差块：使用包含卷积、激活函数的残差

块进一步提炼特征，增强局部建模能力，注意力机制是

全局的、内容相关的，但对局部细节的建模能力可能弱

于卷积。此残差块作为一个强大的局部特征提炼器，对

全局增强后的特征进行进一步的局部优化和非线性变换，

增强模型的表示能力，并确保输出特征在局部空间上是

平滑和连贯的。

5) 全局平均池化与位置编码：在部分分支中引入全

局平均池化获取全局上下文，并通过位置编码保留空间

位置信息。由于自注意力机制本身是置换不变的，它无
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图 3  AMMA 模块结构图

Fig. 3  Architecture of the AMMA module

曹启平, 等. 光电工程, 2026, 53(6): 250315 https://doi.org/10.12086/oee.2026.250315

250315 (Page 5 of 15)

https://doi.org/10.12086/oee.2026.250315


法感知特征在空间中的绝对或相对位置。加入位置编码

后，模型能够利用轨道的空间连续性和几何结构这一重

要先验知识，对于生成连贯、平滑的轨道线至关重要。

 2.4  SimAM 空间注意力机制

引入 SimAM 空间注意力模块，用于增强像素级特

征响应，提升模型对关键区域轨道线像素的关注能力。

SimAM 模块基于神经元能量模型构建注意力图，其核

心思想是通过计算每个空间位置的激活值与当前通道的

均值之间的偏离程度，再加上其自身的平方项，来衡量

该像素的重要性。这种方式能够帮助模型聚焦于关键区

域并抑制背景噪声。SimAM 的作用如下。

1) 提升像素级响应能力：SimAM 模块计算每个空

间位置的激活值与该通道均值的偏差，并结合偏差的平

方来生成注意力权重。该方式使得模型能够更加关注轨

道区域的特征，从而提高特征响应能力。

2) 增强特征判别力：通过这种方式，SimAM 能够

提升模型对轨道线像素的关注，使其在复杂背景下，尤

其是背景和轨道线特征相似的情况下，具备更强的判别

能力。

3) 无参数设计：SimAM 不需要额外的学习参数，

其计算依赖于输入特征的激活值与均值的简单运算，减

少了额外的计算开销。这使得 SimAM 在实时应用中非

常有效，尤其适合要求较高实时性的轨道检测任务。

所述 SimAM 空间注意力模块基于以下能量函数生

成像素级注意力权重：

E(x) =
(x−µ)2

σ2−ε +λx2 , (4)

σ2

式中：x表示单个像素位置的激活值；μ表示通道内特

征的均值； 表示通道内特征的方差；ε表示用于防止

分母为零的稳定性常数；λ表示调控注意力幅度的权重

项。该能量函数通过计算每个像素与通道均值的偏离程

度，结合方差信息，来衡量像素的重要性，从而生成注

意力图。SimAM 使得模型在进行特征选择时更加精确

地聚焦于轨道线区域，提升了轨道线的检测能力和模型

的整体鲁棒性。

 2.5  DropBlock 正则化模块

为缓解模型过拟合，提升在遮挡等复杂场景下的鲁

棒性，本文在网络深层引入 DropBlock 正则化模块。该

模块并非随机丢弃单个神经元，而是随机丢弃连续的区

域块 (block)，其数学表达为

Mi j ∼ Bernoulli(p) , (5)

其中：p为丢弃概率，生成了一个二值掩码后，通过最

大池化操作扩散丢弃区域：

Mdrop =MaxPool2d(M,kernel_size = b,

stride = 1, padding = b//2) . (6)

最终输出特征为

Y = X⊙Mdrop . (7)

Mdrop其中：X表示输入到 DropBlock 模块的特征图， 为

经过随机采样及块扩散操作得到的二值掩码矩阵，⊙ 表
示逐元素乘法运算。通过将输入特征图与掩码矩阵相乘，

可随机屏蔽连续区域的特征响应，从而降低特征间的共

适应性并提升模型的泛化能力。

训练中，丢弃概率 p从 0.05 线性递增至 0.2，块大

小 b设置为 5，从而随训练进程逐步增强正则化强度。

 3   实验结果与分析

 3.1  实验数据集

本文使用的是 Rail-DB 数据集，Rail-DB 是一个专

门为铁路轨道线检测任务设计的高质量数据集，它包含

多样化的场景和精确的标注，适用于评估和训练深度学

习模型。Rail-DB 数据集由 7432 对图像及其对应的标注

组成，如图 4 所示，这些图像覆盖了多种不同的环境条

件，包括不同的光照 (如晴天、雨天、夜晚)、道路结构

(如直线、曲线、交叉道口) 和视角 (如近景、远景)。这

样的设计确保了数据集能够全面地覆盖铁路轨道可能出

现的各种情况，从而提高模型的泛化能力。为了评估模

型的性能，将 7432 对图像随机划分为训练集、验证集，

比例分别为 80% 和 20%。这种划分方式确保了模型在

看不见的数据上也能表现出良好的泛化能力。

通过使用 Rail-DB 数据集，可以全面评估所提出的

轨道线检测方法在不同场景下的性能，包括其准确性、

鲁棒性和泛化能力。

 3.2  实验环境及参数配置

本研究的实验环境是 Ubuntu 20.04 操作系统，搭载

NVIDIA RTX 3090，30GB RAM，  以及 Intel  (R)  Xeon
(R) CPU E5-2680 v4 @ 2.40GHz * 7 核 CPU。本研究是

在 Python 3.8 运行环境中实现的，使用 Pytorch 1.12.1 深
度学习框架，CUDA 11.3 加速库。为了增强模型泛化能
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力，采用随机水平翻转和随机仿射变换 (旋转、平移、

缩放) 等方式进行数据增强。采样点数设置为 52，每张

图像中可识别轨道线数量最大为 4。采用 AdamW 优化

器，初始学习率设置为 4×10−4，并采用余弦退火策略衰

减。训练轮次为 100，批次大小为 32。

 3.3  评价指标

本文选用准确率 (Acc) 与 F1 分数作为评估指标。

准确率的计算公式如下：

Acc =

∑
clip

Cclip∑
clip

Sclip

, (8)

Cclip Sclip其中： 表示图像中正确预测的轨道点数量， 表示

图像中所有真实轨道点的总数。如果真实值与预测值之

间的差异宽度小于阈值，则认为预测点是正确的。默认

将 Rail-DB 的阈值设置为 6 pixel。此外，还采用 F1 分数

进行综合评价。通过统计真阳性 (TP)、假阳性 (FP) 和
假阴性 (FN) 的数量，分别计算精确率 (Precision) 和召回

率 (Recall)，进而得到 F1 分数，其计算公式如下：

F1 =
2×Pprecision×RRecall

Pprecision+RRecall
, (9)

Pprecision =
T P

T P+FP
, (10)

RRecall =
T P

T P+FN
. (11)

F1 分数是精确率 Precision 和召回率 Recall 的调和

平均数，能够综合反映模型的性能。除上述指标外，本

文还比较了模型的推理速度，以每秒检测帧数 (frames
per second, FPS) 表示。

 3.4  对比实验

 3.4.1  对比方法介绍

为便于理解表 1 中各基线方法的差异，现对其核心
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图 4  数据集类型及其数量

Fig. 4  Dataset category statistics

 

表 1　对比试验结果

Table 1　Results of comparison experiments

Method Backbone Acc/% F1/% FPS GFLOPS

UFLD[23] 18 84.57 83.65 272 9.60
UFLD 34 84.82 85.55 160 16.32

LaneATT[24] 18 86.32 85.44 240 10.88

LaneATT[24] 34 86.61 86.03 153 17.07

ClrNet[27] 18 87.80 87.04 200 13.05

ClrNet[27] 34 88.04 88.64 151 17.30

DALNet[30] 18 93.26 93.41 255 9.75

DALNet[31] 34 93.64 93.90 160 16.58

Rail-Net[25] 18 92.80 92.20 310 8.42

Rail-Net[25] 34 93.13 92.55 165 15.82
DMA-Net (Ours) 18 94.53 94.88 268 9.80

DMA-Net (Ours) 34 94.32 94.61 155 17.38
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思想进行简要说明。

1) UFLD：典型行锚 (row-anchor) 范式，将车道/轨
道线检测转化为按行进行的离散位置分类问题，依赖全

局特征对每一行的列坐标进行选择，速度快但在强遮挡

与远距离细节上容易受限。

2) LaneATT：典型线锚 (line-anchor) 范式，将检测

转化为对预设锚线的回归，并用注意力机制聚合与锚线

相关的全局上下文，提高线状结构在复杂场景下的可

分性。

3) CLRNet：通过跨层特征交互与逐级细化策略，

对初始预测进行多阶段几何修正，改善细长目标的定

位精度，但在强干扰遮挡场景下仍可能出现局部断裂/
偏移。

4) DALNet：提出动态锚线 (dynamic anchor line) 建
模，通过起始点热力图与方向/斜率估计生成与轨道实例

更贴合的锚线表示，并引入多尺度上下文增强远距离轨

道一致性；在人员穿行等局部强遮挡下，动态锚线的局

部证据不足时可能出现漏检或中断风险。

5) Rail-Net：面向铁路场景的行锚式轨道检测基线，

利用行级结构化先验生成轨道候选并进行位置细化，整

体效率高，但在复杂干扰与长程几何连续性建模上仍有

提升空间。

综上，表 1 覆盖了行锚、线锚、跨层细化与动态锚

线等代表性范式，可较全面地反映本文方法在不同主流

建模思路下的相对优势与代价。

 3.4.2  对比实验结果分析

为了评估所提 DMA-Net 模型的有效性，本文在铁

路轨道数据集上将其与多种主流方法进行了对比实验。

对比方法覆盖了典型的锚点/锚线范式：包括基于行锚

的 UFLD 与 Rail-Net，基于线锚的 LaneATT 与 ClrNet；
进一步加入了基于动态锚线思想的 DALNet (dynamic
anchor line) 作为最新对比方法。所有方法在相同评价协

议下进行对比，分别在 ResNet18 与 ResNet34 主干网络

配置上测试，结果如表 1 所示。

从表 1 可以看出，DMA-Net 在两种主干网络配

置下均取得了最优或接近最优的综合表现。其中，

DMA-Net  (ResNet18) 的准确率达到 94.53%，F1 分数

达到 94.88%，在所有对比方法中均为最高；DMA-
Net  (ResNet34)  的准确率与  F1 分数分别为  94.32% 和

94.61%，同样保持在较高水平。与原始 Rail-Net  相
比，DMA-Net 在精度上提升显著：以 ResNet18 为例，

Rail-Net  (ResNet18) 的 Acc 为 92.80%、 F1 为 92.20%，

而 DMA-Net (ResNet18) 分别提升至 94.53% 与 94.88%，

对应带来 1.73% (pp) 的 Acc 增益与 2.68 pp 的 F1 增益，

说明本文所提出的多尺度融合与注意力增强策略能够有

效提升轨道线特征表达与整体检测性能。

在计算复杂度方面，DMA-Net (ResNet18) 的推理计

算量为 9.80 GFLOPs/帧，相较 Rail-Net (ResNet18) 的 8.42
GFLOPs/帧仅增加 1.38 GFLOPs/帧 (约 16.4%)。对应地，

推理速度由 Rail-Net (ResNet18) 的 310 f/s 降至 268 f/s，
属于以小幅计算开销换取显著精度增益的改进模式。总

体来看，DMA-Net 在精度、速度与复杂度之间实现了

更优折中，综合性能优于其他对比方法。

进一步与 UFLD、LaneATT、ClrNet  等方法比较

可见，DMA-Net 在检测准确率与 F1 分数上均表现出

明显优势，同时计算开销仍处于合理范围内。具体而

言，UFLD (ResNet18/34) 的计算量为 9.60/16.32 GFLOPs/
帧，LaneATT (ResNet18/34) 为 10.88/17.07 GFLOPs/帧，

ClrNet (ResNet18/34) 为 13.05/17.30 GFLOPs/帧。可以看

到，DMA-Net (ResNet18) 在获得更高精度的同时，其计

算复杂度并未显著高于同类 ResNet18 配置方法，且相

比 ClrNet-18 仍具有更低的 GFLOPs，体现了较好的效

率优势。

值得注意的是，作为最新引入的对比方法，DALNet
在表 1 中同样展示了较强竞争力：DALNet (ResNet18)
的 Acc 与 F1 分别达到 93.26 % 与 93.41 %，同时保持

255 f/s 的实时推理速度，并具有 9.75 GFLOPs/帧的较低

计算复杂度。相比之下，DMA-Net (ResNet18) 在计算量

基本相当 (9.80 vs. 9.75 GFLOPs/帧) 的前提下，进一步

将 Acc 与 F1 分别提升至 94.53% 与 94.88%，说明本文

提出的 DMSFM 多尺度上下文融合与 AMMA/SimAM 注
意力增强机制能够在保证效率的同时，进一步强化轨道

区域的判别特征表达，从而取得更优的检测精度。

此外，从不同主干网络版本的对比可见，ResNet18
配置在本任务中表现更优：DMA-Net (ResNet18) 不仅取

得最高的 Acc  与  F1，同时在推理速度  (268  f/s ) 与计

算复杂度 (9.80 GFLOPs/帧) 之间保持了更均衡的折中；

相较之下，DMA-Net  (ResNet34)  的计算量增至 17.38
GFLOPs/帧、速度降至 155 f/s，但精度与 F1 反而略低。

这一现象可能与数据规模及噪声扰动下的泛化有关：更

深的网络在有限数据条件下更易过拟合，且在复杂纹理

或遮挡场景中可能削弱对轨道边缘等低层细节的保留，

从而对空间定位精度产生影响；而 ResNet18 更利于保

持局部纹理与边缘信息，因而在该轨道线检测任务中获
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得更稳定的综合性能。

综上，DMA-Net (ResNet18) 以 9.80 GFLOPs/帧的适

中计算复杂度实现了最高检测精度，并在精度与实时性

之间达到良好平衡，能够有效满足实际铁路场景下的在

线检测需求。

对比实验的可视化结果 (图 5) 清晰地展示了各方法

的性能差异。现有主流方法在复杂铁路场景下面临诸多

挑战：ClrNet 在多轨道及人员干扰下拟合效果较差，难

以正确检测轨道；UFLD 存在显著的漏检问题，无法完

整检测所有轨道；LaneATT 虽在直线检测上表现良好，

但对曲线轨道的拟合精度不足，且时有漏检；Rail-Net
虽整体性能更优，但在处理远距离弯曲轨道时仍不够准

确。此处未加入 DALNet 的可视化对比图是因为在一般

直线/常规弯道以及部分复杂背景场景中能够获得与本文

方法相近的检测效果，但对于存在明显人员遮挡或人员

穿行等强干扰情况，局部轨道线段更易出现漏检或断裂，

表现出一定的不稳定性。

相较之下，本文提出的 DMA-Net 模型展现出全面

而鲁棒的检测性能，这在复杂场景中体现得尤为明显。

在图 5 所示的复杂道砟与植被干扰场景中，DMA-Net
成功实现了对多组轨道的精确区分，有效抑制了背景干

扰。其显著优势在于对远距离弯轨的精准处理，这得益

于 DMSFM 模块对长程上下文信息的捕获能力，使得模

型在准确检测近处轨道的同时，能输出更平滑、连续的

远方弯曲轨道。

此外，该模型在极具挑战性的道岔区段及人员干扰

下，仍能准确识别并分离交叉轨道线。即使在雨、多轨

道、人员干扰等恶劣天气条件下，通过 AMMA 机制 对
背景噪声的有效抑制，模型依然保持了稳定的检测能力。

这些结果综合表明，DMA-Net 不仅相较基线模型在指

标上提升了 1.73 pp，更在视觉结果上展现出更优异的泛

化性和鲁棒性，为复杂铁路环境下的安全监控提供了更

可靠的解决方案。

可视化实验结果充分表明，本文提出的模型在不同

工况下均能保持可靠的轨道检测性能，具有良好的环境

适应性、抗干扰能力和鲁棒性。

 3.5  消融实验

为验证本文所提出的模型中每个部分的有效性，本

研究以 ResNet18 为主干网络开展消融实验，结果如表 2
所示。以基准模型 (第一行 ) 为起点，通过逐次引入

DMSFM、AMMA 机制和 SimAM，系统验证了各组件

 

DMA-Net Rail-Net UFLD  Clr-Net LaneATT

图 5  可视化结果对比

Fig. 5  Comparison of visualization results
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对模型性能的贡献。

单模块有效性验证 (表 2 第 2~4 行) 显示：

1) 引入 DMSFM 后，Acc 由 92.80% 提升至 93.32%，

F1 分数由 92.20% 提升至 93.45%。与此同时，模型推理

速度从 310  f/s 降至 280  f/s，对应计算复杂度由 8.42
GFlops/帧增至约 9.06 GFlops/帧。这说明 DMSFM 能够

在较小复杂度增量下有效聚合多尺度特征信息，增强模

型对不同尺度轨道结构的表征能力。

2) 加入 AMMA 模块后，Acc 提升至 93.63%，F1 达

到 93.82%，推理速度为 285 f/s，对应计算复杂度约 8.95
GFlops/帧。该结果验证了 AMMA 通过可学习掩码机制

抑制背景干扰、突出轨道关键区域的有效性，并保持了

适中的计算开销。

3) 使用 SimAM 注意力模块时，Acc 提升至 93.18%，

F1 达到 93.31%，推理速度仍可达 300 f/s，计算复杂度

仅约 8.63 GFlops/帧。这表明无参注意力机制能够以较

低计算成本提升特征判别力，在效率约束下具有较高的

实用价值。

表 2 第 5~7 行进一步展示了模块组合引入后的效果。

DMSFM 与 AMMA 组合 (第 5 行) 使 Acc 提升至 94.05%，

F1 达到 94.13%，推理速度为 273  f/s，计算复杂度约

9.59 GFlops/帧，表明多尺度特征融合与掩码注意力具

有明显协同效应。相比之下，DMSFM+SimAM (第 6
行) 在 278  FPS 下取得 93.82%/93.95% 的  Acc/F1 (9.27
GFlops/帧)，AMMA+SimAM (第 7 行) 在 281 FPS 下取得

93.57%/93.62% (9.17 GFlops/帧)，两者虽均有提升，但增

益弱于 DMSFM+AMMA 组合。

当三者同时引入 (表 2 第 8 行) 时模型达到最佳：

Acc 94.53%，F1 94.88%，较基准分别提升约 1.7 pp。此

时速度由 310 f/s 降至 268 f/s，但计算复杂度仅增至 9.80
GFlops/帧 (相对基准增加 1.38 GFlops/帧)，说明在可控

开销下实现了显著精度提升，仍满足实时检测需求。综

上，三模块分别有效且具备协同增益，使 DMA-Net 在
精度与效率间取得更优平衡。

 3.6  可视化分析

如图 6 所示是 DMA-Net 模型在铁路轨道检测数据

集上不同场景的可视化检测结果。在图 6(a) 所示的轨道

交叉场景中，模型成功实现了多组交叉轨道的可靠检测，

但在轨道线条密集交织的边缘区域仍存在少量漏检现象。

针对铁路场景中具有挑战性的人员干扰区段 (图 6(b))，
即使有人员闯入造成轨道局部区域遮挡，模型能够准确

识别大多数有效轨道线，仅出现个别漏检情况。值得注

意的是，在极端光照条件下 (图 6(c))，面对曝光突变造

成的图像亮度不均，DMA-Net 仍保持稳定的轨道线检

测能力。此外，模型在恶劣天气条件下也表现出优异的

鲁棒性。图 6(d) 展示了雨天环境下的检测结果，图 6(e)
验证了雾天场景下的检测性能，尤为关键的是，图 6(f)
中前两张自主采集图片与后三张 RailSem19 数据集图片

的组合，充分验证了 DMA-Net 模型在“常规采集-恶劣

环境”跨场景下的适应性与鲁棒性：实验所用前两张图

片由 6400 万像素摄像头实景采集 (非标准数据集范畴)，
采集后统一降采样至 1280 pixel×720 pixel 分辨率，以此

模拟实际部署中对摄像头像素规格无严苛限制的场景；

后三张则直接选取 RailSem19 数据集 (非实验数据集) 中
真实雨、雾、积雪情况下的轨道素材，其自带的环境退

化成像效果，可直接复现恶劣天气下的实际成像状态，

无需额外叠加画质劣化处理。实验结果显示，无论是在

自拍的降分辨率图像中，还是在 RailSem19 的真实雨雾/
积雪图像里，DMA-Net 均能实现轨道线条的精准识别；

仅在 RailSem19 雾天样本中浓度最高、细节丢失最严重

的局部区域，出现极个别漏检情况。这一结果充分证明，

 

表 2　消融实验对比结果

Table 2　Results of ablation experiments

DMSFM AMMA SimAM Acc/% F1/% FPS GFlops

92.80 92.20 310 8.42

√ 93.32 93.45 280 9.06

√ 93.63 93.82 285 8.95

√ 93.18 93.31 300 8.63

√ √ 94.05 94.13 273 9.59

√ √ 93.82 93.95 278 9.27

√ √ 93.57 93.62 281 9.17

√ √ √ 94.53 94.88 268 9.80
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DMA-Net 对采集设备的像素规格具有较强包容性 (高像

素原图降分辨率后仍可有效检测)，同时对真实恶劣天气

导致的图像质量退化具备较高容忍度，能够在跨场景条

件下维持稳定的轨道检测性能。

综上，通过不同环境可视化结果表明，DMA-Net

模型在标准数据集场景、非标准自拍采集场景下均能保

持可靠的轨道检测性能，对摄像头像素规格、图像分辨

率及恶劣环境下的画质劣化均具备良好适应性，鲁棒性

显著。

 4   结　论

本文针对复杂铁路场景下轨道检测任务所面临的背

景干扰强、轨道遮挡、弯曲轨道拟合难等挑战，提出了

一种新颖的轨道检测网络 DMA-Net，主要工作和结论

如下：

 

Track crossing

Human interference

Overexposure condit ion

Rainy condit ion

Foggy condit ion

Unseen environment

a

b

c

d

e

f

图 6  不同环境可视化结果。(a) 轨道交叉场景；(b) 人员干扰场景；(c) 强曝光场景；(d) 雨天场景；

(e) 雾天场景；(f) 非数据集场景

Fig. 6  Visualization results in different scenarios. (a) Track crossing scenario; (b) Human interference scenario; (c) Overexposure condition;
(d) Rainy condition; (e) Foggy condition; (f) Non-dataset scenarios
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1) 提出了动态多尺度融合模块 DMSFM。该模块通

过自适应权重分配机制，有效聚合了不同尺度的轨道特

征，增强了模型对远近、粗细等不同尺度轨道结构的统

一表征能力，为后续的精准检测奠定了坚实的基础。

2) 设计了自适应多头掩码注意力机制 AMMA。该

机制通过引入可学习的掩码，使模型能够自主抑制道砟、

植被等背景噪声的干扰，并聚焦于轨道关键区域，显著

提升了模型在复杂纹理背景下的特征判别力和鲁棒性。

3) 构建了完整的 DMA-Net 检测模型。通过系统性

地集成 DMSFM、AMMA 以及 SimAM 等组件，形成了

一个优势互补的解决方案。在 Rail-DB 铁路轨道检测

数据集上的综合实验表明，本文方法在检测精度 (Acc
和 F1 分数 ) 上显著优于 Rail-Net、UFLD、LaneATT、
CLRNet 等主流方法，同时保持了良好的实时性，在精

度与速度之间实现了最佳平衡。

4) 通过充分的实验验证了模型的有效性。系统的消

融实验证实了每个核心模块均为模型性能带来稳定提升；

与先进方法的对比实验则证明了 DMA-Net 的综合优势；

可视化结果进一步表明，该方法在各种复杂工况 (如道

岔、恶劣天气、背景干扰) 下均能实现稳定、平滑且准

确的轨道检测，展现出优异的实用价值和泛化能力。

尽管 DMA-Net 在复杂铁路场景下表现出了出色的

检测性能和鲁棒性，但该方法也存在一些局限性。

1) 对极端环境的适应性：虽然 DMA-Net 在多种复

杂场景中表现良好，但在一些极端恶劣天气条件下 (如
曝光、大雾等) 或极度复杂的背景环境中，仍可能出现

少量漏检或误检现象。这是因为模型在处理非常复杂的

视觉特征时，可能受到背景噪声、低光照或极端天气条

件下图像质量退化的影响。

2) 计算复杂度与实时性：虽然 DMA-Net 在精度和

实时性之间达到了较好的平衡，但其计算复杂度仍然较

高，尤其是在使用深层网络 (如 ResNet34) 时，推理速

度有所下降。尽管该方法能够适应实时轨道线检测任务，

但在低计算资源环境下，可能需要进一步优化以实现更

高效的推理速度。

3) 对极度遮挡的处理能力：在存在较大遮挡或轨道

线部分消失的情况下，DMA-Net 可能无法完全恢复完

整的轨道线结构。虽然通过多尺度和注意力机制对遮挡

有一定的抑制作用，但仍然有提升空间，特别是在复杂

场景下轨道线严重遮挡的情况下。

综上所述，DMA-Net 有效解决了复杂铁路场景下

的轨道检测难题，为铁路系统的智能化运维提供了一种

高精度、高效率的技术手段，且在多种复杂场景下均能

稳定检测轨道线，具有优异的鲁棒性，为铁路智能化安

全防护提供实时、高精度的轨道线检测方案，以满足实

际应用的需求。未来的研究将着重于提升模型在极端环

境下的适应性、降低计算复杂度以及增强对遮挡和噪声

的鲁棒性。
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Abstract

Objective Accurate  railway  track  detection  is  a  critical  component  of  intelligent  railway  safety  systems,  including  obstacle  intrusion
warning, autonomous train navigation, and infrastructure monitoring. Reliable detection improves operational safety and enables real-time
decision-making  in  complex  railway  environments.  However,  railway  track  detection  remains  challenging  due  to  various  environmental
and  structural  factors.  Railway  tracks  are  often  affected  by  strong  background  interference  caused  by  ballast,  vegetation,  shadows,  and
surrounding  infrastructure.  These  background  elements  share  similar  visual  characteristics  with  track  structures,  which  reduces  feature
discriminability.  In  addition,  railway  tracks  exhibit  significant  scale  variation  across  image  regions,  ranging  from  large,  clearly  visible
structures in near-view areas to thin and indistinct structures in distant regions. This variation requires the model to maintain strong multi-
scale feature representation capability. Furthermore, railway scenes frequently contain complex geometric configurations, such as curved
tracks, intersections, and switches, which require the model to capture long-range spatial dependencies and preserve structural continuity.
Existing  deep  learning-based  methods,  particularly  those  derived  from  lane  detection  frameworks,  improve  detection  performance  by
leveraging  convolutional  neural  networks  and  structured  prediction  strategies.  However,  these  methods  often  suffer  from  insufficient
receptive  fields,  limited  multi-scale  context  modeling  capability,  and  weak  suppression  of  background  interference.  These  limitations
reduce  detection  accuracy  and  robustness  in  challenging  railway  scenarios.  Therefore,  developing  an  efficient  and  robust  railway  track
detection  method  capable  of  enhancing  multi-scale  feature  representation  and  suppressing  background  interference  is  essential  for
improving intelligent railway safety systems.

Methods A  railway  track  detection  network  named  dilated  and  masked  attention  network  (DMA-Net)  was  developed  to  address  these
challenges. The proposed method was built upon a row-based anchor framework, which efficiently localizes horizontal track positions and
preserves structural  consistency.  Several  key modules were introduced to improve feature representation and discrimination capability.A
dilated multi-scale fusion module (DMSFM) was designed to enhance multi-scale feature extraction. This module employed parallel dilated
convolutions  with  different  dilation rates  to  capture  contextual  information at  multiple  spatial  scales.  Dilated convolutions  expanded the
receptive  field  without  reducing  spatial  resolution  or  increasing  computational  complexity.  The  parallel  structure  enabled  effective
aggregation of both local structural features and global contextual information, improving representation of curved, distant, and intersecting
tracks.An  adaptive  multi-head  masked  attention  (AMMA)  mechanism was  introduced  to  suppress  background  interference  and  enhance
track-related  feature  representation.  This  module  applied  a  learnable  mask  to  the  attention  map,  which  selectively  suppressed  irrelevant
background regions and emphasized important  track areas.  The multi-head attention structure enabled the model  to learn diverse feature
relationships  and  improve  discrimination  capability  in  complex  environments.In  addition,  the  SimAM  attention  module  and  DropBlock
regularization  were  incorporated  to  further  improve  feature  quality  and  model  robustness.  SimAM enhanced  feature  discriminability  by
evaluating  neuron  importance  without  introducing  additional  parameters.  DropBlock  improved  generalization  capability  by  randomly
suppressing  contiguous  feature  regions  during  training.  These  modules  improved  robustness  while  maintaining  a  lightweight  network
structure.

Results and Discussions Experiments were conducted on the public Rail-DB benchmark dataset to evaluate the effectiveness of DMA-
Net. The proposed method achieved a detection accuracy of 94.53%, which exceeded the original baseline rail detection method by 1.73%.
Compared with other  mainstream railway track detection methods,  DMA-Net improved accuracy by an average of  8.07%.  These results
demonstrate  the  effectiveness  of  the  proposed  multi-scale  fusion  and  masked  attention  mechanisms.The  DMSFM  module  significantly
improved the model’s ability to capture track features at different spatial scales. The enlarged receptive field enabled better representation
of long-range contextual information, which improved detection performance in distant and curved track regions. The AMMA mechanism
effectively suppressed background interference and enhanced attention to track-related features, which improved discrimination capability
in  complex  environments  containing  ballast,  vegetation,  and  structural  interference.Visual  analysis  further  demonstrated  that  DMA-Net
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produced smoother and more continuous detection results compared with existing methods. Performance improvements were particularly
evident  in challenging scenarios such as nighttime conditions,  occlusion,  and complex track intersections.  These results  confirm that  the
proposed modules  effectively  improve feature  representation  and detection  robustness.  DMA-Net  maintained a  lightweight  design while
achieving  high  detection  accuracy.  The  proposed  network  achieved  a  processing  speed  of  268  f/s,  which  satisfies  real-time  processing
requirements.  The  efficient  architecture  and  lightweight  attention  mechanisms  enable  practical  deployment  in  real-world  railway  safety
systems.

Conclusions DMA-Net  provides  an  effective  and  robust  solution  for  railway  track  detection  in  complex  environments.  The  DMSFM
module  enhances  multi-scale  feature  representation  and  enlarges  the  receptive  field,  improving  the  model’s  ability  to  capture  track
geometry  across  different  spatial  scales.  The  AMMA  mechanism  improves  discrimination  capability  by  suppressing  background
interference  and emphasizing  track-related  features.  The  integration  of  SimAM attention  and DropBlock regularization  further  improves
robustness  while  maintaining  computational  efficiency.  Experimental  results  demonstrate  that  DMA-Net  achieves  superior  detection
accuracy,  robustness,  and  real-time  performance  compared  with  existing  methods.  The  proposed  network  provides  a  reliable  technical
solution for intelligent railway monitoring, autonomous train navigation, and railway safety applications.

Keywords： rail track detection; row anchor; multi-head mask attention; residual dilated convolution; Rail-DB dataset
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