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摘要：小目标检测一直是计算机视觉处理中一项极具挑战性的任务，针对传统无人机航拍图像小目标多且密集，而传统

检测算法存在漏检、误检的问题，提出一种基于频域感知特征融合的 FFC-YOLO (FASFF-FreqFusion-CAA YOLO) 目
标检测算法。首先，通过增加 P2 检测层，重新设计了针对小目标检测的 Detect-FASFF (four adaptively spatial feature
fusion) 检测头结构。然后，将传统的特征融合采样方法替换为频率感知特征融合 FreqFusion (frequency-aware feature
fusion) 方法并结合 BiFPN (bidirectional feature pyramid network) 结构提升了算法处理密集小目标图像的能力。最后，

在 C2PSA 模块中加入 CAA  (context  anchor  attention) 注意力机制，增强了目标上下文特征信息的关联。在

VisDrone2019 数据集中，基于 FFC-YOLO 目标检测算法的 mAP@0.5 为 40%，较传统算法如 Fast-RCNN、

RetinaNet 分别提升了 28.4%、18.6%，较 YOLO 算法如 YOLO v8n、v10n、v11n 分别提升了 8.0%、7.6%、7.8%。

在自建小目标数据集 tiny-data 中，基于 FFC-YOLO 的 3 类目标 sperson、 lperson 和 wperson 的检测结果较

YOLOv11n，mAP@0.5、P、R 分别提升了 9.2%、8.7%、5.9%。实验结果表明，FFC-YOLO 小目标检测算法能够更

好地应用于无人机航拍图像检测领域。
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 1   引　言

近 年 来 ， 随 着 无 人 机 (unmanned  aerial  vehicle,

UAV) 技术的快速发展，航拍图像在灾害救援、农业监

测、交通管理、军事侦察等领域得到了广泛应用。然而，

航拍图像中的小目标检测 (如车辆、行人、小型设施等)

仍面临严峻挑战。这类目标通常仅占图像中极少的像素

(如小于 32 pixel×32 pixel)，且受限于无人机飞行高度、

复杂背景干扰、多尺度变化及光照条件等因素，导致目

标特征模糊、信噪比低，传统检测方法难以实现精准

识别。

传统基于手工特征的检测算法如 HOG[1]、SIFT[2] 等，

因依赖人工设计特征，泛化能力不足，难以应对小目标

的多样性与复杂性。随着深度学习技术的兴起，基于卷

积神经网络 CNN 的方法显著提升了小目标检测性能。

研究者通过多尺度特征融合 FPN、注意力机制 CBAM[3]、
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超分辨率重建等技术增强小目标特征表达，并优化

Faster R-CNN[4]、YOLO 系列[5-7] 网络的结构设计和训练

策略以提升检测精度。然而，如何用无人机有限的算力

平衡检测精度与实时性，仍是实际部署的核心难题。

优化提高无人机航拍图像的小目标检测精度已成为

计算机视觉的主流研究方向，张杨等[8] 提出使用卷积层

更少的 ResNet-18 作为骨干网络改进 Faster R-CNN，优

化特征融合方法增强了目标特征与背景特征的对比度。

李钟华等[9] 在 YOLOv5 框架的基础上设计了多尺度结构

感知模块，并借助 Transformer 设计了全局上下文信息

模块，提高了平均精度，但针对小目标检测的改进不足。

李利霞等[10] 为了增加小目标特征信息，提出浅层特征增

强模块来学习底层特征信息，在 VisDrone2019 数据集

上提升了 3.5% 的精度，但并未对模型做轻量化处理，

精度还有提升空间。韩俊等[11] 以 YOLOv5 为基础，构

造了多尺度特征提取模块 LM-fem 增强特征提取能力，

设计了新的混合域注意力模块 S-ECA 和自适应权重动

态融合结构 AFF，在 VisDrone2021 数据集上提升了

6.1% 的检测精度，但因未对网络模型轻量化处理，所需

算力过大。牛为华等[12] 针对小目标多且小目标易被噪声

淹没等问题，基于 YOLOv7，提出增加一个检测小目标

的头部，改进特征融合方式来优化特征图的表达能力，

在 VisDrone2019 数据集上精度提升了 2.8%。常凯旋

等[13] 提出了一种基于双模态图像融合的算法，通过双

路特征融合模块融合红外和可见光的特征和在颈部网络

层引入 BRA (bi-level routing attention) 模块，增强了小

目标的检测能力，在 DroneVehicle 数据集上平均精度均

值提升了 14.78%。郑华伟等[14] 针对图像检测精度低的

问题，以 YOLOv5 为基准网络，通过在骨干网络部分引

入可变形注意力模块，网络头部加入浅层特征图等方式，

在 NWPU VHR-10 数据集上精度达到 94.3%。张润梅

等[15] 针对无人机航拍过程受到恶劣环境影响等问题，提

出一种改进算法 SSG-YOLOv7。通过引入 SimAM 注意

力机制和 GhostConv 卷积模块，然后使用 Soft NMS 优

化锚框置信度，在 VisDrone2019数据集上较原算法精度

提升了 10.45%。唐彪等 [16] 以 YOLOv10n 为基准网络，

加入一个 160 pixel×160 pixel 尺寸的小目标检测头并在

每个检测头前加入大尺寸可分离注意力机制 LSKA
(large separable kernel attention)，最后使用 BiFPN 融合

更多层级特征并优化网络结构，在 VisDrone2019 数据

集 上 较 基 准 网 络 精 度 提 升了 4.6%。 马 滔 等 [17] 将

YOLOv11 的骨干网络替换为 VanillaNet，加入了自适应

空间融合检测头，在 HIT-UAV 红外小目标数据集上精

度达到了 81.3%，但并未验证模型泛化能力，并且参数

量还是较大。

综上所述，现有的无人机航拍图像小目标检测算法

虽然都提高了检测精度，但都存在一定的问题。小目标

的特征信息很难提取且易被背景遮挡，因此在网络中多

次使用采样方法易造成特征信息丢失过多，这种情况在

低分辨率图像和小目标密集图像中更为严重。为了解决

以上的检测问题，本文提出一种基于频域感知特征融合

的检测算法 FFC-YOLO (FASFF-FreqFusion-CAA-YOLO)，
该算法能够有效地提高小目标检测的精度，在自建小目

标数据集上的泛化实验也验证了模型的泛化性，能够较

好地适用于无人机航拍图像的小目标检测。

 2   FFC-YOLO 目标检测算法

 2.1  FFC-YOLO 网络结构

YOLOv11 是 Ultralytics 团队于 2024 年 9 月发布的

YOLO 系列，包括 YOLOv11n、s、m、l、x 等。YOLOv11
通过模块架构的迭代 (如 C3k2、C2PSA、SPFF 模块) 与
任务导向优化，在目标检测领域实现了精度、效率与轻

量化的三位一体突破。本文选用精度和体积更合适的

YOLOv11n 网络作为基准，优化网络结构来提高模型对

于小目标的检测能力，提出一种优化算法：FFC-YOLO，

旨在提升小目标的检测能力。本文的改进包括：

1) 设计自适应空间特征融合的四检测头结构 FASFF
(four adaptively spatial feature fusion)，替换掉原 YOLOv11
的三检测头结构，使得模型检测小目标的能力更加

优秀。

2)  用频域感知特征融合 (frequency-aware  feature
fusion, FreqFusion) 方法替换掉采样方法并与 BiFPN 结

构结合，使模型可以实现多层级特征融合的同时还可

以解决密集图像预测任务中的类别不一致和边界位移

问题。

3) 在 C2PSA 中采用上下文锚点注意力 CAA (context
anchor attention)，构建成 C2PSA-CAA 模块，以并行方

式捕捉远距离的上下文信息。改进后的网络模型结构如

图 1 所示。

 2.2  自适应融合 FASFF 四检测头结构

在无人机航拍图像目标检测任务中，小目标具有特

征不明显、尺度小等特点。YOLOv11 模型采用的三检

测头 (1/8、1/16、1/32) 虽能满足大部分目标的尺度检测，
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但在处理像素点小于 32 pixel×32 pixel 的目标时检测

精度较低，因此如何提高小目标的检测精度是检测模

型的改进重点。小目标检测精度低的原因在于以下

两点：

1) 没有针对超小目标的特征分辨率。1/8 尺度特征

图的分辨率为 80 pixel×80 pixel 的网格，难以精确地捕

捉到超小目标的形态特征。

2) 浅层的 (1/8 尺度) 高分辨率特征无法有效地传递

信息至检测头，且各尺度的特征信息交互很有限。原始

YOLOv11 的 FPN-PAN 结构无法充分交互浅层与深层之

间的特征信息。

为此，将 YOLOv11 模型的 Head 部分检测头替换

为自适应空间特征融合检测头 ASFF[18] 并新增了一个

1/4 尺度的检测头，该检测头生成的 160 pixel×160 pixel

的高分辨率特征图能够有效的提升模型对超小目标的检

测能力，形成新的检测头称为 FASFF 检测头结构，如

图 2 所示。

FASFF 结构首先从骨干网络中提取底层特征 C2

(高分辨率，小目标细节丰富) 和高层特征 C3、C4、C5

(大感受野，语义信息强)。然后通过加权双向金字塔特

征网络结构与频域感知特征融合方法提高特征融合能力。

通过不同层级的特征融合生成 P2、P3、P4、P5，各层

计算如下：
Pout

5 = Conv
(
Pin

5

)
Pout

4 = Conv
(
Pin

4 +FreqFusion
(
Pout

4

))
Pout

3 = Conv
(
Pin

3 +FreqFusion
(
Pout

3

))
Pout

2 = Conv
(
Pin

2 +FreqFusion
(
Pout

2

)) . (1)

然后，FASFF 结构为每个层级 P2-P5 分配空间自适
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Fig. 1  FFC-YOLO network structure
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应权重，再将各层特征与其对应的空间权重逐元素相乘

后求和，生成融合特征。具体计算如下：

yl
i j = α

l
i j · x1→l

i j +β
l
i j · x2→l

i j +γ
l
i j · x3→l

i j +δ
l
i j · x4→l

i j , (2)

yl
i j xn→l

i j

(i, j) αl
i j βl

i j γl
i j δl

i j

式中： 表示生成的融合特征； 表示从 n 层逐层映

射到 l 层 位置上的特征向量； 、 、 、 为各

层级对应的特征参数分别映射到 l 层的特征权重，并且

满足以下关系：

αl
i j =

eλ
l
αi j

eλ
l
αi j + eλ

l
βi j + eλ

l
γi j

, (3)

αl
i j+β

l
i j+γ

l
i j+δ

l
i j = 1 . (4)

 2.3  频域感知特征融合方法

标准特征融合方法是当前计算机视觉领域应用最广

泛的方式，其将低级的高分辨率特征和高级的粗略特征

融合，以获得细节和语义信息。标准的特征融合方法可

以表示为

Y l = F UP(Y l+1)+Xl , (5)

Xl ∈ RC×2H×2W Y l+1 ∈ RC×H×W

F UP

式中： ； 分别代表骨架生成的第

l 层特征和上采样后的第 l+1 层特征； 表示上采样。

但是这种方式存在两个显著影响密集预测的缺陷：类别

内不一致性和边界位移。因此，通过引入频域感知特征

融合 FreqFusion[19] 方法来解决传统特征融合方法存在的

问题。主要组件结构如图 3 所示，包括：

1) 自适应低通滤波器生成器 (ALPF)，如图 3(a) 所
示。预测空间变化的低通滤波器，在上采样过程中减少

对象内部的高频成分，降低类别内不一致性。

2) 偏移生成器 (Offset)，如图 3(b) 所示。通过重采

样，用更一致的特征替换大的不一致特征，使得同一类

目标特征更稳定一致。

3) 自适应高通滤波器生成器 (AHPF)，如图 3(c) 所
示，增强在下采样过程中丢失的高频细节边界信息。

Zl S l

Dl Al

Ol

K K̂

⊕ ⊛

这些组件共同组成了 FreqFusion 结构，如图 4 所示。

其中，偏移量生成器 和 作为输入并预测偏移量。它

们由两个 3×3 卷积层组成，用于预测偏移量方向和偏移

量尺度， 表示偏移的方向， 用于控制偏移的大小，

是每个高级特征像素的最终预测偏移量，G 表示偏移

组的数量。r 表示用于减少三个生成器后续计算成本的

通道缩减率， 和 分别表示低通滤波器和高通滤波器，

Resamp 代表重采样过程， 和 分别表示像素级相加和

卷积操作。FreqFusion 通过两个主要阶段运行，即初始

融合和最终融合。初始融合首先通过像素反洗牌操作将

特征的空间维度缩小一半，并利用 ALPF 生成器将压缩

的低级特征作为输入，并生成一个初始的低通滤波器来

对压缩的高级特征进行上采样，使得低电平中存在的高

分辨率结构可以有利于上采样粗略的高电平特征。然后

通过与像素反洗牌操作相反的像素洗牌操作后与低级特
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征融合，一部分输入 ALPF 生成器，另一部分输入

AHPF 生成器，AHPF 生成器生成的精细调谐的高频细

节丰富了特征表示，促进了更有效的下游处理。增强后

的初始融合使后续生成器能够更好地适应特征内容，从

而产生更精细的最终融合结果。

 2.4  上下文锚点注意力 (CAA) 模块

C2PSA  (Cross  stage  partial  with  pyramid  squeeze

attention) 是 YOLOv11 新增的核心模块，是 CSP 结构

与 PSA 注意力机制的结合体。通过 CSP 分段处理把特

征图分为两部分，一部分直接传递，另一部分通过 PSA

注意力模块融合，最终拼接融合形成 C2PSA 模块。

PSA 注意力机制通过动态调整特征来调整不同位置的关

注度，增强模型对目标细节的感知，提升复杂场景下

的检测精度。但是上下文特征的信息和关键区域的特征

融合不足。为了充分把握检测过程中不同尺度目标的上

下文相互依赖性，提高检测精度。本文引入了上下文锚

点注意力 CAA[20] 模块，结合 C2PSA 模块形成全新的

C2PSA-CAA 模块。CAA 注意力模块的核心在于充分组

合和利用其独特的全局平均池化和一维带状卷积，这种

策略能够使网络通过精准捕捉图像中近距离和远距离像

素的潜在关系，增强中心区域特征学习能力，其结构如

图 5 所示。首先对输入特征进行全局平均池化，提取全

局上下文信息。然后通过水平和垂直方向的 1D 卷积，

近似模拟大卷积核的效果，捕获长距离的像素关系。

最后通过 Sigmoid 函数生成注意力权重，用于增强模

型输出特征，从而提升模型对长距离上下文信息的感知

能力。

 
 

Input Avgpoll Conv

Conv DWConv DWConv

Conv Sigmoid Output

图 5  CAA 结构

Fig. 5  CAA structure

 

 3   实验结果与分析

 3.1  数据集

实验使用 VisDrone2019 数据集[21]，该数据集是由天

津大学制作的开源无人机目标检测数据集，取自中国

14 个不同城市。该数据集具有环境、光照和天气复杂且

多样的特点。待检测的稀疏和密集目标样本数足够多且

小目标占比大。默认的训练集、验证集、测试集分别为

6471 张图片、548 张图片和 1610 张图片。数据集共包

含 10 类检测对象，分别为行人、人、自行车、汽车、

面包车、卡车、三轮车、遮阳篷三轮车、公交车和摩托
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车，每个类别都有若干个样本，各类别的目标检测数量

总和如表 1 所示。
 
 

表 1　VisDrone2019 数据集
Table 1　VisDrone2019 dataset

Class Number

Pedestrian 79337

People 27059

Bicycle 10477

Car 144865

Van 24950

Truck 12871

Tricycle 4803

Awning-tricycle 3243

Bus 5926

Motor 29642

 

 3.2  实验环境

实验平台的操作系统为 Windows 10 专业版，Intel
(R)  Core  (TM)  i9-10900K  CPU@3.70  GHz， 64  G，

GeForce RTX 3090 24 G，编码平台为 PyCharm，Python
3.9，深度学习的主要框架是 Pytorch，CUDA 12.0。

网络训练共进行 200 轮 (epoch)，初始学习率 0.01，
目标学习率 0.1。训练策略上，前 3 个 epoch 采用

Warmup 预热，后续则应用余弦退火算法以实现学习率

的平稳衰减。

 3.3  评价指标

为建立标准化性能基准并实现跨模型可比性研究，

本研究采用多维量化指标体系，包含以下核心评价要素：

准确率 (precision, P)、召回率 (recall, R)、平均精度

mAP@0.5、帧率 (FPS)、参数量 (Params)。其中 P 定义

模型预测结果的可信度；R 表征模型覆盖真实目标的能

力；mAP@0.5 是基于交并比阈值 (IoU=0.5) 的综合评估，

全面反映模型定位与分类性能的协同表现；FPS 是单位

时间内可处理的图像帧数；Params 是模型可训练参数总

量，决定边缘部署可行性。计算公式如下：

P =
T P

T P+FP
, (6)

R =
T P

T P+FN
, (7)

AP =
w 1

0
P(R)dR , (8)

mAP =
1
N

n∑
i=0

APi , (9)

式中：TP (true positive) 真阳性表示模型正确地检测出了

真实目标；FP (false positive) 假阳性表示模型错误地将

背景或非目标区域识别为目标；FN (false negative) 假阴

性表示真实存在的目标没有被模型检测出来。

 3.4  实验结果与数据分析

为了从数据上评估模型的性能，选取了多种主流

的模型进行比较。表 2 展示了不同算法在相同的实验

条件下在 VisDrone2019 数据集上的对比实验数据。由

实验数据可知，FFC-YOLO 相比 YOLOv11n 基准模型

mAP@0.5 提升了 7.8%。相比于二阶段算法 Fast-RCNN，

mAP@0.5 提升了 28.4%，同时模型的参数量明显减少。

与其他一阶段算法如 RetinaNet 相比，精度更优越。与

YOLO 算法，如 YOLOv3-tiny、YOLOv5n、YOLOv8n、
YOLOv10n、YOLOv11n、YOLOv11s 相比，mAP@0.5
分别提升了 16.9%、8.8%、8.0%、7.6%、7.8%、0.7%。

FFC-YOLO 在参数量低于 YOLOv11s 模型 15.78  M 的
 

表 2　不同网络在 VisDrone2019 数据集上的检测结果

Table 2　Detection results of different networks on VisDrone2019 dataset

Networks mAP@0.5/% Params/M P/% R/% FPS

Fast-RCNN 11.6 28.4 12.2 10.3 6

RetinaNet 21.4 19.8 26.9 34.2 22

YOLOv3-tiny 23.1 9.52 39.5 29.4 124

YOLOv5n 31.2 2.18 42.1 31.3 138

YOLOv8n 32.0 2.69 42.3 32.6 147

YOLOv10n 32.4 2.69 42.2 32.9 136

YOLOv11n 32.2 2.58 41.5 32.9 126

YOLOv11s 39.3 19.8 49.3 37.9 132

FFC-YOLO 40.0 4.02 49.0 38.8 106
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情况下，精度却提升了 0.7%。为了更好地比较改进模

型和原始模型对每种类别的识别能力，统计 mAP@0.5
值，可视化结果如图 6 所示。图 6(a) 表示原始模型

YOLOV11n 的实验结果，对于遮挡严重的密集小目标，

由于其尺寸小，容易被环境和其它目标遮挡、重叠，所

以检测效果并不理想。由图 6(b) 可知，FFC-YOLO 在所

有类别的检测精度都有显著提升。更直观的展示效果如

表 3 所 示 。 从 表 中 可 以 看 出 ， FFC-YOLO 相 较 于

YOLOv11n，对于行人、人、自行车、汽车、面包车、

卡车、三轮车、遮阳篷三轮车、公交车和摩托车这 10
类检测目标，mAP@0.5 值分别提升了 12.3%、11.0%、

6.1%、 7.3%、 7.0%、 4.8%、 4.8%、 2.8%、 8.9% 和

13.0%。这充分表明，在小目标类别检测任务中，FFC-
YOLO 具有显著的优势。

为了验证在 C2PSA 模块中加入 CAA 注意力机制的

必要性以及优越性，选取了一些主流注意力机制如

CBAM 和 ECA，以及模型优化模块如 iRMB 和 EMA，

进行对比实验，实验结果如表 4 所示。其中 Base 为

YOLOv11n 中加入 FASFF 检测头和 FreqFusion 机制后

的基线网络，在基线网络中每个检测头前加入并行且不

融入 C2PSA 模块的 CAA 注意力机制与融入 C2PSA 模

块后的 C2PSA-CAA 注意力机制作对比。可以看到，

CAA 注意力机制与 C2PSA 融合后的 C2PSA-CAA 模块

检测精度达到了最高 (40.0%)，比单独加入 CAA 注意力
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图 6  十种识别目标 mAP@0.5 值对比。(a) YOLOv11n 检测结果；(b) FFC-YOLO 检测结果

Fig. 6  Comparison of mAP@0.5 values for ten recognition targets; (a) Detection results of YOLO v11n; (b) Detection results of FFC-YOLO

 

表 3　密集小目标检测 mAP@0.5 值结果对比

Table 3　Dense small object detection mAP@0.5 results comparison

Class
mAP@0.5/%

Improved value
YOLOv11n FFC-YOLO

Pedestrian 34.1 46.4 12.3

People 26.5 37.5 11.0

Bicycle 7.3 13.4 6.1

Car 75.3 82.6 7.3

Van 38.3 45.3 7.0

Truck 27.8 32.6 4.8

Tricycle 20.2 25.0 4.8

Awning-tricycle 11.5 14.3 2.8

Bus 45.8 54.7 8.9

Motor 35.1 48.1 13.0

 

表 4　添加不同注意力机制及模型优化模块的对比实验结果

Table 4　Comparative experiment results with adding different attention
mechanisms or model optimization modules

Type mAP@0.5/% Params/M P/% R/%

Base 39.4 4.04 48.8 39.0

Base+caa 39.7 4.22 43.1 32.9

Base+C2PSA-CAA 40.0 4.02 49.0 38.8

Base+C2PSA-CBAM 39.6 4.04 48.2 37.8

Base+C2PSA-ECA 39.8 4.02 49.1 38.2

Base+C2PSA-iRMB 39.8 4.06 50.3 38.2

Base+C2PSA-EMA 39.7 4.00 48.8 38.8
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机制提升了 0.3%，且参数量较单独加入 CAA 注意力机

制下降了 0.2  M。在与主流注意力机制的对比中，

C2PSA-CAA 检测精度比 CBAM 和 ECA 分别提升了

0.4% 和 0.2%，参数量和 C2PSA-ECA 相等，比 C2PSA-

CBAM 减少了 0.02 M，且 R 值达到了最高 (38.8%)。而

且，在与模型优化模块 iRMB 和 EMA 的对比中，

C2PSA-CAA 检测精度比 iRMB 和 EMA 分别提升了

0.2% 和 0.3%，虽然参数量比 C2PSA-EMA 增加了 0.02

M，但 P 值提高了 0.2%。综上可知，C2PSA-CAA 模块

更加适用于航拍图像小目标检测任务。

为了验证 FFC-YOLO 网络模型对像素在 32 pixel×

32 pixel 及以下小目标的检测能力，另外选择了数据集

tiny-data 进行模型性能测试。tiny-data 数据集为无人机

航拍图像下的自建自标注小目标图像数据集，数据集内

标注的目标像素尺寸均小于 32 pixel×32 pixel。数据集内

图片通过翻转、缩放、色域调整等方式进行数据增强后，

按照 8:1:1 分为训练集、测试集和验证集，包括训练集

图片 1152 张，测试集图片 145 张，验证集图片 145 张。

目标类别为 sperson、lperson、wperson，分别代表站立

状态的人，坐卧状态的人和水中状态的人；目标数量分

别为 35240 个、 26930 个、 18110 个。 YOLO  v11n 和

FFC-YOLO 在此数据集上的检测结果如表 5 所示。结果

表明，FFC-YOLO 在识别所有类别的目标都比 YOLOv11n

出色。FFC-YOLO 在识别 sperson 类时表现出色，精度较

高，mAP@0.5 和 Precision 达到了最高的 75.4%、73.3%。

FFC-YOLO 在识别 wperson 类精度较低，但 mAP@0.5

值也达到了 57.8%。从实验数据来看，在面对小目标

数据集 tiny-data，FFC-YOLO 的小目标检测效果令人

满意。

 3.5  消融实验

为了验证 FFC-YOLO 网络模型中各改进模块的实

际效果，对 FFC-YOLO 网络模型进行消融实验。实验

结果如表 6 所示，其中：Baseline 为未作任何修改的

YOLOv11n 的数据；模型 A 为替换 FASFF 检测头之后

的数据，加入 FASFF 检测头后的 mAP@0.5 提升 5.0%，

P 值也提升了 5.8%；模型 B 为单独加入频域感知特征

融合机制 FreqFusion，可以看出加入 FreqFusion 机制后，

参数量不仅下降了 0.14 M，而且检测精度提升了 0.5%，

P 值达到 43.1%；模型 C 为在 A 的基础上加入频域感知

特征融合机制 FreqFusion，可以看出加入 FreqFusion 机

制后，参数量不仅较 A 下降了 0.01 M，而且检测精度

提升了 2.2%，R 值达到 39%；模型 D 为在 B 的基础上

加入 C2PSA-CAA 模块，可以看出参数量较 B 下降了

0.16 M，但检测精度下降了 0.1%；模型 E 为在 A 的基

础上加入 CAA 注意力机制，可以看出参数量基本不变，

但检测精度有 0.2% 的下降，P 值提升了 0.2%，R 值下

降了 0.3%；模型 F 为在 C 的基础上加入了 C2PSA-
CAA 模块，降低了 0.02 M 参数量的同时检测精度提升

了 0.6%。从实验结果来看，FFC-YOLO 满足了检测精

度、准确率和召回率较高的特点，可以更加有效的适用

于无人机航拍图像小目标检测领域。

 3.6  实验检测结果

在数据集 VisDrone2019 中，FFC-YOLO 的小目标

检测能力在图 7 所示的实验结果中得到了凸显。相比

YOLOv11n (如图 7(a-c) 所示 )，FFC-YOLO (如图 7(d-f)
所示) 显著提高了对远处小目标 (如行人、自行车、摩托

车) 的检测准确率。YOLOv11n 在图 7(a, b) 中均存在较

多小尺度车辆和行人的漏检问题，行人、摩托车和远处
 

表 5　FFC-YOLO 在 tiny-data 数据集上的检测结果

Table 5　Detection results of FFC-YOLO on tiny-data dataset

Networks Class mAP@0.5/% P/% R/%

YOLO v11n

Sperson 67.5 64.4 65.8

Lperson 62.0 61.1 60.8

Wperson 49.1 57.6 45.6

All 59.5 61.0 57.4

FFC-YOLO

Sperson 75.4 73.3 69.9

Lperson 73.0 67.3 73.2

Wperson 57.8 68.4 46.9

All 68.7 69.7 63.3

 

表 6　消融实验结果

Table 6　Ablation experiment results

Network FASFF FreqFusion
C2PSA-

CAA

mAP@0.5

/%

Params/

M
P/% R/%

Baseline 32.2 2.58 41.5 32.9

A √ 37.2 4.05 47.3 36.5

B √ 32.7 2.44 43.1 32.9

C √ √ 39.4 4.04 48.8 39.0

D √ √ 32.6 2.42 43.7 32.7

E √ √ 37.0 4.04 47.5 36.2

F √ √ √ 40.0 4.02 49.0 38.8
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汽车漏检数多达 80 个，整体对小尺度目标敏感度不足。

然而，FFC-YOLO 不仅有效减少了各类尺度目标的漏检，

而且检测置信度更高。综上，FFC-YOLO 在处理像素小

于 32×32 的小目标上比 YOLO v11n 更精准，更适用于

无人机航拍图像的小目标检测。

为了验证 FFC-YOLO 检测小目标的优越性，将

YOLOv11n 和改进后的模型用于检测自建数据集 tiny-

data。 YOLOv11n 检 测 结 果 如 图 8(a,  b) 所 示 ， FFC-

YOLO 检测结果如图 8(c,  d) 所示。对于 3 类小目标

sperson、lperson 和 wperson，FFC-YOLO 检测出的目标

数量均高于 YOLOv11n。对比图 8(a) 和图 8(c)，FFC-

YOLO 检测出 3 类目标的个数比 YOLOv11n 分别高出

了 25 个，1 个和 7 个。对比图 8(b) 和图 8(d)，FFC-

YOLO 检测出 3 类目标的个数比 YOLOv11n 分别多出

了 10 个，3 个和 14 个。结果表明，对于远处或密集条

件下的小目标，FFC-YOLO 的检测能力更加出色。

 4   结　论

为应对无人机航拍图像小目标检测中特征模糊、识

别难度高的挑战，本文提出了新的小目标检测算法 FFC-

YOLO。该算法从三个层面实现了创新：1) 增强特征提

取：将头部检测头替换为 FASFF 结构，利用其四个分

支强化对小目标的关注及多尺度检测能力；2) 优化特征

融合：设计频域感知特征融合策略改进传统采样过程，

并将此融合模块与 BiFPN 结构耦合，有效提升了融合效

率，解决了密集小目标场景下的特征丢失、类别误判和

边界偏移问题；3) 引入上下文感知：在 C2PSA 模块中

加入上下文锚点注意力机制，使特征提取过程能更好地

利用目标周围的语义信息。在 VisDrone2019 数据集中，

基于 FFC-YOLO 较传统算法如 Fast-RCNN、RetinaNet
分别提升 28.4%、18.6%，较 YOLO 算法如 YOLOv8n、
YOLOv10n、YOLOv11n 分别提升 8.0%、7.6%、7.8%。

对于行人、人、自行车、汽车、面包车、卡车、三轮车、

 

a b c

d e f

图 7  YOLOv11n 与 FFC-YOLO 检测结果。(a-c) YOLOv11n 检测结果；(d-f) FFC-YOLO 检测结果

Fig. 7  Detection results between YOLOv11n and FFC-YOLO. (a-c) Detection results of the YOLOv10n; (d-f) Detection results of the FFC-YOLO

 

a b

c d

图 8  YOLOv11n 与 FFC-YOLO 对于 tiny-data 的检测结果。

(a, b) YOLOv11n 检测结果；(c, d) FFC-YOLO 检测结果

Fig. 8  Detection results of YOLOv11n and FFC-YOLO on tiny-data.
(a, b) The detection results of YOLOv11n; (c, d) The detection results

of FFC-YOLO
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遮阳篷三轮车、公交车和摩托车这 10 类检测目标，FFC-
YOLO 相较于 YOLOv11n， mAP@0.5 值分别提升了

12.3%、11.0%、6.1%、7.3%、7.0%、4.8%、4.8%、2.8%、

8.9% 和 13.0%。在自建小目标数据集 tiny-data 中，基

于 FFC-YOLO 的 3 类目标 sperson、 lperson 和 wperson
的检测结果较 YOLOv11n，mAP@0.5、P、R 分别提升

了 9.2%、8.7%、5.9%。在小目标类别检测任务中，FFC-
YOLO 检测优势较为突出。后续工作旨在利用模型剪枝

和蒸馏技术精简模型，实现高效检测算法的实际部署。
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Abstract

Objective Small  object  detection  remains  a  significant  and  persistent  challenge  within  the  computer  vision  domain.  This  challenge  is
particularly  acute  in  the  context  of  drone  aerial  imagery,  where  objects  captured  from  high  altitudes  appear  extremely  small,  densely
packed,  and  often  exhibit  blurred  features  due  to  low  resolution  and  environmental  factors.  Traditional  object  detection  algorithms
frequently suffer from performance degradation in these scenarios, manifesting as high rates of missed detections and false positives. To
address  these  critical  limitations,  this  paper  proposes  a  novel  object  detection  algorithm  named  FFC-YOLO  (FASFF-FreqFusion-CAA
YOLO), which is built upon a frequency-aware feature fusion framework.

Methods The  core  of  the  FFC-YOLO  algorithm  lies  in  three  systematic  and  synergistic  innovations  designed  to  enhance  feature
representation, fusion, and contextual understanding specifically for small and dense objects. First, to bolster multi-scale feature extraction,
we redesign the detection head by incorporating a  Four Adaptively Spatial  Feature Fusion (Detect-FASFF) structure.  This  is  augmented
with an additional P2 detection layer dedicated to capturing finer-grained spatial information crucial for identifying minuscule targets. The
FASFF  mechanism  leverages  four  adaptive  branches  to  dynamically  aggregate  features  across  different  scales,  thereby  significantly
improving the model's  sensitivity and discriminative power for  small  objects  across  varying sizes.Second,  we comprehensively optimize
the  feature  fusion  pathway  to  counteract  the  information  loss  common in  conventional  sampling  methods  (e.g.,  up-sampling  and  down-
sampling).  We  introduce  a  Frequency-aware  Feature  Fusion  (FreqFusion)  module.  This  module  operates  by  decomposing  features  into
different  frequency  components  within  the  frequency  domain,  allowing  for  more  deliberate  and  effective  integration  of  high-frequency
details (essential for edge and texture information of small objects) and low-frequency semantics. This FreqFusion module is then elegantly
coupled with a Bidirectional  Feature Pyramid Network (BiFPN) structure.  The resulting fusion architecture enables efficient,  multi-level
bidirectional  cross-scale  information  flow,  effectively  mitigating  the  problems  of  feature  obliteration,  category  misclassification,  and
bounding box localization drift in scenes crowded with small objects.

    Third, to enhance the model's ability to leverage surrounding semantic context—a vital clue when object appearance is ambiguous—we
integrate  a  Context  Anchor  Attention  (CAA)  mechanism  into  the  C2PSA  module.  This  attention  mechanism  functions  by  establishing
dynamic associations between anchor points and their contextual surroundings, enabling the feature extraction process to selectively focus
on  and  amplify  informative  regions  around  potential  targets.  This  contextual  awareness  strengthens  feature  representation  and  aids  in
distinguishing small objects from complex backgrounds.

Results and Discussions The efficacy of the proposed FFC-YOLO algorithm is rigorously validated through extensive experiments on
two  benchmark  datasets.  On  the  public  VisDrone2019  dataset,  a  standard  benchmark  for  drone  vision,  FFC-YOLO  achieves  a  mean
Average  Precision  (mAP@0.5)  of  40.0%.  This  represents  a  substantial  performance  gain  of  8.0%,  7.6%,  and  7.8% over  the  widely-
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recognized YOLOv8n, YOLOv10n, and YOLOv11n baselines, respectively. To further verify its generalization capability and prowess in
detecting extremely small  targets,  we conducted additional  experiments  on a  custom-built,  challenging dataset  named "tiny-data",  which
contains  three  categories  of  progressively  smaller  persons  ("sperson",  "lperson",  "wperson").  On  this  dataset,  FFC-YOLO  demonstrates
superior results compared to the strong YOLOv11n baseline, with improvements of 9.2% in mAP@0.5, 8.7% in Precision (P), and 5.9% in
Recall (R). These consistent gains across both public and private datasets robustly confirm that the FFC-YOLO algorithm possesses strong
generalization ability and excels in the demanding task of drone-based aerial image analysis, particularly for long-range and dense small
object detection.

Conclusions In  conclusion,  this  paper  presents  a  comprehensive  and effective  solution  to  the  small  object  detection  problem in  aerial
imagery.  By  innovating  at  the  levels  of  feature  extraction  (FASFF  head),  feature  fusion  (FreqFusion-BiFPN),  and  contextual  modeling
(CAA  attention),  the  FFC-YOLO  framework  successfully  addresses  key  shortcomings  of  prior  methods.  The  experimental  evidence
underscores  its  potential  for  practical  application  in  UAV-based  surveillance,  traffic  monitoring,  and  search-and-rescue  operations.  For
future  work,  we  plan  to  explore  model  compression  techniques  such  as  pruning  and  knowledge  distillation  to  streamline  the  model  for
efficient deployment on resource-constrained edge devices, thereby bridging the gap between high accuracy and real-time performance.

Keywords： FFC-YOLO; small target detection; UAV aerial image; FreqFusion; YOLOv11n
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