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摘要：针对现有语义分割模型对小目标飞机分割效果不佳和跨域泛化能力弱的问题，本研究提出了一种基于领域自适应

的语义分割模型 FPN-SE-DA-UNet。该模型引入 FPN (feature pyramid network) 模块，通过搭建特征金字塔，充分利

用多尺度信息，增强模型对小目标飞机的分割能力；同时，引入 SE (squeeze-and-excitation) 注意力机制模块，增强模

型对重要特征的捕捉能力；此外，引入领域自适应方法，将源域与目标域的特征分布进行对齐，显著增强了模型的跨域

泛化能力；最后，以 FPN-SE-DA-UNet 作为教师模型，结合知识蒸馏策略，训练得到了轻量级的学生模型。实验结果

表明，在跨域小目标飞机分割任务中，FPN-SE-DA-UNet 的 IoU (intersection over union) 与 DICE 指标分别达到了

0.5229 和 0.6866，显著优于现有主流语义分割模型。此外，通过知识蒸馏得到的学生模型，IoU、DICE 指标分别为

0.4557 和 0.6260，且在 NVIDIA GeForce RTX 3090 上平均运行速度达到 59.5 f/s，较 FPN-SE-DA-UNet 提升 49.1%，

能够在实际应用中兼顾准确率与实时性。
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 1   引　言

随着全球航空运输业和无人机技术的迅猛发展，航

空器 (如直升机、客机、无人机等) 在民用安全领域的

应用逐渐深化。空域监测与飞机异常行为识别在公共

安全及民用航空管理等方面显得尤为重要，这使得如何

对飞机进行高精度、高实时性检测成为了一个重要的

课题[1]。

近年来，随着深度学习与计算机视觉技术兴起，基

于卷积神经网络 (convolutional neural networks, CNN) 的

预测模型在飞机检测任务中得到了广泛应用。在计算机

视觉领域中，目标检测 (object  detection) 与语义分割

(semantic segmentation) 是两个典型且重要的研究方向。

目标检测指对图像中目标的类别和位置进行预测，通过

边界框 (bounding box) 来表示目标的位置。然而，目标

检测只能实现对目标所在区域的预测，以边界框的形式

作为输出，不能做到像素级的分割，导致无法精确地提

供目标的形状和细节信息；语义分割则能实现对目标的
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像素级检测[2]，将图像中的每个像素进行分类，从而获

得更精细的目标表示，便于后续对目标的轮廓、姿态等

进行更深入的分析。为获取更精确的目标信息，一些研

究人员采取了语义分割的方式实现飞机检测：Shaar 等[3]

为了实现对遥感图像中飞机的分割，提出了一种基于

UNet 的二值图像分割模型，在该任务中取得了较好效

果；Wang 等[4] 构建了一种具有注意力机制的多尺度残

差 UNet (MSRAUNet) 模型，设计并引入了一个多尺度

卷积模块、两个修改过的 Respath 和两种注意力模块到

UNet 架构中，以提取多尺度特征，增强模型对不同尺

度飞机的分割能力；刘思婷等[5] 利用 Mask R-CNN 网络

对飞机进行分割，随后引入条件随机场 CRF (conditional
random fields) 算法对分割结果进行精化，为后续的任务

提供了更丰富、更精确的边界轮廓信息。

然而，上述工作考虑的大部分是针对大或中目标飞

机的分割任务，针对小目标飞机的相关研究仍显不足，

且面临诸多挑战[6]。小目标飞机在图像中占据的像素区

域有限且分辨率较低，传统网络往往难以捕捉到目标的

关键细节，无法实现高精度分割。此外，在大多数深度

学习模型中，通常默认“训练集与测试集来自相同分布”，

但在实际应用中，图像数据往往采集自不同的传感器设

备、机场环境和气象条件，因此训练集和测试集会存在

特征分布差异，导致模型面临“域偏移 (domain shift)”问
题[7]，在新场景中模型的预测性能显著下降。同时，为

了追求更高的分割精度，过去的研究大多采用了更为复

杂的网络结构，以高计算复杂度实现分割精度的提升，

这会导致推理时间延长，难以满足实际应用中对实时性

的严格要求。这些挑战的存在，使得小目标飞机的实时

精确分割仍然是一个亟待解决的重要研究课题。针对这

些问题，本研究提出了一种基于领域自适应与知识蒸馏

的高泛用性和实时性语义分割方法，主要工作如下：

1) 引入 FPN (feature pyramid network) 模块与注意力

机制 (attention mechanism) 模块：通过搭建特征金字塔，

将不同尺度的特征进行有效融合，增强模型对小目标飞

机的分割能力；通过引入注意力机制模块，使模型能够

聚焦于对任务更关键的信息，降低对其他无关信息的关

注度，增强对小目标飞机特征的捕捉能力。

2) 引入领域自适应 (domain adaptation) 方法：通过

将源领域与目标领域的特征分布进行对齐，使模型能够

在不同域之间学习到共性特征，增强模型在不同场景下

对目标飞机的分割能力，提升模型的跨域泛用性。

3) 引入知识蒸馏 (knowledge distillation) 技术：通过

构建教师-学生网络框架，利用教师模型 (teacher model)
产生的“软标签 (soft  labels)”指导轻量级的学生模型

(student model) 进行训练，从而在显著缩短推理时长的

同时，维持其在小目标飞机分割任务上的高精度表现。

 2   相关工作

 2.1  UNet 网络

UNet 是 一 种 常 用 的 语 义 分 割 网 络 ， 最 初 由

Ronneberger 等 [8] 提出。如图 1 所示，该网络采用 U 形

架构，由编码器 (encoder)、解码器 (decoder) 和跳跃连

接 (skip connections) 构成。其中，编码器用于提取特征

信息，解码器用于恢复空间分辨率，跳跃连接则用于融

合高分辨率细节与深层语义信息，从而实现目标的精细

分割。
 

Convolu�on 3×3
Max pooling 2×2

Convolu�on 1×1
Skip connec�on

Up sampling 2×2 Block copied
Input Output

图 1  UNet 网络结构示意图

Fig. 1  Schematic diagram of the UNet architecture
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在经典 UNet 的基础上，为适应不同下游任务的需

求，提升网络在复杂场景下的分割精度，研究者提出多

种改进策略：Zhou 等[9] 在编码器和解码器之间采用嵌套

和密集的跳跃连接，并结合深度监督机制，提出了

UNet++，以满足医学图像中更准确分割的需求；Oktay
等[10] 在 UNet 中引入注意力机制，提出了 Attention UNet，
该网络能够抑制输入图像中的无关区域并增强局部关键

特征，在 CT 胰腺分割任务中取得了较好的效果；此外，

更多基于 UNet 的改进方法在医学影像分割[11]、遥感影

像分割[12] 以及工业检测[13] 等诸多领域均表现出优异的

性能。

 2.2  领域自适应

领域自适应是迁移学习中的一种方法，旨在应对

“域偏移”问题，以此增强模型的泛化能力。如图 2 所示，

域偏移指源领域与目标领域的特征和类别信息相同，但

特征分布不同。为应对此问题，通常采取领域对齐的方

法，使源领域和目标领域的特征分布尽可能相似。然而

在实际应用中，可能存在标注数据昂贵或难以获取的情

况，无法获得足够多样化的标注样本，此时目标领域和

源领域可能存在域偏移，这种特征分布的差异会显著影

响模型在目标领域上的表现。为了有效应对此问题，研

究者们提出了多种策略：Tzeng 等[14] 将统计学中的最大

均值差异 (maximum mean discrepancy, MMD) 指标 [15] 引

入深度学习模型中，用于度量源领域和目标领域在再生

希尔伯特空间中的距离，并通过最小化该距离，对齐源

领域和目标领域的特征分布，以此减少域偏移带来的影

响；Sun 等[16] 提出了 CORAL 方法，通过对源领域和目

标领域特征的第二阶统计量 (即协方差矩阵) 进行对齐，

优化模型在目标领域上的表现。

 2.3  知识蒸馏

考虑到当前许多性能优异的深度学习模型存在参

数规模庞大、计算复杂度高等问题，不利于在资源受

限的实际场景中部署以及实时检测，因此亟须探索更加

高效且实用的模型压缩方法。其中，知识蒸馏作为一种

有效的模型压缩技术，最早由 Hinton 等[17] 提出，旨在

通过将大型的、复杂的教师模型训练得到的知识传递给

一个较小的学生模型，提升学生模型的性能。如图 3 所

示，其核心思想是在用硬标签 (hard labels) 对学生模

型训练的同时，引入教师模型生成的软标签，用于指导

学生模型训练。软标签提教师模型对训练数据的“软”

概率分布，使学生模型不仅能学习目标标签信息，还能

捕捉更多潜在、丰富的知识信息，从而改善其在任务中

的表现。

 3   模型设计

本研究在经典 U-Net 架构的基础上，从四个方面进

行了扩展与改进，以强化对小目标飞机的分割能力、提

升跨域泛化性能并兼顾模型的轻量化。如图 4 所示，首

先，引入 FPN 模块，构建多尺度特征金字塔，增强模型

多尺度特征提取能力；其次，在瓶颈层引入 SE 注意力

机制模块，通过对通道进行自适应加权，突出关键通道

并抑制冗余特征；再次，引入领域自适应方法，利用最

大均值差异度量并对齐源领域与目标领域的特征分布，

从而有效提升网络在跨域场景下的鲁棒性；最后，引入

知识蒸馏技术，利用教师模型生成的软标签指导学生模

型训练，得到轻量级的学生模型，在降低参数量的同时，

维持其在小目标飞机分割任务上的高精度表现。

 

Source domain

Source 
domain
classifier

Labeled source domain

Target domain

Unlabeled target domain

Domain adapta�on

Domain 
adap�ve
classifier

Domain alignment

图 2  域偏移示意图

Fig. 2  Illustration of domain shift
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 3.1  Backbone 架构——UNet

本文选用经典的 UNet 模型 [8] 作为分割网络的

Backbone，其整体框架以及参数设计如图 5 所示。该架

构采用对称式的编码器和解码器结构，其中编码器部分

通过连续的卷积与池化操作，实现从浅层到深层的多尺

度特征提取，并在瓶颈层充分融合更高层次的全局语义

特征。随后，解码器将得到的特征图进行逐级上采样，

并通过跳跃连接接收来自同层编码器的细节特征，在恢

复空间分辨率的同时保持对目标边缘细节的精准感知。

在网络末端，通过 1×1 卷积将多通道特征映射为单通道，

再经由 Sigmoid 函数输出目标与背景的二值概率图。

 3.2  FPN 模块

为了充分利用多尺度信息，提升模型对小目标的分

割能力，本文引入 FPN[18] 模块，构建了 FPN-UNet。该

模块结构主要包括自底向上的特征提取、自顶向下的特

征融合以及横向连接三部分。随着网络深度的加深，特

征图的空间分辨率逐渐降低，语义信息不断增强。本研

究提取了编码器以及瓶颈层输出的多分辨率特征图，即

图 5 与图 6 中的 E1~E5。由于不同尺度的特征图重要程

度不同且过多特征图的融合会显著增加模型的参数量，

经验证，舍弃 E4 部分特征图不会影响模型的预测性能，

故只取 E1、E2、E3、E5。通过 1×1 卷积将每层特征图

的通道数统一为 256，得到 C1、C2、C3、C5，实现

FPN 结构中自底向上的特征提取。后续网络对高层特征

图进行上采样，以提高其分辨率，并通过横向连接与对

应的低层特征图进行逐元素相加，实现自顶向下的特征

融合，在每次融合后进行一次 3×3 卷积，用于进一步平

滑融合后的特征，最终得到包含多尺度语义信息的特征

金字塔 P5、P3、P2、P1。在该特征金字塔的每一层上，

都可以独立进行预测任务。考虑到 FPN 最高分辨率的特

征图 (P1) 包含了最丰富的语义信息，本研究特别将这层

与 UNet 最后一层 (D1) 的解码信息进行拼接，并通过一

次 3×3 卷积将二者有效融合后，再接 1×1 卷积输出最终

的分割结果。通过这种多尺度特征的补充与融合，模型

能够在保持高分辨率细节的同时，充分利用深层语义信

息，从而增强对不同尺度目标的分割能力。

 3.3  SE 注意力机制模块

SE[19] 模块是通道维度上的注意力机制，能够对特征

图的通道维度进行自适应加权，从而突出网络中更加重

要的通道特征，抑制冗余信息。SEBlock 的结构如图 7
所示，包含四个操作步骤。

 

Data
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图 3  知识蒸馏架构图

Fig. 3  Architecture of knowledge distillation

 

UNet

FPN-UNet FPN-SE-DA-
UNet

Student net

FPN-SE-UNet

FPN
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图 4  本研究模型设计流程图

Fig. 4  Design flowchart of the proposed model
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F1 W, H, C

1) 初始阶段。输入特征图 X需要进行一个标准的卷

积操作作为转换操作，即 ，得到维度为 ( ) 的
特征图 U。其数学表达式为

F1 : X→ U, X ∈ RW ′×H′×C′ , U ∈ RW×H×C , (1)

W ′, H′, C′ X W, H, C式中：( ) 表示 的维度；( ) 表示 U的

维度。

2)  对特征图 U做全局平均池化 (global  average
pooling)，输出 1×1×C的向量，将每个通道上对应的

H×W维度的空间信息压缩到对应通道中，用一个数字

z表示，计算式为

z = F2 (u) =
1

W ×H

W∑
i=1

H∑
j=1

u (i, j) , (2)

式中：z为某一通道的平均值；u为特征图 U中某一个

通道的信息。

3)  之后是通道压缩 (squeeze) 操作与通道激励

 

3×3 Convolu�on (ReLU)

2×2 Max pooling

2×2 Transposed convolu�on

1×1 Convolu�on (Sigmoid)

Skip connec�on and concatena�on

128+256 128

256+512 256

3 64 64

2562

E1

512+1024 512

E5
1024

512 512

322

162

E4

256 256

642

E3

128 128

1282

E2

164+128 64 64

D1

图 5  本研究采用的 UNet 架构图

Fig. 5  UNet architecture used in this research
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图 6  FPN 模块架构

Fig. 6  FPN module architecture
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(excitation) 操作，即 F3。通道向量 z依次通过降维与升

维的全连接操作，以此融合各通道的特征信息。本研究

用 s表示各通道的权重，其数学表达式为

s = Sigmoid (W2×ReLU (W1 z)) , (3)

W1 W2式中： 为全连接降维层； 为全连接增维层。

F4 U4) 最后是 操作，即对特征图 的每个通道乘以各

自的权重，实现对 U的通道的重要程度重新分配。

由于瓶颈层位于网络的最深处，处理的是最抽象和

最具代表性的特征，为了帮助模型更有效地捕捉和利用

这些深层特征，本研究在该层引入该通道注意力机制，

构建了 FPN-SE-UNet 结构。

 3.4  领域自适应方法

由于飞机目标图像在不同环境、摄像条件下的特征

分布存在明显差异，仅依赖有标签的源领域进行训练，

往往无法在无标签的目标领域中取得理想性能。为此，

本文在网络中引入了领域自适应方法，构建了 FPN-SE-

DA-UNet，其网络架构如图 8 所示。

由于编码器部分包含更关键的特征信息，本研究在

编码器部分采取“双域输入”，即在一次 forward 中，同

时输入带标签的源域和无标签的目标域图像，经过瓶颈

层后，提取源领域和目标领域的特征信息，采用 MMD

度量二者在再生希尔伯特空间 (reproducing kernel Hilbert

space, RKHS) 中的距离，其数学表达式为

MMD (XS,XT) =
∥∥∥∥∥ 1
|XS|
∑
ϕ (xs)−

1
|XT|
∑
ϕ (xt)

∥∥∥∥∥ , (4)

ϕ

xs XS xt XT；

MMD(XS,XT) XS XT

式中： 表示映射，即把原变量映射到再生希尔伯特空

间中，作用于源数据点 ∈ 和目标数据点 ∈

表示源数据 和目标数据 之间的距离。

λ

λMMD2(XS,XT)

通过最小化该距离，在特征空间中实现源领域和目

标领域特征分布对齐，以此有效提升模型在目标领域的

预测性能。同时，为了合理控制源域和目标域特征分布

对齐的程度，避免由于特征分布的过度对齐导致模型分

割性能下降，本文引入超参数 ，通过在损失函数中引

入 项，实现对特征分布对齐程度的动态

调节，引入领域自适应后，模型总损失函数为

L = Ls+λMMD2 (XS,XT) , (5)

Ls

λ

式中：L为引入领域自适应方法后的总损失； 为分割

损失； 为领域自适应的权重系数。

 3.5  知识蒸馏架构

由于引入领域自适应方法使模型需要同时处理源域

和目标域的信息，提升了模型的复杂度，为兼顾推理效

率与分割精度，本文引入知识蒸馏策略，以训练好的

FPN-SE-DA-UNet 为教师模型，设计了教师-学生 (teacher-

student) 网络架构，在不显著降低性能的情况下，训练

出了一个轻量级的学生模型，网络架构如图 9 所示。

在本研究中，学生网络的设计基本沿袭教师网络的

构架，并完整继承了 FPN、SE 注意力机制以及领域自

适应模块，以此确保在多尺度特征融合、通道注意力强

化和跨域特征对齐等方面与教师模型保持一致。具体而

言，除瓶颈层外，学生网络将初始的 UNet 架构中编码
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器各阶段的通道数削减至教师网络的一半，由于编码器

的特征需通过跳跃连接与解码器拼接，解码器端的通道

宽度也相应缩减，从而在维持网络拓扑结构的同时，显

著降低了模型参数量与计算开销。

KL 散度 (Kullback-Leibler divergence) 可用于度量两

个概率分布间的相对熵差异，其数值越小意味着分布越

趋于一致，其数学表达式为

DKL (P ||Q) =
∑

Plog
P
Q
, (6)

式中：P代表教师模型输出的概率分布；Q代表学生模

型的预测分布。

Lkd

为了充分利用预先训练好的教师模型输出的软

标签来指导学生模型，在训练中，本文将 KL 散度引入

蒸馏损失 ，最小化此损失后，学生模型能够在每个像

素点模仿软标签的概率分布，使学生模型学习到教师模

型的判别能力与特征表达。学生模型在显著减少计算量

的同时，仍能在跨域场景下维持较高的分割性能，为资

源受限的实际部署提供了良好的平衡方案。

 4   实验结果与分析

 4.1  数据集收集和预处理

本研究使用来自 Kaggle 平台提供的数据集 Accurate
plane  shapes/segmentation[20]，该数据集由 MetaVision
团队制作而成。其包含了 9 个不同场景下的 11761 张

1280 pixel×720 pixel 的飞机 RGB 图片及其对应的像素

级高质量标注，其中部分图片及其对应的标注信息如

图 10 所示。数据集中飞机目标均为小尺寸，平均像素

占比约 0.00082，每个场景图片的数量以及飞机标签区

域占背景区域的平均大小比例如表 1 所示。本研究选取

场景 9 图片作为目标域，包含 1210 张图片，剩下与之

不同场景的 10551 张图片作为源域。源域所有带标注样

本与目标域中 30% 无标注图片作为训练集，目标域剩余

70% 图片及对应的标注信息作为测试集。此外，对标注

图进行二值化处理，像素值大于 0 的位置设为前景，其

余位置为背景，最后将所有图片尺寸均调整为 256×256。
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 4.2  参数配置

由于数据集中均为小目标，为缓解前景背景不平衡

问题，本研究在损失函数的设计中引入了 Dice Loss 和

Focal Loss。为了适配领域自适应任务并增强模型的泛

化能力，在损失函数中添加了相应的 MMD 损失。最终

损失函数 L的数学表达式为

L = Ls+Ld , (7)

Ls = Ldice+Lfocal , (8)

Ld = λMMD2 , (9)

Ld Ldice Lfocal式中： 为领域自适应损失； 为 Dice Loss； 为

Focal Loss。
以 IoU 和 DICE 作为评价指标，来评价模型的分割

性能，相应的计算公式为

IoU =
|A∩B|
|A∪B| , (10)

DICE =
2× |A∩B|
|A|+ |B| , (11)

式中：A是真实标注区域；B是模型预测区域。

本研究在一块显存容量为 24 GB 的 NVIDIA GeForce
RTX 3090 显卡上完成模型的训练和测试，代码实现基

于 PyTorch 深度学习框架。此外为避免模型学习到数据

集中连续图像的时序特征，训练集在输入前进行了随机

打乱。由于源域图片数量远多于目标域，故通过循环复

用目标域图片，直至取完所有源域图片。训练采用

Adam 优化器，且由于 FPN-SE-DA-UNet 模型较为复杂，

训练过程对显存需求较高，因此本研究还引入了 PyTorch
自带的混合精度训练机制，以有效降低显存的占用。在

训练过程中，经验证，设置超参数如表 2 所示，能够最

大程度利用 GPU 显存并使分割精度达到最优，即训练

共进行 30 个 epoch，batch size 设置为 16，初始学习率

(Lr) 设为 0.0001，损失项中领域自适应权重系数设置

为 0.008。

L

在后续进行知识蒸馏的过程中，本研究将损失函数

设置为

L = Ls+Ld+Lkd , (12)

Lkd = k×R (Teacher, Student, T ) , (13)

Lkd式中： 为蒸馏损失；k为蒸馏系数；R为引入 KL 散

度后，学生模型预测结果与教师模型生成的软标签之间

的损失；T为知识蒸馏的温度系数。

在训练过程中，k设置为 0.1，T设置为 2，除对模

型中通道数进行缩减，其余超参数与 FPN-SE-DA-UNet
保持一致。

 4.3  模型预测性能对比

为验证所提 FPN-SE-DA-UNet 模型的性能，本研究

选取了 8 种具有代表性的语义分割模型作为对照组进行对

比，包含 FCN[21]、SegNet[22]、AttentionUNet[10]、LWUNet、
SegNeXt[23]、 Swin-UNet[24]、 PIDNet[25]、 PP-LiteSeg[26]，

采用 IoU 和 DICE 两项指标对各模型进行性能评估。为

确保公平性，所有对照模型均使用相同的训练配置，包

括混合精度训练策略、学习率、训练轮数等参数，均与

FPN-SE-DA-UNet 保持一致。各模型的性能测试结果如

表 3 所示，部分实验可视化结果如图 11 所示。

从表 3 可 以 观 察 到 ， 相 比 于 FCN、 SegNet、
AttentionUNet、LWUNet、SegNeXt、Swin-UNet、PIDNet、

 

表 1　每个场景图片的数量及飞机标签区域占背景区域的平均大小比例

Table 1　The number of images per scene and the average ratio of mask size to background area

Scene1 Scene2 Scene3 Scene4 Scene5 Scene6 Scene7 Scene8 Scene9 All

Number 605 2361 693 1869 761 1441 1724 1097 1210 11761

Ratio 0.00074 0.00064 0.00058 0.00090 0.00082 0.00098 0.00088 0.00074 0.00091 0.00082

 

表 2　超参数设置

Table 2　Hyperparameter settings

Epoch Batch size λ Lr

30 16 0.008 0.0001

 

表 3　模型间的性能测试结果对比

Table 3　Performance comparison of experimental results among multiple models

Evaluation index FCN SegNet AttentionUNet LWUNet SegNeXt Swin-UNet PIDNet PP-LiteSeg Ours

IoU 0.1251 0.3076 0.4576 0.2254 0.3385 0.4043 0.3911 0.4337 0.5229

DICE 0.2196 0.4695 0.6276 0.3674 0.5054 0.5753 0.5622 0.6049 0.6866
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PP-LiteSeg，本研究提出的 FPN-SE-DA-UNet 在 IoU 方

面分别提升了 0.3978、0.2153、0.0653、0.2975、0.1844、
0.1186、0.1318、0.0892，在 DICE 方面分别提升了 0.4670、
0.2171、0.0590、0.3192、0.1812、0.1113、0.1244、0.0817。
可见，FPN-SE-DA-UNet 在分割精度和小目标识别能力

方面均具有显著优势。其具体原因：首先，研究所使用

的数据集中，目标物体 (飞机) 尺寸较小，将图像尺寸调

整为 256×256 后，飞机的宽度可能不足 10 个像素点。

常规网络直接对输入图像进行多次下采样，造成大部分

浅层的语义信息丢失，对于小目标而言，多次下采样后

可能只剩下极少的像素。为此，本研究引入 FPN 模块，

充分融合了不同层级的特征图信息，避免了下采样后小

目标信息丢失的问题，在对小目标的预测上有更好的效

果。其次，本研究引入注意力机制 SEBlock，使得模型

关注更加重要的通道，增强了模型的特征表示能力。类

似地，AttentionUNet 也通过添加了注意力门控单元，让

模型能聚焦到关键区域，从而在测试中有较好的表现。

最后，考虑到测试集中背景与训练集存在域间差异，本

研究引入了领域特征对齐模块，使模型能够学习源域与

目标域之间的共享特征，增强了模型的跨域泛化能力，

在不同背景下依然保持良好的分割性能。

此外，如图 11 所示，FCN 深层特征图尺寸过小

且上采样过程跨度太大，容易造成高分辨率信息丢失，

在小目标分割能力上表现最差，几乎无法看出飞机所

在位置。Swin-UNet 通过采用带有移动窗口的 Swin
Transformer 搭建了 U 形编码器-解码器网络，该网络能

够更好地捕获全局特征，因此在小目标分割任务中有较

好的效果，能够在一定程度上看出飞机的大致轮廓。PP-
LiteSeg 为轻量级分割模型，保留一个高分辨率分支专

管边缘细节，避免主干下采样带来的边缘信息丢失，但

轻量化设计导致的模型表示能力有限，在小目标场景中

特征表达冗余度不足，而提出的 FPN-SE-DA-UNet 则能

充分利用高分辨率特征信息，加强了对特征图中关键通

道信息的学习，并且将训练集和测试集的特征分布对齐，

该网络能够较为精确地锁定飞机所在位置，并对飞机机

翼，头尾部的轮廓进行较好的分割。

 4.4  消融实验

为了验证提出的网络中各个模块对模型性能的影响，

在此数据集上进行消融实验。从初始的 UNet 架构开始，

依次添加 FPN 模块，得到 FPN-UNet；添加注意力机制

模块，得到 FPN-SE-UNet；添加领域自适应模块，得到

最终的 FPN-SE-DA-UNet。分别对上述各模型进行 IoU
和 DICE 指标的测试，结果如表 4 所示，部分实验结果

 

Input

LWUNetA�en�onUNetSegNetFCNTrue mask

SegNeXt OursSwin-UNet PIDNet PP-LiteSeg

图 11  部分实验结果可视化

Fig. 11  Visualization of selected experimental results
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展示于图 12。
从表 4 和图 12 中可以看出，UNet 由于结构过于简

单，对于小目标的分割能力相当有限，仅能在飞机所在

位置输出少量像素组成的“点”。在引入 FPN 模块后，

增强了模型对小目标的分割能力，IoU 与 DICE 均有一

定程度提升，输出的 mask 能够覆盖飞机更多区域。引

入注意力机制后，FPN-SE-UNet 在 FPN-UNet 的基础上

更加突出了对图片中关键特征的学习，IoU 与 DICE 进

一步提升，输出 mask 也能包含较为模糊的轮廓信息。

在引入领域自适应模块后，模型的跨域泛化能力得到增

强，IoU 与 DICE 也有了明显提升，从 FPN-SE-DA-UNet
的输出 mask 来看，飞机能被较完整地分割，轮廓信息

也能在一定程度上被预测，验证了所提各模块对模型性

能提升的有效性。

 4.5  注意力机制模块对比

为验证本研究引入的 SE 注意力机制在小目标飞机

分割任务中的有效性，本研究选取了另外三种常见的注

意力机制作为对照组进行对比，包含 CBAM[27]、ECA[28]、

DAN[29]，采用 IoU 和 DICE 两项指标进行性能评估，结

果如表 5 所示。其中 CBAM、ECA 是参数量较大的空

间注意力机制，导致模型易发生过拟合，且这两种注意

力机制对局部细节很敏感，容易受噪声影响，针对小目

标分割任务效果不佳。DAN 包含两个注意力模块，分

别处理全空间和全通道，当有一个模块没有关注到有效

特征，就容易削弱特征表达或引起梯度不稳定。SE 注

意力机制仅针对通道进行加权，额外参数极少，训练过

程易收敛，且避免了对空间维度的过度干预，以极小的

参数代价明显提升了模型对小目标飞机的分割性能。

 4.6  超参数对比实验

λ Lr

λ Lr

λ

λ

λ

在训练过程中，权重系数 与学习率 是影响领域

自适应任务的两个重要超参数，因此本研究探究了不同

大小的 、 对模型分割性能的影响，实验结果如表 6、
表 7 所示。权重系数 代表了训练过程中对分割任务与

特征分布对齐任务的权衡， 过大时模型更加专注于源

域与目标域特征分布的对齐， 过小时模型无法充分学

习到的源域与目标域之间的共性特征，均会导致模型无
 

表 4　消融实验结果

Table 4　Ablation study results

Evaluation index UNet FPN-UNet FPN-SE-UNet FPN-SE-DA-UNet

IoU 0.2674 0.3366 0.3791 0.5229

DICE 0.4194 0.5014 0.5491 0.6866

 

Input FPN-SE-DA-UNetFPN-SE-UNetFPN-UNetUNetTrue mask

图 12  消融实验部分结果可视化

Fig. 12  Visualization of selected ablation study results

 

表 5　不同注意力机制测试结果对比

Table 5　Comparison of test results for different attention modules

Evaluation index SE CBAM ECA DAN

IoU 0.5229 0.3562 0.2799 0.1144

DICE 0.6867 0.5244 0.4359 0.2042
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Lr

Lr

Lr λ

法达到最佳的分割性能。学习率控制每次梯度更新的步

幅，直接决定模型训练的收敛速度、稳定性与最终精度。

过高会使梯度更新步幅过大，导致损失振荡甚至发散，

模型难以收敛而出现欠拟合。 过低会导致每次更新步

幅过小，模型在有限轮内难以充分逼近最优解，最终精

度受限。通过实验证明，当 =0.0001 且 =0.008 时，梯

度更新步幅合适且在分割任务与特征分布对齐任务之间

实现了最佳权衡，从而使模型分割性能达到最优。

 4.7  蒸馏模型对比

本研究搭建的 FPN-SE-DA-UNet 有较高的检测精度，

但模型参数量较大，推理过程较为复杂。为满足实际应

用中实时性检测的需求，以训练好的 FPN-SE-DA-UNet
作为教师模型做知识蒸馏，得到了学生模型。另外，为

验证知识蒸馏的有效性，本研究将 FPN-SE-DA-UNet 直
接进行压缩，参数与知识蒸馏得到的学生模型保持一致，

得到 Light-Teacher，并比较直接训练得到的 Light-
teacher 与知识蒸馏得到的 Student 的分割性能，实验结

果如表 8、图 13 所示。

经过知识蒸馏，可以观察到学生模型在总参数量、

IoU、DICE 方面相较于教师模型分别降低了 9.3%、

12.9%、8.8%，但在帧率方面提升了 49.1%，以较低的

精度损失换取了较高的实时性提升。由于通道数的削减。

从教师模型压缩而来的 Light-teacher 无法捕捉并表征更

丰富的语义信息，因此相比于教师模型，在 IoU、

DICE 方面均有明显下降。学生模型由于在训练过程中

引入了教师模型生成的软标签，学习到了教师模型的判

别能力与特征表达，即使通道数被削减，在输出 mask

 

λ表 6　Lr=0.0001 时不同 的实验结果对比

λTable 6　Comparison of experimental results for different  values at Lr=0.0001

Evaluation index 0.0001 0.008 0.001 0.01 0.1 1

IoU 0.4591 0.5229 0.5221 0.4893 0.2731 0.2258

DICE 0.6228 0.6867 0.6808 0.6568 0.4257 0.3681

 

λ表 7　 =0.008 时不同 Lr 的实验结果对比

λTable 7　Comparison of experimental results for different Lr at =0.008

Evaluation index 0.00001 0.0001 0.001 0.01 0.1

IoU 0.4798 0.5229 0.00338 0 0

DICE 0.6483 0.6867 0.00651 0 0

 

表 8　教师-学生模型实验结果

Table 8　Teacher-student model experimental results

Model Total parameter quantity IoU DICE Frame rate

Teacher 40738434 0.5229 0.6866 39.9

Light-teacher 36938722 0.3985 0.5694 59.5

Student 36938722 0.4557 0.6260 59.5

 

Input TeacherTrue mask StudentLight-teacher

图 13  教师-学生模型部分实验结果可视化

Fig. 13  Visualization of selected experimental results from the teacher-student model
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方面仍与教师模型较为接近，亦能够对飞机的整体以及

轮廓信息进行较准确的预测。

 5   结　论

本研究提出了一种基于领域自适应的语义分割模型

FPN-SE-DA-UNet，旨在实现跨域情况下对小目标飞机

的分割。通过引入 FPN 模块，充分利用不同尺度的特征

信息，增强对小目标的捕捉能力。在此基础上引入 SE
注意力机制模块，突出模型中更加重要的通道特征。此

外，引入领域自适应方法，对齐源域和目标域的特征分

布，增强了模型的泛化能力。最后，通过知识蒸馏，得

到了一个兼顾准确率与实时性的学生模型。经验证，

FPN-SE-DA-UNet 相较于其他主流的语义分割模型具有

更高的分割精度，通过知识蒸馏得到的学生模型在具有

较高实时性的同时亦能保持较强的分割性能。在本研究

的分割任务中，FPN-SE-DA-UNet 的性能虽优于其余分

割模型，但数据集中飞机目标太小，部分图像甚至肉眼

也无法分辨，导致无法分割出清晰的轮廓特征，在未来

的工作中，可通过图像预处理、CRF 等算法进一步提升

分割精度。
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Abstract

Objective With the rapid development of global air transportation system and unmanned aerial vehicle technologies, all kinds of aircraft
are increasingly being applied for use in the security of civil and airspace monitoring and public safety. So, we need better and more correct
aerial target recognition. Thanks to the development of deep learning and computer vision, Convolutional neural network based detection
methods are being used for recognition of aircraft. Among them, the semantic segmentation can complete the localization of the pixel level
target,  therefore,  it  can  provide  much  more  detailed  information  to  extract  the  aircraft  contour  and  analyze  the  posture  of  the  aircraft.
However,  compared to the medium and large aircraft,  the small  aircraft  has fewer pixels in the image and its  discriminative features are
weaker, which is easily affected by the complex background and is hard to be precisely and steadily segmented by the current model. At the
same  time,  in  the  practical  application  scenario,  because  of  the  difference  in  the  use  of  imaging  devices,  the  environment,  and  the
distribution of data, it is easy to produce the domain shift phenomenon, and the model’s generalization ability is greatly reduced. And all
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these high-accuracy segmentation methods need very complex network structure and occupy lots of computational resources, which is hard
to satisfy the real-time requirement of practical systems. So combining domain adaptation and light-weighting modeling approach to get
both  high  accurate  real-time  small  aircraft  semantic  segmentation  of  background.  This  is  worth  researching  and  putting  into  practical
engineering.

Methods The  paper  focuses  on  the  problem of  poor  segmentation  accuracy  of  small  aircraft  in  cross-domain  situation,  and  carries  out
some model design and exploration within the scope of a deep learning-based semantic segmentation framework. The classical U-Net plus
an  additional  feature  pyramid  network  (FPN)  which  is  a  multi-scale  feature  fusion  structure  to  improve  the  model's  ability  to  represent
small aircraft targets. In addition to this, a Squeeze-and-Excitation(SE)channel attention is added to the network bottleneck such that it can
learn  to  adjust  the  weight  of  each  feature  channel  adaptively,  thereby  increasing  the  models  ability  to  react  to  important  discriminative
features. To solve the different feature distribution caused by the different scenes and imaging conditions, we proposed a method to align
the deep feature distribution between the source and target domains by the MMD, which can also enhance the model’s generalization to the
target domain. On this basis, we use a teacher-student network and introduce a knowledge distillation approach, where the high-accuracy
model with domain adaptation serves as the teacher. Using the teacher’s soft label to supervise the training of a light student model, we can
greatly reduce the number of parameters and computational cost of the student model, but still have good segmentation effect. Experiment
is conducted on the multi-scene small-aircraft dataset with explicit source-target domain split. To validate the effectiveness and real-time
performance of the above proposed method through comparison experiment and ablation experiment respectively.

Results and Discussions Small aircraft cross domain semantic segmentation performance, experimental results show that the proposed
FPN-SE-DA-UNet is good at both accuracy and generalization. Feature pyramid network comes in to play in order to integrate information
from different scale, and solve the loss of fine-grained features caused by the repeated down-sampling process. SE channel attention makes
model  better  at  noticing  important  discriminative  features  and  leads  to  better  target  completeness  and  stability  in  segmentation  results.
Cross domain experiment shows that using the maximum mean discrepancy based domain adaptation to align the source and target domain
feature can get  much higher  IOU and DICE score on the target  domain test  set,  which is  0.5229 and 0.6866 respectively.  Both is  much
better than all multiple semantic segmentation model. Also with the same model, it is possible to make a small student model by adding
knowledge distillation. The student model is scored at 0.4557 IoU and 0.6260 Dice. The student model gets an average inference speed of
59.5 f/s  on an NVIDIA GeForce RTX 3090,  there is  a  slight  drop in segmentation accuracy,  this  is  about  a  49.1% increase in real-time
performance over the teacher model, it is a reasonable trade-off for accuracy vs. real-time performance. From the above we can see that the
proposed method is able to obtain a stable small aircraft segmentation for cross-domain scenarios without sacrificing real-time application
requirements.

Conclusions To solve the problems of low segmentation accuracy, poor generalization ability, and weak real-time performance in cross-
domain semantic segmentation of small aircraft, this study proposes a domain adaptation based semantic segmentation model, FPN-SE-DA-
UNet, it introduces the FPN module to obtain richer multi-scale feature information, which can enhance the ability to capture small targets.
On the other hand, the SE attention module is used to highlight more informative channel information in the network, and it introduces a
domain  adaptation  strategy  to  align  the  features  of  the  source  domain  and  target  domain,  which  can  improve  the  model’s  ability  to
generalize.  On  this  basis,  a  lightweight  student  model  is  constructed  with  the  help  of  a  knowledge  distillation  strategy.  It  has  good
segmentation  results  and  good inference  efficiency,  and  the  computational  complexity  has  been  greatly  reduced.  Experiments  verify  the
effectiveness and practicability of the proposed method in cross domain semantic segmentation of small aircraft.
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