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摘要：为了增强对重点特征的动态感知能力，增强空间和通道间的交互作用，提出空间动态感知的图像分类网络

(spatial dynamic perception image classification network ，SDPNet)。此网络以 ResNet-34 残差网络为基础，首先引

入负值指数抑制模块 (negative exponent suppression，NES) 强化对图像空间特征的感知，增强网络对判别性特征的学

习能力；然后采用了空间动态感知模块 (spatial dynamic perception，SDP)，将负值指数抑制模块与并行结构的特征旋

转 (feature rotation，FR) 与动态扩张 (dynamic expansion，DE) 相融合，捕捉图像空间对称性，动态选择空间特征中

的判别性信息，实现空间特征增强。最后引入了双维度融合残差模块 (dual-dimension fusion residual，DFR)，将 SDP
模块嵌入到残差块中并将条件卷积嵌入到降维后的残差分支中，动态调整空间和通道的交互作用，优化特征表达，减少

网络过拟合，提高网络的泛化能力。在 CIFAR-100、CIFAR-10、SVHN、Flowers-102、NWPU-RESISC45 数据集上

准确率分别达到了 80.63%、96.95%、97.66%、90.34%、92.46%，与当前先进的方法相比分别平均提高了 3.60%、

2.52%、2.09%、7.29%、2.36%，与现有主流网络模型比较，SDPNet 能够对原始特征图中重要的空间位置和通道位置

进行增强，提高关键特征的贡献度，有效提高神经网络的图像分类能力。
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 1   引　言

图像分类是计算机视觉领域的核心研究方向之一，

旨在通过算法模型自动识别并标注输入图像的类别[1]。

作为人工智能技术的重要应用基础，该任务的核心挑战

在于如何从像素级数据中提取特征，并建立鲁棒的分类

决策边界。传统方法主要依赖于手工设计特征[2] 与浅层

分类器[3] 的结合，其特征表达能力有限，难以适应复杂

的视觉场景变化，随着数据量的增加和任务复杂度的提

升，传统方法难以满足日益增长的图像分类任务需求，

因此激发了后续深度学习方法的蓬勃发展[4]。在深度学

习[5] 模型领域应用最为广泛的是卷积神经网络[6]，卷积

神经网络能够从原始图像中自动提取特征，并且通过多

层卷积和池化操作[7]，自动学习图像的低级特征和高级

特征，从而减少传统方法中对于手动特征设计的依赖。

随着卷积神经网络技术的兴起，图像分类任务迎来

了革命性的突破。2012 年，AlexNet[8] 首次证明了深度

卷积神经网络的优越性。该模型采用 5 层卷积和 3 层全

连接结构，有效缓解了梯度消失问题，但由于其网络结

构相对简单，所以特征提取能力十分有限。2014 年，牛
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津大学提出的 VGGNet[9] 系统研究了网络深度的影响，

其采用连续的 3×3 小卷积核堆叠，相比大卷积核既能减

少参数量，又能通过多层非线性变换增强特征表达能力。

同年，GoogleNet[10] 提出革命性的 Inception模块，该结

构采用多分支并行设计，通过不同感受野捕捉多尺度

特征，但多分支设计显著增加了内存访问开销，辅助

分类器的梯度回传效果随网络加深而衰减。He 等[11] 提

出 ResNet，通过残差学习解决了深层网络梯度消失难

题。其核心的跳跃连接允许原始输入直接跨层传输，使

梯度能够畅通无阻地反向传播[12]，但残差连接对噪声和

对抗样本的放大效应导致恒等映射在深层网络中的特征

被稀释，瓶颈设计中 1×1 卷积占比过高，需要更多的设

计资源。

为提升计算效率，解决传统神经网络不能进行动态

权重分配、可解释性与灵活适配性不高等问题，研究人

员提出注意力机制与网络结构相结合的方法来重塑视觉

领域。SENet[13] 创新性地在通道维度引入注意力机制，

通过全局平均池化和全连接层生成通道权重，实现特征

通道的自适应校准。CBAM[14] 在 SENet 的基础上实现了

对通道和空间上双注意力协同工作，但它的空间注意力

仅基于浅层池化特征，对复杂关系建模不足。Non-Local
Networks[15] 通过引入自注意力，计算所有像素点的相似

度权重来实现全局上下文建模，然而其计算复杂度随分

辨率平方增长，难以处理高分辨率图像。Vision
Transformer  (ViT)[16] 突破性地将图像拆分为 16  pixel×
16 pixel 的图块序列，通过多头自注意力机制实现全局建

模，成为视觉 Transformer 的里程碑工作，但由于串口

划分破坏平移不变性，位置代码需预设最大分辨率[17]。

现有注意力机制在全局性、灵活性和可解释性上均

展现出多方面的优势，但是由于模型结构的限制，在处

理复杂信息时总是过度强调全局关系，牺牲了对局部细

微特征和纹理的感知[18]，难以适应不同尺度的物体和空

间关系的变化，不能充分整合全局空间上下文信息，由

于模型对全局信息的保留不够完整，使得分类准确性受

到影响，使模型有过拟合的风险。

为了解决以上问题，本文提出空间动态感知的图像

分类网络 SDPNet。该网络以 ResNet-34 为基础，首先提

出了负值指数抑制模块 (negative exponent  suppression,
NES) 强化对图像空间特征的感知，其非线性特征变换

方法可以增强网络对判别性特征的学习能力。然后提出

了 SDP 注意力机制，通过负值指数抑制模块结合并行结

构的 FR 与 DE 捕捉图像空间对称性，提升旋转鲁棒性，

动态聚焦空间特征中的判别性信息，增强对空间特征的

感知能力。最后提出了 DFR，该模块由融合 SDP 注意

力机制的残差块和嵌入条件卷积到降维后的残差分支构

成，增强空间和通道的交互作用，优化特征表达。

 2   空间动态感知的图像分类网络

为了增强对重点特征的动态感知能力，增强空间和

通道间的交互作用，提升模型对物体方向变换的鲁棒性，

增强网络的泛化能力，本文提出了空间动态感知的图像

分类网络 (SDPNet)，总体结构如图 1 所示。

本研究的网络主要包括以下几个部分：

1) 对输入图像进行预处理操作。进行预处理操作后，

将尺寸归一化，满足模型输入层的张量形状要求，避免

因尺寸不匹配导致运行时出现错误，除了确保输入维度匹

配外，在图像的预处理操作中还能将像素标准化，像素

标准化处理过的图像可以加速收敛，兼容预训练权重。

2) 将通过预处理后的图像输入网络的首层特征提取

模块。将原有的 7×7 首层卷积改为 3×3 首层卷积可以更

好地关注局部特征，能够保留更多的细节。

3) 图像通过首层卷积后，再将图像传输到由双维度

融合残差模块构成的 Layer1、Layer2、Layer3、Layer4
中，通过 SDP 动态选择空间特征中的判别性信息，强化

对图像空间特征的感知，实现空间特征增强。在降维后

的残差分支中加入条件卷积，增强空间和通道的交互作

用，提高网络的泛化能力。

4) 将特征图传输到平均池化层中，目的是将每个特

征图的全局空间信息压缩为单一标量，减少模型复杂度，

忽略物体在图像中的具体位置，只关注是否存在某类特

征。再通过全连接层将高级语义特征转换为类别标签，

让模型自动学习从原始数据到目标的完整映射，输出最

终的分类结论。

 2.1  首层特征提取模块

ResNet-34 网络采用 7×7 卷积配合最大池化操作来

完成初级特征的提取。虽然 7×7 卷积核的初始感受野较

大，能够较快捕捉更多的特征，但是大卷积核会过度模

糊局部细节。以 10 pixel×10 pixel 尺寸输入图像为例，

经过 ResNet-34 网络初始特征提取层处理后，输出特征

图的尺寸可根据式 (1) 计算：

T =
S −K +2P

D
+1 , (1)
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其中：S为输入特征图像尺寸；K为卷积核尺寸；P为

填充大小；T为输出特征图像尺寸；D为步长。

根据式 (1) 可以得出输出特征图尺寸减小为 3 pixel×
3 pixel，经过卷积后的图像尺寸变小，物体轮廓变模糊，

空间关系失真。

为了解决这一问题，本研究将首层的 7×7 卷积核

替换为 3×3 的小卷积核，首层卷积核尺寸对比如图 2
所示。

小卷积核能够改善模型的计算效率，还能增强局部

特征的提取能力，避免过大感受野引入的无关背景干扰。

同时删除最大池化层，最大限度保留图像的原始信息，

设置合理的填充大小来保持输出图像与输入图像尺寸

一致。

综上所述，本研究提出的首层特征提取模块是通过

采用较小尺寸的卷积核实现的，对于小尺寸输入图像，

该方法不仅能够有效提取底层视觉特征，还能改善模型

的计算效率，提升分类结果的准确率。

 2.2  负值指数抑制模块

为了强化对图像空间特征的感知能力，有效过滤

噪声和冗余信息，使网络能够学习更具区分度的特征表

示，增强特征的判别性。本研究提出了负值指数抑制模

块 (negative exponent suppression，NES)，具体结构图如

图 3 所示。

 

Co
nv

 3
x3

BN
+R

eL
U

Preprocessing Layer1

Co
nv

C-
Co

nv×3

Av
g

Po
ol

in
g

Layer2
×3

×5

Layer3 Layer4

×2

FC

Co
nv

 3
x3

Co
nv

 3
x3

SD
P

Co
nv

 3
x3

Co
nv

 3
x3

SD
P

Co
nv

 3
x3

Co
nv

 3
x3

SD
P

Co
nv

 3
x3

Co
nv

 3
x3

SD
P

Co
nv

Co
nv

C-
Co

nv

C-
Co

nv

Co
nv

 3
x3

Co
nv

 3
x3

SD
P

Co
nv

 3
x3

Co
nv

 3
x3

SD
P Co

nv
 3

x3
Co

nv
 3

x3
SD

P

图 1  SDPNet 总体结构图

Fig. 1  Overall structure of SDPNet

 

K=7, S=2, P=3 K=3, S=2, P=1

K=3, S=1, P=1

7×7 Conv Maxpool

3×3 Conv

图 2  网络首层卷积修改前后对比图

Fig. 2  Comparison chart of network first-layer convolution layer before and after modification
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Feature

abs

Feature

where X_outX

图 3  负值抑制结构图

Fig. 3  Negative value suppression structure diagram

 

X ∈ RH×W×C

负值指数抑制部分是一种新型非线性特征变换方法，

由绝对值变换操作 (abs) 和指数衰减抑制操作 (where) 组

成，对于给定的输入特征图 ，其中，H×W为

特征图的空间大小；C为通道数，特征图将先经过一个

绝对值变换层，具体可以表示为

X_abs = |X| , (2)

其中：X_abs 表示对特征图进行绝对值变换。绝对值变

换在保持特征连续性的同时，可以去除正负符号带来的

极性差异，增强特征对比度，突出边缘信息。

然后进行指数衰减抑制操作，对原始特征中的负值

进行特殊处理，用其绝对值的指数衰减值替代原始特征

中的负值，再通过指数衰减因子使得负值的贡献快速衰

减，形成非线性响应，具体可以表示为

X_out = where(X > 0,X,X_abs⊙ e−6) , (3)

其中：X_out 为输出的变换后特征图；⊙表示逐元素乘

法；e−6 为衰减因子，衰减因子将负响应强度压缩至原始

值的 0.25% (e−6≈0.0025)。
为进一步观察 NES 模块的效果，图 4 给出了 NES

模块使用前后特征可视化对比图，由图 4 可知，该模块

通过负值指数抑制技术，以指数衰减方式弱化负响应所

携带的边缘信息，并通过正向激活区域的响应强度提升

特征图的整体对比度，使关键目标的轮廓和细节更加突

出，在保留信息与增强判别性特征中取得平衡，提高了

特征的对比度，使网络聚焦于更具有鉴别力的区域，进

一步加强了网络对图像特征的学习能力。

 2.3  空间动态感知模块

传统的卷积神经网络因其静态且局部的特性，在处

理复杂空间结构、几何变换、多尺度目标等任务时存在

瓶颈。为了增强重点特征的动态感知能力，强化对图像

空间特征感知的同时提升模型对几何变换的鲁棒性，实

现空间特征增强，本文提出了 SDP 模块，将负值指数抑

制模块与并行结构的特征旋转、动态扩张以及通道混洗

部分方法相融合，动态选择空间特征中的判别性信息，

提高关键区域敏感性，从而提升网络性能。

特征图在经过负值指数抑制模块处理后，对特征图

进行 FR、DE、通道调整 (channel shuffle, CS) 三部分并

行处理。

1) FR：具体结构如图 5 所示。由图可知，先通过对

特征图进行 180°中心对称旋转，在特征空间实现了隐式

数据增强，有效缓解了标准卷积核在旋转变化下捕捉特

征的局限性。然后将旋转后的特征图经由 1×1 深度可分

离卷积处理，具体如式 (4) 所示：

Xrot = tanh(W2 · rot (W1 ·X)) , (4)

其中：W1 为第一个 1×1 卷积；rot为旋转操作；W2 为第

二个 1×1 卷积；tanh 为双曲正切激活函数；X_rot 为最

终的输出。

卷积从旋转后的视角提取特征，有效提升了特征空

间的多样性分布，参数量较标准卷积大幅减少，在提高

模型对物体方向变化的鲁棒性的同时实现图像分类任务

中的几何不变性增强与动态特征校准。

最后使用 tanh 激活函数对卷积后的特征图进行处理，

tanh 激活函数公式如下：

tanh(x) =
ex− e−x

ex+ e−x
. (5)

由式 (5) 可知，通过 tanh 激活函数可以将任意输入

压缩到 [−1,1]，有利于旋转特征的梯度回传。同时，tanh
的非线性特性会在抑制微弱特征的同时突出较大值的显

著特征，对比度增强有助于网络聚焦于更重要的特征。

综上，tanh 在此处的设计既稳定了数值，又通过非

线性变换优化了特征表达，最终使后续特征图融合更有

效，确保模型在处理旋转等几何变换时网络训练的稳

定性。

 

图 4  使用 NES 模块前后特征图像对比

Fig. 4  Comparison of feature images before and after using the
NES module
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2) DE：由两步操作组成，首先是特征提取操作，

其具体结构如图 6 所示。
 
 

Deconv

Conv0 (x)x

Conv0 3×3

Conv1 2×2

N(x)

V(x)

图 6  特征提取操作结构图

Fig. 6  Feature extraction operation structure diagram

 
首先对特征图采用卷积核大小为 3×3 的卷积，通过

降低空间分辨率来扩大感受野，同时在卷积过程中使用

反卷积来恢复特征图空间信息，其核心公式如下：

V(x) = Deconv (Conv0 (x)) , (6)

其中：Conv0 表示卷积核为 3×3 的卷积；Conv (x) 表示

经过卷积后得到的特征矩阵；Deconv (x) 表示反卷积；V
(x) 表示经过反卷积后的特征矩阵。反卷积的具体工作

原理为：先在输入特征图的每个像素之间中插入零值，

将插入的零值作为占位符，确保原始像素在输出中的位

置关系不变，从而达到恢复空间信息的目的。

特征图通过反卷积操作后，再使用步长为 1，卷

积核大小为 2×2 的卷积对特征图进行局部特征提取，以

逐像素级滑动扫描实现密集覆盖，捕捉输入图像的局

部特征，从而增强网络对细节信息的感知能力。其表达

公式为

N (x) =Conv1(V (x)) , (7)

其中：Conv1 表示卷积核为 2×2 的卷积；N (x) 表示经过

卷积后的特征矩阵。

进行特征提取部分操作后，为了确保特征图的尺寸

与原始输入一致，使得后续逐元素加法顺利进行，本文

对特征图像实行最近邻插值操作强制调整特征图尺寸，

最邻近插值操作图像如图 7 所示。
 
 

Bhrh

Bhrw

Grah

Graw

(xin, yin)

(xout, yout)

图 7  最邻近插值操作图像

Fig. 7  Nearest neighbor interpolation operation image

 

⌊·⌋

图中 Bhr表示原特征矩阵；Gra表示经过最近邻插

值上采样算法后的目标矩阵；Bhrh、Bhrw 表示原特征矩

阵的尺寸参数，分别为高度宽度信息；Grah、Graw 表示

目标特征矩阵的参数，分别为高度和宽度信息，(xin, yin)
为原特征矩阵中某个元素坐标；(xout, yout) 为经过最邻近

插值上采样操作后的同一个元素坐标，由图可见，原坐

标随着上采样操作和特征矩阵被等比放大， 表示向下

取整，其计算坐标映射关系为

yout =

⌊
yin ·

Bhrh

Grah

⌋
, xout =

⌊
xin ·

Bhrw

Graw

⌋
. (8)

由式 (8) 可知，最近邻插值上采样操作的核心原

理就是，对于输出中的每个像素，找到输入中几何位置

最近的像素，直接复制其值。因此最邻近插值上采样

操作不引入新颜色或渐变，无复杂计算，因其仅依赖

原始数据，所以内存占用低，无随机性，能够保持稳定

输出。

 

X

Rot

Conv1×1

Conv1×1 Tanh

X_rot

图 5  FR 部分结构图

Fig. 5  FR structure diagram
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3) CS：由两个 1×1 卷积和一个通道打乱操作组成，

具体如图 8 所示。

首先，将经过前序处理的特征图输入到一个 1×1 卷

积层中进行通道维度的变换，1×1 卷积可以促进通道之

间的信息融合，改变通道维度；接着，对卷积后的特征

图执行通道混洗操作，通过随机化通道顺序，强制不同

通道组之间进行信息交互，通道之间的信息交互可以打

破通道间的固定连接模式，增强特征多样性；最后，混

洗后的特征再通过第二个 1×1 卷积层处理，将通道数恢

复到原始输入尺寸，并基于重组后的通道关系学习更有

效的特征表示。

整个流程通过三步操作，实现了高效的通道注意力

建模，既能捕捉通道间的重要依赖关系，又保持了较低

的计算开销，从而实现通道交互和重组，网络动态抑制

冗余通道、增强有用通道的目标。

SDP 模块由上述四部分组成，其具体结构图如图 9

所示。

首先对特征图进行 NES 操作，强化对图像空间特

征的感知，突出关键特征，然后对经过 NES 操作的特

征图并行执行三步操作，通过 FR 操作，捕捉图像空间

的对称性，增强模型对物体方向变化的鲁棒性；通过

DE 操作，同时捕捉细节和整体轮廓，动态选择空间特

征中的判别性信息；FR 操作提供几何不变性特征，DE

操作保留多尺度空间信息，二者通过相加融合，提升特

征表达能力，再对相加后的特征进行空间平均池化操作，

实现空间特征增强。在通道上，通过 CS 操作打破固定

通道关系，配合后续卷积挖掘跨通道交互，抑制冗余通

道；将经过 CS 操作后的特征图送入通道平均池化层中，

聚焦特征重要性；将空间平均池化后的特征图与通道平

均池化后的特征图相加，再通过 tanh 激活函数将注意力

归一化，增加特征矩阵之间的关联性，实现对输入特征

进行自适应增强，从而提升模型对关键特征的敏感性。

最后将处理结果与原始特征图像相乘，防止原数据丢失，

并输出最终结果。
 

Input

Conv 1×1 Channel shuffle

Output

Conv 1×1

+

+

+

C×H×W

C/3×H×W

C/3×H×W

C/3×H×W

C/3×H×W

C×H×W

C×H×W

图 8  CS 部分结构图

Fig. 8  CS structure diagram

 

Input

···

···

NES

+ Avg_space

Avg_channel

+

ta
nh ×

Output

FR

DE

CS

图 9  SDP 模块结构图

Fig. 9  SDP structure diagram
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 2.4  双维度融合残差模块

在图像分类任务中，随着传统卷积神经网络层数

的不断增加，模型容易出现不稳定现象，如梯度爆炸和

梯度消失等问题，这提升了训练过程的复杂度，更直

接导致了分类错误率的升高，为了解决这一问题，He 等[11]

创新性地提出了基于跳跃残差连接的网络结构，如

图 10(a) 所示。通过建立跨层连接来加深网络，缓解梯

度爆炸和梯度消失等问题。当输入与输出特征图的维度

不匹配时，采用 1×1 卷积核的跳跃连接实现维度对齐，

如图 10(b) 所示。但是降维后的残差模块通过固定的卷

积核权重处理输入特征，其输出的特征图的所有空间特

征和通道特征具有均等的贡献度，这种无差别的特征融

合方式忽视了不同区域或通道对任务目标的差异性，导

致模型可能无法有效抑制噪声或冗余特征，从而降低特

征判别性。为解决这一问题，通过将 SDP 注意力机制融

入残差模块中，如图 10(c) 所示，在通道和空间上对注

意力权重进行分配，增强对重点特征的关注度，强化对

图像空间和通道特征的感知，并将条件卷积嵌入到降维

后的残差分支中构成 DFR 模块 ，如图 10(d) 所示。

条件卷积的公式为

y =
N∑

i=1

αi(x) · (Wi∗x)+b , (9)

其中：Wi 为卷积核权重；b为偏置项；αi (x) 为由路由函

数生成的第 i个权重。路由函数是一个由输入特征图驱

动的、动态的卷积核混合器，使卷积操作由静态变为动

态，实现条件化。

DFR 能够调整感受野，有效增强模型对空间特征的

提取能力，动态调整通道交互。在空间维度上，DFR 通

过多尺度特征融合策略，将不同尺度的空间特征进行有

效整合，显著提升了模型对复杂空间结构的表征能力。

在通道维度方面，DFR 引入了动态通道交互机制，通过

自适应权重分配强化重要特征通道的贡献，在缓解信息

丢失的同时有效去除冗余信息，增强特征图的图像信息

与空间信息的平衡，以适应不同尺度的目标，进一步优

化特征表达，使特征表达在保持丰富图像细节的同时，

实现了信息的高效压缩，从而提升模型鲁棒性。

 3   实验及结果分析

 3.1  实验环境

 3.1.1  硬件、软件平台以及数据集

实验采用的硬件与软件平台配置如下：操作系统

为 Windows11，显卡为 NVIDIA RTX 3090 显卡 (24 GB
显存)，软件框架包括 Pytorch  1.9.7、 CUDA  12.1 与

CUDNN8.3。编程语言为 Python 3.9.13。所使用的数据

集包括 CIFAR-10、CIFAR-100、SVHN、Flowers-102 及

NWPU-RESISC45，以覆盖多种图像分类场景。具体数

据集信息如表 1 所示。
 
 

表 1　实验数据集
Table 1　Experimental datasets

Name Size
Num. of

classes

Number of training

samples

Num. of test

samples

CIFAR-10 32×32 10 50000 10000

CIFAR-100 32×32 100 50000 10000

SVHN 32×32 10 73257 26032

Flowers-102 96×96 102 14740 15153

NWPU-

RESISC45
256×256 45 27000 4500

 

 3.1.2  参数初始化与训练准备

网络参数的初始化对模型训练的稳定性至关重要，

为确保实验的可复现性和模型训练的稳定性，使所有对

比模型在公平一致的条件下进行训练，本研究对所有网

络参数采用以下初始化策略。

 

3×3 Conv

+

BN+ReLU

BN+ReLU

3×3 Conv

3×3 Conv

+

BN+ReLU

BN+ReLU

3×3 Conv

SDP

3×3 Conv

+

1×1 ConvBN+ReLU

BN+ReLU

3×3 Conv

3×3 Conv

+

1×1 ConvBN+ReLU

BN+ReLU

3×3 Conv

SDP

C-Conv

a b

c d

图 10  4 种残差块比较。 (a) 残差块； (b) 降维后的残差块；

(c) 融合 SDP 的残差块； (d) 双维度融合残差模块

Fig. 10  Four types of residual blocks. (a) Basic block; (b) Residual block;
(c) Residual block fused with SDP; (d) DFR
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网络主体卷积层采用 Kaiming 正态初始化，该方法

是适配 ReLU 激活函数的经典初始化策略，保持在前向

传播过程中激活值的分布稳定，有利于梯度在反向传播

中有效流动；所有残差块末尾的批量归一化层进行零初

始化，以稳定深层网络训练；SDP 模块中的相应卷积层

采用了 Xavier 初始化以适配 tanh 函数，避免因初始化

不当导致梯度饱和或消失问题，使 SDP 模块从训练初期

就能正常参与学习。

 3.2  SDPNet 整体性能分析

为全面评估 SDPNet 的有效性，在 CIFAR-100、
CIFAR-10、SVHN 数据集上，从分类准确率与模型效率

两个维度，将其与多种主流模型进行整体对比。

 3.2.1  SDPNet分类准确率

为评估 SDPNet 的有效性，本研究将 SDPNet 与多

种主流图像分类网络模型 ResNet-34[11]、EfficientNet[19]、

GhostNet[20]、MobileNet-LAM[21]、QKFormer[22]、TLENet[23]、

ATONet[24]、Couplformer[25]、SSLLNet[26]、Multi-ResNet[27]、

DCDENet[28] 在 CIFAR-100、CIFAR-10、SVHN 数据集

上进行了对比实验。实验所采用的分类准确率数据均严

格参照以下来源：对于未公开代码的模型，直接引用其

原始论文中报告的实验结果；开源模型的结果则通过官

方代码复现验证。各网络模型在三个数据集上的分类准

确率如表 2 所示。

“—”表示未知结果，加粗字体为最优实验。综合

表 2 中各模型的分类准确率可知，SDPNet(本文网络) 在
多个数据集上的分类性能均优于其他 11 种网络模型。

其中 SDPNet 的最高准确率分别为 80.63%、96.95%、

97.66%，对比其他网络分类准确率平均提升了 3.60%、

2.52%、2.09%。

性能仅次于 SDPNet 的网络是 DCDENet 和 QKFormer，
准确率分别为 80.08 %、 96.56%、 97.66% 与 80.26%、

96.18%、97.13%。DCDENet 同 SDPNet 一样，都是在

ResNet 残差网络的基础上加以改进，DCDENet 采用双

分支多注意力机制模块，抑制了非关键特征的干扰，提

升了模型对目标区域的定位效率。QKFormer 的核心贡

献在于提出了 Q-K 注意力机制，该机制通过线性复杂度

的二进制向量编码策略，实现了通道维度的高效特征建

模，使其具备优异的关键信息筛选能力。但是上述网络

仅仅只是在捕捉重要信息方面有所提升，在局部特征捕

捉方面不够完善，因此分类效果低于 SDPNet。
EfficientNets 在 CIFAR100、CIFAR-10、SVHN 三个

数据集上的准确率分别为 75.96%、94.01%、93.32%，

它通过联合调整深度、宽度和分辨率，而非传统单一维

度的缩放，实现较优的性能与计算量的平衡，但是复合

缩放依赖高分辨率输入，在小尺寸图像上分辨率缩放策

略则会失效，分类准确率受到影响。

GhostnNet 和 Couplformer 都是通过结构重构实现高

效计算，尽管在某些数据集上较 MobileNet-LAM 有所

提升，但是轻量化设计被迫牺牲对细微判别特征的捕捉

能力，导致网络泛化能力变差。

其他网络虽然在上述三个数据集中性能表现尚可，

但是深入比较后发现，对于动态特征校准以及几何变换

后模型鲁棒性降低的问题，SDPNet 效果最佳，因此，

SDPNet 在增强局部特征提取能力的同时，保证了网络

的泛化性，能够准确聚焦关键区域和特征，提升分类准

确率。

 3.2.2  SDPNet参数量、计算量及运行速度

为明确 SDPNet 在实际应用中的系统可用性和可维

护性，对各网络的参数量、计算量以及运行速度进行对

比分析，具体结果如表 3 所示。

由表 3 可知，与上述网络相比，SDPNet 的参数

量与 ResNet-34 的参数量相近，仅相差 0.58  M，与

EfficientNets 的 53.68 M、Multi-ResNet 的 52.03 M 以及

HO-ResNet[29] 的 51.22 M 相比，SDPNet 的参数量最低，

这是因为 SDPNet 未采用大核卷积，降低了网络的参数

量，引入了动态计算，使模型更轻量高效。

SDPNet 的计算量为 7.50 G，高于 SSLLNet 的 6.36 G、

 

表 2　不同网络在 3 种数据集上的分类准确率/%
Table 2　The classification accuracy rates of different networks on

three datasets/%

Method CIFAR-100 CIFAR-10 SVHN

ResNet-34[11] 78.14 95.80 96.82

EfficientNets[19] 75.96 94.01 93.32

GhostNet[20] 77.15 94.92 93.86

MobileNet-LAM[21] 68.09 89.37 —

QKFormer[22] 80.26 96.18 97.13

TLENet[23] 78.42 95.46 96.83

ATONet[24] 78.47 93.83 94.61

Couplformer[25] 73.92 93.54 94.26

SSLLNet[26] 79.32 95.79 97.04

Multi-ResNet[27] 78.68 94.65 —

DCDENet[28] 80.08 96.56 97.55

SDPNet (Ours) 80.63 96.95 97.66
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EfficientNets 的 4.79  G 以及 Couplformer 的 4.47  G。虽

不是最低值，但与 Multi-ResNet 的 11.68 G 相比，仍处

于较低水平，表明 SDPNet 通过接受适度的计算开销来

增加模型性能的提升，体现了更优的计算效率。

SDPNet 的运行速度为 2.55 f/s，优于 Multi-ResNet
的 1.60 f/s 和 TLENet 的 2.28 f/s，在上述网络中处于中

等水平。尽管速度并非最快，但 SDPNet 的速度仍处于

可比范围，满足实际部署所需的推理效率，在精度提升

的同时，并未导致实时性严重下降。

综上所述，SDPNet 在参数量、计算量以及运行速

度方面均表现较为优异，较低的参数量和较快的运行速

度，为其在资源受限场景下的实际部署奠定了坚实基础，

增强实际应用中的系统可用性和可维护性。

 3.3  消融实验

为了评估 SDP 模块和 DFR 模块对 SDPNet 性能的

贡献，本研究基于 ResNet-34 设计了消融实验，通过单

独及组合加入这两种模块，并与原始 ResNet-34 进行对

比分析。为确保实验可比性，在五种不同规模的数据集

上开展验证： 其中 CIFAR-100、CIFAR-10、SVHN 为

小尺寸图像数据集，NWPU-RESISC45 为大尺寸图像数

据集，Flowers-102 则包含多种尺寸的自然图像。为统

一输入尺度，本研究将 Flowers-102 数据集的图像在预

处理阶段统一裁剪为 96 pixel×96 pixel，鉴于 Flowers-
102 和 NWPU-RESISC45 数据集尺寸大于 CIFAR-100、
CIFAR-10、SVHN 三种数据集尺寸，为适应大尺寸图像

的特征提取需求，我们将 ResNet-34 的初始特征提取层

恢复为 7×7 卷积核结构，并增加最大池化层。对应的消

融实验结果如表 4 所示。

由表 4 的消融实验结果可知，在多个数据集上，引

入 SDP 与 DFR 模块均对 ResNet-34 的分类性能产生了

显著提升。具体而言，ResNet-34+SDP 在 CIFAR-100、
CIFAR-10、SVHN、Flowers-102 和 NWPU-RESISC45 数

据集上的分类准确率分别提高了 1.72%、1.03%、1.61%、

4.14% 和 1.99%； ResNet-34+DFR 分别提升了 1.40%、

0.13%、0.12%、2.65% 和 1.66%；而同时融合 SDP 与

DFR 模块的完整模型 (SDPNet) 提升最为显著，准确率

分别提高了 2.11%、0.53%、0.39%、7.59% 和 2.38%。

SDPNet 相对于原模型提升幅度最大，尤其在类别数

量较多的 CIFAR-100、Flowers-102 和 NWPU-RESISC45
数据集上表现更为突出。这表明模型能够从更丰富的类

别中学习更具判别性的特征表示，从而带来更显著的性

能增益。相比之下，CIFAR-10 和 SVHN 数据集虽然样

本规模较大，但类别相对较少，本身基线准确率已较高，

因此各类模型的提升幅度有限。

综上所述，无论数据集规模大小或类别数量多少，

DFR 与 SDP 模块均能有效提升 ResNet-34 的分类准确

率，并且两者组合构成的 SDPNet 在所有测试条件下均

表现出最优的综合性能。

 3.4  注意力机制对比实验

为验证 SDP 模块对 ResNet-34 的性能提升效果，本

研究选取了五种主流注意力机制进行对比，包括 SE、
SCConv (Li 等[30]，2023)、CA (Huo 等[31]，2021)、CBAM
(Woo 等 [14]，2018) 与 ADWM (Huang 等 [32]，2025) 采用

的注意力机制简介汇总如表 5，将 5 种注意力机制分别

 

表 3　各网络的参数量、计算量及运行速度

Table 3　The parameter count, FLOPs and FPS of each network

Method Params/M FLOGs/G FPS

ResNet-34[11] 21.35 3.67 3.01

EfficientNets[19] 53.68 4.79 —

Couplformer[25] 27.74 4.47 2.83

Multi-ResNet[27] 52.03 11.68 1.60

TLENet[23] 47.03 9.42 2.28

ATONet[24] 29.97 9.83 1.81

SSLLNet[26] 31.62 6.36 2.12

HO-ResNet[29] 51.22 10.98 1.93

SDPNet (Ours) 21.93 7.50 2.55

 

表 4　引入不同模块的实验结果：分类准确率 (单位：%)
Table 4　The experimental results of introducing different modules: the classification accuracy rates (Unit: %)

Method CIFAR-100 CIFAR-10 SVHN Flowers-102 NWPU-RESISC45

ResNet-34 78.14 95.80 96.82 82.73 90.07

ResNet-34+SDP 79.86 96.83 97.23 86.87 92.06

ResNet-34+DFR 79.54 95.93 96.94 85.38 91.73

ResNet-34+SDP +DFR 80.25 96.33 97.21 90.32 92.45
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嵌入到 ResNet-34 网络中，并在 CIFAR-100、Flowers-

102、STL-10 三个数据集上进行训练，以对比分析其性

能差异。

由于 Flowers-102 和 STL-10 的原始图像尺寸大于

CIFAR-100，针对大尺寸图像的特征提取需求，本研究

将 ResNet-34 的首层特征提取层调整为 7×7 卷积核结构

并补回最大池化层，目的是扩大感受野以增强特征捕获

能力。实验结果如表 6 所示，其中，SDP 模块的性能最

优，在上述三个数据集上的分类准确率高于其他 5 种注

意力机制模块。

由实验结果可知，SE 模块通过引入通道注意力机

制，使网络模型的准确率明显提升，通过增强通道的自

适应选择能力，从而提升特征的判别性与模型的整体表

达能力。但是其综合分类性能仍弱于本文提出的 SDP 模

块，这是因为 SE 通过全连接层建模所有通道间的全局

依赖关系，但并非所有通道两两之间均存在关联，这种

跨通道的交互本质上是非线性且高阶的，因其复杂特性

无法被简单的 SE 有效捕捉；引入 SCConv 模块的网络

在 Flowers-102 数据集上取得了优异的分类性能，其准

确率仅次于 SDP，通过动态空间注意力聚焦局部关键区

域，抑制复杂背景干扰，再通过通道重建技术，增强判

别性通道，有助于模型提升对细粒度分类的能力，

SCConv 的双重建结构虽然轻量，但与普通卷积或简单

注意力机制相比，仍会引入额外的计算开销；ADWM

通过特征双重自适应加权机制，有效抑制特征图中的噪

声，使最终特征更具判别性，通过动态调整感受野，使

网络自适应地决定依赖局部细节还是全局上下文，从而

更好的处理不同大小的物体，但结合 ADWM 的残差块

要比标准残差块更复杂，会增加计算量和参数，需要更

精细的学习率调度和更长的训练时间。CA 与 CBAM 均

融合了通道与空间注意力机制，但是相比于 SDP 在三个

数据集上准确率分别低 1.18%、1.16%、2.26% 和 1.13%、

2.48%、0.11%，这是因为以上两种注意力均为空间注意

力和通道注意力协同引入机制，当注意力模块加入网络

中时，空间注意力和通道注意力会形成复杂的相互耦合

关系，当空间特征和通道特征的贡献度存在差异时，空

间注意力和通道注意力会互相干扰从而导致性能下降。

与其他 5 种注意力机制相比，SDP 在三个数据集上

分别平均提升 0.6%、1.27%、1.56%。说明本文提出的

空间动态感知模块 SDP 能够在各种数据集上提供更精准

的分类准确率。SDP 实现了动态调整通道重要性，增强

了特征多样性，一方面增强跨通道的信息提取，另一方

面融合多尺度上下文，最终实现跨通道与跨空间的特征

交互与增强。
 

表 5　多种注意力机制简介

Table 5　Introduction to various attention mechanisms

注意力机制 简介

SE SE是一种经典的通道注意力机制，通过动态学习各通道的重要性权重，增强关键特征并抑制冗余信息。

SCConv SCConv是一种创新的双维度重建注意力机制，通过解耦空间和通道维度的特征优化，实现了高效的特征选择。

ADWM
ADWM是一种复合型注意力机制，通过不同维度的特征间自适应加权，有效抑制噪声干扰，并动态捕捉特征间的互补信息，提升模型的

鲁棒性。

CA
CA也是一种双维度注意力机制，通过分解式坐标信息捕获，同时建立通道关系和长距离空间依赖，在不增加计算量的情况下，提升了模

型对空间结构的建模能力。

CBAM CBAM是一种经典的双维度注意力机制，通过串联通道和空间两个维度的注意力机制，提升CNN的特征选择能力。

 

表 6　引入不同注意力机制的实验结果：分类准确率 (单位：%)
Table 6　Experimental results of introducing different attention mechanisms: the classification accuracy rates (Unit: %)

Method CIFAR-100 Flowers-102 STL-10

ResNet-34 78.14 82.73 69.88

+SE 79.26 86.43 70.62

+SCConv 79.45 87.60 72.09

+ADWM 79.19 87.04 73.42

+CA 78.68 86.77 71.60

+CBAM 78.73 85.45 73.75

+SDP 79.86 87.93 73.86
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 3.5  首层特征提取模块实验

为了对比 ResNet-34 网络第一层卷积核尺寸大小对

实验结果的影响，本文设计了首层特征提取模块实验，

首先将 ResNet-34 网络首层卷积由原始的 7×7 大小的卷

积核改为 3×3 大小的卷积核，并删除最大池化层，再测

试原始模型与改进后的模型在 CIFAR-100 数据集上的准

确率，如图 11 所示。
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图 11  修改网络首层卷积对准确率的影响

Fig. 11  The impact of modifying the first layer convolution of the network
on classification accuracy

 
由图 11 可知，改进后的模型准确率为 77.6%，原始

模型的准确率为 75.4%，通过对比实验结果，发现较小

尺寸卷积核能够增强局部特征的提取能力，避免过大感

受野带来的无关上下文信息干扰，同时删除最大池化层

能够最大程度保留更多的图像原始信息，从而提升分类

结果的准确率。

 3.6  SDP 模块实验

 3.6.1  SDP不同模块实验

SDP 模块中的影响实验结果准确率的参数为衰减因

子和特征图的旋转角度。以下将分别对这两个参数进行

参数影响实验。

1) 为了探究衰减因子对准确率的影响，对特征图赋

上大小为 E的衰减因子，试验不同的 E值在 CIFAR100

数据集上的准确率 (accuracy，ACC)，如表 7 所示，当

衰减因子 E取值为 e−6≈0.0025 时，模型能提取到更加丰

富的特征，且分类准确率最高。

2) 为了探究旋转角度参数对网络模型准确率的影响，

设置 5 组不同的旋转角度参数，分别为方案 1 不旋转、

方案 2 旋转 90°、方案 3 旋转 180°、方案 4 旋转 270°、
方案 5 可学习的旋转角度。以方案 3 为例，旋转 180°表
示对经过负值指数抑制部分的特征图进行 180°的旋转，

使特征图的拓扑结构与原图中心对称，这种操作帮助模

型捕捉输入中的对称模式，实现空间对称性增强。为确

定最优的旋转角度，采用上述不同的 5 种方案分别在

CIFAR-100、CIFAR-10、SVHN 数据集进行训练和测试，

所有实验使用基本的数据增强并设置 200 个迭代轮次，

最佳的旋转角度参数根据最高准确率取值。

表 8 为不同旋转角度参数对 SDPNet 网络模型在三

个数据集上的实验结果，从中可以看出旋转角度不是越

大越好或者越小越好。较大的旋转角度会导致语义被破

坏，暴露更多图像边缘的填充区域，引入噪声，增加模

型学习负担。较小的旋转角度会生成高度相似的特征，

导致模型难以区分原始特征和旋转特征，反而增加收敛

难度，使计算成本增加。

方案3 旋转180°，在CIFAR-100、CIFAR-10、SVHN
数据集上分别取得 79.86%、96.83%、97.23% 的分类准

确率，均为最高值。综上可得，180°为最优旋转角度，

能在增强数据多样性和保持特征有效性之间取得最佳平

衡，从而提高模型的效率和鲁棒性，实现图像分类任务

中的几何不变性增强与动态特征校准。

 3.6.2  SDP部分方法实验

SDP 模块由负值指数抑制 (NES)、特征旋转 (FR)、
动态扩张 (DE) 以及通道混洗 (CS) 部分方法构成，这些

方法分别从特征抑制、空间变换、动态调整感受野以及

通道变换的不同维度增强模型的表达能力，但各个部分

方法的组合效应与各自的贡献尚不明确，为了明确核心

有效方法，本文设计了从单一方法到全组合的 14 种不

同部分方法排列组合，这些组合方式覆盖了所有可能的

组合情形，能够有效分析出各方法的独立贡献和协同效

应，具体组合方法如表 9 所示。
 

表 7　不同 E 值下的准确率

Table 7　Accuracy rates at different E values

E e−3≈0.0497 e−5≈0.0067 e−6≈0.0025 e−7≈0.0009

ACC 73.29 75.93 78.96 76.32
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采用上述 14 种组合分别在 CIFAR-100、CIFAR-10、

SVHN 数据集上进行分类准确率测试，所有实验均采用

相同的训练设置与超参数，以确保结果的可比性。具体

实验结果如图 12 所示。

由图 12 可知，在单一方法中，单独加入 NES 方法

的准确率分别为 78.79%、95.38%、95.92%，说明该模

块的核心有效方法为 NES 方法，通过绝对值处理和指

数衰减，抑制特征图中的负值响应，增强特征对比度，

为后续所有分支处理打下基础；在组合方法中，全组合

方法准确率分别为 79.86%、96.83%、97.23%，这种组

合方法通过分阶段、多维度的动态空间感知，形成自适

应的特征选择机制，从而提升模型的鲁棒性和泛化能力，

提升分类结果的准确率。

 3.6.3  SDP插入位置实验

注意力机制在 CNN 中插入位置会对其识别率产生

显著的影响，不同位置会引导模型聚焦于不同层次的特

征表达，不恰当的插入位置除了可能会因注意力机制错

误聚焦无关信息导致性能下降外，还可能会产生额外的

参数量和计算开销，降低模型推理速度，这些影响互相

关联，需要根据具体任务和资源限制来权衡注意力机制

的插入位置。本文设计了 6 种不同插入方案来比较 SDP

注意力机制的位置以及数量对准确率的影响，如图 13

所示。

在控制训练参数一致的条件下，基于 ResNet-34 网

络在 CIFAR-100、CIFAR-10、SVHN 中训练和验证，实

验结果如表 10 所示。

实验结果表明，将 SDP 模块插入在位置 1 上时，

在 CIFAR-100、CIFAR-10、SVHN 数据集上分类准确率

最高，分别为 79.86%、96.83%、97.23%，该现象说明

SDP 模块与高层网络结合能最大化其效果，通过高层网

络来实现更大的感受野和关键特征聚焦能力，实现从局

部细节到全局上下文的层次化感知，进而 SDP 机制精准

捕捉其中的复杂空间与通道交互，引导网络动态关注关

键区域，从而增强特征的判别性。因此，将 SDP 模块置

于位置 1 能够更充分地发挥其注意力引导作用，有效提

升模型的整体准确率。

 3.7  DFR 模块实验

为了研究 DFR 残差块嵌入位置与数量对 SDPNet 性

能的影响，本研究在残差连接处嵌入 DFR 残差块 (简记

为 D-Block)，依次替换原始 ResNet-34 结构中的残差连

接模块 (简记为 C-Block) 设计了 8 种排列组合方式，如

图 14 所示。

上述 8 种方案在 CIFAR-100、CIFAR-10、SVHN 数

据集上的分类准确率测试结果如图 15 所示。由图 15 可

知，组合方式 H 在 CIFAR-100、CIFAR-10、SVHN 数

据集上的分类准确率分别为 80.63%、96.98%、97.63%，

性能最优。这表明在残差连接处嵌入 3 个 D-Block 时能

获得最佳的分类结果。

 3.8  特征可视化分析

为了深入阐释 SDPNet 的特征提取过程，本研究对其

进行了可视化分析，选择如下网络进行对比：MobileNet_

V2、EfficientNet、ResNet，在 CIFAR-100 数据集上随

 

表 8　不同旋转角度对分类准确率的影响 (单位：%)
Table 8　The impact of different rotation angles on classification accuracy

(Unit: %)

Method CIFAR-100 CIFAR-10 SVHN

Method1 78.96 96.22 96.93

Method2 79.39 96.34 97.05

Method3 79.86 96.83 97.23

Method4 79.42 96.60 96.58

Method5 79.09 96.72 96.47

 

表 9　各部分方法组合方式

Table 9　The combination methods of each part

Combination NES FR DE CS

1 √ － － －

2 － √ － －

3 － － √ －

4 － － － √

5 √ √ － －

6 √ － √ －

7 √ － － √

8 － √ √ －

9 － √ － √

10 － － √ √

11 √ √ √ －

12 √ － √ √

13 － √ √ √

14 √ √ √ √
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图 12  各部分方法组合方式对分类准确率的影响

Fig. 12  The influence of the combination methods of each part on the classification accuracy rate
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图 13  SDP-Block 位置和数量的排列图

Fig. 13  Arrangement structure diagram of SDP-Block position and quantity

 

表 10　不同位置对准确率的影响 (单位：%)
Table 10　The impact of different positions on accuracy (Unit: %)

Position CIFAR-100 CIFAR-10 SVHN

Position1 79.86 96.83 97.23

Position2 78.97 95.62 96.71

Position3 79.05 96.26 96.93

Position4 79.82 96.33 97.20

Position5 79.64 96.04 96.89

Position6 78.72 95.41 96.73
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机选取 5 张图像，其热力图可视化效果如图 16 所示。

该网络模型能够有效学习不同类别图像的判别性特征实

现准确分类。在图像分类任务中，热力图上的红色区域

代表高响应权重，这些区域对模型的预测起关键作用，

而蓝色区域则表示低响应权重，其对最终预测结果的贡

献相对较小。

由图 16 可知，MobileNet_V2 受限于其轻量化的

网络结构，对图像细微特征的捕捉能力较弱，导致其

热力图中的红色区域仅能覆盖最具代表性的关键特征，

而难以进一步细化至更精细的局部结构。无法捕捉到

细微的特征。 EfficientNet 由于其独特的复合缩放机

制引发的特征稀疏效应，网络不能关注重要区域特

征，容易受外界因素的干扰，所以热力图中红色区域呈

现过度扩散现象。相较于 MobileNet_V2 和 EfficientNet，

ResNet-34 的网络层数更深，可以提取到更细致的特

征，但是在局部特征和全局特征的提取上能力欠佳，所

以热力图中红色区域虽然能覆盖图像中的主要特征，但

往往难以捕捉到更细微的局部细节，导致部分关键信息

被忽略。

由特征可视化分析可以看到，SDPNet 可以抑制噪

声和冗余信息，聚焦关键区域和特征，在强化对重点特

征关注的同时，还能高效利用关键特征，相比于其他网

络，SDPNet 展现出更精细和全面的特征提取能力，从

而增强了分类结果的可信度。

 4   结束语

针对图像分类时网络模型对重点特征的关注度较弱、

空间和通道间的交互作用不够充分等问题，本文提出了

空间动态感知的图像分类网络 SDPNet。主要贡献如下：

1) 提出 NES 模块强化对图像空间特征的感知，其非线

性特征变换方法可以增强网络对判别性特征的学习能力；

2) 提出 SDP 模块，应用负值指数抑制技术以及空间旋

转、动态扩张方法，捕捉空间特征中的判别性信息，实

现空间特征增强； 3) 提出 DFR 模块，在缓解信息丢失

的同时有效去除冗余信息，动态调整空间和通道的交互

作用，优化特征表达，减少网络过拟合，提高网络的泛

化性。
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图 14  嵌入 D-Block 的 8 种组合方式

Fig. 14  Eight combinations of embedding D-Block
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SDPNet 能够捕捉空间对称性，强化对图像空间特

征的感知，在提升分类精度的同时还能稳定梯度。在

CIFAR-100、CIFAR-10、SVHN、Flowers-102、NWPU-
RESISC45 多个数据集上的实验结果表明， SDPNet 在
不同数据集上均表现优异，其性能优于其他对比模型。

通过负值指数抑制、特征旋转、动态扩张以及通道混洗

部分操作，使网络更关注对任务有用的特征，从而提升

分类结果的准确率。由于空间动态感知的图像分类网络

只限于空间域操作，下一步工作将结合频域感知进一步

提升网络的分类性能。
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Abstract

Objective Image classification serves as a fundamental task in computer vision, aiming to automatically assign semantic labels to input
images through algorithmic models. Although deep learning, particularly convolutional neural networks (CNNs), has achieved remarkable
progress in this domain, existing approaches still face significant challenges. Traditional attention mechanisms often overemphasize global
relationships while sacrificing the perception of local fine-grained features and textures.  Furthermore, these methods struggle to adapt to
variations in object scale and spatial relationships, failing to fully integrate global spatial contextual information. The residual connections
in  deep  networks  can  amplify  noise  and  adversarial  perturbations,  leading  to  feature  dilution  in  identity  mappings.  Additionally,  most
current architectures lack dynamic weight assignment capabilities, resulting in limited interpretability and flexible adaptability. To address
these  limitations,  this  paper  proposes  a  Spatial  Dynamic  Perception  Image  Classification  Network  (SDPNet)  that  enhances  the  dynamic
perception  of  critical  features,  strengthens  spatial-channel  interactions,  improves  robustness  to  geometric  transformations,  and  increases
overall network generalization capability.

Methods The proposed SDPNet is constructed upon the ResNet-34 architecture with three key innovations. First, the Negative Exponent
Suppression  (NES)  module  is  introduced  as  a  novel  nonlinear  feature  transformation  technique.  This  module  applies  an  absolute  value
transformation to remove polarity differences while preserving feature continuity, followed by an exponential decay suppression operation
that  replaces  negative  values  with  their  absolute  values  multiplied  by  a  decay  factor  of  exp(-6),  compressing  negative  responses  to
approximately 0.25% of their original magnitude. This approach enhances feature contrast, highlights edge information, and strengthens the
network's  ability  to  learn  discriminative  features  while  maintaining  a  balance  between  information  preservation  and  discriminative
enhancement.  Second,  the  Spatial  Dynamic  Perception  (SDP)  module  is  developed,  integrating  the  NES  module  with  three  parallel
processing  branches:  Feature  Rotation  (FR),  Dynamic  Expansion  (DE),  and  Channel  Shuffle  (CS).  The  FR branch  performs 180-degree
center-symmetric  rotation  of  feature  maps  followed  by  1×1  depthwise  separable  convolutions  and  Tanh  activation,  capturing  spatial
symmetry and improving robustness to object orientation changes. The DE branch employs convolutional and deconvolutional operations
with 3×3 and 2×2 kernels respectively, dynamically expanding receptive fields while preserving spatial resolution through nearest-neighbor
interpolation  upsampling,  thereby  capturing  both  fine  details  and  holistic  contours.  The  CS  branch  utilizes  two  1×1  convolutions  with
channel  shuffling  between  them  to  break  fixed  channel  connection  patterns,  enhancing  feature  diversity  and  enabling  cross-channel
information exchange. These three branches are fused through spatial and channel average pooling followed by Tanh activation, enabling
adaptive  feature  enhancement  and  dynamic  selection  of  discriminative  spatial  information.  Third,  the  Dual-Dimension  Fusion  Residual
(DFR) module is proposed, which embeds the SDP attention mechanism into residual blocks and incorporates conditional convolutions into
the dimension-reduced residual branches. The conditional convolution dynamically adjusts kernel weights based on input features through
a routing function, transforming static convolution into dynamic, condition-dependent operations. This design enhances spatial and channel
interactions, optimizes feature representation, reduces overfitting, and improves generalization capability.  Additionally,  the initial  feature
extraction  layer  is  modified  by  replacing  the  7×7  convolutional  kernel  with  a  3×3  kernel  and  removing  the  max  pooling  layer  to  better
preserve local details and original spatial information.

Results and Discussions Comprehensive experiments  were conducted on five benchmark datasets:  CIFAR-100,  CIFAR-10,  SVHN,
Flowers-102,  and  NWPU-RESISC45.  SDPNet  achieved  classification  accuracies  of  80.63%,  96.95%,  97.66%,  90.34%,  and  92.46%
respectively,  outperforming eleven state-of-the-art  models  including ResNet-34,  EfficientNets,  GhostNet,  QKFormer,  TLENet,  ATONet,
Couplformer, SSLLNet, Multi-ResNet, DCDENet, and MobileNet-LAM. Compared with these competing methods, SDPNet demonstrated
average accuracy improvements of 3.60%, 2.52%, 2.09%, 7.29%, and 2.36% across the respective datasets. The model's parameter count
(21.93 M) remains  comparable  to  ResNet-34 (21.35 M) while  being substantially  lower  than EfficientNets  (53.68 M) and Multi-ResNet
(52.03  M).  The  computational  complexity  (7.5  GFLOPs)  and  inference  speed  (2.55  f/s)  demonstrate  practical  deployability  in  resource-
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constrained scenarios. Ablation studies confirm the complementary contributions of each module: SDP alone improves ResNet-34 by up to
4.14% on Flowers-102, DFR alone improves by up to 2.65%, and their combination yields synergistic gains of up to 7.59%, validating the
effectiveness of the integrated design. Attention mechanism comparisons against SE, SCConv, CA, CBAM, and ADWM across CIFAR-
100,  Flowers-102,  and  STL-10  datasets  show  that  SDP  consistently  achieves  superior  or  comparable  performance,  with  average
improvements of 0.6%, 1.27%, and 1.56% respectively. The 180° rotation angle in the FR branch was empirically determined as optimal
through  systematic  parameter  analysis.  Experiments  on  SDP  module  combinations  reveal  that  the  full  NES+FR+DE+CS  configuration
achieves the highest accuracy, with NES identified as the core effective component. Position sensitivity analysis indicates that placing SDP
at  deeper  network  layers  (position  1)  maximizes  its  effectiveness  by  leveraging  larger  receptive  fields  for  hierarchical  spatial-channel
interaction  capture.  Optimal  DFR  module  placement  involves  embedding  three  D-Blocks  within  the  residual  connections.  Visualization
analysis  through  heatmaps  demonstrates  that  SDPNet  effectively  suppresses  noise  and  redundant  information  while  focusing  on  critical
regions, exhibiting more refined and comprehensive feature extraction capabilities compared to MobileNet_V2, EfficientNet, and ResNet-34.

Conclusions This  paper  presents  SDPNet,  a  novel  image  classification  network  that  addresses  fundamental  limitations  in  existing
approaches  through  three  synergistic  contributions.  The  NES  module  enhances  spatial  feature  perception  through  nonlinear  feature
transformation,  the  SDP  module  dynamically  captures  discriminative  spatial  information  through  integrated  rotation,  expansion,  and
shuffling  operations,  and  the  DFR  module  optimizes  spatial-channel  interactions  through  conditional  convolutions.  The  comprehensive
experimental  validation  across  multiple  datasets  demonstrates  SDPNet's  superior  classification  performance,  robust  generalization
capability, and practical efficiency. Future work will extend this spatial-domain approach by incorporating frequency-domain perception to
further enhance classification performance.
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