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摘要：为了解决遥感图像中小目标特征不明显、背景复杂及目标密集分布导致的检测遗漏问题，提出一种融合注意力与

特征增强的遥感图像小目标检测算法。首先，构造多层级特征协同策略，结合通道注意力和空间注意力机制并利用门控

机制动态调整信息流动，有效捕捉不同层级特征间的潜在关联，加强模型在复杂场景中的鲁棒性。其次，设计一个多尺

度特征增强模块，将三维卷积和多尺度特征编码结合形成一个增强型颈部网络，优化信息提取能力与小目标的特征表达。

最后，采用 NWD 结合 SIoU 作为损失函数，在提升模型训练效率的同时进一步加强小目标的定位准确性。在 NWPU
VHR-10 数据集、DIOR 数据集和 RSOD 数据集上的实验结果表明，改进算法相较于原始模型，mAP@0.5 数值分别提

高了 9.9%、3.1% 和 3.2%，可视化实验结果显示改进算法可以检测出原始模型漏检的小目标，与其他主流检测算法相

比具有更优的检测精度。
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 1   引　言

随着计算机视觉技术研究的深入，遥感图像目标检

测在资源勘察、城市规划管理、灾害应急处理等领域中

具有重要价值。然而，遥感图像中的目标一般存在尺度

差异显著、场景复杂、细节模糊等特点，同时受成像高

度和大气条件的制约，导致目标边缘不够清晰、纹理信

息不足。尤其是在低分辨率影像中，目标与背景之间的

区分度进一步降低，使得精准识别和检测成为一项非常

困难的任务。现阶段遥感图像目标检测算法的研究已取

得显著进展，但在小目标检测方面仍面临诸多挑战，交

并比 (intersection over union, IoU) 是衡量预测框与真实

框重叠度的重要指标，在检测微小物体时 IoU 的敏感性

可能过高，目标框的细微变化也会导致 IoU 大幅度波动，

使损失函数在训练过程中不稳定，影响小目标的定位精

度；样本分配策略也是小目标检测的难点之一，在训练

数据中小目标样本数量相对较少，导致样本类别分配不

均衡，训练模型时可能会忽视小目标的特征，发生漏检

现象；在密集场景中，多个目标可能重叠，同一个目标

可能出现多个检测框，非极大值抑制 (non-maximum
suppression, NMS) 算法会删除多余的重叠框，由于小目

标之间的重叠，NMS 可能会错过小目标，造成漏检。

此外，在复杂场景下，小目标常与背景中相似纹理区域

混杂，难以有效定位。这使得将小目标与背景进行有效
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区分并对小目标实现精准定位变得尤为困难。因此，提

升遥感图像小目标检测的准确性并优化算法的推理效率

具有重要的研究意义 [1-7]。

近年来，自然图像领域的主流目标检测方法可分为

单阶段与双阶段两大类。单阶段方法，如 SSD[8] (single
shot  multibox  detector)、 YOLO[9-13] (you  only  look  once)
系列，通过单次前向传播直接确定目标类型和边界

框位置，具备响应快速、实时性高的优势。双阶段方

法，如 Faster R-CNN[14] (faster region-based convolutional
neuralnetwork)、 Mask  R-CNN[15] (mask  region-based
convolutionalneural network)，在生成候选区域后进一步

执行精确的分类与定位，凭借两阶段的级联优化机制，

在复杂场景中表现出较高的检测准确率。然而，遥感图

像因其独特的成像视角与背景复杂度，直接套用自然图

像检测方法在小目标检测任务中效果欠佳。

在近几年的研究中，基于卷积的特征融合已广泛应

用于目标检测任务。Liu 等[16] 开创性地探索了不同的基

于卷积神经网络的融合架构，并表明中层特征融合可以

带来更好的性能。虽然融合特征能更好地捕捉图像中各

类物体的细节，但是简单的融合方法会干扰多尺度特征

的语义一致性，影响检测效果。特别是在遥感图像中，

目标尺寸差异大，单一的尺度或层次特征往往无法有效

捕捉小目标的信息。Dong 等[17] 引入可变形卷积机制实

现多级特征融合，构建了具有自适应感受野的特征图，

以适配遥感目标在形状和方向上的多样性。Yan 等[18] 设

计了一种自适应语义网络，同时捕捉全局依赖关系和局

部细粒度特征，通过整合低层细节优化高层语义表达以

提高检测性能。上述方法引入自适应的特征选择机制，

降低了不同特征之间的互相干扰，但未能有效考虑特征

之间的相关性和差异性。为进一步提升目标检测性能，

一些方法在特征融合的同时引入注意力机制。Xu 等[19]

采用基于注意力的特征优化方法，增强了目标区域显著

性与网络特征提取能力。Liu 等 [20] 结合注意力机制与

Transformer 架构，建模时空上下文信息，有效弥补了双

时态图像的时间域差异。Shamsolmoali 等[21] 提出了一种

多实例注意力机制，强化局部特征蒸馏过程，有效区分

前景与背景，在保持检测精度的同时实现模型轻量化。

Yang 等[22] 基于注意力的软阈值过滤模块剔除高层特征

图中的冗余信息，强化目标语义表达，并引入渐进回归

损失函数提升定位精度。Ye 等[23] 提出了一种具有自适

应注意力融合机制的卷积网络，平衡多尺度目标比例并

学习特征图的深层语义信息。Lin 等[24] 利用位置增强和

边缘特征描述目标大致位置，并通过注意力与反向注意

力机制逐步优化预测结果。虽然上述方法结合特征融合

与注意力机制双重优势，使模型有效聚焦于小目标，但

是在复杂背景下，不平衡的特征融合可能导致信息的缺

失，同时引入多种注意力可能导致信息的偏离。此外，

肖振久等[25] 利用归一化 Wasserstein 距离 [26](normalized
Wasserstein  distance, NWD) 缓 解 最 小 点 距 离 交 并 比 [27]

(minimum point distance IoU, MPDIoU) 对遮挡场景的敏

感性，两者结合作为损失函数有效缓解小目标定位偏差

问题，但面对非水平矩阵或旋转偏移的物体仍存在一定

局限性。

为解决上述问题，本文在 YOLOv11 算法的基础上，

提出了一种融合注意力与特征增强的遥感小目标检测算

法。首先，引入一种多层级特征协同策略 (cascade feature
synergism, CFS)，通过空间注意力与通道注意力的协同

作用，建立两种注意力机制的潜在关联，在实现适度敏

感性的同时确保模型稳定地关注重要的特征信息，精准

定位目标区域并有效抑制背景噪声干扰，提升对小目标

的特征提取效果。其次，设计了一个多尺度特征增强模

块 (multiscale feature enhancement, MSFE)，结合三维卷

积和多尺度特征编码，通过平衡不同尺度特征图的权重

进行特征选择，在保留全局信息的同时关注局部细节，

减少了特征融合过程中小物体的信息损失。此外，为了

全面考虑目标物体的几何特征，捕获角度及形状信息，

增强 IoU 计算的稳定性，本文引入 SIoU[28] (SCYLLA-IoU)
与 NWD 联合回归损失函数，通过 SIoU 的形状损失与

NWD 的高斯建模相互协调，更平滑地处理复杂场景中

的尺度变化，加快了模型收敛速度。

 2   融合注意力与特征增强的遥感图像

小目标检测

为解决遥感图像小目标特征提取困难和特征信息不

足等问题，提出一种融合注意力与特征增强的遥感图像

小目标检测算法，其整体架构如图 1 所示。改进检测算

法主要包含三个部分：1) 多层级特征协同模块，通过结

合空间注意力和通道注意力机制，突出小目标特征，优

化特征提取过程，有效捕捉不同层次的特征信息；2) 多
尺度特征增强模块，采用维度特征融合策略聚合全局语

义信息，并结合多尺度特征编码与双向特征金字塔网

络[29](bidirectional feature pyramid network, BiFPN) 改进颈

部网络结构，提升小目标的检测精度；3) 损失函数部

分，通过引入额外的角度信息并结合 NWD 度量，形成

新的损失函数，提高了模型的收敛能力。
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 2.1  多层级特征协同模块

对于遥感图像中的小目标检测，背景噪声往往对检

测结果产生显著影响，而注意力机制能够显著提升模型

对小目标的敏感度。其中空间注意力可以增强目标的局

部特征，提升对小目标的定位精度，通道注意力可以优

化通道间的信息流，突出重要特征，为充分利用两者的

优势以提升在复杂场景中对不同尺度小目标的检测性能，

采用一种多层级特征协同机制，结构如图 2 所示。通过

融合通道注意力、空间注意力以及多尺度特征处理策略，

优化特征提取与聚合过程，显著增强模型在复杂背景下

的语义信息捕获能力，有效提升模型的鲁棒性。在传统

的多尺度特征融合中，通常采用拼接或加权平均的方式，

这往往忽略了不同尺度间的语义差异，导致信息不充分

Conv1×1

Conv3×3

整合。为解决这一问题，引入高效多尺度注意力机制[30]，

首先对输入特征进行分组，并行处理多个子特征，其中

包含 分支从高度和宽度方向上对通道进行编码和

分支用来捕捉局部跨通道交互特征，可以有效地

区分不同尺度的特征，并根据尺度差异调整不同尺度之

间的关系。其公式表示为

X ∈ RC×H×W , (1)

X = {X0,X1, ...,XG}, Xg ∈ RC/G×H×W , (2)

zH ∈ RC/G×H , zW ∈ RC/G×W , (3)

z ∈ RC/G×H×W , (4)

C G H式中：X为输入特征， 为通道数， 为分组数， 和
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图 1  模型总体结构

Fig. 1  Overall model structure
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W Xg zH zW分别表示高度和宽度； 为分组特征； 和 分别为

高度编码信息和宽度编码信息；z为空间展开后的特征

图。接着通过二维全局平均池化进一步编码全局空间信

息，完成全局特征向量和空间展开特征图的配对建模，

有效捕捉长程和短程的依赖关系，其公式表示为

Zc
(g) =

1
H×W

H∑
j

W∑
i

xc
(g)(i, j) , (5)

Z(g) ∈ RC/G, (6)

Zc
(g)式中： 表示第 c个通道的全局平均响应，第 g组的

全局平均响应。通过对不同尺寸卷积核的并行子

网络输出的特征图进行有效融合，可以整合来自不同空

间位置的特征信息，提高小目标特征表示的丰富性和准

确性。

为进一步提升空间信息处理能力，引入一种联合通

道注意力和空间注意力的协同策略。传统固定模式特征

映射由于空间权重共享会导致背景噪声被同等放大，所

以本文采用动态调整空间特征的方式，增强模型对空间

信息的处理能力。通过对输入特征进行通道分割与深度

可分离卷积处理，使模型在空间上能有效分配注意力资

源到关键区域，提升遥感小目标的特征表达能力，该过

程表示为

[X0,X1,X2,X3] = Split(X) , (7)

X̂0 = DW-Conv3×3(X0) , (8)

X̂i = ↑p(DW-Conv3×3(↓ p
2i

(Xi))),1 ⩽ i ⩽ 3 , (9)

Split( · ) DW-Conv3×3(·)
↑p(·)

↓ p
2i

(·)
p/2i X0

X1、X2、X3

1×1

式中： 表示通道分割操作； 表示

具有 3 pixel×3 pixel 的深度可分离卷积； 表示将特

征向上采样至 p大小； 表示将输入特征向下采样到

大小。 用来放大数据的细节提取深层特征，

只保留最重要的信息生成简化的特征图。接

着对多路径特征信息进行拼接，聚合局部与全局关系并

利用 卷积优化特征紧凑性，然后应用 GELU 非线性
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图 2  特征协同模块

Fig. 2  Feature collaboration module
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激活函数生成注意力图来标注重点区域，并根据注意力

图通过与原始特征逐元素相乘的方式实现空间调制，突

出遥感小目标信息，公式表示为

X̂ =Conv1×1

(
Concat([X̂0, X̂1, X̂2, X̂3])

)
, (10)

X = ϕ(X̂)⊙X , (11)

Concat( · ) Conv1×1 ( · )
1×1 ϕ(·) ⊙

式中： 表示通道维度的拼接操作；

为 卷积； 表示 GELU 函数； 是逐元素乘积。

为减轻空间调制产生的无关干扰信息，并实现子特征间

的信息流动，引入混洗注意力机制[31]。首先对输入特征

沿通道维度划分为多个子特征，分别对通道间依赖关系

和空间位置重要性进行建模，然后利用混洗操作使模型

学会如何在不同通道间进行信息交换，提高对小物体信

息的关注度，同时抑制背景噪声，公式表示为

Xk =
[
X̂k1, X̂k2

]
, (12)

s =
1

H×W

H∑
j

W∑
i

X̂k1(i, j) , (13)

n =GN(X̂k2) , (14)

k Xk k X̂k1

X̂k2

式中： 表示分组索引， 为第 组子特征， 为通道

注意力分支并对其进行全局平均池化操作； 为空间

注意力分支并对其进行组归一化操作，分别捕捉通道和

空间信息实现跨通道的特征交互，增强遥感小目标的信

息表达。为进一步加强邻居通道交互同时保持通道维度

的完整性，采用高效通道注意力机制[32]，根据通道数自

适应地调整一维卷积的核大小，捕捉通道间的动态依赖

关系，筛选关键通道特征。此外，利用位置空间注意力，

关注目标的空间分布特性，弱化不相关区域的特征，并

通过门控机制动态地分配权重以优化通道与空间特征的

整合。融合特征将会再次利用通道和空间注意力，挖掘

更深层次的通道与空间特征，通过多阶段通道-空间注意

力交互，显著提升了特征的有效性与目标定位精度。

 2.2  多尺度特征增强模块

遥感图像通常具有高分辨率和复杂的背景，并且目

标往往位于不同的尺度范围内，在进行目标检测时需要

同时捕捉到多尺度和多通道的特征，而三维卷积能够同

时处理空间和深度信息，增强模型对不同尺度小目标的

感知能力以减少漏检现象，提升了对遥感小目标特征提

取的鲁棒性。为此本文提出一种多尺度特征增强的颈部

网络，通过维度特征融合促进模型对复杂场景的全面理

解，同时通过多重特征编码聚焦小目标的局部特征，确

保细节信息的精准提取，增强模型对小物体的捕捉能力。

 2.2.1  维度特征融合

不同层级的特征图承载着不同的语义内容，低层特

征图包含丰富的细节与位置信息，高层特征图则包含

更全面的目标信息。传统特征金字塔网络通过简单拼接

或求和的方法进行特征融合，忽略了各层级特征图间

的尺度相关性。为此，提出了一种维度特征融合模块

(dimension feature fusion, DFF)，通过三维卷积在层级轴

上有效整合深层特征图的高级语义信息与浅层特征图的

细节信息，提升模型对不同尺度特征的鲁棒性，其结构

如图 3 所示，图中 D表示特征图堆叠的深度。

通过提取骨干网络输出的特征图如 P3、P4、P5，
 

P2

P1

P3

P4

P5 Unsqueeze

Unsqueeze

Unsqueeze

Concat

BN

SiLU

3D Conv

(H, W, C)

(D, H, W, C)
(H, W, C)

图 3  维度特征融合模块

Fig. 3  Dimensional feature fusion module
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生成特征的序列表示，实现不同尺度和细节层次图像内

容的提取，有效捕获各层级特征图中不同大小和形状目

标的空间尺度信息。P3、P4 和 P5 特征图首先通过标准

偏差递增的高斯核进行卷积平滑处理，公式为

Fσ(i, j) =
∑

u

∑
v

f (i−u, i− v)×Gσ(u,v), (15)

Gσ(x,y) =
1

2πσ2
e−(x2+y2)/2σ2

, (16)

Fσ
(u,v)

σ

1×1

式中：f表示二维特征图； 表示通过卷积平滑处理后

得到的特征图， 表示相对于高斯核中心点的偏移坐

标， 表示标准差。P3 作为高分辨率特征图，包含小目

标检测所需的关键细节信息，因此被选为基准分辨率。

由于 P3、P4、P5 的分辨率不同，采用最近邻插值方法

将 P4 和 P5 的空间尺寸上采样与 P3 一致。同时，通过

卷积将 P4 和 P5 的通道数统一调整为 256，以确保

特征维度一致。为捕获特征图间的尺度相关性，受到对

视频帧序列处理中二维和三维卷积操作的启发[33]，将平

滑后的特征图水平堆叠，生成三维特征序列。通过增加

深度将每个特征层变成一个更立体的结构，然后沿深度

维度拼接四维特征图，整理成适合后续处理的三维特征

格式。最后，采用三维卷积结合批量归一化和 SiLU 激

活函数把不同尺度的特征进行融合。DFF 模块通过三维

卷积技术，有效整合了不同层级的特征信息，从多个视

角和尺度描述目标，使特征表示更加丰富和全面。这种

方法显著提升了特征的判别性，增强了模型对不同类型

目标的区分能力。

 2.2.2  多尺度特征编码

为了识别遥感图像中的小物体，可以通过拉伸图片

来观察它们在各种大小下的形状或外观差异。然而，传

统特征金字塔网络只是简单把低分辨率特征向上采样后

融合至前一层特征，忽略了高分辨率特征层中丰富的细

节。BiFPN 可以在不同尺度特征图之间进行双向传递，

增强对遥感小目标的敏感度，解决传统特征金字塔在信

息融合时的效率和信息损失问题，因而提出了一种多尺

度特征编码模块 (multi feature encoding, MFE)，其结构

如图 4 所示，采用独立处理的方法，将高、中、低分辨

率的元素分离，扩展其中的丰富特征，并通过 BiFPN 优

化不同尺度的特征融合过程，大幅强化对微小目标的精

细描绘。

在特征整合前，首先选定中等分辨率特征作为核心

基准，利用卷积模块把高、中、低三种分辨率特征层调

整到相同的通道数目。对于高分辨率层，结合峰值提取

与均值平滑的方式进行压缩，有效缩小尺寸并保持对位

置偏移的鲁棒性，提升网络对图片的平移、旋转等变化

的适应能力。对于低分辨率层，细节容易丢失，利用最

近邻插值法进行上采样至基准大小，确保小目标的局部

纹理不丢失并减少数据损失。为优化跨尺度信息的整合

效果，引入加权特征融合机制，为每个输入特征图学习

自适应权重。最后，将标准化后的高、中、低三层沿通

道维度进行叠加生成融合特征图，公式表示为

FMFE =Concat(Fl,Fm,Fs) , (17)

FMFE Fl Fm Fs

FMFE Fl Fm Fs

FMFE Fm Fm

式中： 表示 MFE 模块输出的特征图； 、 和

分别表示高、中和低分辨率特征图。 由 、 和

拼接而成的， 的分辨率与 相同，但通道数是

的三倍。不同尺度的特征图具有不同的信息结构，大尺

度特征图侧重于语义信息，能反映目标的大致类别

和位置；中尺度特征图则兼顾了一定的语义信息和部

分细节信息；小尺度特征图主要提供了丰富的细节和边

缘信息。将它们融合后，可以使特征表达更加丰富和全

面，有助于提高模型对目标特征的判别能力，使目标与

背景、目标与目标之间的界限更加清晰，减少误判和漏

判的情况。
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5×5

L M S

CBSCBS

AP MP
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Conv 
3×3

图 4  多重特征编码模块

Fig. 4  Multi-feature encoding module
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 2.3  损失函数优化

YOLOv11 采用的 CIoU 损失函数在常规目标检测中

表现良好，但在面对小目标时存在局限性，其对小目标

边界框的细微偏移不敏感，且在处理旋转目标和非重叠

框的回归问题时效果欠佳。为此，本文结合 SIoU 和

NWD Loss 作为回归损失函数，以提高小目标检测的准

确性并增强模型的泛化性能。

 2.3.1  SIoU loss
传统的 IoU 损失函数通过综合评估预测框与真实框

之间的距离、重叠区域以及宽高比等因素，优化了边界

框的回归过程。然而，此类方法未充分解决预测框与真

实框之间方向性不匹配的问题。SIoU 通过引入角度成

本、距离成本、形状成本和 IoU 成本，改进 IoU 损失，

提升边界框回归的精度和收敛速度，尤其在小目标、非

重叠框和旋转框的检测任务中表现出优越性。

SIoU 损失函数的角度成本通过量化预测框与真实

框之间的位置关系来优化几何对齐，公式表示为

Λ = 1−2sin2
(
arcsin x− π

4

)
, (18)

x =
ch

σ
= sinα , (19)

σ =

√
(cxb− cxa)2+ (cyb− cya)2 , (20)

ch =max(cyb,cya)−min(cyb,cya) , (21)

Λ (cxa,cya) (cxb,cyb)

α

ch

式中： 表示角度成本； 和 分别表示边界

框 A和边界框 B的中心点坐标， 表示预测框与真实框

中心连线与水平坐标轴的夹角， 表示真实框与预测框

中心在垂直方向的距离差。考虑到上述定义的角度成本，

重新定义距离成本，表示式为

∆ =
∑
t=x,y

(1− e−(2−Λ)ρt ) , (22)


ρx =

(
cxb− cxa

cw

)2

ρy =

(
cyb− cya

ch

)2 , (23)

∆

ρx ρy

式中： 表示距离成本，用于衡量预测框与真实框在空

间位置上的差异； 和 分别表示在 X轴和 Y轴方向上，

目标边界框中心点之间相对距离的平方。当角度偏差趋

近于 0 时，距离成本的贡献会显著降低。相反，当角度偏

差越接近 π/4 时，Δ就越大，距离成本的贡献也就越大。

SIoU 作为损失函数，其表示式为

LSIoU = 1− IoU +
∆+Ω

2
, (24)

Ω式中： 表示形状成本，它的值对于每一个数据集都是

唯一的，用于反映边界框形状的差异。SIoU 损失函数

通过考虑角度、距离和形状等多个维度的差异，可以在

训练过程中更快地调整预测框的方向，加快模型收敛。

 2.3.2  NWD loss

N = (µ,Σ)

在小目标检测任务中，即使是轻微的位置偏差也会

导致 IoU值显著下降，使得原本的正样本被错误标记为

负样本。这种现象不仅减少了训练样本中的正样本数量，

还会对模型的训练效果和检测性能造成负面影响。因此，

引入一种基于 Wasserstein 距离的新度量标准，通过将边

界框建模为二维高斯分布 ，优化小目标的边界

框回归。 

µ =

[
cx

cy

]
,

Σ =


w2

4
0

0
h2

4

 ,
(25)

(cx,cy)

A =

[cxa,cya,wa,ha] B = [cxb,cyb,wb,hb]

Na Nb

式中： 表示水平边界框的中心坐标；w和 h分

别表示边界框的宽度和高度。通过对边界框

和 进行计算表达，生成正

态分布 和 可表示为

W2
2 (Na,Nb) =

∣∣∣∣∣∣
∣∣∣∣∣∣
[cxa,cya,

wa

2
,
ha

2

]T
,

[
cxb,cyb,

wb

2
,
hb

2

]T∣∣∣∣∣∣
∣∣∣∣∣∣
2

2

. (26)

W2
2 (Na,Nb)然而， 是两个边界框在高斯分布空间中

的 Wasserstein 距离，需要通过指数形式的归一化操作重

新表示为

NWD(Na,Nb) = exp

− √
W2

2 (Na,Nb)
E

 , (27)

式中：E表示数据集中目标框的平均尺寸。NWD对不同

尺度的目标具有较好的适应性，NWD值越大表示两个

框越相似，反之两个框差异越大。准确反映了边界框的

实际关系，在小目标检测中更有优势。

通过融合两个损失函数得到的最终损失函数表示为

Lreg = λ ·LSIoU+β ·NWD. (28)

λ β式中： 和 分别表示两个损失函数的权重，为得到最佳

的损失函数，进行参数优化实验，结果如表 1 所示。

λ = 0.5 β = 0.5可以看出在 、 时，实验指标达到最佳。

SIoU 更多地关注目标框的形状和位置，NWD 通过度量

目标框之间的分布差异，有效抑制背景噪声，平衡的设

置权重可以加强两者的协同作用以充分发挥各自的优势，

显著提升了训练效率和检测精度。
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 3   实验结果与分析

 3.1  数据集及实验环境

NWPU VHR-10 数据集是一个包含 650 张正例图像

和 3651 个目标实例的遥感图像数据集，共有飞机 (PL)、
轮船 (SH)、油罐 (ST) 等 10 个类别。相比之下，DIOR
数据集覆盖的对象类别更丰富包含 20 个类别，数据规

模更大，能够更全面地验证模型的泛化能力。而 RSOD
数据集只包含四个类别，其中飞机实例数量多达 4993
个，天桥的实例数量仅有 180 个。通过在多个数据集上

进行实验评估模型在不同图像数量和目标多样性下的适

应性与检测性能。

本实验环境为 Linux，GPU 为 NVIDIA Tesla P100-

PCIE，运行内存为 32 GB，编程语言为 Python 3.10，深

度学习框架为 PyTorch 2.5.1，输入图像分辨率设置为

512 pixel，参数设置如表 2 所示。

其中 optimizer 为优化器，learning_rate 为初始学习

率，weight_decay 为权重衰减，momentum 为动量设置，

batch_size 为批量大小，epoch 为模型的训练周期。为了

确保实验的准确性，在模型训练期间没有使用预训练的

权重。

 3.2  评价指标

为衡量模型性能，实验使用精确率 (Precision)、召

回率 (Recall)、平均精度 (mAP) 和帧率 (FPS) 作为模型

的评价指标，公式表示为

Precision =
T P

T P+FP
, (29)

Recall =
T P

T P+FN
, (30)

AP =
1w

0

Precision(Recall)d(Recall) , (31)

mAP =
1
n

n∑
i=1

APi , (32)

式中：TP表示正确检测的目标数量；FP表示误检的目

标数量；FN表示漏检的目标数量。

 3.3  消融实验

以 YOLOv11 为基础模型进行改进，在 NWPU VHR-

10 数据集上进行消融实验，实验环境以及其他参数设置

严格一致。实验结果如表 3 所示，A 表示应用多层级特

 

表 1　参数优化实验结果

Table 1　Parameter optimization experiment results

λ β mAP@0.5/%

0.3 0.7 0.822

0.5 0.5 0.830

0.7 0.3 0.813

0.9 0.1 0.805

 

表 2　参数设置

Table 2　Parameter setting

Parameter Value

Optimizer SGD

Learning_rate 0.01

Weight_decay 0.0005

Momentum 0.937

Batch_size 16

Epoch 200

 

表 3　在 NWPU VHR-10 数据集中的消融实验结果

Table 3　Ablation study results on the NWPU VHR-10 dataset

Number A B C D Precision/% Recall/% Params/106 FPS mAP@0.5/% mAP@0.5:0.95/%

1 × × × × 82.4 65.8 2.58 344 73.1 41.2

2 √ × × × 83.2 68.7 2.76 320 75.4 42.4

3 × √ × × 81.2 75.0 3.01 268 80.4 47.9

4 × × √ × 82.6 71.7 2.57 370 75.8 40.6

5 × × × √ 79.8 70.5 2.62 303 76.4 42.9

6 × × √ √ 81.2 72.3 2.60 384 77.0 42.8

7 √ √ × × 84.8 71.8 3.41 254 79.4 47.3

8 √ × √ √ 82.3 70.3 2.69 344 77.1 42.5

9 × √ √ √ 86.7 74.4 3.29 267 82.5 49.4

10 √ √ √ √ 83.3 77.2 3.51 272 83.0 48.8
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征协同 CFS，B 表示采用多尺度特征增强 MSFE，C 和

D 分别表示替换为 SIoU 和 NWD 损失函数，同时表格

中“√”表示使用该改进策略，“×”表示未使用。

基线实验使用未改进过的 YOLOV11 模型，在此数据

集下的实验结果为 Precision 为 82.4%，Recall 为 65.8%，

mAP@0.5 为 73.1%，mAP@0.5:0.95 为 41.2%。

第二组实验仅加入 CFS 加强提取特征的质量，同时

保证计算效率，召回率提高 2.9%，mAP@0.5 提高 2.3%，

mAP@0.5:0.95 提高 1.2%。

第三组实验仅加入 MSFE，有效融合了多尺度信息，

减少了小目标细节特征的丢失，召回率提升了 9.2%.，
mAP@0.5 提升了 7.3%，mAP@0.5:0.95 提升了 6.7%。

第四组实验采用 SIoU 作为损失函数，加快了训练

速度并优化了边界框回归，提升了定位精度，召回率提

高了 5.9%。

第五组实验采用 NWD 作为相似度度量，对形状一

致性进行优化，mAP@0.5 提升 3.3%。

第六组实验结合 SIoU 和 NWD 作为损失函数，综

合衡量边界框之间的相似性和差异性，对小目标进行精

准定位，有助于提升检测精度，召回率提高 6.5%，

mAP@0.5 提高 3.9%。

第七组实验同时加入 CFS 和 MSFE，充分利用高

层语义信息和多尺度特征信息。召回率提升 6.0%，

mAP@0.5 提升 6.3%。

第八组实验引入 CFS、并结合 NWD 和 SIoU 作为

损失函数，增强了特征协同和回归精度，mAP@0.5 提

高 4.0%，召回率也有明显提高。

第九组实验加入 MSFE、并结合 NWD 和 SIoU 作

为损失函数，准确率提升至 86.7%，mAP@0.5:0.95 提升

至 49.4%。

第十组实验为所提算法，通过引入 CFS、MSFF，
并结合 NWD 度量和 SIoU 作为损失函数，将算法整体

精度 mAP@0.5 提升至 83.0%，召回率为 77.2%。由实

验结果可知，所提算法能够有效地提取遥感图像中的细

节信息，提升小目标检测准确性。

 3.4  对比实验

为了评估改进后的算法，在 NWPU VHR-10 数据集

上进行对比实验，训练结果如图 5 和图 6 所示。可以看

出，改进算法 mAP@0.5 值从 73.1% 提高到 83.0%，提

升幅度达 9.9%。具体而言，篮球场 (BC) AP 值从 5.9%
提升到 32.7%，提升了 26.8%；桥梁 (BR) AP 值从 52.0%
提升到 77.5%，提升了 25.5%；港口 (HA) AP 值从 62.4%
提升到 81.1%，提升了 18.7%；小型车辆 (VE) AP 值从

60.2% 提升到 74.1%，提升了 13.9%；同时，其他类别

的 AP 值均实现了不同程度的提升，充分验证了所提算

法的有效性。

此外，本文算法分别与 Thundernet[34]、RICNN[35]、

SSD[8]、Faster  R-CNN[14]、YOLOv10、SGFTHR[36]、RT-
DETR[37] 和 DFS-DETR[38] 在 NWPU VHR-10 数据集上进

行对比实验，结果如表 4 所示，可以看出改进算法在检

测性能上相较于其他算法具有明显优势 (本文表格中的

加粗数据，表示最优值)。在复杂背景下，Thundernet
和 Faster R-CNN 由于缺乏充分的背景抑制机制，容易发
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图 5  YOLOv11 算法训练结果

Fig. 5  Training results of the YOLOv11 algorithm
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生误检和漏检。尤其是在城市或密集的建筑环境中，小

目标容易与背景混淆，但由于轻量化的设计使其在实时

检测任务中表现良好。在检测小目标时，RICNN 对目

标的边缘细节关注不足，且在特征融合过程中未对小目

标信息赋予足够权重，因此难以有效定位微小目标，但

其优化了候选区域机制在面对遮挡、光照变化时有更好

的鲁棒性。SSD 的感受野较大无法有效保留细节信息，

并且小目标特征容易在融合过程中丢失，造成小物体定

位困难导致识别准确度下降，但在资源受限条件下仍能

保持应有的效果。YOLOv10 在遥感小目标边界框预测

中提取的特征信息不够丰富，导致边界框回归的准确性

不足，存在真实框和预测框偏差较大的情况，但双标签

分配策略使其在高效检测方面有很大优势。SGFTHR 是

基于 transform 的遥感目标检测算法，通过结构张量提

取模块弥补深层语义特征中空间细节的丢失，采用逐像

素预测方法，更适合密集小目标场景，但对于结构弱、

纹理少的目标适应性不足。DFS-DETR 和 RT-DETR 降

低了传统 DETR 模型的计算成本，并针对航拍图像中的

小物体检测进行优化，在棒球场 (BD)、田径场 (GT) 和
港口 (HA) 类别的检测中达到最优效果，但在面对高度

杂乱图像时缺少鲁棒性。根据结果可以看出，改进算法

虽然在篮球场 (BC) 和车辆 (VE) 等角度特征不明显的非

旋转目标检测效果较差，但整体平均精度相比其他对比

算法仍有很大优势，特别是面对飞机 (PL)、轮船 (SH)
等有多个旋转方向的目标时，由于对小目标特

征信息的增强以及角度信息的引入，改善了漏检情况，充

分验证了改进算法在遥感小目标检测任务中的适用性。

为进一步验证本文方法在小目标检测方面的有效性，

在 NWPU VHR-10 数据集上按目标尺度划分检测指标，

实验结果如表 5 所示，其中 mAP-L 为大尺度目标，
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图 6  所提算法训练结果

Fig. 6  Training results of the proposed algorithm

 

表 4　不同算法在 NWPU VHR-10 数据集上的实验结果 (单位：%)
Table 4　Experimental results of different algorithms on the NWPU VHR-10 dataset (unit: %)

Algorithm PL BD BC BR GT HA SH ST TC VE mAP@0.5

Thundernet 86.1 89.6 68.3 86.3 86.8 60.4 85.0 47.3 51.3 63.8 72.5

RICNN 88.4 88.1 58.5 61.5 86.7 68.6 77.3 85.2 40.8 71.1 72.6

SSD 83.7 89.4 86.7 84.7 88.6 82.1 88.5 50.9 77.7 64.5 79.7

Faster R-CNN 78.1 95.2 43.3 49.0 84.9 36.6 66.3 84.9 76.6 79.7 69.6

YOLOv10 82.8 81.4 16.4 54.6 85.0 51.7 76.5 92.7 54.7 45.7 64.1

RT-DETR 95.4 75.6 78.9 54.9 95.8 86.7 91.3 80.6 98.3 84.5 85.3

SGFTHR 78.2 97.4 46.1 50.9 87.4 37.9 67.1 86.4 85.8 93.3 73.1

DFS-DETR 95.1 98.2 78.0 52.0 95.3 84.8 70.3 78.3 79.3 71.7 81.7

Ours 98.6 96.5 32.7 77.5 95.6 81.1 92.4 98.1 83.6 74.1 83.0
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mAP-M 为中等尺度目标，mAP-S 为小尺度目标。可以

看出，通用检测算法例如 YOLOv10、Faster R-CNN 在

小目标检测中仍受限于特征下采样导致的细节损失，而

面向遥感场景的改进算法例如 RT-DETR、SGFTHR 虽

然在一定程度上缓解了该问题，但特征融合过程仍存在

信息冗余与多尺度权重不均衡的问题。相比之下，所提

算法通过引入多层级特征协同策略实现了空间与通道注

意力的动态平衡，并结合多尺度特征增强模块在不同尺

度特征间进行自适应权重分配，有效提升了在小尺度目

标检测任务的准确率。

为测试改进算法的泛化性能，基于 DIOR 数据集和

RSOD 数据集进行对比实验，结果如表 6 和表 7 所示。

可以看出，在 DIOR 数据集上，改进方法的 mAP

指标达到了 75.6% 的优秀水平，与同为遥感图像检测算

法 ARS-DETR[39] 相比也提升了 2.5%，表明本文算法在

遥感图像小目标检测方面的有效性，且展现了其在多类

别检测任务中的良好泛化能力；在 RSOD 数据集中 mAP

指标也达到了 92.6%，说明在面对样本数量较少的数据

集也能发挥出稳定的性能。实验结果表明，相较于其他

方法本文算法具有明显优势。
 

表 5　在 NWPU VHR-10 数据集上不同目标尺度的实验结果 (单位：%)
Table 5　Experimental results for different target scales on the NWPU VHR-10 dataset (unit: %)

Method mAP@0.5 mAP-L mAP-M mAP-S

Thundernet 72.5 68.6 80.7 65.3

RICNN 72.6 53.6 82.9 77.8

SSD 79.7 83.0 85.9 67.9

Faster R-CNN 69.6 56.3 73.7 76.9

YOLOv10 64.1 41.9 75.2 71.6

RT-DETR 85.3 77.4 88.4 85.4

SGFTHR 73.1 60.9 75.3 82.2

DFS-DETR 81.7 69.7 93.3 73.4

Ours 83.0 64.6 93.0 88.2

 

表 6　不同算法在 DIOR 数据集上的实验结果 (C1~C20) (单位：%)
Table 6　Experimental results of different algorithms on the DIOR dataset (C1–C20)(unit: %)

Algorithm C1 C2 C3 C4 C5 C6 C7 C8 C9 C10

Thundernet 90.1 68.8 90.8 67.4 38.3 86.8 59.5 68.6 61.0 67.3

RICNN 39.1 61.0 60.1 66.3 25.3 63.3 41.1 51.7 36.6 55.9

SSD 59.5 72.7 72.4 75.7 29.7 65.8 56.6 63.5 53.1 65.3

Faster R-CNN 53.6 49.3 78.8 66.2 28.0 70.9 62.3 69.0 55.2 68.0

YOLOv8 91.5 76.3 93.7 79.0 41.9 89.4 61.7 73.9 60.8 70.8

YOLOv10 91.7 74.7 93.8 79.6 38.4 88.3 60.9 73.7 60.6 71.9

ARS-DETR 88.0 74.1 74.4 81.6 41.1 75.6 81.9 73.1 64.8 76.1

Ours 91.4 79.6 94.1 80.4 42.2 90.5 60.5 75.1 64.2 74.5

Algorithm C11 C12 C13 C14 C15 C16 C17 C18 C19 C20 mAP@0.5

Thundernet 57.7 51.8 56.0 18.3 89.5 72.0 80.4 56.5 34.8 54.2 63.5

RICNN 58.9 43.5 39.0 9.1 61.1 19.1 63.5 46.1 11.4 31.5 44.2

SSD 68.6 49.4 48.1 59.2 61.0 46.6 76.3 55.1 27.4 65.7 58.6

Faster R-CNN 56.9 50.2 50.1 27.7 73.0 39.8 75.2 38.6 23.6 45.4 54.1

YOLOv8 65.3 67.8 62.0 88.1 92.7 80.3 91.2 50.8 63.0 72.7 73.6

YOLOv10 63.2 66.6 58.2 87.7 92.8 79.2 90.5 44.2 62.3 71.0 72.5

ARS-DETR 78.6 66.3 65.4 84.5 90.1 72.2 81.1 61.5 60.6 70.3 73.1

Ours 72.3 70.4 64.0 90.0 94.7 81.8 91.8 50.9 66.6 77.1 75.6
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在 NWPU VHR-10 和 DIOR 数据集上对可视化结果

进行比较，如图 7 和图 8 所示。可以观察到 YOLOv10
算法在识别小目标时存在遗漏，YOLOv11 算法的检测

精确率较低，YOLOv12 对密集小目标的位置信息提取

能力不足。本文通过门控机制协同通道注意力和空间注

意力，利用不同层级的通道信息和空间位置信息加强对

小目标的关注度，减轻背景噪声的干扰来增强检测效果。

利用改进后的颈部网络，通过对大、中、小等不同尺度

特征图进行融合，进一步提取小目标的局部细节和全局

信息。将 SIoU 和 NWD 融合作为损失函数，显式建模

预测框与真实框的方向差异，有效解决小目标定位模糊

的问题。综上表明，本研究提出的检测算法显著提升了

小目标识别性能，检测出 YOLOv11 模型漏检的目标，

有效解决了在复杂背景中的定位偏差和识别精度不高等

问题。

 4   结　论

为解决遥感图像中复杂场景下小目标特征提取困难，

特征融合后细节信息容易丢失等问题，本文提出一种融

合注意力与特征增强的遥感图像小目标检测算法，通过

多层级特征协同模块和特征增强模块，提升了模型的检

测准确性并缓解了漏检问题。多层级特征协同模块通过

门控机制加强通道注意力和空间注意力的性能，有效提

升模型提取特征的质量，提高对复杂背景噪声的抗干扰

能力。多尺度特征增强模块采用三维卷积和特征编码策

略，优化整合不同尺度特征图中的信息，提升了模型对

全局信息和局部细节的理解能力，进一步强化了小目标

的特征表达。此外，通过结合 SIoU 和 NWD 作为损失

函数，提高了模型的训练效率和检测精度。实验结果显

示，该算法在 NWPU VHR-10、DIOR 和 RSOD 数据集

上的各项指标均有较大提升。尽管本文方法在检测精度

与收敛效率方面表现出较强的优势，但仍存在一定的局

限性。首先，由于引入了多层注意力机制与多尺度卷积

结构，模型在计算复杂度与显存占用方面较高，不利于

轻量化部署。其次，在极端密集场景或低分辨率遥感影

像中，小目标间的特征重叠与边界模糊仍会导致检测精

度下降。此外，本文方法主要基于单模态可见光影像，

 

表 7　不同算法在 RSOD 数据集上的实验结果 (单位：%)
Table 7　Experimental results of different algorithms on the RSOD dataset (unit: %)

Algorithm Aircraft Oiltank Overpass Playground mAP@0.5

FRCN 85.8 86.7 88.1 90.3 87.7

SSD 69.1 71.2 70.2 81.3 72.9

Faster R-CNN 71.3 90.7 90.9 99.7 88.1

YOLOv8 92.4 99.2 73.3 99.4 91.1

YOLOv10 90.8 99.1 63.5 96.6 87.5

YOLOv12 90.1 98.4 54.9 99.4 85.7

Ours 94.1 99.1 77.7 99.5 92.6

 

YOLOv10 YOLOv11 YOLOv12 Ours

图 7  基于 NWPU VHR-10 数据集的检测效果对比

Fig. 7  Comparison of detection performance based on the NWPU VHR-10 dataset
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模型在多源异构遥感数据例如红外图像、SAR 图像上的

适应性仍需进一步验证。在未来研究中，可以探索基于

特征蒸馏与稀疏注意力机制的轻量化网络结构，以在保

证检测精度的同时提升推理效率，并结合跨模态特征融

合与 Transformer 动态建模，提升模型在复杂多源场景

下的泛化能力。此外，未来的工作还将考虑与红外-可见

光图像融合检测、海量遥感场景检索等实际任务相结合，

以进一步提升其实用性与学术价值。
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Fusion attention and feature enhancement of small
targets detection in remote sensing images

Shen Xueli, Guo Xu*

School of Software, Liaoning University of Engineering and Technology, Huludao, Liaoning 125105, China

Abstract

Objective Remote  sensing  image  target  detection  plays  a  crucial  role  in  a  wide  range  of  practical  applications,  including  resource
exploration, urban planning and management, environmental monitoring, and disaster emergency response. With the rapid development of
high-resolution sensors and large-scale data acquisition technologies,  the demand for accurate and efficient object detection methods has
increased significantly. However, targets in remote sensing images are typically characterized by small size, large scale variations, complex
and cluttered backgrounds, blurred boundaries, and insufficient texture information, which significantly increases the difficulty of effective
feature extraction and reliable detection. In addition, factors such as imaging altitude, atmospheric interference, and illumination variations
further degrade image quality, resulting in low contrast between targets and the surrounding environment. Despite substantial progress in
recent  years,  small  target  detection  in  remote  sensing  imagery  still  faces  several  critical  challenges.  From  a  localization  perspective,
commonly used metrics such as Intersection over Union are overly sensitive to slight variations in bounding boxes when applied to small
targets, leading to unstable regression optimization and reduced localization accuracy. From a data perspective, the limited number of small
target samples and the imbalance in category distribution often cause models to underrepresent small object features, resulting in missed
detections. Moreover, in complex environments, small targets are often mixed with background regions that share similar textures or visual
patterns, making it more difficult to accurately separate foreground from background and achieve precise localization.Therefore, improving
the accuracy, robustness, and generalization capability of small target detection in remote sensing images, while enhancing training stability
and localization precision under complex conditions, remains a critical and meaningful research problem.

Methods Addressing the above challenges, a remote sensing small target detection algorithm integrating attention mechanisms and feature
enhancement  is  proposed.  First,  a  multi-level  feature  collaboration  strategy  is  constructed  by  combining  channel  attention  and  spatial
attention  with  a  gating  mechanism.  This  design  enables  adaptive  weighting  of  features  across  different  levels,  strengthens  cross-scale
information  interaction,  and  effectively  suppresses  background  interference.  By  dynamically  emphasizing  salient  regions  and  reducing
redundant responses, the model is able to capture subtle and discriminative features of small targets more reliably. Second, a multi-scale
feature  enhancement  module  is  designed  by  integrating  three-dimensional  convolution  with  multi-scale  feature  encoding  to  form  an
enhanced neck structure. This module facilitates the fusion of semantic and spatial information across different scales, allowing the network
to  preserve  global  contextual  information  while  retaining  local  details.  The  use  of  three-dimensional  convolution  further  enhances  the
modeling of inter-scale dependencies, improving the representation of small targets under complex backgrounds and varying resolutions.
Finally, SIoU and NWD are jointly employed as regression loss functions to optimize bounding box prediction. This combination improves
geometric  alignment  between  predicted  and  ground-truth  boxes,  reduces  sensitivity  to  scale  differences,  and  stabilizes  the  optimization
process.  As  a  result,  the  model  achieves  faster  convergence  and  more  accurate  localization,  especially  for  small  and  densely  distributed
targets.

Results and Discussions Extensive experiments are conducted on three widely used remote sensing datasets, including NWPU VHR-
10, DIOR, and RSOD, to evaluate the effectiveness and generalization capability of the proposed method. The results show that, compared
with the baseline model, the improved algorithm achieves consistent performance gains across all datasets, with mAP@0.5 increasing by
9.9%, 3.1%, and 3.2%, respectively. These improvements demonstrate that the proposed method effectively enhances feature representation
and detection performance for small targets. Visualization results further indicate that the model can successfully identify targets that are
easily  missed  by  conventional  approaches,  particularly  in  scenarios  with  dense  distributions  and  complex  backgrounds.  In  addition,  the
proposed method shows improved robustness in distinguishing targets from visually similar background regions. Ablation studies confirm
the  effectiveness  of  each  component,  showing  that  the  multi-level  feature  collaboration  strategy,  the  multi-scale  feature  enhancement
module, and the optimized loss function contribute synergistically to performance improvement. The results also suggest that the proposed
framework maintains stable detection performance under different dataset distributions, indicating good generalization ability.
 
 

Foundation item: National Natural Science Foundation of China (62173171)
*Correspondence: Guo X, E-mail: guoxu9907@163.com 

沈学利, 等. 光电工程, 2026, 53(3): 250267 https://doi.org/10.12086/oee.2026.250267

250267 (Page 15 of 16)

mailto:guoxu9907@163.com
https://doi.org/10.12086/oee.2026.250267


Conclusions In  this  study,  an  attention- and feature-enhancement-based small  target  detection  algorithm for  remote  sensing  images  is
proposed.  By  introducing  a  multi-level  feature  collaboration  strategy  and  a  multi-scale  feature  enhancement  module,  the  method
significantly improves cross-level feature interaction and strengthens the representation of small targets. Meanwhile, the joint optimization
of  SIoU  and  NWD  loss  functions  further  enhances  localization  accuracy  and  training  efficiency.  The  proposed  approach  effectively
addresses key challenges in remote sensing small target detection, including complex backgrounds, scale variations, and insufficient feature
information. Experimental results on multiple benchmark datasets confirm the superiority, robustness, and generalization capability of the
proposed method over the baseline model.  These findings demonstrate its strong potential for practical applications in real-world remote
sensing tasks, particularly in scenarios that require accurate detection of small and densely distributed targets. Furthermore, the proposed
framework provides a reliable technical reference for future research and can serve as a foundation for further improvements in small target
detection methods.

Keywords： remote sensing images; small target detection; multiscale; feature enhancement
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