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摘要：针对复杂背景下锻件表面缺陷形态多样、尺度多变及检测精度与效率难以兼顾等问题，本文提出一种基于 RT-

DETR 架构改进的自适应多尺度融合的上下文检测模型 (MCF-RTDETR)。首先，采集重型卡车转向节生产流水线中的

磁粉探测图像，构建锻件表面裂纹缺陷数据集。其次，在骨干网络中引入多向梯度融合卷积 (MGFConv)，通过多方向

卷积自适应增强细长裂纹及微小缺陷的方向感知与边缘提取能力；同时，在颈部网络中嵌入上下文感知递归特征金字塔

(CARFPN)，根据局部上下文语义强度为不同尺度特征分配动态权重，实现对尺度变化与背景复杂性的自适应融合。最

后，采用 Focaler-MPDIoU 边界框回归损失函数，对样本难度与几何比例进行自适应调节，提高长条状缺陷的定位精度

与边界拟合能力。实验结果表明，MCF-RTDETR 相较基准模型 mAP 提升 2.3%，计算复杂度由 58.3  G 降

低至 33.5 G，推理速度达到 137.2 f/s；在 GC10-DET 数据集上 mAP 提升了 2.8%，验证了其检测精度与泛化性能。
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 1   引　言

锻造作为关键的金属塑性成形工艺，广泛应用于汽

车、航空航天、船舶制造和石油化工等工业领域。该工

艺通过在高温下对金属坯料施加外力实现塑性变形，不

仅能优化材料的微观组织，消除内部缺陷，还能显著提

升锻件的力学性能[1]。然而，由于原材料不均匀、模具

磨损及工艺参数波动等因素，锻件表面常常出现裂纹、

夹杂、气泡、斑点及氧化层等缺陷。这些缺陷不仅降低

了锻件的机械性能，还可能影响产品结构与使用安全。

因此，提升锻件表面缺陷检测技术对保障制造质量与生

产可靠性具有重要意义。

当前，无损检测技术已广泛应用于锻件表面缺陷识

别，常用方法包括磁粉检测、超声检测、射线检测等[2]。
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其中，磁粉检测因其对铁磁性材料表面和近表面微小裂

纹的高灵敏度，被广泛应用于裂纹检测[3]。然而，传统

磁粉检测依赖人工视觉判断，存在检测效率低、主观性

强和误判率高等问题，尤其在检测大型复杂结构件如转

向节等关键部件时，人工检测难以满足现代制造业对自

动化和高精度的需求[4]。随着智能制造的加速发展，基

于计算机视觉的缺陷检测技术逐渐成为替代传统方法的

主流趋势[5]。与传统方法相比，深度学习模型不仅能够

自动提取图像特征，还能在处理复杂多样的缺陷类型时

表现出更强的适应性，提高检测的准确率和鲁棒性[6]。

目前，基于深度学习的目标检测算法主要分为两大类：

一类是基于卷积神经网络 (convolutional neural network,
CNN) 的检测方法，另一类是基于 Transformer 架构的检

测方法。CNN 类方法可进一步细分为两阶段检测 (如
Fast R-CNN[7]、Faster R-CNN[8]) 与单阶段检测 (如 YOLO
系列[9]、SSD[10])。前者通过候选区域生成与分类回归两

个阶段实现目标检测，具有较高的检测精度，尤其在小

目标检测中表现优异。例如，冷岳峰等[11] 提出一种基

于 Fast R-CNN 的钢材缺陷检测方法，通过引入特征融

合与通道注意力模块，有效提升了小目标的检测能力。

后者则在结构简化与检测速度方面更具优势，适用于工

业场景下的实时检测任务。例如，果泽萱等[12] 提出的

MSFT-YOLO 模型，通过引入 TRANS 模块与多尺度特

征金字塔结构，实现全局语义与局部特征的有效

融合，提高了检测性能和检测速度。然而，YOLO 类模

型普遍依赖非极大值抑制 (non -maximum  suppression,
NMS) 去除冗余框，该过程需设定多个超参数，增加了

模型的复杂性，并可能影响检测结果的稳定性。

近年来，Transformer 架构在自然语言处理领域取

得了突破性进展，其自注意力机制具备良好的全局建

模能力，被广泛应用于计算机视觉任务中。2023 年，百

度飞桨团队提出了基于 Transformer 的实时目标检测模

型 RTDETR (real-time detection  transformer)。该模型在

COCOval2017 数据集上实现了优于同规模 YOLO 系列

模型的检测性能[13]，且推理过程中无需依赖 NMS 处理，

依然能够实现较高的检测精度，具备更强的可扩展性与

部署适应性。例如，Tian 等[14] 提出了 PDP-RTDETR 模

型，通过引入轻量化模块 (PSConv) 降低模型计算复杂

度，并结合可变形注意力机制与小目标检测层，有效提

升了对微小缺陷的检测效果。Yu 等 [15] 提出 MCG-
RTDETR 模型，结合双可变形卷积、级联群注意力机制

和上下文引导下采样特征融合结构，显著提升了模型在

复杂背景的目标检测精度。

尽管现有基于 YOLO 或 Transformer 架构的目标检

测算法在通用视觉任务中取得了显著成果，但在工业锻

件表面缺陷检测中仍面临三方面挑战： 1) 缺陷形态多样、

尺度差异显著且边缘模糊，尤其在复杂背景或弱光条件

下，细长裂纹等小目标极易被遗漏； 2) 多尺度特征融合

过程中，浅层高分辨率特征与深层语义特征在空间与语

义上的对齐不足，导致细节信息传递受损； 3) 现有回归

损失函数对长条状、不规则边缘缺陷的几何敏感性有限，

易出现定位偏差和漏检。

针对上述问题，本文基于 RT-DETR 架构提出一种

自适应多尺度融合的上下文实时检测模型 MCF-
RTDETR，主要研究工作包括： 1) 设计多向梯度融合卷

积 模 块 (multi -gradient  fusion  convolution,  MGFConv)，
采用五分支多方向差分卷积结合重参数化技术，使模型

能够根据缺陷边缘形态自适应选择最具判别力的方向特

征，从而增强对细长裂纹及微小缺陷的边缘方向敏感性，

在不显著增加计算量的情况下提升特征表达能力； 2) 提
出上下文感知递归特征金字塔网络 (context -aware
recursive feature pyramid network,  CARFPN)，通过结合

长条卷积的递归上下文模块 (RCM) 与双输入融合模块

(DIF)，在多尺度特征传递中自适应调整不同层次特征的

权重比例，实现浅层高分辨率特征与深层语义特征的精

确融合。 3) 构建融合难样本聚焦机制与多点距离约束的

损失函数 (Focaler-MPDIoU)，通过双重约束自适应调整

不同几何形态缺陷的回归误差，有效提升长条状缺陷的

定位精度并降低边缘不连续目标的漏检率。

 2   RTDETR-r18 网络结构

RTDETR 是 首 个 实 现 端 到 端 实 时 目 标 检 测 的

Transformer 模型，该模型主要基于 DETR 架构进行优

化[16]。DETR 模型在检测过程中依赖非极大值抑制

(NMS) 来消除冗余的目标框。然而，在处理小目标检测

或缺陷区域重叠时，NMS 容易出现误检与漏检的情况，

从而影响检测精度。RTDETR 则是通过引入改进的解码

器结构，直接从输入特征图中生成目标框，在避免使用

NMS 的同时提高检测精度并降低推理延迟。本文选择

相对轻量级的 RTDETR-r18 作为基准模型，该模型由主

干 (backbone) 网络、颈部 (neck) 网络和检测头 (head) 三
部分组成，如图 1 所示。主干部分采用 ResNet-18 作为
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特征提取骨干网络，其中 ConvNormLayer 模块包含卷积

层、归一化层和激活函数，用于增强网络的感受野和非

线性表达能力；nn.MaxPool2d 模块通过最大池化操作降

低特征图的空间尺寸，实现特征图的空间下采样；

BasicBlock 模块由两个卷积层和一个残差连接组成，有

助于缓解梯度消失的问题。颈部部分采用特征金字塔网

络 (FPN) 结构，用于融合多尺度信息，提高对锻件表面

缺陷的感知能力。检测头引入 Transformer 结构，结合

注意力机制实现端到端的目标定位与分类。

 3   MCF-RTDETR 网络结构

为提高锻件表面缺陷检测的整体性能，本文针对锻

件裂纹多呈长条状、分布不规律、边缘模糊等特点，基

于 RTDETR-r18 算法提出以下改进：对于主干网络，将

多向梯度融合卷积 (MGFConv) 集成到普通卷积层中，

通过多方向差分卷积融合机制提升模型对缺陷边缘区域

的感知能力，使浅层特征图能够更准确地描述细微裂纹、

模糊轮廓等小目标结构，从而增强整体检测精度；在颈
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图 1  RTDETR-r18 网络结构

Fig. 1  RTDETR-r18 network architecture
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部网络中，引入基于上下文感知递归特征金字塔网络结

构 (CARFPN)，通过集成矩形自校准模块、金字塔上下

文提取模块以及多尺度动态融合模块，实现不同尺度特

征信息的有效对齐，提升模型在复杂背景下的小目标检

测能力和上下文建模能力；在损失函数方面，采用融合

Focaler-IoU 动态聚焦策略与多点距离约束的 Focaler-
MPDIoU 损失函数，替代原有 GIoU 损失函数，从而增

强训练过程中的样本难度感知与边界回归精度，提升模

型在小目标场景下的收敛速度与泛化能力。MCF-
RTDETR 网络结构如图 2 所示。

 3.1  MGFConv 模块

在实际工业场景中，锻件表面缺陷在生产过程中会

出现形态复杂、尺度差异大、边缘模糊等特征。传统卷

积结构由于感受野固定且缺乏方向性，在捕获微小目标

的细节边缘与全局结构方面存在局限性，限制了小目标

缺陷的检测性能。为增强特征提取网络的多尺度感知和

多方向边缘的建模能力，本文设计了一种具有自适应方

向感知能力的多向梯度融合卷积 (MGFConv ) 模块，

用于替代骨干网络中的标准卷积结构，其结构如图 3
所示。

MGFConv 采用五分支并行结构，由四个方向性差

分卷积 (difference  convolution,  DC ) 与一个标准卷积

(vanilla convolution, VC) 组成，具体包括： 1) 中心差分

卷积 (center DC, CDC)，用于增强局部区域的梯度变化

感知，有助于识别裂纹等细微缺陷； 2) 水平差分卷积

(horizontal DC, HDC)，突出水平方向的纹理与边缘特征；

3) 垂直差分卷积 (vertical DC, VDC)，强化垂直方向的结

构响应； 4) 对角线差分卷积 (diagonal DC, DDC)，捕获

斜向梯度信息，提升对复杂边界形态的适应能力； 5) 标
准卷积 (VC)，用于保留全局语义信息，实现细节与整体

信息的协同建模。通过多方向差分卷积与标准卷积的融

合，MGFConv 能够根据缺陷在不同方向和不同尺度上

的特征分布，自适应地突出最具判别力的边缘与纹理信

息，从而在复杂背景下保持对细长裂纹和微小缺陷的敏

感性。其计算形式可表示为

Pout = MGFConv (Pin) =
5∑

i=1

Pin ∗Fi = Pin ∗Fcvt , (1)

Pout Pin

MGFConv(·) Fi

Fcvt

式中： 为输出的特征图； 为输入的特征图；

为差分卷积操作； 为第 i个卷积核，*为
卷积运算， 为经过重参数化的等效卷积核。

然而，并行部署五个卷积进行特征提取将会额

外增加参数量和计算开销，降低了模型在实际工业

场景中的可部署性。为此，本文提出卷积重参数化

(convolutional re-parameterization) 技术，利用卷积层的

可加性，将并行的五个卷积简化成单个标准卷积核，如

图 4 所示。具体计算过程如式 (2)~(4) 所示。
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图 2  MCF-RTDETR 网络结构

Fig. 2  MCF-RTDETR network architecture
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Fi bi

γi, βi, µi, σ
2
i F̂l

b̂l

若第 i个分支卷积核为 ，偏置为 ，分支后接

BatchNorm，其参数为 ， 表示经过 BatchNorm
融合后，第 i个分支的等效卷积核权重， 表示第 i个
分支经过 BatchNorm 融合后的等效偏置项，则该分支可

等效为

F̂l =
γi√
σ2

i +ε
Fi, b̂l =

γi√
σ2

i +ε
(bi−µi)+βi . (2)

在对齐所有卷积核尺寸并按元素相加后，得到最终

的等效卷积核 Feq 与偏置 beq：

Feq =

5∑
i=1

F̂i,beq =

5∑
i=1

b̂i . (3)

因此，并行五分支的线性组合与单个等效卷积完全

等价：

Pout =

5∑
i=1

(Pin ∗Fi+bi) = Pin ∗Feq+beq . (4)

在训练过程中，五个并行卷积分支独立进行特征提

取，并通过反向传播的链式法则分别更新其卷积核权重，

使模型能够在整体训练中自动学习各方向分支的重要性，

从而对不同方向的响应强弱进行隐式选择。在推理阶段，

这些卷积核的参数保持固定，通过卷积重参数化技术将

五个分支等效折叠为单个标准卷积核，该等效核继承了

训练过程中形成的方向偏置，无需额外超参数或阈值即

可实现方向自适应，减少模型的结构冗余。由于训练阶

段和推理阶段均包含前向传播计算，重参数化技术能够

同时提高训练效率和推理速度，增强模型在实际工业场

景中部署的灵活性。在给定输入特征图的情况下，以与

标准卷积相同的计算成本和推理时间进行输出特征图。

 3.2  CARFPN 模块

在传统特征金字塔网络 (feature  pyramid  network,
FPN) 中，特征融合主要依赖自顶向下的特征传递和横

向连接，但这种结构在空间特征重建及多尺度上下文信

息提取方面存在一定局限性。为提升多尺度特征的表示

能力，本文提出一种具备自适应融合机制的上下文感知

递归特征金字塔网络 (CARFPN)，其结构如图 5 所示。

{P1,P2,P3,P4}[H
4
× W

4
H
8
× W

8
H
16
× W

16
H
32
× W

32

]
P1 P2 P3 P4

H
16
× W

16

CARFPN 采用逐层下采样的编码器-解码器架构，

输入四个尺度的特征图 ，其分辨率分别为

， ， ， 。为降低计算复

杂度，解码阶段舍弃最高分辨率 ，仅对 、 和 进

行平均池化，使其统一至 分辨率后进行拼接，

 

MGFConv VC
CDC ADC

VDC HDC
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convolu�ons

Vanilla
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图 3  MGFConv 模块结构

Fig. 3  MGFConv module architecture
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图 4  重参数化技术

Fig. 4  Re-parameterization technique

梁丹, 等. 光电工程, 2026, 53(2): 250242 https://doi.org/10.12086/oee.2026.250242

250242 (Page 5 of 16)

https://doi.org/10.12086/oee.2026.250242


P5 P5得到融合特征 。随后， 通过矩形自校准模块

(rectangular self-calibration module, RCM) 增强上下文提

取能力，并最终恢复至原始通道数，实现空间特征重建。

RCM 模块采用大核条卷积分别在水平与垂直方向建模

方向感知信息，从而自适应强化对长条裂纹、划痕等方

向性缺陷的建模能力，如图 6 所示。大核条卷积能够有

效扩展感受野、增强方向敏感性，同时兼顾计算效率与

建模深度，满足工业图像中复杂纹理的表达需求。计算

过程如下所示：

ξC(ȳ) = δ(ψk×1(ϕ(ψ1×k(ȳ)))) , (5)

ξP(x,y) = ψ3×3(x)⊙ y , (6)

Pout = ρ(ξP(x, ξC(HF(x)⊕VF(x))))+ Pin , (7)

ξC(·) ξP(·, ·)
δ ψ

ϕ ⊙
HF(x) VF(x) ρ

⊕

式中： 表示上下文权重生成函数； 表示特征调

制函数； 表示 h_sigmoid 函数； 表示大核条卷积；k
为条卷积长度； 由 BN 与 ReLU 组成； 代表逐元素乘

法； 和 分别为水平和垂直方向的池化； 表

示 BN 和 MLP 构成的线性映射函数； 代表逐元加法。

为进一步增强不同尺度特征间的信息交互与空间对

齐能力，CARFPN 在编码器路径中引入 FuseBlockMulti
(FBM) 模块，如图 7 所示。FBM 模块通过采用 1×1 卷

积对浅层和深层特征进行通道压缩与维度统一，降低冗

余信息的干扰。随后，深层特征经过激活函数处理，并

通过双线性插值上采样至浅层特征的空间尺寸，作为引

导权重参与融合。在融合过程中，深层语义信息以动态

加权方式调节浅层空间细节响应，从而实现自适应的语

义一致性与边缘特征增强。在解码器路径中采用 DIF
(dynamic interpolation fusion) 模块，如图 8 所示。该模

块通过双线性插值上采样至浅层特征的空间分辨率，并

通过 1×1 卷积完成通道数匹配。随后，两者通过逐元素

相加实现高低层特征的融合，有效缓解尺度不一致带来

的语义错配问题。DIF 模块能够在不同尺度特征间自适

 

RCM

FBM FBM

RCM RCM

RCMConcat

DIF
DIF

DIF

Split

Backbone
Pyramid context
extrac�on

Spa�al feature
reconstruc�on

1/64

1/32 1/16

1/4 1/8 1/16 1/32

1/8

图 5  CARFPN 模块结构

Fig. 5  CARFPN module architecture
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应调整权重比例，从而增强多尺度语义建模能力，并提

升特征在复杂背景下的鲁棒性。CARFPN 的整体计算过

程如下：

F = RCM(AF(P2,8),AF(P3,4),AF(P4,2)) , (8)

x

式中：RCM表示矩形自校准模块；AF表示下采样函数；

P表示对特征图 P进行 倍平均池化下采样。

 3.3  Focaler-MPDIoU

RTDETR-r18 采用 Generalized IoU (GIoU) 通过预测

框与真实框之间最小外接矩形面积的差异来衡量其偏离

程度。然而，GIoU 未能有效建模目标的长宽比例与中

心点偏移，且缺乏对回归样本难度的感知能力，容易导

致梯度分布不均和回归不稳定等问题。为此，本文提出

一种融合 Focaler-IoU 的动态加权机制与 MPDIoU 多点

结构约束的边界框回归损失函数—Focaler-MPDIoU，如

图 9 所示。
 
 

Simple sample

B

B

A∩B
A∩B

A

d1

d2

B

A

Hard sample

d1

d2

a b

图 9  Focaler-MPDIoU 边框处理

Fig. 9  Bounding box processing with Focaler-MPDIoU

 

Focaler-IoU[17] 通过引入预测误差的动态加权机制，

并结合线性区间映射策略，能够自适应调整不同 IoU 区

间样本的回归损失聚焦程度，使模型能够根据预设阈值

主动筛选难易样本。其加权函数定义如下：

IoU focaler =


0, IoU < d
IoU −d

u−d
, d≪ IoU ≪ u

1, IoU > u

, (9)

式中：d与 u分别为下限与上限阈值。通过调整这两个

参数，可控制损失函数对不同难度样本的聚焦程度：增

大 d会提升对易样本的权重，而增大 u则增强对难样本

的权重。其对应损失函数定义为

LFocaler - IoU = 1− IoU focaler . (10)

Multi-point distance IoU (MPDIoU)[18] 在传统 IoU 损

失基础上，引入了预测框与真实框多点之间的空间距离

对齐约束，综合考虑了交并比、中心距离及宽高偏差等

因素。其计算方式如下：

MPDIoU =
A∩B
A∪B

− d2
1

w2+h2
− d2

2

w2+h2
, (11)

LMPDIoU = 1−MPDIoU = 1+
d2

1

d2
+

d2
2

d2
, (12)

d1

d2

d

式中：A与 B 分别表示真实框面积和预测框面积； 与

分别表示预测框中心点与两端角点之间的欧氏距离；

w与 h为目标框的宽度与高度； 为归一化尺度因子。

两者融合后的改进损失函数定义如下：

LFocaler-MPDIoU = LMPDIoU+ IoU − IoUFocaler . (13)

综上所述，Focaler-MPDIoU 在强化边界框几何一致

性约束的基础上，引入了样本难度感知的自适应聚焦调

控机制，有效提升了模型在复杂场景下对锻件表面微小

缺陷的检测性能，增强了模型的泛化能力与适应性。

 4   实验设计与分析

 4.1  实验数据集

本文选取湖北三环锻造有限公司探伤车间的重型

卡车转向节磁粉探测图像作为数据集，用以验证本文

提出的改进模型的有效性[19]。图像由固定式工业相机

采集，分辨率为 1920 pixel×1080 pixel，采集过程中综合

考虑不同角度、距离与光照条件，尽可能还原实际检测

环境。原始图像数量为 362 张，为解决数据量不足问题，

在标注后采用旋转、翻转和亮度变化等方法进行数据增

强，增强过程使用 Augly 图像增强库[20]，参数设置包括：

旋转角度为±20°，亮度调整范围为原图的 0.8～1.2 倍，

上下/左右翻转各占 50%。经过增强处理后，共得到

4622 张包含缺陷的图片，其中训练集包含 3206 张图片，

标注 11700 个缺陷目标，验证集与测试集相同包含

1416 张图片，标注 3792 个缺陷目标，所有缺陷类型

均统一标注为 defect 类别。数据集中部分图片如图 10
所示。

 4.2  实验环境

本文实验配置环境为 Windows 10 操作系统，CPU
使用 Intel Xeon E5-2680，GPU 采用双 NVIDIA GeForce
RTX  3060  (12  GB 显存 )；深度学习框架使用 Pytorch
2.1.0 版本，Python 版本为 3.9，CUDA 版本为 11.8。在

实验参数设置方面，输入图像尺寸为 640 pixel×640 pixel，
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训练轮数设为 epochs=300，批处理大小设为 sbatch=16，
IoU 设置为 0.5，其余均保持基准模型默认参数。
 
 

图 10  重型卡车转向节磁粉探测数据集

Fig. 10  Magnetic particle inspection dataset of heavy truck
steering knuckles

 

 4.3  评估指标

为分析改进后的模型在锻件表面缺陷检测任务

中的性能，本文选取平均精度均值 (mean  average
precision, mAP)、准确率 (precision, P) 和召回率 (recall,
R) 等作为评估 MCF-RTDETR 模型性能的关键指标。其

中，mAP 通过计算所有类别的 AP@0.5 值的平均值来评

估检测精度，能够综合反映模型在检测任务中的整体性

能，准确率用于衡量模型预测结果的准确性，召回率则

反映了模型检测的完整性。各项指标的计算公式如下：

P =
T P

T P+FP
, (14)

R =
T P

T P+FN
, (15)

AP =
w 1

0
P(R)dR , (16)

mAP =
1
n

n∑
i=1

AP(R)i , (17)

T P FP

FN

APi

式中： 表示预测正确的目标样本个数； 表示预测

错误的目标样本个数； 表示没有检测出的目标；n表

示类别总数； 表示第 i类别的平均精度。

 4.4  验证不同条形卷积核参数

为验证矩形自校准模块 (RCM) 中条形卷积核长度

参数 k对模型性能的影响，本文基于 MCF-RTDETR 模

型，在保持其他结构与训练策略不变的前提下，分别设

置 k=3、5、7、9、11、13 六种条形卷积核长度，分析

其对模型检测精度、推理速度及计算复杂度的影响。该

参数将直接影响卷积操作在不同方向上的感受野大小与

方向感知能力，进而影响模型对细长裂纹、划痕等典型

缺陷目标的检测能力。实验结果如表 1 所示。

由表 1 可知，k=7 时，模型在精度和效率之间取得

了最佳平衡。此时 mAP 达到 88.5%，准确率和召回率

分别为 88.2% 和 83.1%，推理速度维持在 137.2 f/s，计

算资源消耗处于合理范围内 (33.5 GFLOPs)。相比之下，

较小卷积核 (k=3、5) 的推理速度更快和计算复杂度更低，

但检测精度下降明显；较大卷积核 (k= 9、11、13) 虽在

精度上略有提升，但计算复杂度和推理延迟显著增加，

不利于在资源受限的工业场景中部署。

综上所述，设定卷积核长度为 k=7 可在精度与效率

之间取得更优，兼顾方向感知能力与计算代价。因此，

本文在 RCM 模块中采用 k=7 作为默认配置参数，用于

后续模型的训练与推理。
 

表 1　不同条形卷积核参数对比试验

Table 1　Comparison of different bar-shaped convolution kernel lengths

k P/% R/% mAP/% FPS Parameters/M FLOPs/G

3 85.9 80.1 86.2 145.6 23.8 30.1

5 86.6 80.9 86.8 142.3 24.2 31.2

7 88.2 83.1 88.5 137.2 25.7 33.5

9 88.2 83.3 88.7 128.5 27.1 36.4

11 88.4 83.6 88.9 118.7 28.3 38.1

13 88.9 83.8 89.1 110.2 31.4 41.3
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 4.5  验证不同损失函数有效性

本文根据数据集特性，修改了骨干网络和颈部网络，

分别引入 MGFConv 模块和 CARFPN 模块，从而使得准

确率提高到 87.9%，召回率提高到 83.5%，平均检测精

度提高到 88.1%。为评估不同边界框回归损失函数对模

型优化效果的影响，本文选取了多种 IoU 损失函数进行

对比实验，实验结果如表 2 所示。结果表明，引入不同

损失函数后，各项指标均有所变化，其中 Focaler-

MPDIoU 的准确率和平均准确率表现最优，分别达到了

88.2% 和 88.5%。基于表 2 实验结果，本文最终选用

Focaler-MPDIoU 作为边界框回归损失函数。

 4.6  消融实验

为了验证本文所提出的各个改进模块的有效性，设

计了 7 组消融实验来评估不同改进模块对模型性能的影

响。通过依次添加各个改进模块进行实验，结果如表 3

所示，其中“√”表示该实验中引入了相应模块，“—”则

表示未使用该模块。

实验结果如表 3 所示，引入 MGFConv 模块增强骨

干网络后，与基准模型相比，精确率、召回率和 mAP

分别提高了 0.7%、0.3% 和 1.4%。该模块通过多方向差

分卷积分支显式建模水平、垂直及对角方向的梯度变化，

使模型在训练过程中能够自适应调整不同方向分支的重

要性，从而强化了对小目标、细长裂纹以及微小缺陷边

缘的表征能力。尽管该模块在训练阶段引入了多分支卷

积，导致参数量上升至 26.8 M，但借助卷积重参数化技

术，在推理阶段将多分支折叠为单核，使计算复杂度从

58.3 GFLOPS 降低至 43.2 GFLOPS，保证了部署效率。

CARFPN 模块的引入使精确率和 mAP 指标分别提高了

0.6% 和 0.7%，其递归上下文建模与动态融合机制有效

缓解了多尺度特征在空间和语义上的对齐不足，使浅层

细节与深层语义实现更充分的互补，在小目标检测和复

杂背景下表现出更强的鲁棒性。替换 Focaler-MPDIoU

为损失函数后，召回率提升至 83.2%，mAP 提高至

87.1%，该损失函数融合了难样本聚焦机制与多点几何

约束，能够自适应调整不同 IoU 区间样本的回归权重，
 

表 2　不同损失函数对比试验

Table 2　Comparative experiments with different loss functions

Loss function P/% R/% mAP/%

SIoU 85.8 83.0 87.6

DIoU 86.0 83.9 87.3

Focaler-GIoU 87.3 81.7 87.0

Focaler-Shape-IoU 84.7 82.4 87.7

Inner-MPDIoU 86.6 81.3 85.9

Inner-SIoU 87.4 83.1 87.3

Inner-Shape-IoU 87.2 83.7 87.9

Focaler-MPDIoU 88.2 83.1 88.5

 

表 3　消融实验

Table 3　Results of ablation detection experiment

Algorithms
Network

P/% R/% mAP/% FPS Parameters/M FLOPs/G
MGFConv CARFPN Focaler-MPDIoU

A — — — 87.0 82.8 86.2 120.7 20.1 58.3

B √ — — 87.7 83.1 87.6 139.2 26.8 43.2

C — √ — 87.6 82.7 86.9 143.1 19.3 48.6

D — — √ 87.2 83.2 87.1 127.0 20.1 58.3

E √ √ — 87.9 83.5 88.1 136.4 25.7 33.5

F √ — √ 87.6 82.3 88.3 138.1 26.8 43.2

G — √ √ 87.8 83.3 88.0 140.5 19.3 48.6

MCF-RTDETR √ √ √ 88.2 83.1 88.5 137.2 25.7 33.5

梁丹, 等. 光电工程, 2026, 53(2): 250242 https://doi.org/10.12086/oee.2026.250242

250242 (Page 9 of 16)

https://doi.org/10.12086/oee.2026.250242


并同时考虑预测框与真实框的多点距离一致性，从而提

升了边界回归的稳定性与整体检测精度。此外，该损失

函数仅在训练阶段参与优化，而不涉及推理阶段的前向

计算，因此在提升精度的同时并未增加推理阶段的计算

复杂度。

综上所述，MCF-RTDETR 各模块的引入显著提升

了锻件表面裂纹的检测精度，在将 mAP 提升至 88.5%

的同时，仍保持较低的计算复杂度与优异的推理速度

(FPS>100)。该模型在精度与速度之间实现了良好平衡，

具备良好的工程实用性。

 4.7  对比实验

为了验证所提出的改进模型 MCF-RTDETR 在锻件

表面缺陷检测任务中的综合性能，本文将与其他几种目

前应用最广泛的检测模型进行对比实验，包括 Faster R-

CNN、YOLOv5s、YOLOv8s、YOLOv11s、YOLOv11、

DETR、Deformable-DETR 和 RTDETR-r18，以及工业

缺 陷 检 测 算法 SLF-YOLO[21]、 PCBA-YOLO[22]、 LW-

DETR[23] 和 SCP-DETR[24] 进行性能对比。所有实验均在

相同的数据集上进行训练，训练过程中保持统一的训练

策略、超参数配置及硬件环境，以确保结果的公平性和

可靠性。各模型的具体实验结果如表 4 所示。

由表 4 可知，MCF-RTDETR 在各项主要性能指标

上均优于其他对比模型。其中，精确率和召回率分别达

到了 88.2% 和 83.1%，平均检测精度提升至 88.5%。相

较于 Faster R-CNN、YOLOv5s、YOLOv8s、YOLOv11s、
YOLO11l、DETR、Deformable-DETR 和 RTDETR-r18，

MCF-RTDETR 的平均检测精度分别提高了 4.5%、3.7%、

4.0%、2.9%、2.3%、3.3%、1.8% 和 2.3%。与同样应用

于工业缺陷检测模型 SLF-YOLO、PCBA-YOLO、LW-

DETR 和 SCP-DETR 相比，MCF-RTDETR 的平均精度

分别提升了 3.9%、3.2%、3.6% 和 2.5%。尽管因引入

MGFConv 的方向性卷积分支使得 MCF-RTDETR 模型

的参数量和原模型相比有所增加，但其计算复杂度由

58.3 GFLOPS 下降至 33.5 GFLOPS，在保证检测精度的

同时有效降低了计算开销，提升了检测效率。此外，

MCF-RTDETR 的推理速度达到 137.2 f/s，远高于 Faster
R-CNN、DETR、Deformable-DETR 等目标检测算法，

具有较强的实时检测性能。综上所述，MCF-RTDETR
模型在保持较高检测精度的情况下，兼顾了模型的效率

和部署成本，满足实际工业场景中的实时检测需求。

如图 11 所示，对比了 YOLOv11s、Deformable DETR、

RTDETR-r18 和 MCF-RTDETR 四种模型在测试集上的

检测效果。由图 11(d) 可知，MCF-RTDETR 在多种复杂

场景下的检测效果最稳定和准确。尤其是在锻件表面存

在微小裂纹、纹理复杂及背景干扰显著的情况下，MCF-
RTDETR 的检测框能够更精确地贴合缺陷区域，并保持

较高的置信度。相比之下，YOLOv11s (图 11(a)) 在部分
 

表 4　对比实验结果

Table 4　Comparative experimental results

Algorithms P/% R/% mAP/% FPS Parameters/M FLOPs/G

Faster R-CNN 86.1 79.4 84.0 18.6 40.0 207.0

YOLOv5s 85.7 80.1 84.8 124.5 9.1 24.0

YOLOv8s 83.7 79.1 84.5 128.2 11.1 28.4

YOLOv11s 84.2 83.5 85.6 132.0 9.4 21.5

YOLOv11l 85.0 84.1 86.2 105.3 25.4 87.6

DETR 86.0 80.5 85.2 22.0 40.8 225.0

Deformable DETR 87.4 82.0 86.7 24.5 40.0 196.0

RTDETR-r18 87.0 82.8 86.2 120.7 20.1 58.3

SLF-YOLO[21] 85.9 80.7 84.6 125.0 9.7 24.6

PCBA-YOLO[22] 86.4 82.5 85.3 122.4 12.4 20.8

LW-DETR[23] 85.3 80.2 84.9 30.0 28.2 42.8

SCP-DETR[24] 86.8 82.3 86.0 47.8 20.2 66.1

MCF-RTDETR 88.2 83.1 88.5 137.2 25.7 33.5
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样本中出现漏检现象，Deformable DETR (图 11(b)) 的检

测框出现不同程度的偏移，而 RTDETR-r18 (图 11(c)) 在

微小缺陷识别上的检测效果不如 MCF-RTDETR。可视

化结果与表 4 的量化指标一致，进一步验证了 MCF-

RTDETR 在锻件表面缺陷检测任务中的优越性能。

 4.8  泛化性实验

为了进一步验证本文提出的改进模型在实际工业场

景中的泛化性能，本文选取在对比实验中整体 mAP 表

现较优的几类模型，包括 YOLOv11l、 Deformable

DETR、RTDETR-r18 和 SCP-DETR[24]，与所提出的 MCF-

RTDETR 在真实工业数据集 GC10-DET[25] 上进行泛化性

对比实验。该数据集包含 3570 张灰度图像，涵盖十种

典型表面缺陷类型，分别为冲孔 (Pu)、焊缝 (Wl)、新月

形缝隙 (Cg)、水斑 (Ws)、油斑 (Os)、夹杂物 (In)、丝斑

(Ss)、轧坑 (Rp)、折痕 (Cr) 和腰部折痕 (Wf)，如图 12
 

YOLOv11s Deformable DETR RTDETR-r18 MCF-RTDETR

a b c d

图 11  检测效果对比

Fig. 11  Comparison of detection effects

 

Pu Wl Cg Ws Os 

In Rp Ss Wf Cr

图 12  GC10-DET 数据集示例图

Fig. 12  Sample diagram of the GC10-DET dataset
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所示。

实验结果如表 5 所示， MCF-RTDETR 在 GC10-
DET 数据集的大多数缺陷类别中均优于对比模型，整

体 mAP 由 69.4% 提升至 72.2%。其中，夹杂物 (In) 缺陷

通常呈现不规则小块或点状区域，而 MCF-RTDETR 所

引入的改进结构更擅长捕获方向性边缘特征，因此在该

类别上的 AP 为 41.3%，略低于 RTDETR-r18 的 42.5%。

相比之下，对于折痕 (Cr) 和丝斑 (Ss) 等长条状或边缘特

征突出的缺陷类别，检测精度提升最为明显，因为

MGFConv 模块中的多方向差分卷积结构能够增强模型

对梯度变化的敏感性，从而有效捕获复杂边缘信息，提

升对细长裂纹和微小缺陷的识别能力。对于焊缝 (Wl)
与水斑 (Ws) 等大面积或尺度变化明显的缺陷类别，主

要由于 CARFPN 模块的上下文递归融合机制，该机制

通过动态调节不同尺度特征权重，有效缓解了背景复杂

性与尺度不均衡问题。此外，自适应损失函数在训练阶

段针对难检样本和类别不均衡进行了差异化加权，进一

步提升了整体检测精度与鲁棒性。整体实验表明，所提

出的方法不仅在局部缺陷检测上表现出明显优势，而且

在整体性能上展现出更强的泛化能力，验证了其在真实

工业缺陷检测场景中的应用潜力。

为更直观地对比 MCF-RTDETR 与 RTDETR-r18 在

GC10-DET 数据集上的检测效果，引入热力图可视化方

法对两类模型进行分析，如图 13 所示。结果表明，

MCF-RTDETR 在相同测试场景下展现出更加清晰且准

确的响应区域，其注意力热力图分布能够更好地贴合缺

陷真实轮廓。可视化结果显示，RTDETR-r18 在 Wl 与
In 缺陷类别上存在漏检现象，主要由缺陷边缘模糊或尺

度过小导致的特征混淆；在 Cg 缺陷类别上则出现误检，

将背景纹理错误识别为缺陷区域。相比之下，MCF-
RTDETR 通过 MGFConv 模块的多方向差分卷积结构与

CARFPN 的上下文递归融合机制，能够更有效地捕获细

长裂纹和复杂边缘特征，同时动态抑制背景干扰，从而

显著降低了误检与漏检的发生率。

 5   结　论

针对传统人工磁粉检测在重卡转向节表面裂纹检测

中存在效率低、依赖人工经验强和安全性差等问题，本

文提出一种改进的 RTDETR 检测模型—MCF-RTDETR。

通过引入多向梯度融合卷积 MGFConv 模块，有效提升

了对缺陷边缘信息的提取能力，提高模型对小尺度缺陷

区域的感知精度；通过在颈部网络中集成 CARFPN 模

块，重构特征金字塔结构，强化上下文引导的多尺度特

征融合，进一步提升了模型在复杂背景下的检测精度；

同时，通过融合 Focaler-IoU 与 MPDIoU 损失函数，提

出 Focaler-MPDIoU 边界框回归损失函数，增强了模型

对困难样本的聚焦能力，从而提高了回归精度。

实验结果表明，MCF-RTDETR 用于锻件表面缺陷

检测，在准确率、召回率及平均检测精度方面均优于基

准模型和主流检测算法，且在真实工业数据集上的泛化

能力得到有效验证。结合工业部署需求，在当前配置环

境下，模型在输入尺寸为 640×640 时可达 137.2 FPS/s，
平均单帧推理延迟约为 7.4 ms，能够满足工业相机每秒

30 帧的实时检测需求，具备在实际工业边缘设备上部署

的可行性与实用性。

尽管 MCF-RTDETR 模型在多数工业检测任务中表

现出良好的检测性能与实时性，但由于引入多分支特征

提取与上下文增强模块，模型参数量有所增加。未来研

究将围绕模型轻量化展开，重点探索结构剪枝、知识蒸

馏、轻量卷积替代等技术路径，以进一步提升模型部署

灵活性与跨平台兼容性。同时，计划将模型拓展应用至
 

表 5　泛化实验结果

Table 5　Results of generalization experiments

Algorithms mAP/%
AP@0.5/%

Pu Wl Cg Ws Os In Ss Rp Cr Wf

YOLOv11l 66.9 81.5 96.0 95.1 73.4 54.2 41.1 52.3 36.9 49.8 88.6

Deformable DETR 68.7 83.4 97.3 95.8 75.6 55.9 43.7 53.8 39.5 51.6 90.2

RTDETR-r18 69.4 84.5 98.2 96.1 78.4 56.0 42.5 55.4 38.8 54.8 89.6

SCP-DETR[24] 70.0 85.4 97.6 95.9 77.8 56.8 44.6 55.3 42.8 53.4 90.7

MCF-RTDETR 72.2 89.0 98.6 96.7 79.2 59.7 41.3 58.3 49.3 57.5 92.8
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其他锻造部件与检测模态中，增强其在多源感知融合下

的通用性与实用性。
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Abstract

Objective Forged  parts  are  widely  used  as  key  load-bearing  components  in  automotive,  aerospace,  shipbuilding,  and  heavy  equipment
industries. Their surface quality directly affects structural reliability and service safety. During forging and subsequent processing, surface
defects such as cracks, inclusions, pores, oxide layers, and spot-like imperfections are frequently generated due to material heterogeneity,
mold wear,  and process instability.  Magnetic particle inspection is commonly adopted for ferromagnetic forged parts because of its high
sensitivity to surface and near-surface cracks. However, magnetic particle inspection images usually exhibit complex backgrounds, uneven
illumination,  magnetic  trace  interference,  and  weak  texture  contrast.  These  characteristics  cause  surface  defects  to  present  blurred
boundaries, irregular shapes, and large scale variation. Slender cracks and tiny defects are especially difficult to detect accurately under real-
time constraints. Existing convolutional neural network–based and Transformer-based detection models often show insufficient directional
perception,  limited  contextual  representation,  and  inadequate  geometric  sensitivity  in  bounding-box  regression.  As  a  result,  detection
accuracy and computational efficiency are difficult to balance in practical industrial inspection scenarios. The objective of this study was to
develop a real-time forged-part surface defect detection model that enhances directional feature perception and contextual fusion capability,
improves  multi-scale  feature  alignment,  and  strengthens  localization  robustness  for  elongated  defects,  while  maintaining  high  inference
efficiency suitable for industrial deployment.

Methods A  real-time  surface  defect  detection  framework,  named  MCF-RTDETR,  was  constructed  based  on  an  improved  RT-DETR
architecture.  Magnetic  particle  inspection  images  of  heavy-duty  truck  steering  knuckles  were  collected  from  an  industrial  production
environment and manually annotated to establish a forged-part surface crack dataset. The dataset contained complex background structures
and fine-scale defect patterns, providing realistic samples for model evaluation.

    In the backbone network, a multi-gradient fusion convolution module was introduced to enhance directional edge representation.  This
module  integrated  four  directional  difference  convolutions  with  one  standard  convolution  to  capture  gradient  responses  along  multiple
orientations.  Such  design  improved  feature  sensitivity  to  slender  cracks  and  weakly  textured  defects.  To  avoid  increased  inference  cost,
convolutional  re-parameterization  was  adopted  during  the  inference  stage,  allowing  the  multi-branch  structure  to  be  equivalently
transformed into a single convolution layer while preserving feature enhancement capability.

    In the neck network, a context-aware recursive feature pyramid network was designed to address insufficient spatial–semantic alignment
in  conventional  multi-scale  fusion  schemes.  A  rectangular  self-calibration  module  was  first  employed  to  model  directional  contextual
information  by  expanding  receptive  fields  along horizontal  and  vertical  directions,  which  strengthened anisotropic  defect  representation.
Subsequently, a FuseBlockMulti module was used to realize semantic-guided alignment between shallow detail features and deep semantic
features, enabling adaptive information interaction across different feature levels. Furthermore, a dynamic interpolation fusion mechanism
was introduced to assign adaptive fusion weights to multi-scale features according to local contextual semantic strength. Through recursive
fusion,  feature  consistency  across  scales  was  progressively  refined,  improving  robustness  under  complex  backgrounds  and  large  scale
variation.

    For bounding-box regression, the original loss function was replaced with a Focaler-MPDIoU loss. This loss combined difficulty-aware
sample  weighting  with  multi-point  distance  geometric  constraints,  enhancing  localization  accuracy  and  boundary  fitting  ability  for
elongated  and  irregular  defects.  The  entire  detection  framework  was  optimized  in  an  end-to-end  manner  and  evaluated  under  unified
training and inference configurations.
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Results  and  Discussions Experimental  results  demonstrated  that  the  proposed  MCF-RTDETR  achieved  superior  performance  in
forged-part surface defect detection. On the magnetic particle inspection dataset of heavy-duty truck steering knuckles, the proposed model
obtained a mean average precision of 88.5%, which exceeded the RTDETR-r18 baseline by 2.3%. Meanwhile, computational complexity
was reduced from 58.3 G to 33.5 G, and inference speed reached 137.2 f/s, indicating an effective balance between detection accuracy and
computational efficiency.

    Performance improvement was particularly evident for slender cracks and small-scale defects. Enhanced directional gradient perception
reduced missed detections caused by weak edge responses, while context-aware recursive fusion suppressed background interference and
improved  defect-background  discrimination.  Ablation  experiments  confirmed  the  effectiveness  of  each  proposed  component.  The  multi-
gradient  fusion  Convolution  strengthened edge  sensitivity  without  increasing  inference  overhead.  The  Context-Aware  Recursive  Feature
Pyramid Network improved multi-scale  feature  consistency and spatial-semantic  alignment.  The Focaler-MPDIoU loss  further  enhanced
bounding-box regression accuracy for defects with large aspect ratios.

    Generalization  capability  was  validated  on  the  public  GC10-DET  dataset.  The  proposed  model  achieved  a  2.8% increase  in  mean
average  precision  compared  with  the  baseline  detector,  demonstrating  that  the  proposed  feature  enhancement  and  fusion  strategies  are
transferable  to  different  industrial  surface  defect  detection  scenarios.  These  results  indicate  that  the  proposed  framework  effectively
integrates accuracy improvement with computational reduction, which is essential for real-time industrial inspection systems.

Conclusions A  context-aware  multi-scale  fusion  real-time  detection  model  for  forged-part  surface  defects  is  presented.  Directional
gradient  fusion,  adaptive  contextual  feature  integration,  and  geometry-sensitive  regression  jointly  enhance  detection  robustness  under
complex  backgrounds  and  severe  scale  variation.  Experimental  results  confirm that  the  proposed  approach  improves  detection  accuracy
while  reducing  computational  complexity  and  maintaining  high  inference  speed.  The  model  shows  strong  generalization  capability  and
practical applicability, providing an effective solution for automated forged-part surface defect inspection in industrial environments.
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