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摘要：针对火焰烟雾检测复杂性高，精度偏低，并且经常会产生漏检误检等问题，提出了轻量化 RT-DETR 与多尺度特

征融合的火焰烟雾检测算法。该方法首先以 RT-DETR-r18 为基础架构，在主干网络中引入了一种轻量化网络结构

EfficientNetV1，降低了模型参数量；接着引入了 VoVGSCSP 模块，有效减少了特征冗余，并且增强了模型特征提取

能力；最后结合双向特征融合金字塔网络 BiFPN 和 ELU 激活函数的优点，在 BiFPN 权重归一化过程中引入 ELU 激活

函数，设计了 BiFPN-E 结构，提高了模型的跨尺度交互能力，有效提升了模型的检测精度。根据实验结果显示，改进

的 RT-DETR 模型相较于原模型在公开数据集 NEWFire 和自建数据集 E-fire 上 mAP50 分别提高了 1.1% 和 1.8%，

mAP50-95 分别提高了 1.7% 和 2.2%，参数量下降 32%，浮点计算量下降 65%。说明改进模型在提高检测精度的同时

保持了轻量化要求，满足了在火焰烟雾检测时的精度和效率的实际需求。
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 1   引　言

随着现代化的推进和城市化的发展，各类公共场所、

商业建筑以及居民住宅的火灾安全问题日益凸显。火灾

的发生，不仅会直接危及生命和财产安全，其产生的烟

雾还会对生态环境造成不可逆转的污染和破坏。传统的

火灾探测方法主要依赖传感器[1] 等物理设备，这些设备

存在一定局限性，比如灵敏度不足、误报和漏报频繁、

易受环境干扰等，难以实现早期预警，因此迫切需要更

加高效的火灾检测算法。近年来，随着人工智能技术的

快速发展，深度学习在计算机视觉领域取得了突破性进

展，特别是在目标检测方面展现出卓越的性能优势，这

为火灾检测研究提供了新的方法和研究思路。

基于深度学习目标检测领域，检测算法主要分为两

种，一种是双阶段目标检测算法，另外一种是单阶段目

标检测算法。双阶段目标检测算法需同时识别和定位两

种不同类型的目标，并且还需要考虑两者之间的依赖关

系，检测任务通常涉及多类别协同处理；而单阶段目标
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检测算法则专注于单一类别目标的快速识别与定位，通

过直接在特征图上回归目标框坐标实现高效检测。双

阶段目标检测算法主要有 CNN  (convolutional  neural
networks)[2]、 R-CNN  (regions  with  convolutional  neural
networks) 和 Faster  R-CNN  (faster  region-based  convolu-
tional neural networks)[3]。Majid 等 [4] 提出了一种基于注

意力机制的 CNN 模型，通过嵌入通道和空间注意力模

块，动态增强火灾特征并抑制背景干扰，同时结合多尺

度特征融合和双分支结构，有效提高了火灾检测的精度；

Barmpoutis 等[5] 提出了一种结合 Faster R-CNN 目标检测

框架和多维纹理特征分析的火灾检测方法，旨在提高复

杂场景下的火灾检测精度。虽然此类方法对于火焰和烟

雾的检测精度有了一定的提升，但是复杂的网络结构导

致检测速度较慢，难以满足对实时性要求较高的火灾检

测场景。单阶段目标检测算法比较典型的就是 YOLO
(you  only  look  once) [6] 系列算法。宋华伟等 [7] 通过将

YOLOv5 中的路径聚合网络 (PAN) 替换为双向交叉尺度

融合模块，并且在其检测头加入了协调注意力机制

(coordinate attention)，有效提升了小目标的捕捉能力；

马耀名等[8] 提出一种面向复杂背景下火焰烟雾检测的

YOLOv8s 改进模型。设计了轻量级特征提取模块和多

尺度上下文融合模块，有效提升了模型识别能力；最后

使用 Inner-SIoU 损失函数，有效改善了边界框不匹配的

问题。张小雪等[9] 通过在 YOLOv5s 网络中嵌入轻量化

的级联稀疏查询模块，同时在主干部分融合高效通道注

意力模块 (ECA, efficient channel attention)，并结合 Inner-
SIoU 损失函数，以提升检测精度与鲁棒性。YOLO 算

法虽然有着计算效率高、参数较低、易于部署等优点，

但其轻量化导致特征提取能力较弱，并且 YOLO 主要基

于卷积结构，导致全局建模能力有限。而 DETR
(detection Transformer)[10] 是基于 Transformer[11] 架构的网

络，其自注意力机制能够实现全局上下文建模，更擅长

捕捉图像中远距离目标之间的关系，适用于复杂场景下

的目标检测；同时 DETR 摒弃了传统的手工设计锚框与

非极大值抑制 (non-maximum suppression, NMS)[12] 流程，

后者在处理密集目标时易导致误抑制，而 DETR 通过端

到端的匹配机制有效规避了该问题。虽然 DETR 在目标

检测领域中有一定优势，但也因其 Transformer 模块参

数多，推理速度较慢，难以在资源受限设备上进行部署。

并且其缺失特征金字塔，对局部信息提取能力有限，导

致对小目标检测效果不如预期。为解决上述问题，相关

研究者们在此基础上相继推出了一些改进版本。

Conditional DETR[13] 通过引入空间条件查询机制，将参

考点坐标作为位置条件动态生成解码器查询，使解码器

的交叉注意力能够动态聚焦于图像特征的局部相关区域，

从而显著提升检测精度与训练收敛速度，而 RT-DETR

(real-time detection Transformer)[14] 则引入了更高效的特

征编码方式和 Query Selection 策略，相比其他改进的

DETR 模型而言，在保持高精度检测性能的同时更加轻

量化，使其在实际应用中更具优势。

RT-DETR 作为一种端到端的实时目标检测框架，

摒弃了传统检测模型中复杂的候选框生成与后处理流程，

极大地优化了检测速度与系统响应能力，非常适用于火

灾这类需要迅速反应的场景。但是由于局部信息捕获能

力不足，细节提取能力有限，对小目标检测精度较低，

容易出现漏检和误检问题，限制了其在高精度需求场景

下的应用。因此本文提出改进的 RT-DETR 火焰烟雾检

测模型。主要内容如下：

1) 在 RT-DETR 的主干网络中存在多个卷积和残差

块的反复叠加，存在大量计算冗余，导致模型参数量偏

大，因此本文重新设计了主干网络，引入了更轻量化的

模型 EfficientNetV1[15]。

2) 由于原模型的 RepC3 结构仅通过卷积堆叠提取

特征，缺乏显式的多尺度交互机制，在特征提取能力上

存在一定的局限性，因此本文用 VoVGSCSP[16] 结构代

替了原模型的 RepC3 结构，进一步优化该检测模型。

3) 引入双向特征金字塔网络 (BiFPN)[17]，并且在权

重归一化时引入 ELU[18] 激活函数，增强跨尺度交互能

力的同时提高梯度的稳定性，最终提升火焰烟雾的检测

精度。

 2   模型介绍

 2.1  RT-DETR 模型

RT-DETR 主要针对 DETR 收敛速度慢、计算资源

需求高等问题进行了优化，并且推出了多个不同版本的

模型架构如 ResNet18[19]、ResNet50 等，以适应多样化的

应用场景，大幅度提高了模型的处理能力和资源利用效

率，本实验基于研究背景的要求和条件，选择 RT-
DETR-r18 作为基准模型。

RT-DETR 模型如图 1 所示。RT-DETR 模型创新性

地融合了 CNN 和 Transformer 架构的双重优势，主要由
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主干网络、编码器与解码器组成。主干网络主要用于特

征提取。RT-DETR 的编码器是一种高效的混合编码器，

它通过解耦尺度内特征交互 (AIFI) 强化同层级特征的语

义关联和跨尺度特征融合 (CCFM) 来实现不同分辨率特

征的有效整合。这种设计能够在保持较高检测精度的同

时，降低模型的计算复杂度。解码器则采用迭代优化机

制，通过动态融合编码器输出的高级语义特征与空间位

置信息，逐步优化检测结果。

 2.2  改进的 RT-DETR 模型

改进的主干模型采用了轻量级的设计 Efficient -

NetV1 来替换传统骨干网络，并且在深层次用 VoVGS-
CSP 模块替换了 RepC3 结构，进一步增强模型的特征融

合能力，同时降低了检测模型的复杂度，最后使用融入

了 ELU 激活函数的双向特征融合金字塔结构 BiFPN，

增强模型在复杂场景下的适应性，提高了检测的精度。

改进后的 RT-DETR 如图 2 所示。

 2.2.1  改进的主干网络

随着网络深度增加，模型会积累大量冗余信息，不

仅显著增加了计算复杂度和参数量，还削弱了模型在复

杂火灾场景下的泛化能力，因此本实验引入轻量化

EfficientNetV1 模型替代原 ResNet-18 主干网络，通过其
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高效的复合缩放机制和深度可分离卷积，在保持特征提

取能力的同时，有效降低模型参数量和浮点计算量，提

升检测效率。

EfficientNet 是由 Google Research 团队提出的革命

性神经网络架构，鉴于传统的神经网络架构通常采用单

独调整深度、宽度或分辨率的方法进行缩放，单独增加

一个维度可能会在提升网络性能的同时增加网络复杂性

和计算量，而 EfficientNet 创新性地采用“复合缩放”

(compound scaling) 方法，通过协同调节网络的这三个关

键维度来实现计算效率与模型性能的平衡，同时还采用

了 NAS (neural architecture search) 技术来自动调整这三

者的比例，来建立最优的复合缩放系数。EfficientNetV1
神经网络结构如表 1 所示。

MBConv  (Mobile  inverted  bottleneck  convolution) 模
块是 EfficientNetV1 的核心构建单元，该模块是来自

MobileNetV2[20] 中的倒残差模块。首先，标准卷积用于

增加输入特征图通道数，然后是深度可分离卷积用于空

间特征处理，同时也能够减少模型复杂度，最后是逐点

卷积用于融合扩增后的特征。在此过程中，MBConv 采

用了 Swish 激活函数，它结合了 ReLU[21] 的线性特性与

Sigmoid 的平滑性，具备两者的共同优点，从而提升了

非线性表达能力。此外，为了增强通道维度上的特征表

达能力，还在逐点卷积前引入了 SE 注意力机制。如图 3
所示，K×K表示卷积核尺寸，s1/s2 表示步距。

 2.2.2  重构 RepC3结构

RepC3 结构通过重复堆叠卷积模块提升特征表达，

但增加了计算复杂度，且缺乏有效的信息交互与多尺度

融合，限制了检测性能。为此，本文引入 VoVGSCSP

模块，它采用高效卷积操作并强化多尺度特征融合，在

更广泛的尺度范围内提升火灾检测的精度与鲁棒性。

GSConv 是构成 VoVGSCSP 模块的核心组件。它通

过将卷积操作拆解成更小的部分 (组卷积)，从而减少了

计算复杂度，同时保持了良好的性能，是一种轻量级卷

积操作。首先，输入特征图会经过一次标准卷积进行下

采样处理，接着应用深度卷积 (DWConv)  [22]，在此过

程中，每个输入通道都使用独立的卷积核进行处理；接

下来，标准卷积与深度卷积的结果会被拼接在一起；最

终通过 shuffle[23] 操作进行均匀混合处理。这样标准卷

积的信息就能完全混入深度可分离卷积的输出，在不同

的通道上均匀地交换局部的特征信息，从而让模型更好

地学习到更多的多尺度信息。GSConv 模块结构如图 4
所示。

VoVGSCSP 是一种高效的轻量级模块，其核心是

由 GSConv 和标准卷积组成的 GS bottleneck 基本单元，

 

表 1　EfficientNetV1 神经网络结构

Table 1　EfficientNetV1 neural network structure

Stage Operate Resolution Channels Layers

1 Conv 3×3 224×224 32 1

2 MBConv 1, K 3×3 112×112 16 1

3 MBConv 6, K 3×3 112×112 24 2

4 MBConv 6, K 3×3 56×56 40 2

5 MBConv 6, K 3×3 28×28 80 3

6 MBConv 6, K 3×3 14×14 112 3

7 MBConv 6, K 3×3 14×14 192 4

8 MBConv 6, K 3×3 7×7 320 1

9 Conv 1×1 & Pooling & FC 7×7 1280 1
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Fig. 3  Structure of MBConv module
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采用一次性聚合策略实现跨阶段特征融合。该设计通

过 GS bottleneck 模块的堆叠增强特征提取能力，在降

低计算复杂度的同时保持了较高的检测精度，实现了

轻量化和性能的良好平衡。GS bottleneck 模块结构和

VoVGSCSP 模块结构分别如图 5 和图 6 所示。

 2.2.3  BiFPN-E结构

在 RT-DETR 模型中，由于缺乏专门设计的多尺度

特征融合模块，模型在处理小目标、细粒度信息时表现

不足，同时原有的特征流动方式较为单一，浅层与深层

特征之间的交互不充分，限制了特征表达能力的提升。

因此，为了进一步增强局部细节感知和跨尺度信息交互

能力，同时保持实时推理的优势，本文引入了更加高效

灵活的双向特征融合金字塔网络 (BiFPN)。
PANet 模块结构如图 7 所示。BiFPN 模块结构如

图 8 所示。BiFPN 是一种高效的多尺度特征融合网络，

它在传统特征金字塔网络 (PANet)[24] 的基础上进行了优

化。双向特征融合在 BiFPN 中指的是一种机制，它允许

特征网络层中的信息在自顶向下和自底向上两个方向上

流动和融合，使不同层级间的特征融合更高效，而且去

除了冗余连接和计算节点，使得结构更加精简，计算量

更少，火灾检测精度更高。BiFPN 通过对不同尺度的特

征加权融合，确保在融合过程中，不同尺度的特征能根

据其贡献程度被合理利用，这种方式能够减少信息丢失

和冗余情况，从而增强了特征表达的有效性，特别是在

火焰烟雾检测任务中表现最佳。

虽然 BiFPN 在特征融合时有不少优点，但在进行权

重归一化时只是简单的加权平均归一化，这种方法通常

难以捕捉到特征间相对复杂的非线性关系，导致融合的

特征图不能充分利用某些尺度上的信息，特别是在比较

复杂的背景下，会影响检测精度和鲁棒性。因此本实验

在 BiFPN 进行权重归一化时结合了 ELU 激活函数，设

计了 BiFPN-E 模块，对于不同尺度的特征，它能根据特

征的响应强度进行灵活的调整，从而增强权重归一化的

表达能力。其表达式为

ω̂i =
ELU (ωi)

n∑
j=1

ELU
(
ω j
) , (1)

ω̂i ωi式中： 表示归一化后的第 i个特征图的权重； 表示

第 i个融合分支的可学习权重，用于衡量输入特征的重

要性；j表示求和过程中的索引，用于遍历所有 n个特

征图；ELU(·) 表示数线性单元的激活函数，用于增强梯

度传播的非线性处理。ELU 激活函数公式为

ELU(x) =

x, x > 0
α(exp(x)−1), x ⩽ 0

, (2)

 

Conv

DWConv Concat
Input

Output

Shuffle

图 4  GSConv 模块结构

Fig. 4  Structure of GSConv module

 

Input GSConv GSConv ⊕ Output

图 5  GS bottleneck 模块结构

Fig. 5  Structure of GS bottleneck module

 

GS 
bo�leck Output

Conv

Conv Concat ConvInput

图 6  VoVGSCSP 模块结构图

Fig. 6  Structure of VoVGSCSP module

孙光灵, 等. 光电工程, 2026, 53(1): 250152 https://doi.org/10.12086/oee.2026.250152

250152 (Page 5 of 12)

https://doi.org/10.12086/oee.2026.250152


α式中： 表示设置为 1 的超参数，用来控制负区域的斜

率，可以发现 ELU 对所有负值输入均能产生非零梯度，

有效避免了神经元死亡问题。作为非饱和函数，它也不

会遇到梯度爆炸或者消失的问题。除此之外，该函数还

保持了很好的非线性特性，不仅能够拟合更复杂的数据，

还能增强模型的表达能力。

 3   实验与结果分析

 3.1  实验环境介绍

训练过程中使用批处理大小为 8，图片尺寸为 640
pixel×640 pixel，学习率设置为 0.0001，优化器选择的

是 AdamW，迭代次数为 200 轮。实验在 pytorch 框架下

进行训练，实验环境配置如表 2 所示。
 
 

表 2　实验环境配置
Table 2　Experimental environment configurations

Configuration Environmental parameter

CPU Intel(R) Core(TM) i7-12700F 2.10 GHz

GPU NVIDIA GeForce RTX 3090 24 G

Memory 32 G

Python 3.9.19

CUDA 11.8

Pytorch 2.0.0

 

 3.2  数据集

本实验采用的是来自 Roboflow 网站的公开数据集，

即 NEWFire 数据集。该数据集包含各种不同场景下的

环境，该数据集被划分成 5923 张训练集、1681 张验证

集和 839 张测试集 (用于评估模型性能)。同时，为了进

一步验证模型的有效性，从网上搜集了相关火焰烟雾图

像，去掉一些重复和不相关的图像，然后对没有标注的

图片利用脚本工具进行标注，最终保留了 6000 张火焰

烟雾数据集，最后数据集 (E-fire) 被划分成 4000 张训练

集、1000 张验证集和 1000 张测试集。

 3.3  评价指标

图像目标检测常用的评价指标主要有参数量

(parameters)、计算量 (GFLOPs)、精准率 (precision, P)、
召回率 (recall, R)、平均精度 (average precision, AP)、平

均精度均值 (mean average precision, mAP)。精准率和召

回率的计算公式分别为

P =
T P

T P+FP
, (3)

R =
T P

T P+FN
, (4)

式中：TP (true positive) 代表真实为真样本，预测为真样

本；FP (false positive) 代表真实为负样本，预测为真样

本；FN (false negative) 代表真实为真样本，预测为负样本。

AP =
w 1

0
P(R)dR. (5)

使用不同的置信度阈值可以获得一系列对应的

Precision 和 Recall 坐标点，这些点连接形成的连续曲线

即为 P-R曲线。而 AP就表示为 P-R曲线与坐标轴围成
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P7

P5

P4

P3

图 7  PANet 模块结构图

Fig. 7  Structure of PANet module
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图 8  BiFPN 模块结构图

Fig. 8  Structure of BiFPN module
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的面积，它衡量的是模型在不同召回率下的平均精度表

现，AP值越大，模型精确度越高。

mAP =
1
N

N∑
i=1

APi , (6)

APi式中：N表示目标类别数量； 表示第 i个类别的

AP值。mAP50 代表将阈值 IoU设为 0.50 时，模型的平

均精度；mAP50-95 代表阈值 IoU从 0.50 到 0.95 时，以

步长为 0.05 计算得出的平均精度。

 3.4  实验结果分析

 3.4.1  RT-DETR-r18模型在主干部分使用不同轻量化模

型结果分析

为了初步减少模型参数，本实验在主干部分分别使

用 EfficientViT[25]、GhostNetV3[26]、 RepViT[27] 和本实验

采用的 EfficientNetV1，其中 EfficientViT 和 RepViT 都

是最小模型类别。其实验结果如表 3 所示，可以发现，

EfficientViT 虽然参数和浮点数都很低，但检测精度下

降不少；GhostNetV3 只有浮点数有所下降，其参数较于

原模型还有一定上涨，并且精度也有所下降；RepViT
虽然相比原模型参数和浮点数都有下降，但相比

EfficientNetV1，效果还是不够突出。EfficientNetV1 很

好地兼顾了精度和轻量化这两个方面。因此本研究选择

EfficientNetV1 作为特征提取的主干网络。

 3.4.2  BiFPN使用不同激活函数分析

在 RT-DETR-r18 模型中对 BiFPN 权重归一化时引

入不同激活函数进行实验，根据表 4 数据可以发现，本

实验方法效果最好。

 3.4.3  消融实验

根据表 5 的消融实验结果，可以确定改进点的有效

性。在引入 EfficientNetV1 后发现模型在 NEWFire 和 E-
fire 数据集上 mAP50 分别提升了 0.5% 和 1.1%，mAP50-
95 分别提升 1.3% 和 1.0%，参数减少了 6.5  M，浮点

计算量下降了 33.3 G；在引入 BiFPN-E 后发现模型在

NEWFire 和 E-fire 数据集上 mAP50 分别提升了 0.5% 和

0.7%，mAP50-95 分别提升 1.0% 和 1.3%，参数减少了

0.2 M，浮点计算量下降了 0.4 G；在加入 VoVGSCSP
后可以发现相较于基准模型在 NEWFire 和 E-fire 数据集

上 mAP50 分别提升 0.2% 和 0.5%，mAP50-95 分别提

升 0.3% 和 0.8%，参数无明显变化，浮点计算量下降了

2.7 G；在只引入 VoVGSCSP 和 BiFPN-E 后，模型虽然

在浮点计算量和参数量上都有所下降，但是精度指标

mAP50 和 mAp50-95 也都下降了， 这是由于 VoVGSCSP
主要提取局部多尺度特征，而 BiFPN 则通过双向跨层级

连接进行全局多尺度特征融合，说明两个模块对同一特

征进行了重复处理，存在信息冗余的冲突；而且过度融

合导致特征细节变得模糊和丢失，进而导致检测精度的

下降。而在引入 EfficientNetV1 和 BiFPN-E 后，模型在

NEWFire 和 E-fire 数据集上 mAP50 分别提升了 0.6% 和

1.3%，mAP50-95 分别提升 1.3% 和 1.7%，参数减少了

6.6 M，浮点计算量下降了 34.5 G；在引入 EfficientNetV1
 

表 3　主干使用不同轻量模型在 NEWFire 数据集上的实验结果

Table 3　Results of different lightweight backbones on NEWFire dataset

Models mAP50 mAP50-95 Params/M GFLOPs

Baseline 0.834 0.553 20.0 58.0

EfficientViT 0.820 0.540 10.9 28.2

GhostNetV3 0.830 0.550 25.8 41.5

RepViT 0.835 0.560 15.2 42.2

EfficientNetV1 0.839 0.566 13.5 24.7

 

表 4　BiFPN 结合不同激活函数在 NEWFire 数据集上的实验结果

Table 4　Experimental results of BiFPN combined with different activation functions on NEWFire dataset

Function mAP50 mAP50-95 Params/M GFLOPs

BiFPN 0.836 0.554 19.8 56.6

BiFPN+ReLU 0.835 0.560 19.8 56.6

BiFPN+ELU 0.839 0.563 19.8 56.6
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和 VoVGSCSP 后，模型在 NEWFire 和 E-fire 数据集上

mAP50 分别提升了 0.4% 和 1.4%，mAP50-95 分别提升

0.4% 和 1.7%，参数减少了 6.0 M，浮点计算量下降了

36.4 G；而在引入这三个模块后的改进模型在 NeWFire
和 E-fire 数据集上 mAP50 分别提高了 1.1% 和 1.8%，

mAP50-95 分别提升 1.7% 和 2.2%，参数下降了 6.3 M，

浮点计算量下降了 37.7 G。结果说明改进模型在精度和

轻量化方面均有不错表现。

混淆矩阵中每个数值代表真实类别为某行的样本，

被预测为某列类别的具体数量。对角线上的数值表示正

确分类的样本数，其高低直接反映对应类别的识别准

确率；非对角线数值则揭示了类别间的混淆情况。改进

前后的混淆矩阵对比如图 9 所示。通过对比改进前后的

混淆矩阵可以发现，优化后的模型在性能上取得了显著

提升。

 3.4.4  对比实验

为了进一步验证模型的优越性，将本实验结果与

Faster  R-CNN、 RT-DETR-l、 YOLOv5s、 YOLOv8m、

YOLOv8s、YOLOv9c 模型对比可以发现改进模型在

精度和轻量化方面都有着一定的优越性。其结果如表 6
所示。

 3.4.5  检测效果对比

改进前后检测结果对比如图 10 所示。为了直观验

证改进模型的优越性，本文对比了改进前后模型在

NEWFire 测试集上的检测效果图，选取了在不同背景下

的火焰烟雾检测情况。可以发现本实验的改进模型检测

出的火焰和烟雾精度都比原始模型有所提高，表明了改

进模型的优越性。 

 

表 5　在 NEWFire 和 E-fire 数据集上的消融实验结果

Table 5　Ablation results on the NEWFire and E-fire datasets

EfficientNetV1 VoVGSCSP BiFPN-E
NEWFire E-fire

Params/M GFLOPs
mAP50 mAP50-95 mAP50 mAP50-95

0.834 0.553 0.773 0.509 20.0 58.0

√ 0.839 0.566 0.784 0.519 13.5 24.7

√ 0.839 0.563 0.780 0.522 19.8 56.6

√ 0.836 0.556 0.778 0.517 20.0 55.3

√ √ 0.833 0.550 0.770 0.505 19.7 54.0

√ √ 0.840 0.566 0.786 0.526 13.4 23.5

√ √ 0.838 0.557 0.787 0.526 14.0 21.6

√ √ √ 0.845 0.570 0.791 0.531 13.7 20.3
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图 9  在 NEWFire 数据集上混淆矩阵对比结果

Fig. 9  Comparison of confusion matrices on the NEWFire dataset
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 4   结　论

随着计算机科技的发展，基于深度学习的火焰烟雾

检测已越来越成熟，本文将使用比较广泛的检测模型

RT-DETR 与轻量化模型 EfficientNeTV1 相结合，然后

引入了 VoVGSCSP 模块，增强模型特征提取能力，再

在双向特征金字塔网络 BiFPN 的基础之上融入 ELU 激

活函数，进一步提高模型对火灾目标在不同尺度和复杂

场景下的检测能力。火焰烟雾的检测相较于其他目标检

测来说，对精度和轻量化方面都有更高的要求，后续可

以在此基础上再朝着这两个方面继续优化，使得模型更

加全面，提高其实际应用价值。

 

表 6　在 NEWFire 和 E-fire 数据集上的对比实验结果

Table 6　Comparative results on NEWFire and E-fire datasets

Model
NEWFire E-fire

Params/M GFLOPs
mAP50 mAP50-95 mAP50 mAP50-95

Faster R-CNN 0.726 0.425 0.702 0.45 41.7 207.2

RT-DETR-l 0.840 0.542 0.785 0.512 32.7 107.4

YOLOv5s 0.830 0.545 0.770 0.504 9.1 23.8

YOLOv8m 0.834 0.559 0.776 0.514 25.8 78.7

YOLOv8s 0.832 0.554 0.778 0.518 11.1 28.4

YOLOv9c 0.830 0.552 0.776 0.512 25.3 102.3

ours 0.845 0.570 0.791 0.531 13.7 20.3

 

a

b

The original RT-DETR model

The improved model

图 10  检测结果对比

Fig. 10  Comparison of detection results
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Abstract

Objective With  the  advancement  of  modernization  and  the  development  of  urbanization,  fire  safety  issues  in  various  public  venues,
commercial  buildings,  and  residential  homes  have  become  increasingly  prominent.  Fire  incidents  not  only  directly  threaten  lives  and
property  but  also  generate  smoke  that  often  causes  irreversible  pollution  and  damage  to  the  ecological  environment.  Traditional  fire
detection  methods  primarily  rely  on  physical  devices  such  as  sensors,  yet  these  approaches  have  limitations—including  insufficient
sensitivity,  frequent  false  alarms  and  missed  detections,  susceptibility  to  environmental  interference,  and  difficulty  in  achieving  early
warning. Consequently, there is an urgent need for more efficient fire detection algorithms. In recent years, rapid advancements in artificial
intelligence  have  driven  breakthroughs  in  deep  learning  within  computer  vision,  particularly  demonstrating  exceptional  performance  in
object detection. This has opened new avenues and research perspectives for fire detection studies.

Methods Addressing current limitations in flame and smoke detection technologies—such as insufficient accuracy in complex scenarios,
susceptibility to false negatives and positives, and high computational costs—this research innovatively applies the cutting-edge RT-DETR
model from computer vision to fire detection tasks. The aim is to thoroughly explore this model's capability to capture and recognize flame
and smoke features  in  complex,  dynamic environments,  striving to  develop a  fire  detection algorithm with high detection accuracy,  low
false alarm rates, and the ability to meet real-time early warning requirements. RT-DETR is an efficient real-time end-to-end detector based
on the Transformer architecture. It organically combines the local feature extraction advantages of convolutional neural networks (CNNs)
with the global modeling capabilities of Transformers through the introduction of a hybrid encoder. By employing an innovative IoU-aware
query  selection mechanism to  precisely  filter  initial  target  queries,  it  achieves  a  good balance  between detection accuracy and inference
speed  while  significantly  reducing  computational  latency.  However,  when  handling  complex,  multi-scale,  and  morphologically  variable
targets like flames and smoke, this model still suffers from insufficient capture of local information and limited extraction of fine-grained
features.  This  often  leads  to  false  negatives  and  false  positives  for  small  targets,  limiting  its  application  in  scenarios  demanding  high
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accuracy. To address this, this paper proposes a lightweight RT-DETR-based flame and smoke detection algorithm with multi-scale feature
fusion  to  enhance  the  model's  perception  and  discrimination  capabilities  for  such  targets.  We  first  adopt  RT-DETR-r18  as  the  baseline
model, introducing the lightweight EfficientNetV1 architecture into the backbone network. Through evaluation and experimentation with
mainstream lightweight networks like GhostNet, RepViT, and EfficientViT, results demonstrate that EfficientNetV1 achieves the optimal
balance  between  accuracy  and  efficiency  via  its  composite  scaling  strategy.  It  significantly  reduces  parameter  count  and  computational
burden  while  maintaining  robust  feature  extraction  capabilities,  providing  the  optimal  feature  foundation  for  subsequent  detection  tasks.
Second, the VoVGSCSP module is designed at the model's neck. This architecture integrates the efficient feature reuse of VoVNet with the
gradient splitting concept of CSPNet, effectively enhancing the model's expression capabilities for key features like flame-smoke texture
and color while suppressing feature redundancy. Finally, addressing the core challenge of extreme scale variations in flame-smoke targets,
this paper introduces the more efficient multi-scale feature fusion mechanism bidirectional feature pyramid network (BiFPN)-E. During the
weighted  fusion  process  in  the  BiFPN,  it  innovatively  employs  the  ELU  activation  function  for  weight  normalization.  The  non-zero
saturation property of the ELU function when handling negative inputs generates smoother and more discriminative fusion weights, thereby
strengthening  the  interaction  and  complementarity  between  feature  maps  at  different  scales.  This  significantly  improves  the  model's
perception and discrimination accuracy in complex scenarios such as large-scale flames, faint smoke, and occluded objects.

Results and Discussions The final experimental results fully validate the comprehensive effectiveness of the proposed method. On the
NEWFire  dataset,  the  improved  model  achieved  mAP50  and  mAP50-95  scores  of  84.5% and  57.0%,  respectively,  representing
improvements  of  1.1% and  1.7% over  the  baseline  RT-DETR model.  On  the  self-built  E-fire  dataset,  the  accuracy  metrics  mAP50  and
mAP50-95 improved by 1.8% and 2.2%,  respectively.  More importantly,  while  achieving these accuracy gains,  the  model  demonstrated
significant  lightweighting:  model  parameters  were  reduced  by  32%,  and  floating-point  operations  were  drastically  reduced  by  65%.  In-
depth  ablation  experiments  further  confirm  that  the  BiFPN-E  architecture  is  the  most  critical  contributor  to  accuracy  gains,  while  the
EfficientNetV1  backbone  serves  as  the  core  for  achieving  efficient  model  compression.  Visual  analysis  also  reveals  that  the  improved
model's feature heatmap responses are more concentrated on actual flame-smoke regions, demonstrating stronger suppression of fire-like
distractors and complex backgrounds, higher recognition accuracy, and effectively reducing both false negatives and false positives.

Conclusions Through systematic enhancements to the RT-DETR model, this research achieves a synergistic breakthrough in accuracy,
efficiency, and feature discriminative power for fire detection. The EfficientNetV1 backbone enables efficient model compression, while
the  introduced  VoVGSCSP  module  enhances  the  model's  ability  to  capture  irregular  fire  shapes  and  dynamic  changes.  The  BiFPN-E
architecture  significantly  improves  detection accuracy through optimized multi-scale  feature  fusion.  The synergistic  effect  of  these  three
components  enables  the  model  to  maintain  high  accuracy  while  reducing  parameters  by  32% and  computational  load  by  65%.  This
breakthrough  overcomes  computational  resource  constraints  while  enhancing  performance,  providing  a  practical  solution  for  achieving
high-precision real-time fire alerts on resource-constrained edge devices.
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