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基于机器学习算法构建胸段食管鳞癌患者化疗联合免疫治疗反应预测模型的研究
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［摘要］ 目的 应用不同机器学习算法构建食管鳞癌患者化疗联合免疫治疗反应预测模型，并筛

选出最优模型。方法 回顾性收集 2022年 1月至 2023年 12月在陆军军医大学第一附属医院胸外科住

院，行化疗联合免疫治疗的 174例食管鳞癌患者，收集患者治疗前的CT及临床信息。采用简单随机抽

样法将患者按 7︰3比例随机分为训练集（n=122）与测试集（n=52）。提取并筛选CT影像组学特征，使用

5种机器学习算法构建影像组学模型和临床-影像组学模型。在训练集中进行 5折交叉验证，在测试集

中采用受试者工作特征曲线（receiver operating characteristic curve，ROC）、F1分数评估预测模型性能，对

于表现最佳模型使用局部可解释模型不可知的解释（local interpretable model-agnostic explanations，
LIME）算法进行解释。结果 174例患者中有 115例患者出现临床缓解（66. 1%）。从患者临床信息与

CT影像中筛选出 1个临床特征、10个影像组学特征。基于 5种机器学习算法构建的影像组学模型和临

床-影像组学模型的最佳 ROC 曲线下面积（area under of receiver operating characteristic， AUC）分别是

0. 750（95%CI：0. 616~0. 883）和 0. 766（95%CI：0. 647~0. 895）。最优临床-影像组学模型的 F1 分数为

0. 829。基于LIME算法，最佳模型对实例样本的预测显示出可靠性。结论 基于机器学习算法构建的

临床-影像组学预测模型性能良好，通过预测食管鳞癌患者化疗联合免疫治疗反应，为医生临床决策提

供参考。
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［Abstract］ Objective　To develop models for predicting response to chemotherapy combined with 
immunotherapy in patients with esophageal squamous carcinoma with various machine learning algorithms, 
and then select the optimal model.  Methods　A retrospective study was performed for 174 patients with 
esophageal squamous cell carcinoma undergoing chemotherapy combined with immunotherapy admitted in 
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Department of Thoracic Surgery of the First Affiliated Hospital of Army Medical University from January 2022 
to December 2023.  The CT scans and clinical information were collected before treatment.  They were 
randomly divided into a training set (n=122) and a testing set (n=52) in a ratio of 7∶3.  CT radiomic features 
were extracted and selected, and then 5 machine-learning algorithms were employed to establish the prediction 
models, including radiomics model and clinical-radiomics model.  Five-fold cross-validation was conducted on 
the training set, and the performance of the prediction models was evaluated on the testing set using receiver 
operating characteristic (ROC) curve and the F1 score.  The best-performing model was further explained using 
local interpretable model-agnostic explanations (LIME) algorithm.  Results　Among the 174 patients, 115 
(66. 1%) achieved clinical remission.  From the clinical information and CT images, 1 clinical features and 10 
radiomic features were identified.  The area under of ROC curve (AUC) for the radiomics and clinical-
radiomics models was 0. 750 (95%CI: 0. 616~0. 883), and 0. 766 (95%CI: 0. 637~0. 895), respectively.  The 
F1 score of the optimal clinical-radiomics model was 0. 829.  LIME algorithm indicated that this best model 
demonstrated reliability in predicting individual samples.  Conclusion　The clinical-radiomics prediction 
model based on machine learning algorithm performs well, and can provide a reference for doctors' clinical 
decision-making by predicting the response to chemotherapy combined with immunotherapy in patients with 
esophageal squamous cell carcinoma.  
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2024年中国国家癌症中心报告显示，食管癌在全

国癌症发病人数中位居第 7位，在癌症死亡人数位列

第 5 位［1］。中国是食管癌高发地区，全球约一半食管

癌发生在中国，在病理类型上，与欧美国家常见腺癌

不同，我国 90%病理类型为鳞癌。尽管近年来随着医

疗技术的进步和国家监测体系的完善，中国食管癌的

发病率及死亡率均呈下降趋势［2］，但食管癌仍然是我

国居民健康面临的主要威胁之一。由于早期食管癌

并无明显症状，大部分患者在就诊时已到中晚期，错

过了手术治疗的最佳时机，对于此类患者通常需行化

疗或放化疗。

近年来，随着免疫治疗药物的研发，食管癌免疫

治疗效果显著。最新指南建议，对于局部晚期食管鳞

癌可行化疗联合免疫治疗［3］。然而，免疫治疗的疗效

存在个体差异，只有 15%~60% 的患者出现缓解［4］，
此外，部分患者治疗过程中可能出现免疫相关的不

良反应，严重时甚至可能导致肿瘤进展［5-6］。因此，

在免疫治疗前，精确筛选出对免疫治疗有效的患者

极其重要，目前常见检测手段为程序性死亡蛋白 1
（programmed cell death protein 1， PD-1）或程序性死亡

配体 1（Programmed cell death ligand 1， PD-L1）表达检

测，但这种方法具有有创、昂贵、费时的缺点。如何精

确、便捷地筛选出对免疫治疗有效的患者是免疫治疗

成功的关键一步。

影像组学是将图像转换为大量高维数据的技术，

能发现肉眼无法识别的特征［7］。早在 2019年，有研究

通过使用影像组学技术，以治疗前 CT 图像预测了黑

色素瘤与非小细胞肺癌的免疫治疗反应［8］，这是首个

将影像组学用于预测癌症免疫治疗反应的研究。此

外，随着人工智能技术运用于医疗，医学影像中包含

的信息愈发受到关注，机器学习（machine learning， ML）
作为人工智能最重要的实现方法已被广泛用于肿瘤

领域。目前，机器学习方法被应用于食管癌早期筛

查、疗效评估、预测预后等方面［9-12］，且取得了良好的

效果。然而，关于食管鳞癌化疗联合免疫治疗反应预

测的研究却少有报道。因此，本研究拟从患者治疗前

CT中提取影像组学特征，结合临床特征，使用机器学

习算法构建多模态的预测模型，对食管鳞癌免疫治疗

有效的患者进行精确筛选，指导医生进行临床决策，

避免患者的过度治疗或者延误治疗。

1　资料与方法

1. 1　数据来源

回顾性收集 2022年 1月至 2023年 12月于陆军军

医大学第一附属医院胸外科住院化疗的 174例食管鳞

癌患者为研究对象，所有患者接受多西他赛（40 mg/m²）
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或紫杉醇（175 mg/m²）+铂类药物（70~75 mg/m²）化疗，

同时联合免疫药物治疗，包括：信迪利单抗、帕博利珠

单抗或卡瑞利珠单抗，剂量均为200 mg/次，每3周1次。

纳入标准：①年龄>18 岁；②病理活检证实为鳞癌；

③根据第8版AJCC（American Joint Committee on Cancer）
TNM 分期，诊断临床分期≥T2 期，任何 N、M 分期；

④化疗联合免疫治疗前 1月内进行过CT检查；⑤至少

进行过 2 次化疗联合免疫治疗；⑥治疗结束 4 周后进

行过CT检查。排除标准：①出现严重不良反应；②化

疗前仅有外院CT图像；③既往进行过其他免疫治疗；

④行治疗期间进行过放疗。本研究经陆军军医大学

第一附属医院伦理委员会审查通过［批准号：（B）
KY2021165，批准日期：2021年 11月 15日］，所有患者

数据进行匿名化处理后再分析。

1. 1. 1　患者临床数据收集　　在医院信息系统

（hospital information system，HIS）上收集患者治疗前的

一般资料及实验室资料，包括：患者性别、年龄、吸烟

史、饮酒史、肿瘤位置、临床TNM分期（第 8版AJCC食

管鳞癌临床TNM分期）、治疗前中性粒细胞数、中性粒

细胞百分比、淋巴细胞数、淋巴细胞百分比，并通过中

性粒细胞数与淋巴细胞数得到中性粒细胞与淋巴细胞

比值（neutrophil-to-lymphocyte ratio，NLR）。
1. 1. 2　患者 CT 扫描　　采用德国 Siemens 公司的

Sensation 16、Somatom Definition AS 64 排螺旋 CT 机或

Somatom Definition Flash 双源螺旋 CT 机扫描。扫描

前所有患者吸气配合，以抑制呼吸运动伪影，采取头

部朝前，双手放在头部上方体位。扫描参数：管电压

100~120 kV，管电流为自动设置，螺距为 1. 2~1. 5。
增强扫描采用非离子型对比剂碘海醇（含碘300 mg/mL），
注射剂量为80~100 mL，注释速度为3. 5~4. 0 mL/s。图

像包含 116~560个层面，层厚为 0. 50~2. 00 mm。将所

有的CT图像临床数据脱敏处理后，经医院 PACS系统

以DICOM格式导出。收集患者治疗前后2次CT，用于

疗效评估。

1. 2　研究方法

1. 2. 1　治疗反应评估　　根据实体肿瘤疗效评估标

准（response evaluation crteria in solid tumors version 
1. 1， RECIST version1. 1）［13］，由 2 名高年资主治医师

对肿瘤反应进行评估。定义临床完全缓解（clinical 
complete response， cCR）：所有靶病灶消失，全部靶淋

巴 结 短 径 <10 mm；临 床 部 分 缓 解（clinical partial 
response， cPR）：靶病灶直径之和较基线水平减少≥30%；

临床肿瘤进展（clinical progressive disease， cPD）：靶病

灶直径之和相对增大≥20%，且直径之和绝对值增加

≥5 mm；临床肿瘤稳定（clinical stable disease， cSD）：

靶病灶直径减少程度未达 cPR，增加程度未达 cPD。

有反应组包括临床完全缓解与临床部分缓解，无反应

组包括临床肿瘤进展与临床肿瘤稳定。当评估者间

出现分歧，则由 1名主任医师进行重新评估，并做出最

终决定。所有患者疗效评估在化疗联合免疫治疗后，

状态稳定且持续至少4周后进行。

1. 2. 2　CT 图像分割与预处理　　在图像分割前，将

DICOM 格式的 CT 图像导入到 Amira 软件中，将 CT 值

显示范围调节为-300~500 HU之间。为了减少分割差

异，由 1名有着 5年以上临床经验的胸外科医师，在CT
图像上使用单盲法独立沿着肿瘤病灶边缘逐层手动

勾画。当所有 CT 分割完成，由另一位有着 10年以上

临床经验的主任医师对分割图像进行审查、确认，对

存在异议的图像协商统一意见。医师分割时对患者

情况并不知情。为了尽量减少不同CT设备的扫描图

像差异对特征提取的影响，在特征提取前，对图像

进行统一预处理，归一化尺度设为 100（即将像素值

归一化到0~100）。重采样体素大小设置为［1，1，1］ mm³，
图像进行灰度离散化处理，带宽设置为 25（灰度值分

组间隔为25）。

1. 2. 3　影像组学特征提取与筛选　　经过校准后的

CT图像，使用Python工具包Pyradiomics提取三维肿瘤

的影像组学特征。除了在原始图像（original）上提取

肿瘤的形状、强度、纹理等特征，还使用经过小波变换

（wavelet）、拉普拉斯-高斯变换（laplacian of gaussian， 
LoG）以及梯度变换（gradient）之后的图像提取肿瘤的

高阶特征。然后，使用 t 检验与最小绝对收缩和选择

算 子（least absolute shrinkage and selection operator， 
LASSO）方法对重要的特征进行筛选。保留 t 检验中

P<0. 05的特征进入 LASSO模型。采用最小均方误差

（mean square error， MSE）的 5 折交叉验证方法，从

LASSO 模型中选择最优参数 lambda（λ），选取对治疗

反应最具预测性的特征和权重系数（图1）。

1. 2. 4　模型建立与评估　　采用简单随机抽样法对

处理后的数据集进行拆分，其中 70% 进入训练集，

30%作为测试集［14］。在训练数据集中，使用支持向量

机（support vector machines， SVM）、朴素贝叶斯（naïve 
bayes， NB）、逻辑回归（logistic regression， LR）、K-近邻

算法（K-nearest neighbors， KNN）、多层感知机（multilayer 
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perceptron， MLP）算法分别建立、影像组学模型与临

床-影像组学模型，并进行 5折交叉验证确定模型最佳

参数。在建模型前，对所有数据进行Z-score标准化处

理。在临床-影像组学模型中，将收集到的患者临床特

征进行单因素 Logistic 与多因素 Logistic 分析，筛选出

与治疗反应相关的特征，再构建预测模型。在测试数

据集中测试模型性能，绘制受试者工作特征（receiver 
operating characteristic，ROC）、混 淆 矩 阵（confusion 
matrix，CM）、F1 分数、阳性预测值（positive predictive 
value， PPV）和阴性预测值（negative predictive value，
NPV）对模型的预测性能和效果进行评价。

1. 2. 5　 局 部 可 解 释 模 型 不 可 知 的 解 释（local 
interpretable model-agnostic explanations， LIME）　　

LIME 是一种模型不可知技术，应用于已经训练过的

模型，以调查和分析输入参数与模型输出之间的关

系［15］。其原理是对需要解释的黑盒模型，取一例实例

样本，在其附近进行扰动生成新的样本点，并得到黑

盒模型的预测值，使用新的数据集训练可解释模型，

得到对黑盒模型良好的局部近似。为了使用LIME的

可解释性，本研究采用 Python3. 9. 1 版本中的 Lime 
Tabular Explainer 来获取全局模型的训练数据。最终

得到单个实例的可解释图，以此增强对模型的信任。

1. 3　统计分析

采用 SPSS 25. 0软件进行数据分析。符合正态分

布的计量资料以 x̄±s表示，组间比较采用独立样本 t检
验；不符合正态分布的计量资料以 M（P25， P75）表示，

组间比较采用 Mann Whitney U 检验。计数资料以例

（％）表示，组间比较采用χ2检验。P<0. 05为差异具有

统计学意义。采用 Python（version 3. 9. 1）软件进行影

像组学特征提取与模型构建，绘制 ROC 曲线、混淆矩

阵，并计算 ROC 曲线下面积（area under of receiver 
operating characteristic， AUC）、F1 分数等模型评价

指标。

2　结果

2. 1　患者临床基线资料

共 174名患者纳入研究，其中有反应组 115人，无

反应组 59人。患者中位年龄为 65岁，男性患者 147人

（84. 5%），女性患者 27人（15. 5%）。有反应组中性粒

细胞数、中性粒细胞百分比与 NLR 均高于无反应组，

无反应组淋巴细胞数与淋巴细胞百分比高于有反应

组，但仅有淋巴细胞百分比具有统计学差异（P<
0. 05），其余临床特征 2组间未见明显统计学差异（P>

0. 05），见表1。
将患者按 7∶3比例随机分为训练集（122人）与测

试集（52人）后，2组间中性粒细胞百分比、淋巴细胞百

分比与NLR差异具有统计学意义（P<0. 05），其余特征

未见明显统计学差异（P>0. 05），见表2。
2. 2　纳入模型的临床与影像组学特征

对于临床特征先进行单因素Logistic分析，发现中

性粒细胞数、中性粒细胞百分比、淋巴细胞百分比与

NLR具有统计学差异，但使用多因素Logistic分析发现

仅淋巴细胞百分比具有统计学差异（OR：0. 896， 
95%CI：0. 847~0. 949，P=0. 001）（表 3）。最终筛选出

淋巴细胞百分比作为构建模型的临床特征，与影像组

学特征共同构建临床-影像组学模型。

对于影像组学特征，从化疗前 CT 肿瘤分割区域

中，共提取出 1 037个特征，为了避免大量特征造成过
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Ａ：通过五折交叉验证方法确定 LASSO 模型中最佳 λ 值的过程；Ｂ：纳入变量的 LASSO 系数曲线，不同色线表示特征变

量的相应系数。

图1　运用LASSO回归模型进行影像组学特征筛选
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模型拟合，使用 t检验与LASSO模型对特征进行筛选。

在 t检验中，保留P<0. 05的特征，共有 548个特征进入

LASSO模型。然后，使用 LASSO模型对 548个重要的

特征进行筛选，最终筛选出 10个影像组学特征，包括

3 个 original 特征、5 个 wavelet 变换特征和 2 个 LoG 变

换特征（表4）。

2. 3　机器学习模型的建立与评估

如图 2所示，在训练集中，使用 5种机器学习算法

分别构建影像组学模型和临床-影像组学模型，其中基

于MLP算法构建模型表现最佳，影像组学模型AUC为

0. 971（95%CI：0. 944~0. 999），临床 -影像组学模型

AUC 为 0. 968（95%CI：0. 939~0. 997）。在测试集中对

模型进行评估，发现基于 SVM算法构建的影像组学模

型、临床-影像组学模型表现最佳，其 AUC 值分别为

0. 750（95%CI：0. 616~0. 883）与 0. 766（95%CI： 0. 637~ 
0. 895）。

5 种机器学习算法下临床-影像组学模型的混淆

矩阵如图 3 所示。最终筛选出最佳模型为基于 SVM
算法建立的临床-影像组学模型，其 F1分数为 0. 833，
PPV为0. 811，NPV为0. 667（表5）。

2. 4　基于LIME算法的最佳模型可解释性分析

通过LIME算法，解释了基于 SVM的最佳临床-影

像组学模型如何对 1 个实例患者治疗反应进行预测

（图 4）。在图 4A中，显示了模型预测该样本属于无反

表1　免疫治疗有反应组与无反应组临床数据比较  ［例（%），M（P25， P75）］

变量

年龄/岁
性别

男

女

吸烟史

有

无

饮酒史

有

无

肿瘤位置

胸上段

胸中段

胸下段

临床T分期

T2
T3
T4

临床N分期

N0
N1
N2
N3

临床M分期

M0
M1

中性粒细胞数/（×109/L）
中性粒细胞百分比

淋巴细胞数/（×109/L）
淋巴细胞百分比

NLR

总数据（n=174）
65（58， 70）

147（84. 5）
27（15. 5）

128（73. 6）
46（26. 4）

112（64. 4）
62（35. 6）

50（28. 7）
86（49. 4）
38（21. 8）

49（28. 2）
114（65. 5）

11（6. 3）

6（3. 4）
98（56. 3）
61（35. 1）

9（5. 2）

165（94. 8）
9（5. 2）

4. 8（3. 7，5. 9）
68. 3（63. 0，74. 0）

1. 5（1. 2，1. 8）
20. 9（17. 1，25. 9）

3. 2（2. 4，4. 2）

有反应组（n=115）
65（58，70）

97（84. 3）
18（15. 7）

85（73. 9）
30（26. 1）

72（62. 6）
43（37. 4）

37（32. 2）
58（50. 4）
20（17. 4）

36（31. 3）
73（63. 5）

6（5. 2）

4（3. 5）
69（60. 0）
37（32. 2）

5（4. 3）

111（96. 5）
4（3. 5）

4. 8（4. 0，6. 3）
70. 1（65. 1，75. 2）

1. 4（1. 2，1. 7）
20. 2（15. 8，24. 9）

3. 5（2. 6，4. 6）

无反应组（n=59）
66（58，70）

50（84. 7）
9（15. 3）

43（72. 9）
16（27. 1）

40（67. 8）
19（32. 2）

13（22. 0）
28（47. 5）
18（30. 5）

13（22. 0）
41（69. 5）

5（8. 5）

2（3. 4）
29（49. 2）
24（40. 7）

4（6. 8）

54（91. 5）
5（8. 5）

4. 5（3. 4，5. 3）
66. 5（59. 1，70. 1）

1. 6（1. 3，1. 9）
23. 1（19. 5，30. 2）

2. 8（2. 1，3. 4）

χ²/U
0. 317
0. 005

0. 021

0. 458

4. 537

2. 060

2. 066

1. 097

2. 780
3. 702
1. 787
3. 192
3. 594

P

0. 753
1. 000

1. 000

0. 510

0. 104

0. 378

0. 573

0. 295

0. 005
0. 001
0. 074
0. 001
0. 001

595



陆军军医大学学报，2025，47（6） http：//aammt. tmmu. edu. cn

应组和有反应组的概率，无反应组的预测概率为

0. 27，有反应组的预测概率为 0. 73，表明模型倾向于

将该患者预测为治疗有反应，并展示了预测反应组与

无反应组的特征及其对应值。其中预测该患者为无

反 应 的 特 征 包 括 ：original_glrlm_Long RunLowGray 
LevelEmphasis、LoG-sigma-3-0-mm-3D_glszm_GrayLevel 

NonUniformity、wavelet-HHH_firstorder_Kurtosis，而 其

余特征预测患者为有反应组。在图4B中，展示了各个

特征对样本预测结果的贡献，红色条表示特征值增加

预测无反应组的概率，绿色条表示特征值增加预测有

反应组的概率。条形的长度表示特征对预测结果的

影响程度。

表2　训练集与验证集临床数据比较  ［例（%）， M（P25，P75）］

变量

年龄/岁
性别

男

女

吸烟史

有

无

饮酒史

有

无

肿瘤位置

胸上段

胸中段

胸下段

临床T分期

T2
T3
T4

临床N分期

N0
N1
N2
N3

临床M分期

M0
M1

化疗联合免疫治疗/次
2
>2

中性粒细胞数/（×109/L）
中性粒细胞百分比

淋巴细胞数/（×109/L）
淋巴细胞百分比

NLR

训练集（n=122）
65（59，70）

104（85. 2）
18（14. 8）

94（77. 0）
28（23. 0）

82（67. 2）
40（32. 8）

40（32. 8）
55（45. 1）
27（22. 1）

32（26. 2）
82（67. 2）

8（6. 6）

5（4. 1）
66（54. 1）
42（34. 4）

9（7. 4）

115（94. 3）
7（5. 7）

37（30. 3）
85（69. 7）

4. 8（3. 8，6. 3）
69. 6（63. 8，74. 8）

1. 4（1. 2，1. 7）
20. 6（15. 8，25. 7）

3. 4（2. 6，4. 6）

测试集（n=52）
64（57，70）

43（82. 7）
9（17. 3）

34（65. 4）
18（34. 6）

30（57. 7）
22（42. 3）

10（19. 2）
31（59. 6）
11（21. 2）

17（32. 7）
32（61. 5）

3（5. 8）

1（1. 9）
32（61. 5）
19（36. 5）

0

50（96. 2）
2（3. 8）

14（26. 9）
38（73. 1）

4. 5（3. 7，5. 5）
66. 9（61. 7，71. 4）

1. 5（1. 2，1. 8）
22. 9（19. 7，27. 3）

3. 0（2. 3，3. 5）

χ²/U
0. 673
0. 181

2. 551

1. 441

3. 906

0. 744

4. 716

0. 281

0. 204

1. 713
2. 083
1. 149
1. 807
2. 439

P

0. 503
0. 819

0. 134

0. 299

0. 143

0. 733

0. 182

0. 726

0. 718

0. 087
0. 037
0. 252
0. 071
0. 014
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3　讨论

3. 1　机器学习模型预测免疫治疗反应的优势

本研究使用患者治疗前临床特征与 CT 影像，分

别建立了影像组学模型和临床-影像组学模型，每种模

型均基于 5 种不同的机器学习算法构建，其中基于

SVM算法建立的临床-影像组学模型表现最佳。相较

于传统的有创检测方法，该预测模型具有无创、可重

复性、经济的优势，可协助临床医生做出最优决策。

目前食管癌治疗方式仍是以手术治疗为主，化疗、放

疗为辅的综合治疗。对于局部晚期食管鳞癌患者，相

较于单纯手术，术前化疗联合免疫治疗能明显改善患

表3　单因素与多因素Logistic回归分析筛选临床特征  ［例（%）］

变量

年龄

性别

女

男

吸烟史

无

有

饮酒史

无

有

肿瘤位置

胸上段

胸中段

胸下段

临床T分期

T2
T3
T4

临床N分期

N0
N1
N2
N3

临床M分期

M0
M1

中性粒细胞数/（×109/L）
中性粒细胞百分比

淋巴细胞数/（×109/L）
淋巴细胞百分比

NLR

单因素分析

OR（95%CI）

1. 000（0. 961~1. 042）

1. 031（0. 432~2. 460）

0. 949（0. 467~1. 927）

1. 257（0. 647~2. 442）

2. 562（1. 044~6. 282）
1. 864（0. 854~4. 068）

2. 308（0. 601~8. 863）
1. 484（0. 426~5. 163）

1. 600（0. 187~13. 695）
1. 903（0. 477~7. 600）
1. 233（0. 301~5. 060）

2. 569（0. 663~9. 955）
1. 304（1. 063~1. 598）
1. 060（1. 021~1. 100）
0. 476（0. 222~1. 021）
0. 910（0. 864~0. 958）
1. 314（1. 063~1. 625）

P

0. 992

0. 945

0. 884

0. 499

0. 040
0. 118

0. 223
0. 535

0. 668
0. 362
0. 771

0. 172
0. 011
0. 002
0. 057
0. 001
0. 012

多因素分析

OR（95%CI）

0. 896（0. 847~0. 949）

P

0. 001

表4　筛选出来的影像组学特征及其系数

特征

original_glcm_Imc2
original_glrlm_GrayLevelNonUniformityNormalized
original_glrlm_LongRunLowGrayLevelEmphasis
wavelet-LLH_firstorder_10Percentile
wavelet-LLH_firstorder_MeanAbsoluteDeviation
wavelet-HLH_firstorder_Median
wavelet-HLH_glcm-Imc1
wavelet-HHH_firstorder_Kurtosis
LoG-sigma-3-0-mm-3D_glszm_GrayLevelNonUniformity
LoG-sigma-3-0-mm-3D_glszm_SmallAreaEmphasis

权重

0. 000 472
-0. 003 958
-0. 011 465

0. 018 028
-0. 011 195
-0. 030 217

0. 008 810
0. 030 835
0. 015 659
0. 012 028
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者的预后［16］。免疫治疗作为食管鳞癌治疗的重要手

段，能给患者带来巨大的临床获益，在免疫治疗过程

中，医生们需要根据不同情况进行临床决策，然而，肿

瘤的异质性使得这一过程变得复杂，给精准医疗带来

巨大挑战［17］。机器学习模型为精准预测治疗反应提

供了一种全新的视角，在以往的研究中展现出可行

性。在 2024年，一项关于食管鳞癌新辅助免疫治疗反

应预测研究中［18］，研究者使用了临床特征与影像组学

特征相结合的方式构建模型，展示出了良好的预测性

能。但与本研究不同，该研究仅纳入免疫治疗患者，

且其主要终点事件为病理完全缓解。此类机器学习

作为一种研究工具，从既往大量临床治疗数据中，发

现与免疫治疗反应相关的特征，在临床上，这些特征

可能并未引起医生注意。

3. 2　模型重要特征探讨

在本研究中，经过多因素Logistic回归分析发现淋

巴细胞百分比与肿瘤缓解呈负相关。然而，一项研究

显示，淋巴细胞，尤其是 CD4+/CD8+ T 细胞，具有影响

癌症生长或转移的强效抗癌活性，在新辅助治疗期间

的高淋巴细胞水平似乎与高 pCR 水平相关［19］。与本

研究不同，该研究以 pCR 作为治疗反应评估标准，而

本 研 究 使 用 实 体 肿 瘤 疗 效 评 估 标 准（RECIST 
version1. 1）对肿瘤进行评估，这可能是导致两者差异

的原因。尽管在将淋巴细胞百分比纳入模型中后，临

床-影像组学模型性能较影像模型有所提升，但淋巴细

胞对治疗反应的潜在生物学机制仍有待进一步揭示。

此外，NLR 作为全身性炎症的指标，可以反映炎症的

微环境，既往的研究也发现了炎症因子与肿瘤之间关

系密切［20］，但本研究并未发现其与免疫治疗反映、相

表5　测试集中基于5种机器学习的临床-影像组学模型的评价指标

模型

SVM
NB
LR
KNN
MLP

AUC（95%CI）

0. 766（95%CI： 0. 637~0. 895）
0. 603（95%CI： 0. 443~0. 764）
0. 640（95%CI： 0. 485~0. 796）
0. 661（95%CI： 0. 508~0. 813）
0. 682（95%CI： 0. 534~0. 831）

灵敏度

0. 857
0. 771
0. 771
0. 800
0. 800

特异度

0. 588
0. 471
0. 529
0. 471
0. 471

F1分数

0. 833
0. 761
0. 771
0. 778
0. 778

PPV
0. 811
0. 750
0. 771
0. 757
0. 757

NPV
0. 667
0. 500
0. 529
0. 533
0. 533
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A：影像组学模型训练集中 ROC 曲线；B：临床-影像组学模型训练集中 ROC 曲线；C：影像组学模型测试集中 ROC 曲线；

D：临床-影像组学模型测试集中ROC曲线

图2　基于5种机器学习算法建立模型的ROC曲线
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A、B：单个实例的LIME可解释性；C：LIME局部解释图

图4　通过LIME算法对最佳SVM模型预测过程进行解释
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关。想要了解淋巴细胞、炎症因子与肿瘤反应关系，

还需要更多前瞻性的研究。

关于影像组学特征，除了原始图像特征，小波变

换、LoG变换、梯度变换后的图像各有其特点与优势。

一些研究表明，小波变换能够有效地去除 CT 图像中

的横纹噪声，对图像分析预测有明显优势，被广泛运

用于影像组学研究中。本研究筛选了 10个影像组学

特征，其中有 5个特征来自小波变换图像，表明小波变

换在特征提取中的重要作用。在影像组学中，一阶统

计量（first-order）特征描述由掩膜定义的图像区域内

体素强度的分布，其具有良好的重复性［21］，能够增强

数据的可靠性。在本研究影像组学特征中出现 4个一

阶统计量特征，表明其构建的模型具有较好的可

靠性。

3. 3　机器学习模型在食管癌中运用

随着人工智能的发展，机器学习技术被广泛运用

于医疗领域，在癌症诊断、预后评估和疗效预测中显

示出专家级的能力［22］。在食管癌研究中，HU 等［23］使
用 CT 影像组学特征训练机器学习模型，以预测患者

新辅助放化疗后病理完全反应情况，其准确率达到

77. 1%；WANG 等［24］将 CT 影像组学特征与临床特征

相结合，使用机器学习算法构建模型预测淋巴结转移

情况。然而，机器学习模型的黑盒效应在很大程度上

使其可信度降低，当临床医生对模型决策过程完全不

可见时，阻碍了模型的临床应用。因此，在构建模型

时，有必要对模型的可解释性进行探索，增强模型开

发者与使用者的信心。本研究使用LIME算法对最佳

临床-影像组学模型进行解释，展示了 CT影像组学特

征与临床特征对模型预测的具体影响，并对重要特征

进行排序，极大提高了模型的可信度。LIME 算法显

示，临床-影像组学预测模型的 11 个重要特征中，前

10 个为影像组学特征，最后 1 个为临床特征，其中淋

巴细胞百分比对模型产生正向影响。这些特征对模

型的贡献程度从高到低排序，为临床-影像组学模型做

出的每个预测提供了可理解的解释，从而显著提高了

模型的可信度与临床适用性。

3. 4　研究局限性

本研究存在一定的局限性：①首先本研究属于回

顾性研究，数据存在不平衡的问题，且缺少外部验证；

②本研究为单中心的研究，样本量总体偏少，为了使

研究结果更加真实可靠，后续需纳入其他中心数据，

以增强模型的泛化能力；③影像组学的生物学可解释

性仍然是一个重大挑战，需要进一步探索揭示影像组

学与基因组学、蛋白质组学等多组学整合之间的潜在

联系。

综上所述，本研究基于 5种机器学习算法构建模

型，预测食管鳞癌化疗联合免疫治疗反应，其中基于

SVM 算法的临床-影像组学模型预测性能最好，预测

模型具有较高可解释性。通过无创预测模型，可为临

床决策与精确治疗提供帮助。
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