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融合深度学习、临床与影像组学特征的综合模型提升非小细胞肺癌EGFR突变预测效能
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［摘要］ 目的 探究胸部 CT图像深度学习特征及联合临床特征、影像组学特征预测非小细胞肺
癌（non-small cell lung cancer， NSCLC）表皮生长因子受体（epidermal growth factor receptor， EGFR）基因
突变的应用价值。方法 采用病例对照研究的方法，回顾性分析2013年1月至2023年10月3家医院放
射科 1 070例NSCLC患者的临床及影像资料。陆军军医大学第一附属医院 719例NSCLC患者按照 7∶3
的比例随机分成训练集（n=502）、内部验证集（n=217）；东部战区总医院 173例患者作为外部验证集 1；
陆军军医大学大坪医院 178 例患者作为外部验证集 2。深度学习特征通过使用主干为 ResNet101 的
2. 5D卷积神经网络（convolutional neural network， CNN）结构所获得，从基于CT的图像中提取影像组学
特征，确定临床风险因素以构建临床预测模型，最后将深度学习特征、临床特征、影像组学特征整合构
建综合模型。四种分类模型均采用随机森林（random forest， RF）的机器学习方法进行建模。绘制校正
曲线以评估综合模型的拟合优度，绘制决策曲线评估模型的临床应用价值。结果 深度学习模型在内
部验证集、外部验证集 1、外部验证集 2 中的曲线下面积（area under the curve， AUC）值分别为 0. 833 7
（0. 770 6~0. 884 7）、0. 815 1（0. 741 6~0. 882 8）和 0. 810 1（0. 745 2~0. 873 6），临床模型对应的 AUC 值
分别为 0. 731 0（0. 660 2~0. 802 1）、0. 746 0（0. 666 4~0. 824 9）和 0. 813 4（0. 743 1~0. 883 6），影像组学
模型对应 AUC 值分别为 0. 762 4（0. 692 4~0. 825 1）、0. 745 4（0. 671 1~0. 814 3）和 0. 724 7（0. 639 7~
0. 801 6），整合后的综合模型预测效能值最优，对应AUC值分别为 0. 905 5（0. 857 0~0. 945 4）、0. 832 7
（0. 763 3~0. 896 4）和0. 889 0（0. 834 4~0. 934 3）。决策曲线分析（decision curve analysis， DCA）表明，当
阈值概率为 0. 15~0. 85时，综合模型对EGFR的预测具有较高的净获益。结论 基于CT图像的深度学
习特征能较好地预测NSCLC患者的EGFR突变状态，当其联合临床特征、影像组学特征构建的综合模
型可适当提高其预测效能。
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images combined with clinical and radiomics features for epidermal growth factor receptor (EGFR) mutations 
in non-small cell lung cancer (NSCLC).  Methods　This case-control study retrospectively analyzed clinical 
and imaging data of 1 070 NSCLC patients from radiology departments at three hospitals (January 2013 to 
October 2023).  Patients were divided into: a training set (n=502) and internal validation set (n=217) via 7∶3 
randomization of 719 cases from the First Affiliated Hospital of Army Medical University; external validation 
set 1 (n=173) from General Hospital of Eastern Theater Command; external validation set 2 (n=178) from 
Daping Hospital of Army Medical University.  Deep learning features were extracted using a 2. 5D 
convolutional neural network (CNN) with ResNet101 backbone, radiomics features were derived from CT 
images, and clinical risk factors were identified to construct models.  An integrated model combined deep 
learning, clinical, and radiomics features.  All four models were developed using random forest (RF) 
classifiers.  Calibration curves assessed goodness-of-fit, and decision curve analysis (DCA) evaluated clinical 
utility.  Results　The deep learning model achieved AUCs of 0. 833 7 (95%CI: 0. 770 6~0. 884 7), 0. 815 1 
(0. 741 6~0. 882 8), and 0. 810 1 (0. 745 2~0. 873 6) in the internal and two external validation sets, 
respectively.  Clinical models yielded AUCs of 0. 731 0 (0. 660 2~0. 802 1), 0. 746 0 (0. 666 4~0. 824 9), and 
0. 813 4 (0. 743 1~0. 883 6); radiomics models showed AUCs of 0. 762 4 (0. 692 4~0. 825 1), 0. 745 4 (0. 671 1~
0. 814 3), and 0. 724 7 (0. 639 7~0. 801 6).  The integrated model demonstrated optimal performance with 
AUCs of 0. 905 5 (0. 857 0~0. 945 4), 0. 832 7 (0. 763 3~0. 896 4), and 0. 889 0 (0. 834 4~0. 934 3).  DCA 
indicated significant net benefit for EGFR prediction at threshold probabilities of 0. 15~0. 85 using the 
integrated model.  Conclusion　Deep learning features from CT images effectively predict EGFR mutation 
status in NSCLC.  The integrated model combining deep learning, clinical, and radiomics features further 
enhances predictive performance.  

［Key words］ non-small cell lung cancer； epidermal growth factor receptor mutation； deep learning； 
radiomics
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肺癌是全球最常见的癌症，占癌症相关发病率的

12. 4%［1］。非小细胞肺癌（non-small cell lung cancer， 
NSCLC）大约占肺癌的 85%［2］。NSCLC 中最常见的致

癌驱动基因是表皮生长因子受体（epidermal growth 
factor receptor， EGFR）突变，在亚洲人群中约高达

40%［3］。随着精准化、个性化治疗时代的来临，酪氨酸

激酶抑制剂（tyrosine kinase inhibitors， TKIs）已经成为

NSCLC 治疗的一线药物，可明显改善患者的生存预

后［4］。较多研究表明，TKIs 治疗疗效与 EGFR 突变状

态相关，EGFR 阳性患者往往表现出更长的总生存期

（overall survival， OS）和无进展生存期（progression-

free survival， PFS）［5-6］。因此，在NSCLC患者个体化治

疗之前早期确定其EGFR突变状态至关重要。

当前，判定 EGFR 突变状态的金标准是对经穿刺

或手术取得的肿瘤样本进行基因测序［7］。然而，组织

标本的获取是一项侵入性检查，存在禁忌证的患者无

法进行活检或者手术；另外，获取的组织标本只能代

表肿瘤的一小部分，无法反映肿瘤的广泛异质性［8-9］；

最后，由于检测周期长、费用高，以及对高质量组织样

本的需求，限制了其在更广泛范围内的应用［10］。因

此，临床上亟须寻找非侵入性且成本效益高的 EGFR
突变预测手段。

计算机断层扫描（computed tomography， CT）是肺

癌筛查与诊断中广泛应用的成像手段，为肺癌研究提

供了一种安全、无创且高效的技术支持［11-12］。影像组

学和深度学习是过去十年中新兴的图像分析方

法［13-14］。影像组学可以从医学图像中提取高通量特

征，并筛选出有用的特征应用于临床决策［15-16］。深度

学习是人工智能（artificial intelligence， AI）领域的一

种强大算法，可直接从医学图像中提取特征来预测临

床结果，显著提高医学影像分析的准确性和稳定

性［17-18］。基于CT肿瘤的影像组学和深度学习在预测

EGFR突变方面都显示出良好的预测性能［19-20］。最新

研究表明，将影像组学和深度学习相结合来预测疾病

诊断和预后，可产生更好的预测性能［21-22］。
因此，本研究旨在探究深度学习特征在预测
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NSCLC 患者 EGFR 突变应用中的价值，并开发和验证

一种综合模型，该模型整合了深度学习特征、影像组

学特征和临床特征，以从CT图像中无创、早期地预测

EGFR的突变状态。

1　资料与方法

1. 1　一般资料

本研究采用病例对照研究设计方案，已获得陆军

军医大学第一附属医院伦理委员会（KY2023143）、东

部战区总医院伦理委员会（2022DZKY-042-01）、陆军

军医大学大坪医院伦理委员会（no. 301. 2023）批准，

免除患者知情同意。所有参与的医疗中心均遵循统

一的纳入与排除标准。纳入标准：①经肺组织病理学

检查确诊为 NSCLC，同时获取基因组测序分析结果；

②基线胸部CT扫描需在病理诊断前 8周内完成；③具

备完整的临床信息。排除标准： ①检查前已存在抗肿

瘤治疗史；②基线CT病灶难以被准确勾画；③图像质

量差；④伴有其他原发肿瘤。经筛选纳入陆军军医大

学第一附属医院（2013年 1月至 2023年 6月）的 719例

NSCLC 患者，并以 7∶3 的比例随机分为训练集（n=
502）、内部验证集（n=217）。纳入东部战区总医院的

173 例 NSCLC 患者（2013 年 9 月至 2019 年 10 月）作为

外部验证集 1；陆军军医大学大坪医院的 178 例

NSCLC患者（2020年 1月至 2023年 10月）作为外部验

证集 2（图 1）。患者的临床资料包括性别、年龄、吸烟

史、神经元特异性烯醇化酶（neuron specific enolase， 
NSE）、细胞角蛋白片段 19（cytokeratin 19 fragment， 
CYFRA21-1）、癌胚抗原（carcino embryonic antigen， 
CEA）、病理类型、T分期、N分期、M分期和临床分期。

1. 2　样本量估算

本研究为回顾性多中心病例对照研究设计，样本

量估算主要基于临床预测模型开发的每变量对应阳

性事件数（events per variable， EPV）原则，即“每 1个预

测变量对应至少 10~15例阳性事件”。研究计划拟纳

入预测变量 40 个，所需阳性病例数约 400~600 例，考

虑我院就诊肺癌患者人群 EGFR 突变率（约 60%），需

要入组患者 667~1 000例。考虑潜在数据入组约 20%
的剔除率，基于上限计算最少筛选患者1 200例。

1. 3　CT成像方案

胸部 CT 扫描采用仰卧位，自胸廓入口至肺底成

像，所有数据存储为 DICOM 格式。CT 扫描和图像重

建参数如下（表1）。

1. 4　CT图像肿瘤分割

患者的 CT图像上传到多模态科研 InferScholar平

From January 2013 to June 2023, pathological 
examination at the First Affiliated Hospital of Army 
Medical University confirmed NSCLC, and EGFR 
gene sequencing results were available（n=1 219）

From September 2013 to October 2019,
pathological examination at the Easten

Theater General Hospital confirmed
NSCLC, with EGFR gene sequencing

results were available（n=361）

From January 2020 to October 2023,
pathological examination at the Army

Characteristic Medical Center confirmed
NSCLC, and EGFR gene sequencing results

were available（n=377）

Exclusion criteria
1.Received relevant anti-tumor
treatment before examination;
2.Baseline CT lesions could not be
segmented;
3.Poor image quality;
4.Concomitant with other primary
tumors.

Included in
(n=719)

Included in
(n=173)

Included in
(n=178)

Internal validation 

set（n=217）
Training set

（n=502）
External validation 

set 1（n=173）
External validation 

set 2 （n=178）

Exclusion criteria

（n=500）
1.n=218

2.n=98
3.n=97
4.n=87

Exclusion criteria

（n=188）
1.n=58

2.n=68
3.n=31
4.n=31

Exclusion criteria

（n=199）
1.n=66
2.n=81

3.n=31
4.n=21

Wild-type

（n=182）
Mutant

（n=119）
Wild-type

（n=54）
Mutant

（n=117）
Wild-type

（n=61）
Mutant

（n=139）
Wild-type

（n=78）

Mutant

（n=320）

图1　患者入组流程图

Figure 1　Patient enrollment flow chart
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台（https：//research. infervision. com/v2/）用于图像注

释。由 1 名具有 10 年诊断经验的放射科医生在肺窗

图像上手动描绘每个患者的感兴趣区域，包括整个肿

瘤区域。在多发性病变的病例中，仅概述了报告

EGFR 检查的病变。为了确保分割的准确性和稳定

性，所有轮廓标签都由 1 位在胸部 CT 方面拥有 15 年

诊断经验的放射科医生独立审查和纠正。

1. 5　多中心CT图像预处理

为应对多中心 CT 扫描参数不一致的问题，本研

究对所有 CT 图像进行了统一的预处理。将所有

DICOM 图像重采样至统一的体素间距（1 mm × 1 mm 
× 1 mm），消除层厚和层间距差异带来的影响，对灰度

值进行归一化处理（使用Z-score标准化），以减小不同

设备参数不一致的影响。在影像组学特征提取中，本

研究采用了 PyRadiomics 工具箱的默认设置，该工具

已对 CT 图像插值和滤波进行了标准化处理，使得影

像组学特征具有一定鲁棒性。使用的 2. 5D 卷积神经

网络（convolutional neural network， CNN）模型在训练

过程中引入了数据增强（如旋转、缩放、灰度扰动等），

以增强模型对CT扫描参数的泛化能力。

1. 6　深度学习特征和影像组学特征提取

对于深度学习特征，针对每个病变在 9个不同方

向上共提取了 4 608 个 CNN 特征，包括轴向 0°、轴向

45°、轴向-45°、冠状0°、冠状45°、冠状-45°、矢状0°、矢
状 45°和矢状-45°。深度学习特征提取网络使用

2. 5D CNN结构，其中ResNet101作为从每个方向提取

特征的骨干，长短期记忆网络（long short-term memory，
LSTM）模块用于整合所有方向的特征。对于影像组

学特征，从CT图像的感兴趣掩模中共提取了 1 293个

影像组学特征，包括 12个形状特征、252个一阶特征、

308个灰度共生矩阵特征、224个灰度大小区域矩阵特

征、224个灰度游程矩阵特征、196个灰度依赖矩阵特

征、70个相邻灰度色调差异矩阵特征和5个图像特征。

1. 7　特征筛选与模型构建

为减少模型构建过程中的过拟合，首先使用基于

信息熵的特征进行离散化方法处理影像组学及深度

学习特征，然后应用 LASSO 回归对以上两类特征选

择，进一步降低了数据中过拟合的可能性。对于临床

特征，所有特征均被离散化处理后进行建模。

基于上述单一类型特征均采用随机森林（random 
forest， RF）的机器学习方法进行建模。选择 RF 的原

因有如下 4个：首先，RF通过Bagging集成多个决策树

并引入特征随机选择机制，有效降低模型方差，在高

维小样本场景下表现稳健，抗过拟合能力强；其次，RF
对输入特征的尺度不敏感，适用于同时整合离散化临

床变量、连续型影像组学特征及高维深度学习特征；

再次，RF 可提供特征重要性排序（如 SHAP 图），便于

后续分析哪些特征对 EGFR 突变预测贡献最大，具有

较强可解释性；最后，RF具有多个可适应不同数据样

本量的超参数，如决策树数量 n_estimators、决策树的

最大深度 max_depth、决策树内部节点划分的最小样

本数量 min_samples_split、决策树叶子节点的最小样

本数量min_samples_leaf等，通过参数自适应方法可构

建可靠的机器学习模型。

将深度学习特征和基于CT肿瘤图像的影像组学

特征及临床特征进行多模态整合，形成综合模型。本

研究构建了 EGFR 基因突变与否的二分类预测模型，

因变量 Y 是患者 EGFR 基因突变型的概率（取值范围

表1　多中心医院CT扫描参数和图像重建参数

Table 1　CT scanning parameters and image reconstruction parameters in multi-center hospitals

Hospital

The First Affiliated 
Hospital of Army 
Medical University

Eastern  Theater
General Hospital

The Daping Hospital 
of Army Medical 
University

Instrument

SIEMENS Force
SIEMENS Flash
SIEMENS Emotion
SIEMENS AS
GE Optima
SIEMENS Perspective
SIEMENS Flash
United-imaging UCT 760
GE LightSpeed
PHILIPS Brilliance

Tube voltage
/kV
120
100
110
120
120
130
100
120
100
100

Tube current
/mA

automatic
automatic
automatic
automatic
automatic
automatic
automatic
automatic

175
150

Pitch

1. 200
1. 500
1. 500
1. 200
0. 984
1. 200
1. 200
1. 088
0. 984
0. 763

Rotation 
time/s
0. 50
0. 50
0. 60
0. 50
0. 50
0. 60
0. 50
0. 50
0. 50
0. 33

Degree of 
collimation/mm

192×0. 600
128×0. 600

16×1. 200
128×0. 600

64×0. 625
64×0. 600

128×0. 600
128×0. 625

64×0. 625
128×0. 600

Matrix

512×512
512×512
512×512
512×512
512×512
512×512
512×512
512×512
512×512
512×512

Convolution 
kernel
Br59
B80f
B90s
I70f

standard
I50S
L50f

B_SHARP_C
standard
standard

Layer thickness
/mm

1. 000~3. 000
1. 000~3. 000
1. 500~3. 000
1. 000~3. 000
1. 250~3. 000
1. 000~3. 000
1. 000~3. 000
1. 000~3. 000
0. 625~3. 000
0. 600~3. 000

Interlayer 
spacing/mm

1. 000~3. 000
1. 000~3. 000
1. 500~3. 000
1. 000~3. 000
1. 250-3. 000
1. 000~3. 000
1. 000~3. 000
1. 000~3. 000
0. 625~3. 000
0. 600~3. 000

2994



陆军军医大学学报，2025，47（23）http：//aammt. tmmu. edu. cn

0~1），模型预测时采用由约登指数确定的概率阈值进

行划分，当 Y≥阈值时，判定为阳性（即 EGFR 突变

型），当 Y<阈值时，判定为阴性（即 EGFR 野生型），确

保因变量的定义与临床实践中的判断标准一致。

1. 8　统计学分析

本研究借助 SPSS 26. 0软件完成数据分析。为比

较 EGFR 突变组与野生组的差异，连续变量采用独立

样本 t检验分析，分类变量则通过χ2检验或Fisher精确

检验处理。模型预测性能的评估指标包括受试者工

作特征（receiver operating characteristic， ROC）曲线的

曲线下面积（area under curve， AUC）、准确率、灵敏度

及特异度。通过绘制校正曲线来评估模型的拟合优

度，并利用决策曲线分析模型的临床应用价值。P<
0. 05为差异具有统计学意义。

2　结果

2. 1　患者一般基线资料

本研究从 3家医疗机构共纳入 1 070例经病理确

诊 的 NSCLC 患 者 ，其 中 EGFR 突 变 型 695 例

（64. 95%），野生型 375例（35. 05%），患者人口学特征

及临床资料如下（表 2）。在训练集中，EGFR突变型与

野生型患者在性别、吸烟史、CYFRA21-1、病理类型及

临床分期方面存在显著差异（P<0. 05），女性、不吸烟

者、CYFRA21-1≤5 ng/mL、腺癌以及临床分期为Ⅰ、Ⅳ
期患者更容易发生 EGFR 突变，而年龄、CEA、NSE、T
分期、N分期及M分期指标差异无统计学意义。

2. 2　综合模型具有影响力的特征的SHAP值

通过对多模态数据特征进行离散化处理，将所有

特征融合后建立综合模型，综合模型中的特征对

EGFR 突变预测有显著贡献，下图展示最具影响力的

前20个特征及其对应的SHAP值（图2）。

2. 3　四种分类模型的验证

经过训练集的开发后，4 种分类模型在内部验证

集、外部验证集 1、外部验证集 2中的ROC曲线图表明

深度学习模型预测效能高于影像组学模型和临床模

型，将多模态数据融合后的综合模型的预测效能值得

到提高，高于任何单一的预测模型（图 3）。各模型的

详细预测性能指标及准确性、特异性、敏感性如下

（表 3）。DeLong 检验表明，深度学习模型与临床模

型、影像组学模型、综合模型在内部验证集、外部验证

集 2 中差异有统计学意义（P<0. 05），在外部验证集 1
中无显著差异（P>0. 05）；综合模型与临床模型、影像

组学模型在所有验证集中差异有统计学意义（P<
0. 05）；临床模型与影像组学模型在所有验证集中差

异无统计学意义。

表2　1 070例NSCLC患者的临床特征［例（%）］

Table 2　Clinical characteristics of 1 070 patients with NSCLC［n（%）］

Characteristics

Gender
Female
Male

Smoking history
Yes
No

CYFRA21-1/（ng/mL）
>5
≤5

Pathological type
Adenocarcinoma
Squamous carcinoma

Clinical stage
Ⅰ
Ⅱ
Ⅲ
Ⅳ

Training set
（n=502）

Wild-type

66 （36. 3）
116 （63. 7）

99 （54. 4）
83 （45. 6）

49（26. 9）
133 （73. 1）

144 （79. 1）
38 （20. 9）

54 （29. 7）
8 （4. 4）

41 （22. 5）
79 （43. 4）

Mutant

199 （62. 2）
121 （37. 8）

90 （28. 1）
230 （71. 9）

50 （15. 6）
270 （84. 4）

317 （99. 1）
3 （0. 9）

104 （32. 5）
15 （4. 7）
39 （12. 2）

162 （50. 6）

P

<0. 001

<0. 001

0. 002

<0. 001

0. 025

Internal validation
（n=217）

Wild-type

25 （32. 1）
53（67. 9）

47（60. 3）
31（39. 7）

26（33. 3）
52（66. 7）

64（82. 1）
14 （17. 9）

35（44. 9）
6 （7. 7）

10 （12. 8）
27（34. 6）

Mutant

84（60. 4）
55（39. 6）

36 （25. 9）
103（74. 1）

23（16. 5）
116（83. 5）

135 （97. 1）
4 （2. 9）

52 （37. 4）
7（5. 0）

18 （12. 9）
62（44. 6）

P

<0. 001

<0. 001

0. 131

0. 637

0. 005

External validation set 1
（n=173）

Wild-type

19（35. 2）
35（64. 8）

26（48. 1）
28（51. 9）

26（48. 1）
28（51. 9）

54（100. 0）
0（0. 0）

2 （3. 7）
2（3. 7）

8 （14. 8）
42 （77. 8）

Mutant

78（65. 5）
41（34. 5）

21（17. 6）
98（82. 4）

47（39. 5）
72（60. 5）

119（100. 0）
0（0. 0）

0 （0. 0）
3 （2. 5）
7（5. 9）

109 （91. 6）

P

<0. 001

<0. 001

0. 286

0. 032

External validation set 2
（n=178）

Wild-type

9（14. 8）
52（85. 2）

47（77. 0）
14（23. 0）

24（39. 3）
37（60. 7）

60（98. 4）
1 （1. 6）

16（26. 2）
3 （4. 9）

23（37. 7）
19（31. 1）

Mutant

76（65. 0）
41（35. 0）

25（21. 4）
92（78. 6）

33（28. 2）
84（71. 8）

116（99. 1）
1 （0. 9）

35 （29. 9）
8 （6. 8）

17 （14. 5）
57 （48. 7）

P

<0. 001

<0. 001

0. 131

0. 637

0. 005

NSCLC： non-small cell lung cancer； CYFRA21-1： cytokeratin 19 fragment.
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A： SHAP value of the top 20 features in the comprehensive model， red indicating high feature value， blue indicating low feature 
value； B： Average SHAP value of the top 20 features in the comprehensive model

图2　综合模型中前20个特征的SHAP值分布图
Figure 2　SHAP value distribution diagram of the top 20 characteristics in the comprehensive model

图3　4 种模型分别在训练集（A）、内部验证集（B）、外部验证集 1（C）、外部验证集 2（D）中预测EGFR基因突变的ROC曲线

Figure 3　ROC curves of four models predict EGFR gene mutations in the training set （A）， internal validation set （B），

external validation set 1（C）， and external validation set 2（D） respectively
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2. 4　模型的临床实用性评价

本研究的校准曲线显示综合模型在预测EGFR突

变状态方面与临床实际校准度尚可（图 4）。Hosmer-
Lemeshow（bins=10）检 验 结 果 显 示 ，在 训 练 集 中

χ2=152. 5，P<0. 001，内部验证集中 χ2=46. 5，P<0. 001，
外部验证集 1 中 χ2=29. 12，P<0. 001，外部验证集 2 中

χ2=42. 7，P<0. 001。上述检验结果的原因可能有不同

医院扫描参数差异导致影像组学特征不稳定或者深

度学习特征偏移，进而影响模型在校准上出现系统性

偏差；另外，虽然综合模型 AUC 表现优异，但 RF 本身

不直接输出校准良好的概率估计，其预测概率基于叶

节点中阳性样本比例，在训练集过拟合或特征冗余时

容易产生过于极端的概率值（接近0或1），而实际事件

率并未达到该水平；最后由于回顾性研究的设计，纳

入患者均已完成EGFR基因检测，可能存在选择偏倚，

例如，临床怀疑EGFR突变者更可能接受基因检测（如

女 性 、非 吸 烟 腺 癌 患 者），导 致 突 变 比 例 偏 高

（64. 95%），这种富集效应使得模型在低风险人群中的

预测概率被系统性高估，进而破坏整体校准性。

临床决策曲线分析（decision curve analysis， DCA）
提示综合模型具有较好的净获益，其结果显示，在阈

值概率范围约 0. 15~0. 85内，综合模型的净获益显著

高于“全部治疗”和“全部不治疗”两种极端策略，尤其

在临床常用决策阈值（如 0. 3~0. 6，对应中等风险患者

是否启动 TKIs 治疗），综合模型可带来每 100 例患者

额外正确识别 8~12例EGFR突变者的净获益，即使在

外部验证集中，该优势依然保持，说明模型具有良好

的泛化能力和临床转化潜力（图5）。

3　讨论

随着基因测序的发展，肺癌患者的治疗从最开始

的传统化疗转向了精准化的靶向治疗。因此，在制定

靶向治疗方案前实现 NSCLC 患者 EGFR 突变状态的

精准无创评估，对个体化临床决策具有重要指导价

值。在这项研究中，初步探究了胸部 CT 图像深度学

习特征预测 EGFR 突变的能力，并进一步整合患者的

临床特征、影像组学特征以构建综合模型，利用多模

态信息，提高模型的预测效能。多中心结果显示：胸

部 CT的深度学习特征对 NSCLC 患者 EGFR 突变状态

具有良好预测价值，且通过整合多模态特征的综合模

型较单一特征模型预测效能更好。

3. 1　临床特征对EGFR突变预测能力有限

患者的临床特征是最容易取得的，也是最早用来

预测 EGFR 突变的预测因子。前期的文献研究中，有

作者利用年龄、性别、吸烟史等临床因素［23］或者

CYFRA21-1、CEA 等实验室检查指标［24］来预测 EGFR
突变。在本研究中，共纳入了 1 070名患者的年龄、实

验室检查、临床分期等 11项临床因素，经过单因素分

表3　四种分类模型在不同数据集中的预测效能值

Table 3　Prediction power values of four classification models in different data sets

Data sets

Training set

Internal validation set

External validation set 1

External validation set 2

Model
CNN model

Radiomics model
Clinical model

Combined model
CNN model

Radiomics model
Clinical model

Combined model
CNN model

Radiomics model
Clinical model

Combined model
CNN model

Radiomics model
Clinical model

Combined model

AUC（95%CI）

0. 979 2（0. 968 7~0. 987 4）
0. 981 4（0. 970 6~0. 989 4）
0. 726 7（0. 677 4~0. 767 7）
0. 974 4（0. 962 8~0. 984 0）
0. 833 7（0. 770 6~0. 884 7）
0. 762 4（0. 692 4~0. 825 1）
0. 731 0（0. 660 2~0. 802 1）
0. 905 5（0. 857 0~0. 945 4）
0. 815 1（0. 741 6~0. 882 8）
0. 745 4（0. 671 1~0. 814 3）
0. 746 0（0. 666 4~0. 824 9）
0. 832 7（0. 763 3~0. 896 4）
0. 810 1（0. 745 2~0. 873 6）
0. 724 7（0. 639 7~0. 801 6）
0. 813 4（0. 743 1~0. 883 6）
0. 889 0（0. 834 4~0. 934 3）

Accuracy
0. 898 4
0. 922 3
0. 709 2
0. 910 4
0. 718 9
0. 705 1
0. 700 5
0. 843 3
0. 664 7
0. 630 1
0. 751 4
0. 745 7
0. 612 4
0. 668 5
0. 764 0
0. 758 4

Sensitivity
0. 843 7
0. 893 7
0. 790 6
0. 918 7
0. 661 9
0. 690 6
0. 791 4
0. 877 7
0. 605 0
0. 546 2
0. 873 9
0. 806 7
0. 444 4
0. 632 5
0. 794 9
0. 709 4

Specificity
0. 994 5
0. 972 5
0. 565 9
0. 895 6
0. 820 5
0. 730 8
0. 538 5
0. 782 1
0. 796 3
0. 814 8
0. 481 5
0. 611 1
0. 934 4
0. 737 7
0. 704 9
0. 852 5

AUC： area under the curve； CNN： convolutional neural network
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图 4　综合模型在训练集（A）、内部验证集（B）、外部验证集1（C）、外部验证集2（D）的校准曲线

Figure 4　Calibration curves of the combined model in training set （A）， internal validation set （B）， external 
validation set 1（C）， and external validation set 2（D）

图 5　综合模型在训练集（A）、内部验证集（B）、外部验证集1（C）、外部验证集2（D）的临床决策曲线

Figure 5　DCA of the combined model in training set （A）， internal validation set （B）， external validation set 1（C）， 
and external validation set 2（D）
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析后我们发现性别、吸烟史、CYFRA21-1、组织学类型

和临床分期是区分 EGFR 突变状态的重要因素，这与

之前的研究一致［25］。然而，临床特征通常因为不同的

数据集而产生不同的结果，也有文献研究结果表明，

EGFR 突变与患者的性别并无相关，这与之前的研究

相矛盾［26］。因此，本研究将与 EGFR突变常相关的临

床特征离散化后纳入到模型中建模，其模型的效能值

高于常规的特征筛选建模。

3. 2　影像组学特征预测EGFR突变优势不明显

影像组学作为近十年迅速崛起的前沿学科，通过

高通量计算技术从医学影像中挖掘定量特征，并基于

特征筛选实现对肿瘤异质性的量化解析［27-29］。利用

CT影像组学特征预判肺癌基因突变的研究已广泛开

展。LIU 等［30］从 CT 图像中提取了 219 个影像组学特

征预测 EGFR突变，AUC为 0. 647。然而，该研究受样

本量较小、准确率低而限制了模型的临床应用。本研

究所构建的影像组学模型不仅在内部验证集上表现

出优异的预测性能，在来自两个外部医院的独立验证

集中同样展现出了出色的效能。尽管影像组学模型

相较于传统的临床模型没有显示出明显的优势性，然

而将影像组学特征融入综合模型中时，提高了模型的

预测效能值。表明影像组学特征可能拥有人眼无法

识别的生物学信息，这些信息可以更加全面地反映肿

瘤的空间异质性、肿瘤微环境以及基因信息等。

3. 3　深度学习特征较好的预测EGFR突变

不仅影像组学在预测EGFR突变状态方面取得了

应用，深度学习方法利用自动学习能力的优势在预测

NSCLC患者的EGFR突变状态方面也取得了巨大的应

用。深度学习方法主要通过多层次的神经网络结构

从 CT 肿瘤图像中提取与 EGFR 信息直接相关的深度

学习特征［31］。既往已有大量的学者利用深度学习方

法从CT图像中提取特征以预测EGFR突变状态［20，31］。
WANG 等［32］通过深度学习方法从 CT 图像中来预测

EGFR 突变，模型的 AUC 值仅为 0. 701，且样本量较

小、缺乏外部医院数据集验证，导致其临床应用价值

受到限制。本研究利用 2. 5D CNN深度学习模型的方

法从CT图像中提取深度学习特征，在内部验证集和两

个外部医院的独立验证集上 AUC 值分别为 0. 833 7、
0. 815 1、0. 810 1。深度学习模型的值无论在内部验

证集还是在两个外部医院的独立验证集都是优于影

像组学的。这一发现与 MAHAJAN 等［33］的发现一致，

表明深度学习模型在预测EGFR突变方面可能优于影

像组学，分析其原因可能是深度学习方法可以挖掘图

像的更深层次特征。

3. 4　综合模型提高预测效能

本研究提出的综合模型开创了预测EGFR突变的

新模型，该模型在改善临床实践方面具有巨大的潜

力。首先，该模型提供了一种快速且经济地预测基因

突变的新方法。尤其是对于晚期肺癌患者，在诊断时

通常症状严重急需快速准确的方法来指导治疗。综

合模型的快速预测能力能够帮助患者更快地做出个

性化治疗决策，从而有助于病情的改善。该多模态模

型使用常规获得的临床信息、CT图像快速、准确地预

测基因突变，这对无法进行基因测序的贫困地区的患

者特别有益。通过提供一种更经济、更加便捷的基因

突变检测方法，综合模型可以扩大贫困地区患者的治

疗选择，进而改善他们的预后。其次，基于CT图像构

建的综合模型可以检测肉眼无法感知的微小特征，从

而通过非侵入性方式评估患者的 EGFR 基因突变情

况，进而有效降低传统检测手段对机体造成的潜在损

伤。最后，综合模型具有较高的预测效能值，能够准

确预测EGFR突变，该模型无论是在内部验证集中，还

是在两个外部医院的独立验证集，其模型的诊断效能

值都优于单一特征模型。

本研究存在一定的不足。首先，回顾性研究不可

避免存在选择偏倚，需要多中心、前瞻性研究来增强

本研究的结论，并测试该模型在临床实践应用中的效

果；其次，本研究所研究的人群只限于中国人，该研究

的结果需要在其他种族中进行进一步验证；最后，此

研究仅对 EGFR 是否突变进行了分析，而对其突变亚

型暂未涉及，精准的亚型分型决定靶向药物敏感性，

对药物选择、耐药管理到预后评估均有重要意义，未

来需要进一步进行突变亚型的分析。

综上所述，本研究初步探索了基于胸部 CT 图像

的深度学习特征在预测 NSCLC 患者 EGFR 突变状态

的应用价值，并建立了一种融合深度学习特征和临床

特征、影像组学特征的综合模型，该综合模型可适当

提高预测效能，能够帮助临床医生无创早期识别

EGFR突变状态，有助于制定患者的个体化、精准化的

治疗方案，以获得最佳治疗预后。
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