
陆军军医大学学报，2025，47（6）http：//aammt. tmmu. edu. cn

基于转录组学和变分自编码器的癌症分期诊断研究

李佳芮，钱 力，沈俊杰，郭泓麟，秦茂洋，伍亚舟  陆军军医大学（第三军医大学）军事预防系医学系军队卫生

统计学教研室，重庆

［摘要］ 目的 旨在对 10 种癌症转录组学数据开展深度分析与特征提取，进而实现对癌症样本

的分期诊断。方法 在 UCSC Xena 网站收集发病率最高的 10 种癌症转录组学数据（包含 4 938 个样

本和 59 428个基因），以变分自编码器为基础，利用特征重要性排序思想，通过引入掩码算法和增量特

征选择方法（incremental feature selection，IFS），构建了增量特征排序选优变分自编码器（incremental 
feature ranking and selection variational autoencoder，IFRSVAE）；与随机森林（random forest，RF）、支持向

量机（support vector machine,SVM）和极限梯度提升树（eXtreme gradient boosting，XGboost）结合测试了该

方法的性能，并同其他方法进行比较。结果 提取了21个特征用于后续分类，较于传统变分自编码器、

递归特征消除和 Lasso回归模型，IFRSVAE模型在 3种分类器上均取得了较好性能（AUC值最高，其余

指标也表现良好）；其中 IFRSVAE-RF表现最好，AUC达到了85. 49%（95%CI：83. 24%~87. 74%）。此外，

还应用了沙普利加性解释（Shapley additive explanations， SHAP）模型对特征贡献进行展示。结论 本研

究探索并验证了 IFRSVAE在特征提取方面具备一定成效。基于此构建的 IFRSVAE-RF模型，在癌症分

期诊断任务中展现出较好的表现，为深度学习在癌症分期诊断方法的研究方向上，提供了一种可供参

考的新思路。

［关键词］ 癌症分期；转录组学；变分自编码器；机器学习

［中图法分类号］ R195. 1；R394. 5；R730. 49 ［文献标志码］ A

Cancer staging diagnosis based on transcriptomics and variational autoencoder
LI Jiarui， QIAN Li， SHEN Junjie， GUO Honglin， QIN Maoyang， WU Yazhou  Department of Military Health 
Statistics， Faculty of Military Preventive Medicine， Army Medical University （Third Military Medical University）， 
Chongqing， China

［Abstract］ Objective　To conduct an in-depth analysis and feature extraction of the transcriptomics 
data of 10 types of cancers in order to realize the staging diagnosis of cancer samples.  Methods　The 
transcriptomics data of the top 10 cancers having the highest incidence were amassed from the UCSC Xena 
website, which comprised 4 938 samples and 59 428 genes.  With the aid of variational autoencoder, we 
developed an incremental feature ranking and selection variational autoencoder (IFRSVAE) based on feature 
importance ranking and incorporating the masking algorithm and the Incremental Feature Selection (IFS).  
Subsequently, the performance efficiency of our IFRSVAE model was evaluated in conjunction with Random 
Forest (RF), Support Vector Machine(SVM), and eXtreme Gradient Boosting (XGboost), and it was also 
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compared with other methods.  Results　Our research extracted 21 features for the ensuing classification.  In 
comparison to the conventional variational autoencoder, recursive feature elimination, and Lasso regression 
models, the IFRSVAE model attained more favorable performance across all 3 classifiers (highest AUC value, 
and well performed other indicators).  Notably, the IFRSVAE-RF exhibited the most outstanding performance, 
with an AUC value reaching 85. 49% (95%CI: 83. 24%~87. 74%).  Moreover, Shapley additive explanations
（SHAP） interpretable model illustrated well contributions of the features in our model.  Conclusion　Our 
developed IFRSVAE shows certain effectiveness in feature extraction.  The constructed IFRSVAE-RF model 
demonstrates relatively good performance in the task of cancer staging diagnosis, which providing a new and 
referable idea for research orientation of deep-learning-based diagnostic methods for cancer staging.  

［Key words］ cancer staging； transcriptomics； variational autoencoder； machine learning
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当前在全球范围内癌症是过早死亡的主要原

因［1-2］。除了癌症类型外，癌症分期是决定患者预后的

最重要因素之一［3］。早期癌症可以通过手术切除，而

中晚期癌症往往需要通过化疗或放疗手段进行治

疗［4］。因此，准确有效的癌症分期可以帮助医生确定

患者的最佳治疗方案，以提高患者的生存率和生活质

量。近年来，随着高通量测序技术的发展，癌症基因

组图谱计划（the cancer genome atlas，TCGA）使人们能

够更好地了解癌症在发生、进展和耐药性方面的分子

基础［5］。分子分型方案将会对传统的、有着悠久历史

的解剖分期、组织学分型和分级等分型方式进行

补充［6］。
如今，基于癌症组学数据的各种机器学习方法

已被广泛应用于疾病的诊断和预后预测等任务。

如 CAI 等［7］使用机器学习方法捕获无偏和紧凑的

分子特征，对肺腺癌、小细胞肺癌和非小细胞肺癌

进行分类。ATHIRA 等［8］将机器学习方法与主成分

分析和后验概率分析相结合，对乳腺癌进行分期预

测 。 ALBARADEI 等［9］提 出 卷 积 变 分 自 编 码 器

（convolutional variational autoencoder， CVAE）模型，用

来区分原发性肿瘤和转移性肿瘤。但在利用转录组

学数据和深度学习技术开展泛癌分期预测方面，相关

研究鲜有报道。同时，现有模型在处理组学数据这类

高维数据时，容易陷入维度灾难，难以有效提取关键

特征且计算复杂度剧增，仍存在过拟合等缺陷［10］。
变分自编码器（variational autoencoder， VAE）［11］

是 2013年提出的一种深度学习模型，它可以将高维数

据压缩到低维的潜在空间，实现数据的高效压缩，并

且在这过程中学习到数据之间的潜在联系。将 VAE
应用到组学数据的处理上，不仅能够实现对高维数据
的降维，同时也能很好地保留数据之间的相关性，从
而不破坏数据的整体结构。

因此，本研究为解决癌症转录组学高维数据特征
降维的问题，收集了来自 10种癌症的转录组学数据，
利用VAE作为基础模型，通过引入随机掩码算法和特
征重要性排序思想对特征进行排序，然后应用增量特
征选择方法（incremental feature selection，IFS）进行特
征子集寻优。

1　材料与方法

1. 1　数据收集与预处理

本研究数据来源于 TCGA 项目，为了使研究结果
能适用于大多数癌症，研究选取了发病率最高的前
10 种癌症：肺癌（包括肺腺癌 LUAD 和肺鳞状细胞癌
LUSC）、乳腺癌BRCA、结直肠癌（包括结肠癌COAD和
直肠腺癌 READ）、前列腺癌 PRAD、胃癌（胃腺癌
STAD）、肝癌（肝细胞肝癌 LIHC）、胰腺癌 PAAD、膀胱
癌BLCA［12］。全文技术路线图如图1所示。

根据临床信息，将 TNM 分期为Ⅰ/Ⅱ期的样本划
分为早期样本，其余划分为晚期样本［13］。在缺失值的
处理上，本研究删除了缺失超过 20% 的特征。同样
地，特征缺失超过 20%的样本也被删除。经过去重和
归一化处理后，将数据按照共有基因进行合并，最终
有 4 938个样本（其中，早期 3 201例，晚期 1 737例）和
59 428个基因被纳入后续分析。整理后的数据如表 1
所示。

基于前文所述，数据整合之后每个样本包含59 428个
基因信息。其中，许多基因可能在不同样本间表达差

异不显著，或者是与研究目的无关。而对于深度学习

模型，输入过多无关或冗余的数据可能会导致模型过

拟合、训练时间延长以及模型性能下降等问题［14］。因

而在将数据输入模型之前，对数据进行基因差异表达

分析。差异分析使用R“limma”包进行，为了更好地适

应数据的复杂性，本研究将差异基因的筛选阈值设定

为动态阈值［15］。
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1. 2　诊断模型构建

1. 2. 1　特征筛选模型　　虽然传统VAE已经可以实

现对高维数据的降维，但这种降维方式是对全局数据

学习后生成新特征［11］。在实际运用中，仍需要对大量

基因信息进行检测，这无疑加大了诊断的成本和难

度，难以在临床上推行。因此，对传统 VAE 进行改进

尤为重要。基于这种目的，本研究根据特征重要性排

序的思想［16］，结合随机掩码算法［17］和 IFS 方法，创新

地提出了一个特征筛选思路，构建了增量特征排序选

优 变 分 自 编 码 器（incremental feature ranking and 
selection variational autoencoder，IFRSVAE）。

本研究提出的 IFRSVAE 方法由特征排序和特征

子集寻优两部分构成，主要框架如图 2所示。其中，第

一部分主要作用是根据重要性对特征进行排序，特征

排序部分以 VAE 为主体，VAE 具有强大的重构能力，

通过学习数据的内在结构和特征可以得到低维的潜

在表示，在关注特征信息的同时，还能够精准捕捉特

征之间的关联［18］；第二部分为确定最佳特征个数。通

过这两部分即可筛选能代表重要基因信息的最佳特

征子集。
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图1　基于转录组学的癌症分期模型构建研究技术路线图

表1　TCGA项目10种癌症样本数据

癌症名称

膀胱癌BLCA
乳腺癌BRCA
结肠癌COAD
肝细胞肝癌LIHC
肺腺癌LUAD
肺鳞状细胞癌LUSC
胰腺癌PAAD
结直肠腺癌READ
胃腺癌STAD
前列腺癌PRAD
合计

样本数

早期

136
901
288
289
455
450
172

87
204
219

3 201

晚期

290
312
212
103
125

98
8

79
182
328

1 737

合计

426
1 213

500
392
580
548
180
166
386
547

4 938
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图2　IFRSVAE结构图
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IFRSVAE模型特征提取步骤如下：①利用所有原

始特征训练 VAE 模型，找到重构误差最小时的超参

数，并记录此时的损失值和超参数；②在最佳超参数

下多次训练 VAE 模型，利用随机掩码算法，在每次训

练时随机遮蔽一个原始特征，记录下对应的重构误

差，然后将其与第一步找到的重构误差进行比较，观

察模型重构误差的变化，如果遮蔽某特征时模型重构

误差变化显著，则说明这个特征对于全局特征的影响

程度高，对形成潜在表示也具有更大贡献，即反复迭

代地从原始特征中去除某一特征，通过潜在表示空间

分布以及模型性能的变化来评估特征的重要性。通

过这种方法可以为所有特征分配一个重要性评分，从

而对所有特征进行排序；③将 IFS方法［19］应用于特征

排序列表，以提取特征子集，将特征子集应用于随机

森林（random forest，RF）算法，以确定对癌症分期预测

的最佳性能。

1. 2. 2　分类器与对比模型　　分类器选用 RF、支持

向量机（support vector machine，SVM）和极限梯度提升

树（eXtreme gradient boosting，XGboost）。作为二分类

器，RF通过构建多个决策树并综合其结果，能够有效

减少过拟合现象，可以处理高维数据和特征之间的复

杂交互关系［20］。SVM 通过寻找最大间隔超平面来实

现高效分类，在小样本、高维数据情况下表现出色［21］。
XGboost通过梯度提升的方式高效地组合多个弱分类

器，可以自动处理缺失值，支持多种目标函数，具有较

高的准确性和泛化能力［22］。
对比模型选用传统VAE、递归特征消除（recursive 

feature elimination，RFE）、Lasso 回归模型。传统 VAE
能够有效学习数据的潜在分布，将高维转录组数据映

射到低维空间［11］。RFE 能够以一种迭代的方式评估

特征的重要性，从众多基因特征中逐个剔除最不重要

的特征，留下对分类或回归等任务最有价值的基因子

集［23］。Lasso 回归通过在损失函数中加入 L1 正则化

项，使得部分基因特征的系数收缩为 0，筛选出关键

基因［24］。
1. 3　模型评价指标

本研究采用准确率（accuracy）、召回率（recall）、精

确 率（precision）、F1 分 数（F1-score）、混 淆 矩 阵

（confusion matrix）作为模型评价指标［25］，同时绘制

ROC 曲线对模型性能进行评估。模型性能评价指标

计算公式如下：

其中，NTP和 NTN表示正确诊断为癌症晚期和癌症

早期的例数，即：真正例和真负例，NFP和NFN表示错误

诊断为癌症晚期和癌症早期的例数，即：假正例和假

负例。

1. 4　模型训练测试

按照 7∶3的比例划分训练集和测试集。在模型训

练阶段，基于 VAE 框架对癌症转录组学数据进行建

模，使用训练集全部数据对模型进行训练。将数据输

入模型，通过前向传播计算预测结果，然后根据损失

函数计算损失值。使用优化算法进行反向传播，更新

模型参数，以减小损失值。重复这个过程，直到模型

收敛。在模型优化阶段，对模型的超参数进行调整。

超参数包括学习率、网络层数等。评估不同超参数组

合下的模型性能，选择最佳的超参数组合。

在模型测试阶段，使用 5折交叉验证，将数据集随

机等分为 5 份，依次选取其中一份作为测试集，其余

4 份作为训练集，分别训练模型并评估性能，最终以

5 次评估结果的平均值作为模型整体性能的评价

指标。

本研究采用Python软件的 pytorch框架，过程中通

过模拟不同的网络层数和学习率的不同组合，找出损

失最小时的最优组合作为模型的参数，完成对模型的

构建和训练。

2　结果

2. 1　差异基因筛选结果

通过对基因的差异分析，共筛选出 176个下调基

因和 290 个上调基因，共 466 个相关基因。如图 3 所

示，横坐标为差异表达倍数的对数值，反映了 2个条件

下基因表达水平的相对变化；纵坐标则为统计显著性

的负对数，反映了基因差异表达的可信度。经过调节

t检验，差异具有显著性。

2. 2　特征筛选结果

将特征按重要性排序后，按照 IFS方法，从特征个

数=10 开始，以 10 为间隔，形成 n 个（n=特征总数/10）
特征子集。然后，将特征子集依次作为RF的输入，结

果如图 4所示。其中，横轴代表特征个数，纵轴则表示

分类准确度。

由图 4可知，当特征子集个数在 20~30时，模型达
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到了最高点，且较为平缓。因此，本研究认为最优特

征的可能范围在 20~30之间。重复 IFS方法，以 1为间

隔，进一步测试特征子集个数为 20~30 的模型性能。

IFS曲线如图5所示。

可以看出，当使用特征列表中的前 21个特征进行

分类时，达到最高的准确率。因此，这些特征被认为

是最优特征，构成了最优特征子集如表2所示。

2. 3　分期诊断性能比较

为验证新构建的特征模型 IFRSVAE 对于特征的

选择能力，本研究在构建的转录组学数据集（表 1）上

进行了比较研究，结果表明：相比于其他特征降维方

法，本研究提出的 IFRSVAE取得了最好的AUC值（F=
12. 360，P=0. 002，差异具有统计学意义），模型搭配不

同分类器（RF、XGboost、SVM）均能取得较为优异的诊

断性能，各模型性能详见表3、图6。
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图3　基因差异分析结果
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图4　第一次 IFS曲线（以10为间隔）
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图5　第二次 IFS曲线（以1为间隔）

表2　最优特征子集

排名

1
2
3
4
5
6
7
8
9

10
11
12
13
14
15
16
17
18
19
20
21

基因名称

IGKC
HLA-DRB1

IGHA1
HLA-DRA

PPDPF
IGLC2
IGHG2
IGHG1
APOE
CD74
RPS15
LYZ

IGLC3
IGLV2-14
IGLV3-25

TPM2
NNMT
CD14

IGKV3-20
ATP1B1

CD52

重要性分数

28 683. 912
26 261. 019
24 792. 539
24 048. 370
22 929. 586
21 232. 875
20 493. 354
19 861. 620
19 265. 340
19 146. 810
18 448. 049
17 422. 336
17 256. 354
16 704. 484
16 685. 056
16 199. 678
15 906. 380
15 825. 326
15 602. 514
15 565. 185
15 532. 704

表3　各模型分期诊断性能展示（%）

特征选择

IFRSVAE

VAE

RFE

Lasso

分类器

RF
XGboost
SVM
RF
XGboost
SVM
RF
XGboost
SVM
RF
XGboost
SVM

模型性能

准确率

78. 54
76. 51
78. 33
75. 16
73. 28
72. 71
72. 50
74. 17
70. 68
73. 49
73. 12
74. 11

精确率

79. 59
76. 39
77. 57
75. 68
74. 72
73. 55
73. 16
75. 69
71. 65
74. 22
74. 34
75. 49

召回率

78. 79
75. 00
80. 29
73. 53
70. 45
71. 10
71. 18
71. 28
68. 44
71. 98
70. 62
71. 49

F1分

数

79. 19
75. 68
78. 90
74. 57
72. 52
72. 29
72. 15
73. 41
69. 85
73. 08
72. 34
73. 44

AUC

85. 49
83. 22
84. 33
82. 33
82. 01
79. 86
78. 21
80. 21
77. 85
81. 25
81. 16
82. 36

F

12. 360

P

0. 002
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同时，为了进一步验证 IFRSVAE-RF 模型的分类

效果优越性，本研究还绘制了 ROC 曲线以及混淆矩

阵，4 种特征选择方法在 RF、XGboost、SVM 上表现的

混淆矩阵分别如图 7、8、9所示。由混淆矩阵图可知，

当 IFRSVAE与RF结合时，得到了最好的效果，其正确

识别晚期样本的能力较其他模型有明显的提升。

ROC 曲线如图 10 所示，ROC 曲线下面积越大提示分

类效果越好。

2. 4　可解释性研究

前面已经证实了 IFRSVAE-RF分类模型在癌症分

期任务上的表现能力。但在实际应用中，充分理解模

型所做的分类决策与模型的性能同样重要。因此，本

研究在分类决策阶段将沙普利加性解释（Shapley 

additive explanations， SHAP）引 入 到 表 现 最 好 的

IFRSVAE-RF 模型中，绘制的特征密度散点图如图 11
所示。该图展示了 21个基因对模型输出分类决策的

影响，直观地展示了每个特征的全局重要性。纵坐标

每一行代表一个特征，横坐标为 Shap 值。按照 Shap
的平均绝对值对特征排序，一个点代表一个样本，宽

的地方表示有大量的样本聚集，颜色越红说明特征本

身数值越大，颜色越蓝说明特征本身数值越小。

3　讨论

高维数据特征降维一直是组学数据研究的重点，

在追求特征维度降低的同时，更应该关注低维特征对

全局信息的代表能力。既往的深度学习等降维方法，

多是利用计算机对于数据特征的学习能力来生成更

!""
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'"

图6　各模型分期诊断性能热图

图7　4种特征选择方法在RF上的混淆矩阵

图8　4种特征选择方法在XGboost上的混淆矩阵

图9　4种特征选择方法在SVM上混淆矩阵
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低维度的新特征［26］，这些方法在应用中仍需要研究者

先对所有特征进行检测，然后再输入模型进行预测，

虽然能够达到较不错的模型性能，但是需要的成本大

大提高，很难真正应用到实际。本文基于多种癌症转

录组学数据，以 VAE 为主体，通过引入随机掩码算法

和 IFS方法，构建了 IFRSVAE模型。此模型利用 VAE
更能够挖掘特征之间交互性这一优势，对全局信息进

行分析，并根据特征对于全局信息的贡献性进行排

序，IFS 方法能够帮助研究者找到性能最优的特征

子集。

通过 IFRSVAE模型筛选出的特征在RF、XGboost、
SVM上均取得了较好的性能，能够有效地识别癌症早

期、晚期。在癌症治疗中，早期和晚期的治疗策略有

很大差异。晚期癌症往往需要更激进的治疗方法［4］，
如联合化疗、靶向治疗或者免疫治疗等多种手段。

IFRSVAE-RF模型，提高了对于晚期样本的发现能力。

医生可以更精准、及时地制定更为合适的治疗方案，

避免治疗不足以及贻误治疗时机的情况，对于临床治

疗有着重要意义。

通过引入 SHAP值，本研究把 21个基因对分类决

策影响大小进行了可视化展示，这些基因可能是癌症

的危险因素或保护因素。既往研究证实，PPDPF、

RPS15、ATP1B1、NNMT、CD74、LYZ、IGHA1、CD14、
IGLC3、IGHG2、IGKV3-20［27-36］可促进肿瘤发生。而

CD52、IGKC、TPM2、HLA-DRA、HLA-DRB1、IGLV3-25、
IGHG1、APOE、IGLV2-14［36-43］等为抗肿瘤基因，其表达

下调可促进肿瘤的发展，预后较差。需要说明的是，

SHAP计算出的特征重要度排序与本研究模型得到的

特征重要度排序不同，这是可以理解的：如上所述，

IFRSVAE 模型找到的特征子集可以最大程度地代表

基因信息，这里的重要性是针对基因整体而言的；而

SHAP 是根据分类过程计算出来的，用于表示特征对

于分类决策的重要性。SHAP 值越高，分类器对分期

决策就越重要［44］。
本模型的构建是基于多种癌症转录组学数据而

开展的。由于不同癌种样本量存在差别，这一因素直

接导致了所提取出的特征在稳定性以及代表性等方

面可能会出现相应的差异。在后续深入研究阶段，团

队将致力于单癌种数据分析与深度挖掘工作，运用更

为先进的数据处理算法、优化特征筛选策略以及整合

多维度的生物信息资源等一系列举措，进一步提升模

型在癌症诊断、分期以及治疗指导等多方面应用场景
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图10　4种特征选择方法在RF（A）、XGboost（B）和SVM（C）上的ROC曲线

图11　SHAP值特征密度散点图
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中的性能表现。

此外，本研究以TNM分期为基础来界定癌症的早

晚期，将Ⅰ、Ⅱ期归为早期，Ⅲ、Ⅳ期划作晚期。这一

划分方式与大众认知以及临床常规做法相契合。处

于Ⅰ、Ⅱ期的肿瘤，通常局限在局部，患者预后相对乐

观，多采用手术等局部治疗方式，整体治疗成效良好。

而Ⅲ、Ⅳ期的肿瘤，往往已发生区域淋巴结的广泛转

移，甚至出现远处转移，病情较为棘手，治疗方案更为

复杂，预后也相对不理想。这种划分既符合临床实际

状况，又契合对疾病严重程度的整体判断，方便研究

成果与临床实践相互对照，促进成果转化应用。不

过，这种分类方法存在一定的局限性，对于某些特定

类型的癌症，可能存在更为精细或独特的分期体系，

其早晚期的判定，除了 TNM 分期外，还可能与肿瘤的

分子分型、基因特征等因素紧密相关。单纯依赖TNM
分期划分早晚期，可能无法全面、精准地反映病情。

在具体应用时，应结合所研究癌症的具体特性和相关

临床信息，对研究结果进行综合分析与评估。在后续

研究中，可以尝试运用更精细，或者结合其他因素的

划分方法开展对比研究，进一步验证研究结果的可靠

性与稳定性。

当然，本研究创建的分期诊断模型（IFRSVAE）也

存在一定的局限性：①在数据方面，模型性能对数据

质量要求较高，如果数据本身存在测序错误、样本污

染或者数据缺失等情况，会影响模型对潜在特征的学

习，进而干扰模型对特征交互性的挖掘和全局信息分

析，导致排序和特征子集选择出现偏差；②由于模型

多次迭代，计算量大，对设备要求高，运行时间相对较

长；③模型需要在外部数据上进一步验证，以提高其

泛化性能。

综上所述，本文基于对原始特征降维的思路构建

了 IFRSVAE 模型，在癌症分期任务中，相较于传统方

法展现出一定优势，具备较强的应用潜力。在癌症研

究领域，样本的准确分类对高质量研究至关重要。

IFRSVAE 模型在癌症早期和晚期预测任务中表现良

好，能够为后续的流行病学研究、癌症遗传学研究等

提供相对准确的样本分组。这在一定程度上有助于

提升研究结果的可靠性，降低因样本分类偏差而对研

究造成的不良影响，为推动癌症研究水平的提升提供

助力。
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