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基于DAEUnet和ConvNeXt网络的食管癌智能分割与分期诊断模型构建
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［摘要］ 目的 基于DAEUnet和ConvNeXt网络，通过迁移学习策略构建食管癌智能分割和T分期

诊断模型。方法 收集2018年1月至2022年4月共126例确诊为食管癌患者Dicom原始数据，其中100例
来源于陆军军医大学第一附属医院胸外科，26例来自山西省肿瘤医院胸外科，数据增强后共计60 275张，

搭建 DAEUnet食管癌智能分割网络，并在此基础上构建 ConvNeXt、Swin Transfoemr 以及 ResNet 3个分

类网络进行食管癌 T 分期诊断。结果 基于 DAEUnet 网络食管癌智能分割 Dice 相似系数（Dice 
similarity coefficient，DSC）为 0. 82，食管癌、主动脉、正常食管、纵隔淋巴结、心脏各个部位 DSC 分别为

72. 4%、87. 5%、79. 3%、60. 5%、96. 8%；在 3 个食管癌 T 分期诊断模型中，ConvNeXt 模型效果最好，

T1~T4 期的精确度分别为 0. 65、0. 727、0. 889、0. 92，曲线下面积（AUC）=0. 892，优于 ResNet 和 Swin 
Transformer网络。结论 基于DAEUnet和ConvNeXt网络的食管癌智能分割与T分期诊断模型，能够提

高食管癌T分期的准确性与治疗效率。
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［Abstract］ Objective　To construct an intelligent segmentation and T-stage diagnostic model for 
esophageal cancer based on the DAEUnet and ConvNeXt networks using transfer learning.  Methods　Dicom 
raw data from 126 patients diagnosed with esophageal cancer between January 2018 and April 2022 were 
collected, including 100 cases from Department of Thoracic Surgery at the First Affiliated Hospital of Army 
Medical University and 26 cases from the Department of Thoracic Surgery at Shanxi Cancer Hospital.  After 
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data augmentation, a total of 60 275 images were obtained.  The DAEUnet esophageal cancer intelligent 
segmentation network was built, and on this basis, 3 classification networks, ConvNeXt, Swin Transformer, and 
ResNet were constructed for T-stage diagnosis of esophageal cancer.  Results The Dice similarity coefficient 
(DSC) for esophageal cancer intelligent segmentation using the DAEUnet network was 0. 82, and the DSC 
value of the esophagus, aorta, normal esophagus, mediastinal lymph nodes, and heart was 72. 4%, 87. 5%, 
79. 3%, 60. 5% and 96. 8%, respectively.  Among the 3 T-stage diagnosis models for esophageal cancer, the 
ConvNeXt model performed the best, with a precision value for T1~T4 stages of 0. 65, 0. 727, 0. 889 and 
0. 92, respectively, and an AUC value of 0. 892, which were superior to the ResNet and Swin Transformer 
networks.  Conclusion The proposed DAEUnet and ConvNeXt-based intelligent segmentation and T-stage 
diagnosis model for esophageal cancer improves T-stage accuracy and treatment efficiency.  

［Key words］ esophageal cancer； enhanced CT； intelligent segmentation； ConvNeXt； T-stage 
diagnosis
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食管癌（esophageal cancers，EC）是一种常见的消

化系统恶性肿瘤，发生率和死亡率高，严重危害人民

的生存和生活质量，其早期诊断困难，病情发展快，患

者就诊时大多已至晚期［1-2］。根据 2020年世界卫生组

织国际癌症研究机构发布的癌症负担数据，2020年全

球食管癌死亡病例约为 54. 41 万［3］。目前，食管癌主

要的治疗手段为外科手术切除［4-5］，患者早期直接进行

食管癌根治性手术，将显著改善其预后和生存率，提

高生活质量［6-8］。因此，应高度重视食管癌早期快速精

准识别与诊断，以缩短诊疗时间，提升诊疗效率，有助

于后期治疗决策和预后评估。

目前，食管癌 T分期诊断主要依赖于医师通过影

像学检查的经验判断，具有一定的主观性和局限

性［9-10］。近年来，深度学习在医学图像分析领域的快

速发展为食管癌智能诊断提供了新的技术路径。例

如LIU等［11］构建了 Inception-ResNet模型，对食管恶性

肿瘤进行了分型诊断，模型的总体准确率可达到

85. 83%。EBIGBO 等［12］创建了 ResNet 网络改进模型

（基于斑块的 BE 分析的分类网络），在模型中加入了

“一出一进”模型交叉验证，提高了模型的分类精度。

RAMDHAN ABDALLA等［13］提出了一个在量子框架中

使用深度学习和监督学习技术的混合量子-经典神经

网络，以学习给定数据集标签并优化电路参数，最大

限度减少误差，在食管癌分类方面显示出较高精准

性。GUO等［14］设计了 SegNet模型，可以实时识别食管

癌病变部位，该模型加入了最大池化指数以提取食管

癌的特征图，该模型有效提高了食管癌以及毗邻结构

的分割精度。此外，WAN 等［15］构建了 Gastro Net 模
型，采用了 Bootstrapping 和集合学习算法的半监督学

习方法，对巴雷特食管进行定位识别和诊断，该模型

准确率可达到 87. 5%。尽管已有研究取得显著进展，

但在实际临床应用中仍面临病灶边缘模糊导致的细

分误差，以及微观浸润特征识别困难造成的分期偏差

的挑战。

针对上述技术瓶颈，本研究构建DAEUnet食管癌

智能分割网络，并结合 ConvNeXt分类网络，提高食管

癌分割精度和T分期准确性。DAEUnet网络通过双层

变压器架构及多尺度特征学习，能够更好地捕捉全局

上下文信息，在复杂的食管癌病灶分割任务中表现出

较传统CNN方法更高的精度。另外，ConvNeXt模型优

化卷积神经网络的特征提取过程，通过深度可分离卷

积和窗口注意力机制［16］，进一步提高食管癌 T分期分

类任务中的分类性能。基于这两种创新网络，本研究

旨在为医师提供高效、精准的食管癌T分期诊断工具，

提升诊断效率，辅助精准T分期，优化治疗决策。

1　资料与方法

1. 1　临床资料

收集 2018年 1月至 2022年 4月共 126例食管癌患

者薄层CT图，其中 100例来源于陆军军医大第一附属

医院胸外科，26例来自山西省肿瘤医院胸外科，T1期

24 例，T2 期 40 例，T3 期 50 例，T4 期 12 例。本研究已

获得患者知情同意，并通过陆军军医大学第一附属医

院和山西省肿瘤医院伦理委员会审批（KY2021165，
2021050）。

纳入标准：①术后经组织病理学证实为食管鳞状

细胞癌和食管腺癌；②食管癌手术前 CT 扫描为薄层

增强CT图像且其图像的层厚<2 mm；③食管癌肿瘤区
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域>5 mm的患者。

排除标准：①临床病理信息不完整或关键数据缺

失（n=112）；②图像质量差，如模糊或病灶区域被遮

挡，导致无法辨识（n=156）；③术前 2周薄层CT扫描图

像信息不全，特别是主动脉或淋巴结等区域缺失数据

（n=22）。

1. 2　图像标注数据集的构建

本实验将患者原始数据薄层CT图像以DICOM的

格式上传至Amira软件（版本号 6. 0. 0），由医师进行食

管癌图像分割。通过调节窗宽窗位，提高图像对比

度，从而更清晰地辨别肿瘤、淋巴结等微小结构的边

界。所有 CT 图像均由低年资医师（具有 1～2 年临床

工作经验）进行手动勾画，并由高年资医师（具有 10年

以上临床经验）进行复核修改。分割结构包括食管癌

肿瘤及其毗邻的 4个结构：心脏、主动脉、纵隔淋巴结、

正常食管。

1. 3　数据集预处理

1. 3. 1　数据样本不平衡处理　　为了解决食管癌数

据中类别不平衡的问题，采用基于 GAN 的 Pix2Pix 模

型对 T1 和 T4 阶段的 CT 影像进行数据增强［17］。由于

T1（24 例）和 T4（12 例）阶段样本量较少，这可能导致

模型在这 2个阶段的预测能力较弱，进而影响整体效

果。通过 Pix2Pix模型，调整输入图像的纹理、光照和

细节等特征，从而生成不同风格的增强样本［18］。增强

后，T1 阶段的样本数量从 24 例增至 36 例，T4 阶段从

12例增至 32例，整体数据集的样本量从 126例增加到

180例，提升了约 43%。为评估数据增强的效果，使用

结构相似性指数（SSIM）、峰值信噪比（PSNR）［19］和
DSC等多个评价指标。结果显示，增强后的图像在结

构和质量上与原始图像保持较高一致性（SSIM值约为

0. 84，PSNR 值为 33. 5 dB），但通过调整纹理、光照和

对比度等特征，成功模拟了不同的影像采集条件，增

强了数据的多样性，从而提升了模型的泛化能力。在

肿瘤区域分割任务中，使用增强数据训练后的模型

DSC达到了0. 82，显示出较高的准确性和鲁棒性。

1. 3. 2　实验数据去噪　　为了减少噪声对实验数据

的影响，提高数据的质量和可靠性，对实验数据进行

去噪操作。首先，使用平滑滤波器对数据进行平滑处

理，减少数据中的高频噪声成分。接着，进行中值滤

波处理有效去除数据中的脉冲噪声。此外，应用小波

去噪技术，通过小波变换和阈值处理去除噪声信号。

经过以上去噪操作，在一定程度上提高了实验数据的

质量，为后续的分割与分类操作提供更清晰的图像。

1. 3. 3　实验数据增强　　为了增加训练数据的多样

性，提高T分期模型的泛化能力和鲁棒性，对图像进行

了数据增强［20］，共生成 82 750 张增强图像。首先，通

过垂直和水平翻转操作，增加图像的对称性变化，帮

助模型识别不同角度的物体。其次，加入高斯噪声和

高斯模糊，模拟真实场景中的噪声和模糊效果，提升

模型对复杂环境的适应能力。最后，利用仿射变换和

分段仿射变换，对图像进行了多样化的几何变换（如

缩放、旋转、剪切和平移），增强了数据的多样性，提升

了模型对不同尺度和形态的适应性，从而提高了模型

的泛化能力和稳健性。

1. 3. 4　数据和标签归一化处理　　为提高 T 分期模

型的训练稳定性和收敛速度，对实验图像数据进行了

灰度归一化，将像素值缩放至［0， 1］范围内，确保图像

间的可比性，利于模型学习图像特征。此外，采用 one-

hot编码将每个像素的标签转化为 1个类别向量，向量

长度等于类别数，标签位置为 1，其余为 0，避免数据分

布不一致对模型性能造成的影响。 经过数据样本不

平衡处理、去噪、增强和归一化等步骤，完成数据预处

数据预处理  模型分割   模型分类  分类模型 

    效能评估 

医师手动分割CT图 

  解决数据样本 

 不平衡 

ConvNeXt 

Swin Transformer 

ResNet 

T分期结果 

精确率Precision 

召回率Recall 

F1-score 

特异度Specificity 

阴性预测值NPV 

混淆矩阵 

ROC曲线 

数据来源 

山西省 

肿瘤 

医院 

 100例 

陆军军医大 

学第一附 

属医院 

26例 

共收集126例食管
癌病人的DICOM

原图，T1期24例，
T2期40例，T3期
50例，T4期12例 

  实验数据去噪 

  实验数据增强 

 数据和标签进行 

   归一化处理 

＋ → .npz 

DAEUnet网络分割 

预测分割
图.png 

分割结果 

Dice系数 

评估结果 

经DAEUnet网络
分割图.png 

特征提取 

图1　基于CT图像的食管癌T分期智能分割与诊断模型构建流程
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理。为便于理解整个模型构建过程，图 1展示了基于

CT 图像的食管癌 T 分期智能分割与诊断模型的整体

流程框架，包含从数据集收集到模型评估的各个核心

步骤。

1. 4　食管癌智能T分期模型的构建

由于数据集样本较小，本研究采用迁移学习与 5
折分层交叉验证相结合的方法。首先，通过迁移学

习，将DAEUnet网络分割后的预测图与预训练模型的

初始权重迁移到 3个分类模型中进行训练，最终输出

食管癌 T分期诊断结果。图 2为食管癌 T分期诊断网

络的构建框架，图中展示了基于食管癌 CT 数据集的

分割网络编码器与解码器提取特征的过程、关键技术

的处理方式、食管癌智能分割网络与分类模型的结

合，以及T分期预测的核心流程。

1. 4. 1　5折分层交叉验证　　针对数据小样本特点，

对数据进行了 5折分层交叉验证。在进行交叉验证之

前，首先将数据集按 8∶2划分为训练集和测试集，其中

训练集包含 128例样本，测试集包含 32例样本。测试

集仅用于最终的模型评估，不参与训练过程，确保评

估结果的有效性和公平性。

在训练集上，采用 5折分层交叉验证。具体步骤

如下：首先，将训练集中的数据根据T分期的类别分布

划分为 5个大致相等的子集，确保每个子集中的类别

比例与训练集中的总类别分布相似。接着，在每次交

叉验证迭代中，将其中的 4个折用于模型训练，剩余的

1个折用于模型验证。该过程重复5次，确保每个折至

少 1次作为验证集。最终，利用交叉验证的结果来评

估模型在训练集上的性能，并通过独立的测试集评估

模型的泛化能力。

1. 4. 2　食管癌智能分割网络搭建　　本研究提出了

一种创新性的食管癌智能分割网络——DAEUnet。为

了验证该模型在食管癌智能分割任务中的有效性，将

其与近年来较新的医学图像分割网络，如 TransUnet、
Swin-Unet和 UNet等进行比较。DAEUnet食管癌智能

分割网络采用双层变压器架构，能够高效提取目标区

域特征。与传统卷积神经网络相比，DAEUnet通过引

入变压器结构，使得网络能够更好地捕捉全局上下文

信息，从而克服了传统方法在长距离依赖特征提取上

的局限性。与传统卷积神经网络相比，DAEUnet分割

网络通过引入变压器结构，使得网络能够更好地捕捉

全局上下文信息，克服传统方法在长距离依赖特征提

取上的局限性。

输入图像首先通过补丁嵌入模块进行处理，生成

重叠补丁标记，经过 4倍下采样后得到标记的输入图

像。随后，图像通过包含 3个编码器块的编码器模块

进行处理，每个编码器块由 2个连续双重变压器层和

一个补丁合并层组成。在补丁合并阶段，2×2的补丁

合并操作不仅有效减少了空间维度，还通过加倍通道

维度，使网络能够以层次化方式学习多尺度特征，极

大提升了对食管癌不同形态和尺度病灶的分割能力。

为了进一步提升分割精度，DAEUnet在特征融合

方面引入了空间和通道注意力机制，使网络能够动态

地选择最相关的特征进行融合，从而避免了信息冗余

和特征丢失。解码器阶段通过扩展特征并利用跳跃

连接的特征融合，有效恢复了高分辨率的细节信息。

最后，经过 2层双层变压器进一步特征融合，网络通过

线性投影层输出最终的分割图，从而精准地完成食管

癌的智能分割。

DAEUnet 食管癌智能分割网络不仅结合了变压

器架构和多尺度特征学习，还能够通过空间和通道注

意力机制灵活地调节特征融合策略，在一定程度上提

升了对食管癌及其毗邻结构的精准分割能力。这种

精确的分割方法能够为后续的临床决策、手术规划和

三维重建提供更高效的支持（图3）。

图2　食管癌T分期诊断网络的构建技术方案
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1. 4. 3　食管癌智能分期诊断网络搭建　　在经

DAEUnet网络智能分割后，分割结果与原始图像一同

输入至 Swin Transformer、ConvNeXt和 ResNet 3个分类

网络进行训练处理。数据首先进行预处理和数据增

强等操作。此外，分割网络还自动计算食管癌的分割

体积，并将其与分割图像一起输入 3分类网络，用于食

管癌T分期的精准诊断。

ConvNeXt是一种经过优化的卷积神经网络，其在

食管癌分类任务中展现出独特的优势。与传统的

CNN相比，ConvNeXt通过深度可分离卷积来优化特征

提取过程，显著提升了计算效率。此外，卷积层分解

为多个小型并行卷积层，使模型能够在不同维度上更

精确地学习图像特征，同时减少了参数量，提高了速度

与性能。通过引入组卷积，ConvNeXt进一步降低了计

算复杂度，同时增强了网络处理高维度数据的能力。

ConvNeXt 网络在食管癌的图像分类任务中具备

强大的细节捕捉能力，通过增大卷积核和调整步长，

ConvNeXt 能够更好地捕捉图像中的微小细节与上下

文信息，这对食管癌这种复杂病变的精准诊断至关重

要。ConvNeXt 还采用了独特的窗口注意力机制和偏

移窗口注意力，能够有效地捕捉图像中的空间和上下

文信息，提高分类准确性。

ConvNeXt 网络的处理流程如下：输入的 512×
512×3 的图像首先经过初始卷积层进行压缩，然后通

过 4 个 Stage 逐步处理。在每个 Stage 中，包含下采样

模块和多个 Block模块。下采样模块通过 2×2卷积核

和步幅为 2的操作减小特征图尺寸并提取更高级的特

征。在每个Block中，深度卷积提取空间特征，并通过

1×1 卷积融合通道信息，再通过 DELU 激活函数进行

非 线 性 变 换 ，最 后 进 行 分 类 以 得 到 最 终 结 果 。

ConvNeXt网络的具体结构见图4。
1. 5　模型效能评估

为评估模型的泛化能力，对数据增强后的 160例

数据集进行了训练集（128 例）与测试集（32 例）的划

分。测试集仅用于最终的独立评估，确保在训练过程

中完全未参与任何形式的训练或验证，避免数据泄漏

问题。在模型训练过程中，使用 5折分层交叉验证法，

将训练集分为 5个折，每次交叉验证时，4个折用于训

练，剩余的 1个折用于验证。这个过程重复 5次，确保

每个折都至少 1次作为验证集，最终将各次验证结果

的分类结果取平均值，评估模型在训练集上的性能。

最终的测试集仅用于评估模型的泛化能力，从而确保

模型效能评估的有效性和公平性。

图3　DAEUnet食管癌智能分割网络模型结构

图4　ConvNeXt网络结构
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模型智能分割评估采用 Dice 相似系数用于评估

分割结果的质量。DSC 通过比较预测分割和真实分

割之间的重叠程度来衡量分割的准确性。

模型分类采用精确率［21］、召回率［22］、特异性［22］、
召 回 率 的 调 和 均 值（F1 score）［23］、阴 性 预 测 值

（NPV）［23］以及曲线下面积（AUC）［24］来进行分类（分期

诊断）效能评估。最后将模型分类与医师分类结果进

行对比，由混淆矩阵［25］、ROC曲线图［25］等对模型的分

类结果进行展示。

1. 6　统计学分析

采用 SPSS25. 0 软件进行统计学分析。组间差异

采用 Mann-Whitney 检验，P<0. 05 表示差异具有统计

学意义。

2　结果

2. 1　患者基本信息与数据划分

本研究共纳入 126例食管癌患者。数据集按 8∶2
的比例进行简单随机划分为训练集和测试集。结果

显示，训练集和测试集的临床病理特征（包括性别、粗

糙度评分等）没有统计学差异，说明两组具有均衡性。

患者一般资料及其临床病理特征见表1。
2. 2　基于 DAEUnet 和其他网络的食管癌及毗邻结构

智能分割对比

本研究构建了 DAEUnet、TransUnet、Swin-Unet 和
UNet 4 种食管癌及其毗邻结构智能分割网络（表 2）。

其中，DAEUnet 在所有结构的平均 DSC（0. 82）优于

TransUnet、Swin-Unet和 UNet，尤其在分割食管癌及其

毗邻结构方面效果最佳。与其他方法相比，DAEUnet
的 DSC 值分别提高了 4. 6%、1. 95% 和 11. 27%。食管

癌、正常食管和纵隔淋巴结的智能分割 DSC 分别为

72. 4、79. 3和 60. 5，均优于其他 3种网络，且分割效果

最接近于真实标签，有助于食管肿瘤和转移淋巴结轮

廓信息的快速提取，从而有助于后期食管癌的快速 T
和N分期。

为了更直观地比较 DAEUnet 与手动分割的分割

效果，本研究将DAEUnet智能分割和真实标签的食管

癌、纵隔淋巴结及毗邻结构在 Arima 软件进行三维重

建。结果表明，DAEUnet与手动分割在三维重建效果

上差距不大，其分割效果已接近真实标签，适用于基

于 CT 图像的食管癌及其毗邻结构的快速三维重建、

可视化及量化。这对于评估肿瘤侵袭性及淋巴结转

移程度至关重要，有助于食管癌的快速精准诊断与治

疗决策（图5）。

2. 3　食管癌的智能分期诊断结果

本研究基于 DAEUnet 食管癌分割结果，搭建了

ConvNeXt、Swin Transformer 和 ResNet 3 种智能 T 分期

诊断模型，使用 5 折交叉验证评估其性能，计算精确

率、召回率、特异性、召回率的调和均值和准确率，并

对结果进行综合评估。各个模型的性能如表 3所示。

ConvNeXt 网络对 EC 智能分期诊断 AUC 值为 0. 892，
T1~T4 准确率分别为 0. 65、0. 727、0. 889、0. 92；Swin 
Transformer 网络 AUC 值为 0. 857，T1~T4 期准确率分

别为 0. 62、0. 667、0. 882、0. 89；ResNet网络AUC最低，

为 0. 620，T1~T4 期的准确性分别为 0. 32、0. 565、
0. 603、0. 626。结果显示，ConvNeXt 网络在 T 分期的

准确性上优于ResNet和Swin Transformer。
通过分析3个分类网络的食管癌T分期结果（表3）、

混淆矩阵和ROC曲线（图 6），可以得到ConvNeXt网络

在所有 T 分期中表现最好，且 3 个网络分类准确性随

着 T 分期的升高有不同幅度的提升。ConvNeXt 网络

表1　患者一般资料及其临床病理特征的Mann-Whitney检验结果

变量

粗糙程度评分

肿瘤位置

性别

神经血管侵犯

分化程度

N分期

中位数M（P25，P75）
训练集（n=101）
2. 00（2. 0，3. 0）
4. 00（3. 0，5. 0）
1. 00（1. 0，1. 0）
1. 00（1. 0，1. 0）
2. 00（2. 0，2. 0）
0. 00（0. 0，1. 0）

测试集（n=25）
2. 00（2. 0，3. 0）
4. 00（3. 0，5. 0）
1. 00（1. 0，1. 0）
1. 00（1. 0，1. 0）
2. 00（1. 0，2. 0）
0. 00（0. 0，1. 0）

Mann Whitney检验统计量

U值

763. 00
845. 50
733. 50
834. 00
694. 50
730. 00

Z值

-0. 787
-0. 043
-1. 537
-0. 195
-1. 565
-1. 168

P

0. 431
0. 966
0. 124
0. 845
0. 118
0. 243

表2　不同模型在食管癌数据集上的结果比较

模型

U_net
Transunet
Swin-Unet
DAEUnet

食管癌

52. 2
66. 7
71. 0
72. 4

主动脉

78. 4
87. 6
86. 2
87. 5

正常

食管

57. 3
74. 8
78. 9
79. 3

纵隔淋

巴结

38. 2
52. 4
52. 3
60. 5

心脏

93. 7
96. 7
96. 8
96. 8

平均

DSC
70. 81
78. 48
80. 13
82. 08
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在 T1和 T4期的表现最佳，其 T4期的精确度和召回率

分别为 0. 65 和 0. 92，F1-score 达到 0. 925。尽管在 T2
和 T3 期的表现稍有下降，但整体准确率仍然最高。

Swin Transformer 网络的精确度和召回率从 T1 期的

0. 62和 0. 84提升到 T4期的 0. 89和 0. 921，F1-score也
从 0. 78上升至 0. 84，呈现出逐步提升的趋势。ResNet
网络的精确度和召回率在 T1 期起步较低，但在 T4 期

表现相对较好，整体呈现稳定上升的趋势。

从这些结果来看，ConvNeXt网络在所有 T分期中

的分类准确度最高，表明其对食管癌 T分期的诊断效

能最佳。进一步分析 3个分类模型的混淆矩阵，可以

发现 ConvNeXt 模型的对角线元素明显大于其他 2 个

模型，表明其正确预测的样本更多，因此在T分类上的

准确率更高。此外，ConvNeXt模型的非对角线元素数

值也明显少于其他模型，表示其误分类情况较少。误

分类主要发生在 T1 和 T2 期，而 T3 和 T4 期几乎没有

误判。

3　讨论

3. 1　基于CT图像食管癌及其毗邻结构的智能分割

精准分割食管癌及其毗邻结构，能够为病灶量化

和三维重建提供基础。分割网络模型实验结果显示，

DAEUnet 网络在多个关键结构的分割精度上表现优

异，分割结果接近标签真值图像。在食管癌病灶的分

割上，DAEUnet的DSC系数为72. 4%，显著高于其他模

型，尤其比 UNet高出 20. 2%，比 TransUnet高出 5. 7%，

比Swin-Unet高出1. 4%。此外，在淋巴结区域，DAEUnet
的 DSC 为 60. 5%，大幅超越其他模型，相比 UNet提高

了22. 3%，比TransUnet高8. 1%，比Swin-Unet高8. 2%，

为肿瘤的侵袭性评估和周围组织关系的分析提供了

更加精准的数据支持。在主动脉和心脏结构的智能

图5　食管癌不同T分期在4个网络的智能分割对比

表3　3个分类网络食管癌T分期结果

不同网络

Swin 
Transformer

ResNet

ConvNeXt

T分

期

T1
T2
T3
T4
T1
T2
T3
T4
T1
T2
T3
T4

精确度

0. 62
0. 667
0. 882
0. 89
0. 32
0. 565
0. 603
0. 626
0. 65
0. 727
0. 889
0. 92

召回率

0. 84
0. 667
0. 889
0. 921
0. 12
0. 138
0. 736
0. 657
0. 79
0. 72
0. 90
0. 89

特异性

0. 84
0. 867
0. 629
0. 89
0. 693
0. 757
0. 232
0. 778
0.  89
0. 882
0. 742
0. 962

NPV
0. 82
0. 76
0. 752
0. 982
0. 623
0. 750
0. 545
0. 737
0. 854
0. 802
0. 54
0. 989

F1-

score
0. 78
0. 74
0. 885
0. 84
0. 283
0. 249
0. 650
0. 747
0. 682
0. 722
0.  915
0. 925

AUC

0. 857

0. 620

0. 892
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图6　3个网络模型的混淆矩阵和ROC曲线
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分割上，DAEUnet 网络 DSC 分别为 87. 5% 和 96. 8%，

相比TransUnet和 Swin-Unet表现突出。尤其在心脏区

域，尽管与其他模型的差距较小，但双层变压器架构

和多尺度特征学习使 DAEUnet 能够更精准地捕捉复

杂区域的细节，从而提升分割精度。相比之下，UNet
在处理复杂边界和细小结构时精度较低，仅为

52. 2%，主要受限于其简单的网络结构，缺乏细节捕捉

能力，导致在食管癌及其周围复杂结构的分割上表现

不佳。总体而言，DAEUnet通过融合全局上下文和细

节特征，大幅提升了分割精度，尤其在复杂病灶的分

割中展现了明显优势，具有较高的应用价值。

与先前的研究相比，GUO 等［14］设计并实现的

SegNet模型分割准确率为 82. 955%，与本研究的分割

准确度相近，但该研究并未对其毗邻结构进行分割，

仅展示了食管癌病灶，未体现其空间毗邻结构。WAN
等［15］采用 2DU-Net、3DV-Net和 VUMix-Net对 215名食

管癌患者的肿瘤进行自动识别，发现 VUMix-Net 的
DSC 为 0. 68，稍高于单一网络模型。相比之下，本研

究构建的模型在食管癌的DSC为 0. 82，显著高于上述

模型。因此，本研究所提出的分割模型为食管癌 T分

期诊断提供了高效的技术支持，有助于食管癌及其毗

邻结构的三维可视化展示，精准地辅助临床医师制定

个性化的治疗方案。

3. 2　基于CT图像食管癌的智能分期诊断

传统影像或胸外科医师难以通过CT图像准确判

断食管癌的 T 分期，本研究的智能 T 分期诊断模型通

过自动分割食管癌及其毗邻结构，实现了精准的 T分

期诊断，帮助医师更好地评估病情并支持治疗决策。

在 T分期诊断结果方面，基于 DAEUnet智能分割

网络和 ConvNeXt 分类网络食管癌 T 分期诊断模型

AUC 值为 0. 892，T1~T4 期分期准确性分别为 0. 65、
0. 727、0. 889、0. 92，均优于ResNet和 Swin Transformer
网络的准确性。本研究的深度学习模型证明了CT图

像用于食管癌T分期诊断的可行性。尽管当前食管癌

T分期诊断主要依赖病理结果，但病理样本获取需要

通过胃镜，且存在一定的创伤风险、继发感染及穿刺

道种植的风险，因此无创的CT图像T分期智能诊断方

法具有重要的临床价值［28］。
与之前的研究相比，本研究模型在食管癌 T分期

诊断上更具优势。例如，LIU 等［11］提出的 Inception-

ResNet模型仅进行了食管肿瘤的良恶性二分类，未涉

及细致的 T 分期诊断，而本研究提供了更为精准的 T

分期诊断，有助于做出快速个性化的治疗决策。

EBIGBO 等［12］提出 DeepLabV3+模型于早期食管癌智

能检测，其模型的 recall为 77. 58%，精确率为 78. 06%，

而本研究模型的精确率为 89. 2%，远高于其模型。此

外，RAMDHAN ABDALLA 等［13］使用经典和量子成分

对食管癌进行分类，精确度达到 78. 06%，但其研究未

进行智能分割，也未实现三维可视化展示食管癌及其

毗邻结构。本研究采用先分割再分类的方法，既提高

了 T分期诊断的准确性，也为食管癌的三维可视化和

后期手术规划提供了支持。

3. 3　不足之处

本研究模型仍存在一定局限性：（1）数据样本量

不足，导致分割和分类精度有待提升。计划在后续工

作中扩展数据集，构建食管癌的大数据和多中心数据

库，以进一步提高模型的分割精度和泛化能力。（2）T1
和T4期病例数据较少，数据分布不平衡。本研究将在

下一阶段增加 T1 和 T4 期病例的数量，力求数据分布

的均衡。（3）T1 期的智能诊断效果较差，可能由于 T1
期肿瘤体积较小，且与周围组织的差异不明显，导致

分割和分类效果不佳。为此，本研究计划改进分割和

分类网络，提升小样本及边界模糊病例的分割效率，

以提高T1期分期诊断的准确性。

综上所述，本研究基于DAEUnet构建了食管癌智

能分割模型，克服了长距离依赖特征提取的局限，实

现食管癌、阳性淋巴结、正常食管、主动脉和心脏的快

速智能分割及体积量化。模型通过精确地多区域分

割，显著提高了食管癌及相关结构的识别能力，帮助

医师更高效地获取肿瘤及相关组织的准确信息，从而

优化治疗方案。此外，基于 ConvNeXt架构，研究进一

步开发了食管癌智能T分期诊断模型，实现了T1～T4
期的快速智能分期诊断，减少了诊断中的人为误差和

主观判断，提高了分期的准确性。本研究不仅减轻了

医师的工作负担，提高了工作效率，还通过自动化和

智能化手段，节省了大量医疗资源，特别是在医疗资

源匮乏地区，推动智能医疗建设。
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