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深度学习和磁共振图像辅助脑胶质瘤基因分型的研究进展

崔少国，陈俊杉  重庆师范大学计算机与信息科学学院，重庆

［摘要］ 脑胶质瘤的基因型状态是评估患者预后和生存周期的重要指标，其基因分型具有显著的

临床价值。虽然生物分子标志物是脑胶质瘤分型的重要依据，但依然存在检测成本高、效率低的问题。

近年来，人工智能技术的快速发展为脑胶质瘤的自动分型提供了新的解决方案，其中基于磁共振图像

（MRI）和深度学习技术的基因状态预测已成为研究热点。目前的研究通过整合多模态MRI数据，构建

了从监督学习到非监督学习的技术体系，通过多任务联合优化和迁移学习，在单基因分型中取得了较

高的预测精度。同时，多基因联合分析作为新兴方向，已取得了初步探索成果。未来，开发多基因同步

预测模型、基于生成数据增强提高小样本泛化能力、采用多源异构数据和大模型提升预测精度，以及引

入可视化技术提升可解释性等，将成为脑胶质瘤基因分型研究的关键突破方向。
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Advances in deep learning and MRI co-assisted genotyping of brain gliomas
CUI Shaoguo， CHEN Junshan  College of Computer and Information Science， Chongqing Normal University， 
Chongqing， China

［Abstract］ The genotypic status of gliomas is a critical indicator for assessing patient prognosis and 
survival duration, with its genetic classification holding significant clinical value.  Although biomolecular 
markers serve as essential criteria for glioma classification, challenges such as high detection costs and low 
efficiency persist.  In recent years, the rapid advancement of artificial intelligence (AI) has provided novel 
solutions for the automated classification of gliomas, with MRI-based deep learning techniques for genetic 
status prediction emerging as a research hotspot.  Current studies have established a technical framework 
ranging from supervised to unsupervised learning by integrating multimodal MRI data, achieving high 
predictive accuracy in single-gene classification through multi-task joint optimization and transfer learning.  
Meanwhile, multi-gene joint analysis, as an emerging direction, has yielded preliminary exploratory results.  In 
the future, key breakthroughs in glioma genetic classification research will include the development of multi-
gene synchronous prediction models, enhancing generalization capabilities for small samples through 
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generative data augmentation, improving prediction accuracy using multi-source heterogeneous data and large 
models, and introducing visualization techniques to enhance interpretability.
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脑胶质瘤是起源于神经胶质细胞的肿瘤，是成人

最常见的原发性颅内肿瘤，占所有脑肿瘤的 40%～

45%，恶性程度极高［1-2］。其中WHO分级为 3～4级的

高级别脑胶质瘤一旦确诊，治疗难度非常高，患者生

存期往往只有 1～2年。此外，由于低级别弥漫性胶质

瘤具有向高级别转变的特点，难以实现完全治愈，患

者术后神经功能障碍、精神障碍以及巨大的经济负担

都会影响患者的生存质量［3］。
脑胶质瘤基因型状态是一项重要的临床指标，给

手术方案的制订、预后预测和生存期评估提供了重要

的参考依据。因此，术前准确预测脑胶质瘤基因型状

态有助于临床管理决策，对患者治疗方案的选择和预

后效果、生存周期评估具有极其重要的意义［4］。2021
年发布的 WHO 中枢神经系统肿瘤分类中，增加了许

多新的分子标志物作为胶质瘤分级分类的重要标

准［5］，目前在脑胶质瘤领域的研究主要涉及的分子标

志物，包括 1p/19q 共缺失（deletion of chromosome arm 
1p and 19q，1p/19q）［6］、异柠檬酸脱氢酶（isocitrate 
dehydrogenase，IDH）、表皮生长因子受体（epidermal 
growth factor receptor，EGFR）、端 粒 酶 逆 转 录 酶

（telomerase reverse transcriptase，TERT）［7］、磷酸酶与张

力 蛋 白 同 系 物（phosphatase and tensin homologues，
PTEN）、肿瘤抑制蛋白P53、α地中海贫血/智力低下综

合征 X 连锁基因（alpha thalassaemia/mental retardation 
syndrome，X-linked，ATRX）和细胞周期蛋白依赖性激

酶抑制剂 2A/B（cyclin-dependent kinase inhibitor 2A/B，

CDKN2A/B）［8］等。传统脑胶质瘤基因分型通常通过

活检或手术获取肿瘤样本，结合免疫组化方法检测蛋

白质表达以推断基因状态［9］。然而，活检和手术受限

于患者的身体状况、肿瘤位置等因素，且可能引发并

发症［10］。此外，RT-qPCR、FISH 和基因测序等分子病

理方法虽能提供基因信息，但也存在样本要求高、检

测范围有限、操作复杂及成本高等局限性。特别是基

因测序费用较高且结果耗时，可能延误治疗［11］。因

此，开发更经济、便捷、客观且准确度较高的基因分型

检测方法是当前富有挑战性的任务。

与上述临床方法相比，多模态磁共振成像（MRI）
作为一种非侵入式技术，能够提供肿瘤与正常组织的

结构差异及特征信息。常规 MRI 序列包括 T1加权成

像（T1WI）、T2加权成像（T2WI）、对比增强 T1加权成像

（CE-T1WI）和 T2 加权液体衰减反转恢复序列（T2-
FLAIR），分别提供解剖结构、水肿、肿瘤及炎症等不同

信息（图 1）。CE-T1WI［12］和 T2-FLAIR尤其有助于提高

病变检测率和增强病灶对比度，支持脑胶质瘤的

评估。

经典的机器学习方法通过人为设计特征来区分

肿瘤与正常组织，提高了肿瘤识别的准确性。例如，

HU 等［13］基于纹理特征对患者样本进行分类，以预测

肿瘤的分子变化。然而，这类方法的性能受限于人为

设计的先验特征，难以全面捕捉与肿瘤突变相关的图

像信息。与传统机器学习依赖人工设计特征不同，深

度学习能够自动从数据中提取最相关的影像特征，尤

其在医学图像分析中表现出显著优势。卷积神经网

络（convolutional neural network，CNN）作为深度学习的

图1　脑胶质瘤多序列MRI对比
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代表模型，通过自动学习低阶和高阶特征，如边缘、形

状和复杂纹理［14］，已广泛应用于脑胶质瘤的影像分析

与基因分型，显著提高了肿瘤检测和分型的准确性。

本文将系统梳理深度学习和 MRI 在脑胶质瘤基

因分型研究中的应用进展（图 2），从监督学习和非监

督学习角度分别探讨基因分型的研究工作，介绍包含

脑胶质瘤分割与基因分型的多任务学习方法，并简要

论述多基因分型研究。最后，探讨当前深度学习在脑

胶质瘤基因分型研究中面临的困难和挑战，并对未来

的研究方向进行展望。

1　基于磁共振图像和监督学习的脑胶质瘤基因分型

研究

在基于重要分子标志物对脑胶质瘤进行分级和

分类的研究中，监督学习是应用最为广泛的方法。结

合磁共振图像，通过带有标签的数据集训练模型，

CNN 在图像特征提取和分类中发挥了重要作用。目

前，相关研究表明，监督学习方法在胶质瘤基因分型

任务中已经取得了较为稳定的性能。以 ResNet 和
DenseNet为代表的CNN架构表现出色，在不同数据集

的测试中均显示了较高的分类精度和一定的泛化能

力。此外，新兴的模型，如 Swin Transformer，也在提升

分类性能方面显示出潜力，表明监督学习在脑胶质瘤

基因分型研究中的应用前景广阔。

1. 1　基于磁共振图像的传统CNN架构

残差网络（residual network， ResNet）的核心部分

是残差块（图 3）的计算公式。它引入了跳跃连接，使

网络能够直接传递输入信息，缓解了深度网络中的梯

度消失问题。假设输入为 x，则 ResNet 的残差块计算

公式为：

y = W2σ (W1 x + b1 ) + b2 + x （1）
其中，W1和W2是卷积层的权重矩阵，b1和 b2是对

应的偏置项，σ是非线性激活函数，如ReLU。

LU等［15］提出了一种基于金字塔膨胀卷积ResNet
模型的深度学习方法，用于脑胶质瘤 IDH 基因型分

类。该研究通过在 ResNet 底部引入金字塔膨胀卷积

模块，增强了网络的感受野，提高了分类精度。在

193 例临床数据集上的实验结果显示，该方法的分类

准确率优于传统CNN和ResNet模型，特别是在T1C模

态上达到了 80. 11%的分类准确率。该研究展示了金

字塔膨胀卷积 ResNet 模型在处理 MRI 数据中的高效

性和准确性，通过改进脑胶质瘤基因分型任务，证明

了深度学习在胶质瘤诊断中的潜力。该模型自动提

取特征并扩大感受野，在非侵入性胶质瘤分类中表现

优异，特别是在区分 IDH突变型和野生型胶质瘤时精

度较高，具有临床决策支持的应用前景。但是该研究

未将多模态MRI信息进行融合，而是单独使用了某一

模态的 MRI来对 IDH状态进行分类，并发现 T1C模态

的效果最佳，而不同模态的MRI会提供不同的肿瘤特

征信息，能够更好地辅助分型，因此该研究的分类准

确性受限。

除 ResNet 以外，还有一种称作密集连接网络

图2　基于深度学习和磁共振图像辅助脑胶质瘤基因分型工作的相关方法

图3　残差连接的结构图
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（densely connected convolutional networks，DenseNet）的

模型，其设计理念是在网络中引入密集连接（图 4），以

便每一层都接收前面所有层的特征图作为输入，从而

提高特征复用和梯度传递效率。这样的设计显著提

升了信息流通，减少了梯度消失问题，并提高了网络

的整体性能。假设输入特征图为 x0，则DenseNet的密

集连接结构可表示为：

xl = Hl([ x0，x1，x2，…，xl - 1 ] ) （2）
其中，xl是第 l层的输出特征图，Hl是第 l层的变换

函数（通常包括卷积、批量归一化和激活函数等操

作），[ x0，x1，x2，…，xl - 1 ]表示将第 l层之前所有层的输

出特征图进行连接。

LIANG 等［16］提出了一种多模态三维 DenseNet
（M3D-DenseNet）模型，用于预测脑胶质瘤的 IDH基因

型，研究使用了多模态MRI数据（T1、T2、T1C和T2F）。

该模型通过DenseNet框架改进，旨在降低复杂性和过

拟合，并提高预测性能。在 BraTS 2017 和 TCGA-

BRCA 数据集上，M3D-DenseNet 的验证准确率为

84. 6%，AUC为 0. 857。此外，该模型通过迁移学习应

用于 WHO 肿瘤分级预测，验证数据集上的准确率达

91. 4%，AUC为 0. 948，展示了良好的泛化能力。相比

LU等［15］的工作，该研究利用 3D DenseNet同时处理多

模态MRI数据，增强了模型对肿瘤信息的特征学习能

力，并通过对WHO肿瘤分级的工作，证明了多模态数

据融合和迁移学习在脑胶质瘤分子标志物预测中的

潜力。通过自动特征提取和高泛化性，该模型在非侵

入性 IDH基因型预测和肿瘤分级中表现优异，显示了

其在临床决策支持中的潜力。但该研究仍然局限于

MRI数据，而未考虑其他类型的影像数据（如CT、PET
等），这些数据的融合可能会进一步提升预测的准

确性。

1. 2　基于磁共振图像的Transformer架构

除了经典的CNN方法以外，近年来出现的一些新

的深度学习模型或方法，为进一步利用和处理医学图

像注入了新的活力。Swin Transformer模型（图 5）是由

Transformer 改进得来，Transformer 通过自注意力机制

解决了长距离依赖建模效率低的问题，成为自然语言

处理（natural language processing，NLP）领域的核心模

型。随后 LIU 等［17］提出了用于处理图像视觉任务的

Swin Transformer，进一步推动了深度学习在图像处理

领域中的应用。Swin Transformer 采用了分层结构和

窗口机制，以提高计算效率和建模能力。 Swin 
Transformer块的核心机制如下：

    ẑl = W - MSA ( )LN ( )zl - 1 + zl - 1，

    zl = MLP ( )LN ( )ẑl + ẑl，

    ẑl + 1 = SW - MSA ( )LN ( )zl + zl，

    zl + 1 = MLP ( )LN ( )ẑl + 1 + ẑl + 1，

（3）

其中，W-MSA 是窗口多头自注意力机制，SW-

MSA是移位窗口多头自注意力机制，LN是层归一化，

MLP是多层感知机。

WU 等［18］提出了一种基于 Swin Transformer 的模

型，用于在不进行 MRI 图像肿瘤分割的情况下预测

IDH突变状态。该研究分析了 493例胶质瘤患者的数

据，开发了 7 种不同图像输入策略的 Swin Transformer
模型，并与 ResNet 进行了比较。结果显示，Swin 
Transformer 模 型 在 内 部 测 试 集 上 的 平 均 AUC 为

0. 965，准确率为 92. 3%；在外部测试集上的平均AUC
为 0. 842，准确率为 76. 6%。特别是使用 1. 0倍肿瘤边

界框作为输入时，模型在外部测试集上的 AUC 达

0. 868，准确率为 80. 7%，均优于ResNet模型。该研究

图4　密集连接的结构图
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表明，Swin Transformer在 IDH突变状态预测中表现优

越，使用肿瘤边界框图像输入有助于提高预测性能，

并且无需精细的肿瘤分割即可实现准确的 IDH预测。

结合临床特征的混合模型在外部测试中也显示出更

好的性能，表明这种方法在临床应用中具有很大的潜

力。但该研究仍存在一定局限性：首先，单模态 T2加

权图像的应用可能限制模型的泛化能力与诊断效能。

其次，Swin Transformer固有的黑箱特性导致其决策过

程难以解释，这在注重可解释性的临床诊疗场景中可

能影响实际应用价值。此外，在临床特征整合方面，

当前仅纳入年龄和肿瘤位置等基础变量，未来可结合

分子病理特征和立体定位数据，通过多模态特征融合

策略提升模型性能。

1. 3　基于磁共振图像的其他架构方法

除了以 ResNet 和 DenseNet 为代表的传统 CNN 架

构以及 Swin Transformer 为代表的 Transformer 架构以

外，近 2年涌现出了各式各样的架构方法，这些方法各

具优势，针对基于 MRI 的脑胶质瘤基因分型（监督学

习）的研究都取得了显著的成果。

BANGALORE YOGANANDA 等［19］提出了一种基

于 MRI的深度学习方法，用于分类胶质瘤患者的 IDH
突变状态。该研究开发了仅使用 T2加权影像的网络

（T2-Net）和多对比度影像网络（MC-Net），分别在TCIA
和 TCIA+EGD 数据集上训练，并测试了 1 100 多个外

部数据集。T2-Net 的准确率在 2 个数据集上分别为

85. 4%和 87. 6%，AUC分别为 0. 86和 0. 89；MC-Net表
现更佳，准确率分别为 91. 0% 和 92. 8%，AUC 分别为

0. 94 和 0. 96，证明多对比度影像网络在分类中的优

势。然而，该研究对肿瘤内部异质性及其对分类准确

性的影响缺乏深入探讨。

ZHANG等［20］提出了一种基于MRI的深度学习方

法，结合注意力机制，开发了ResFN-Net和FN-Net 2种

网络，用于预测 IDH 突变型星形细胞瘤患者的

CDKN2A/B纯合缺失状态。该研究使用多模态MRI影
像在 234名患者的数据集上进行训练，ResFN-Net的准

确率为 81. 3％，AUC 为 0. 880 4，FN-Net 表现更优，准

确率为 92. 36％，AUC 为 0. 970 4，在 CE-T1WI 与 T2WI
影像组合下效果最佳，证明了 FN-Net 在分类中的优

势。然而，该研究数据样本量相对较小，泛化能力有

限，且未考虑高级成像技术的潜在贡献，这限制了模

型的能力。

CHEN等［21］提出了一种基于深度小波散射的正交

融合网络（WSOFNet），用于预测胶质瘤患者的 IDH突

变状态。该网络通过提取多模态 MRI 影像的变换不

变特征，并使用自适应多模态特征融合模块（AMF2M）

和正交投影模块（OPM）进行特征融合。该研究在单

中心数据集上获得了 AUC 为 0. 996 6 的优秀性能，在

多中心数据集上的 AUC 为 0. 965 5，比现有方法提高

了 3. 9%。然而，该研究未充分解决多中心数据集间

的纹理差异问题，这在一定程度上可能会影响模型的

泛化能力。

这些创新性研究从不同维度推动了基于深度学

习的脑胶质瘤基因分型发展，当前研究呈现 3个共性

突破：1）从单纯结构学习转向多模态特征交互建模；

2）通过注意力机制/特征正交化实现高维数据降噪；

3）采用轻量化设计应对医疗数据稀缺性。但异质性

解析缺失（如肿瘤内部基因表达梯度）、多中心泛化瓶

颈（最大验证样本仅 1 100例）以及分子通路关联建模

不足等关键问题，仍是限制临床转化应用的主要障

碍。这提示未来需构建融合病理先验的因果推理框

架，并建立跨模态动态适应机制。

图5　Swin Transformer整体结构图［17］
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2　基于磁共振图像和非监督学习的脑胶质瘤基因分

型研究

由于医学图像的特殊性质，如数据共享难、数据

类别不平衡、数据标注成本高等，传统的监督学习效

果受限。而深度学习中以半监督学习、自监督学习以

及无监督学习为代表的非监督学习方式，为医学图像

智能处理领域提供了新的思路。

2. 1　基于磁共振图像的半监督学习方式

半监督学习介于无监督学习和监督学习之间。

无监督学习不依赖任何标签，通过分析数据中的模式

进行推断；监督学习则需要大量带有标签的数据来训

练模型［22］。而半监督学习则利用一小部分带标签的

数据和大量未标记的数据进行训练，以提升模型的性

能，特别适合针对复杂疾病分析（如脑胶质瘤）的医学

领域，这是由于医学影像标注需要专业医师的精细勾

画，成本极为高昂且耗时漫长。

GE 等［23］提出了一种基于半监督深度学习的模

型，用于通过MRI数据预测 IDH基因状态。该模型结

合了 CNN 提取的特征，并采用了一种新的图结构框

架，在 3D脑部扫描的多个 2D切片之间实现一致性分

类。实验验证了该方法在 IDH 基因突变预测上具有

86. 53% 的准确率，在胶质瘤分级任务上达到了

90. 70%的准确率。这表明半监督学习方法在脑胶质

瘤基因分型任务中能够有效利用大量未标记数据，减

少对人工标注的依赖，从而在标注数据稀缺的情况下

提升分类性能。然而，半监督学习也面临一些挑战，

例如，未标记数据的质量和一致性直接影响模型的表

现。如果未标记的数据质量较低或包含噪声，模型可

能会学习到错误的特征，从而降低其分类准确性。此

外，半监督学习方法通常需要处理大量数据，这使得

需要更多的计算资源和时间支持。

2. 2　基于磁共振图像的自监督学习方式

自监督学习是一种不依赖人工标签的学习方式，

它通过数据自身生成标签来引导学习过程，从而提取

有效的特征［24］。自监督学习从未标记的数据中创建

监督信号并进行训练，以帮助模型在后续任务中更好

地利用有限的标记数据［25］。它的核心思想是通过让

模型解决预定义的任务（如重建数据或预测其部分内

容）来学习有用的特征，再利用这些特征对后续任务

（如脑胶质瘤基因分型）进行预测。

HAN 等［26］提出了一种增强的自监督学习框架

（M2-MAE），用于多模态MRI的分割和分类，解决了模

型崩溃问题。该框架结合混合掩码模式（HMP）和金

字塔 Barlow Twin（PBT）模块，通过掩码图像重建学习

多模态图像特征。HMP掩码不同模态和区域，防止模

型崩溃，PBT则对不同视觉尺度的特征进行对齐。实

验表明，M2-MAE 在 BraTS2023 等数据集上的表现优

于现有自监督方法，IDH基因分型的AUC达到0. 724 6。
自监督学习在脑胶质瘤基因分型中展现了巨大的潜

力，尤其在标注数据稀少的情况下，它能够从大量未

标记的MRI数据中自动提取有用的特征，并应用于脑

胶质瘤基因分型等下游任务。HAN 等［26］通过引入复

杂的掩码重建任务，进一步增强了模型对多模态MRI
数据的特征提取能力。尽管这种方法有效，但其复杂

的预训练任务和网络结构对计算资源的需求较大，增

加了实际应用的难度，同时准确度仍然难以和监督学

习相媲美。

2. 3　基于磁共振图像的无监督学习方式

无监督学习是一种人工智能方法，主要用于从没

有标签或明确分类的数据中寻找规律。在这种方法

中，人工智能模型只需要输入数据，而不需要提前告

诉它正确答案。与有监督学习不同，无监督学习不需

要人为地去干预或指导模型，它可以自己通过数据来

学习和总结出隐藏的模式［27］。这种方法让模型能够

自主分析和理解数据，非常适合处理大量复杂信息

（如脑胶质瘤的MRI影像）。

GE 等［28］提出了一种基于对偶生成对抗网络

（pairwise generative adversarial network，PGAN）的跨模

态 MRI 图像增强方法，用于提高胶质瘤分类的性能。

该方法通过生成不同模态之间的合成图像，解决了训

练数据不足和 MRI 模态不完整的问题。该研究在

TCGA数据集上进行了实验，包含 167名受试者，进行

IDH基因型分类。通过结合真实和生成的图像进行训

练，测试准确率提高至 81. 03%，相比基线方法提升了

2. 57%。结合无监督学习，GE 等［28］通过 GAN 生成图

像来增强数据，展现了良好的潜力。该方法无需标注

数据即可生成大量合成的 MRI 图像，丰富训练数据，

提升分型预测性能。然而，GAN在医学影像生成中仍

面临双重挑战：一方面，生成图像若存在伪影或噪声

干扰，可能引发特征偏差，导致分类模型误学习非显

著关联信号；另一方面，其对抗训练机制固有的梯度

不稳定性和模式坍塌风险，显著增加了模型优化难

度。尽管谱归一化、渐进式学习等策略可提升训练稳

定性，但如何实现生成保真度与计算效率的均衡仍是

临床应用的关键瓶颈。

总体来说，半监督学习、自监督学习和无监督学
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习这 3种方法各有侧重，可以根据具体的医学影像标

注情况、数据资源和计算能力的情况进行选择。3种

方法的特点见表1。
3　基于磁共振图像和多任务学习的脑胶质瘤基因分

型研究

多任务学习是一种能够同时优化多个相关任务

的学习范式［29-30］，近年来在脑胶质瘤研究中得到了广

泛应用。传统的深度学习方法在脑胶质瘤研究中通

常需要手动绘制［31-32］或自动生成［33-34］肿瘤分割掩膜，

这些方法要么耗时繁琐，要么增加了计算负担。多任

务学习通过在同一模型中同时实现脑胶质瘤分割和

基因分型任务，不仅简化了研究流程，还通过在分割

任务中学习到的图像特征，显著提升了基因分型的准

确性。

3. 1　多任务学习原理

多任务学习的核心思想在于通过共享表示和参

数，联合优化多个任务的目标函数，以提高模型的整

体性能。在脑胶质瘤的研究中，多任务学习主要应用

于同时进行肿瘤的精确分割和基因分型预测。分割

任务中提取的图像特征能够帮助模型更好地识别和

分析与基因状态相关的肿瘤特征，从而提高基因分型

的准确性和鲁棒性。通过任务间的信息共享，模型能

够更有效地捕捉肿瘤的空间和形态特征，尤其是MRI
图像中的边缘信息和亮度对比度，这些特征对于准确

分割和基因型预测都至关重要。联合优化损失函数

的方法使得模型在训练过程中能够同时关注分割和

基因分型，提高整体的预测准确性。

Ltotal=λtypLtyp+λsegLseg （4）
其中 Ltotal是多任务学习的损失函数，Ltyp和 Lseg分

别是基因分型任务和语义分割任务的损失，而 λtyp 和

λseg则是这2个任务损失对应的权重。

3. 2　基于磁共振图像和多任务学习的脑胶质瘤分型

研究

基于多任务学习的显著优势，近年来针对脑胶质

瘤语义分割与基因分型的协同研究逐步深入。这两

项任务在临床诊断中具有强相关性——肿瘤的分子

特征与病灶的形态学表征存在生物学关联，而多任务

学习通过共享特征和优化框架，能够实现影像组学与

基因组学的跨模态映射。研究范式已从单一任务独

立建模发展为多模态MRI驱动的联合学习，其技术突

破主要聚焦于 3个维度：多模态融合策略的迭代、特征

共享机制的创新以及异构架构的协同设计。

早期研究如YOGANANDA等［35］提出的 3D-Dense-

UNet模型，率先尝试将迁移学习引入脑胶质瘤 1p/19q
共缺失状态分类任务，仅使用T2加权单模态MRI即实

现 80. 97% 的准确率（AUC=0. 78），同时达到 0. 845 2
的肿瘤分割 Dice 得分。该工作验证了单模态下多任

务学习的可行性，但其特征表达能力受限于单一模态

的生物学信息缺失。针对这一问题，WANG等［36］设计

的 SGPNet 通过整合 T1、T2、T1Gd 和 T2F 四模态数据，

构建三维多任务残差框架，将 IDH基因型预测准确率

提升至 89. 5%（AUC=0. 949），分割Dice系数达 0. 935。
值得注意的是，该研究通过残差单元提取的分层特征

证实了分割任务提供的病灶空间信息对基因分型具

有显著增益效应，为后续研究提供了重要的理论

支撑。

随着注意力机制在医学影像领域的渗透，YAO
等［37］提出的 M3CI-Net创新性地引入多通道注意力模

块与边缘检测机制，在 BraTS 2020数据集上实现 IDH
基因分型 88% 的准确率（AUC=0. 94），特异性与灵敏

度分别达到 0. 92和 0. 84。该模型通过注意力权重动

态分配不同模态的贡献度，揭示了 T1C 增强序列对

IDH突变检测、Flair序列对肿瘤边界的表征优势。这

一发现与 CHENG 等［38］的 MTTU-Net 形成技术呼应

——后者采用CNN-Transformer混合架构，通过不确定

性伪标签选择（uncertainty-aware pseudo-label selection，
UPS）策略平衡分割与分型任务的权重分配，在保

持 Dice 得分 0. 907 1 的同时将 IDH 预测 AUC 提升至

0. 910 4。 值 得 关 注 的 是 ，MTTU-Net 首 次 将

Transformer的自注意力机制与半监督学习结合，证明

全局上下文建模能有效缓解小样本基因标签数据的

学习偏差问题。

从技术发展脉络看，该领域呈现“单模态迁移→
多模态融合→注意力引导→异构架构协同”的演进路

表1　脑胶质瘤基因分型非监督学习方式对比

非监督学习方式对比

半监督学习

自监督学习

无监督学习

标注需求

需要一部分标注数据和大量未标记数据

不需要标注数据，利用设计的预训练任务进行特征学习

不需要标注数据，完全依赖未标记数据

学习方式

通过少量标注数据引导模型，再利用未标记数据提升性能

通过预训练任务，学习数据特征用于下游任务

通过数据内在的模式进行学习，用于生成新的图像或数据
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径。当前最优模型如MTTU-Net已突破 90%的AUC阈

值，但其临床转化仍面临两大挑战：一是现有研究多

基于回顾性数据集，需在前瞻性多中心验证中检验泛

化性；二是多数模型依赖完整的四模态 MRI 数据，如

何通过知识蒸馏实现缺失模态下的稳健预测成为下

一阶段的研究重点。

4　基于磁共振图像的脑胶质瘤多基因分型研究

目前大多数的脑胶质瘤基因分型研究都是基于

单基因的工作，众所周知，与脑胶质瘤相关的分子标

志物并不只 1种，所以多基因分型作为一种新的研究

方向，目前已经有少数研究人员对其展开了前沿

探索。

ALI等［39］提出基于深度学习和领域适应的模型，

预测低级别胶质瘤（low-grade glioma，LGG）的分子亚

型。使用 CycleGAN 将不同医院的 T1C 和 T2F 图像映

射到共同领域，并通过 DCGAN 生成合成图像扩展数

据集。卷积自编码器（convolutional autoencoder，CAE）
用于预训练，通过自监督学习进行分子亚型预测。该

研究包含 161名患者数据，结果显示模型在 1p/19q共

缺失和 IDH突变状态预测中的准确率分别为 74. 81%
和 81. 19%，显著优于未进行领域映射时的结果。这

一研究结合了自监督学习方式，成功克服了多源数据

的领域不匹配问题，并展示了无标注情况下的有效特

征学习能力。同时对 2个与脑胶质瘤相关的重要分子

标志物进行了实验，简单来说，IDH可以分为突变型和

野生型，而突变型 IDH又可以进一步分为 1p/19q共缺

失和 1p/19q非共缺失，逻辑上实现了三分类（图 6），推

动了脑胶质瘤多基因分型研究的进展。

除此之外，结合多任务学习的脑胶质瘤多基因分

型研究被少数研究人员所实践。VAN DER VOORT
等［40］提出了一种基于深度学习的多任务CNN模型，利

用术前 MRI 数据（T1、T2、T1C、T2F）同时预测脑胶质

瘤的 IDH突变、1p/19q共缺失、肿瘤分级，并进行肿瘤

分割。该研究基于 16个机构 1 508名患者数据进行训

练，在 240名患者的独立测试集中进行验证。结果显

示，IDH 突变预测的 AUC 为 0. 90，1p/19q 共缺失预测

的AUC为 0. 85，肿瘤分级AUC为 0. 81，肿瘤分割Dice
得分为0. 84。

CHAKRABARTY等［41］提出基于 2. 5D混合多任务

CNN的方法，从MRI图像中分类胶质瘤的 IDH突变和

1p/19q共缺失状态。该研究收集了 2 648名患者的术

前 MRI 数据，结合 MRI 特征和临床先验知识，通过不

同平面训练 2D 模型。内部测试集（TCGA）和外部测

试集（WUSM、EGD）结果显示，IDH突变预测的AUC分

别为 0. 925、0. 874和 0. 933，1p/19q共缺失预测的AUC
分别为0. 782、0. 754和0. 842。

这 2个多任务学习的研究是针对 IDH突变状态和

1p/19q 共缺失状态 2 个重要分子标志物进行的工作。

VAN DER VOORT等［40］不仅在逻辑上对 IDH和 1p/19q
实现了三分类，还对脑胶质瘤进行分级和自动分割，

体现了多任务学习的巨大优势。而 CHAKRABARTY
等［41］则结合医学先验知识（如通过融合患者年龄和肿

瘤位置等信息）与降维思想，成功提升了 IDH和1p/19q
的分类性能。这两项研究工作均探索了脑胶质瘤的

多基因分型。

5　展望

脑胶质瘤具有高度异质性和侵袭性，早期诊断和

治疗对提高患者生存率至关重要。深度学习在其基

因分型预测研究中取得了显著进展。在监督学习框

架下，以 ResNet 和 DenseNet 为代表的传统 CNN 模型

通过多模态信息融合与结构优化实现了基因分型的

突破，而 Swin Transformer等新兴模型凭借长程依赖建

模能力进一步提升了性能。针对医学图像样本量少、

标注成本高、类别不平衡等问题，半监督学习、自监督

学习及无监督学习方法从数据增强与特征挖掘角度

切入，在有限数据条件下展现出显著优势。多任务学

习通过联合优化分割与分型目标，有效降低模型训练

成本并提升基因分型精度。此外，脑胶质瘤多基因分

型研究也取得初步进展。然而，现有方法在数据效率

（如小样本泛化）、模型鲁棒性（如跨中心验证）及临床

转化（如实时性）等层面仍面临挑战。未来核心研究

方向应聚焦以下领域进行探索。

5. 1　生成式人工智能驱动的多模态数据范式升级

脑胶质瘤基因分型研究需突破样本稀缺与类别

失衡的瓶颈，而生成式人工智能与多模态学习的融合

为此提供了系统性解决方案。通过扩散模型与三维

图6　IDH与1p/19q分型关系
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生成对抗网络的协同优化，可实现多模态影像的病理

语义解耦与精准合成：模型在潜在空间中分离肿瘤的

解剖学特征（如坏死核心、强化边缘）与分子属性（如

IDH突变状态），并通过条件嵌入技术定向生成稀有亚

型的高保真影像数据。此类生成技术不仅能扩充数

据规模，更能保持影像特征与基因状态的生物学一致

性，为模型训练提供病理学可解释的合成样本。

与此同时，创建视觉-基因组对比预训练大模型非

常重要，其能通过自监督学习从海量多模态数据中挖

掘跨尺度关联规律。模型通过同步编码影像特征与

基因表达谱，自发建立像素级纹理模式与分子突变之

间的隐式映射关系。结合领域自适应迁移策略，这些

跨模态先验知识可显著提升小样本场景下的泛化能

力——即使面对超罕见亚型，模型也能通过合成数据

增强与知识蒸馏的协同，快速捕获关键判别特征。这

种“生成-预训练”双路径范式不仅能解决数据稀缺难

题，更能从机制层面揭示影像组学与基因组学的深层

关联，为构建可解释、高鲁棒的分子分型模型奠定了

新基础。

5. 2　多基因联合分型与预后预测的系统建模

脑胶质瘤的分子复杂性要求突破单一基因分型

的局限性，未来需构建多基因协同调控的系统建模框

架。通过多任务图神经网络架构，可同步解析 IDH、

TERT、EGFR 等关键基因的突变组合及其交互网络

——基于基因互作先验知识构建异构图模型，编码

“基因-通路-影像表型”的多层级关联，结合多模态影

像特征（如瘤内异质性、强化边缘拓扑结构）实现端到

端联合优化。此类模型需探索基因共现突变对肿瘤

微环境的动态影响机制，例如通过图注意力网络量化

突变组合与血管生成、免疫浸润等生物学过程的关联

强度，从而揭示驱动恶性进展的核心分子协同模式。

为实现从分子诊断到预后预测的全链条整合，需

开发面向生存分析的动态推理模型。通过融合基因

分型结果与临床治疗响应数据，构建时间感知的深度

学习框架，解析突变组合的时序演化规律及其对放

疗、化疗敏感性的调控作用。例如，整合 Transformer
架构与生存分析理论，可建模 TERT 启动子突变与

MGMT 甲基化状态的动态互作对复发时间窗的影响

权重，进而生成个体化生存风险曲线。这种系统建模

范式不仅能够突破传统单基因分型的片面性，还可通

过可解释的决策路径将分子特征映射至临床干预节

点，为精准治疗提供多维度的决策支持。

5. 3　可解释性驱动的临床决策融合

脑胶质瘤基因分型模型的临床落地需突破“黑

箱”困境，未来应构建病理学引导的可解释性技术框

架。一方面，需开发层级化特征归因算法，解析影像

特征与分子突变的关联机制——在像素级别量化强

化边缘、坏死核心等区域对特定基因（如 1p/19q、
CDKN2A/B）的贡献权重，并生成符合 WHO 诊断标准

的可视化证据链。此类技术需深度融合影像组学与

组织病理学的空间对应关系，例如将瘤内异质性纹理

的热图与切片中的细胞增殖活性区域对齐，从而建立

影像特征驱动分子分型的生物学解释路径，增强临床

医师对模型决策逻辑的信任度。

另一方面，符号-神经混合模型的创新设计将成为

连接 AI推理与临床认知的桥梁。通过将甲基化分型

规则、组织学诊断标准等先验知识编码为可微分约束

层，可引导模型在训练过程中自发遵循医学逻辑。例

如，在网络架构中嵌入分子亚型诊断树（如“IDH突变

+1p/19q 共缺失→少突胶质细胞瘤”），当模型预测与

遗传学检测结果冲突时，触发基于病理报告的置信度

自校正机制。这种双向优化框架不仅能提升模型的

可追溯性，还可通过医师反馈动态迭代特征学习策

略，最终实现AI分型结果与多学科会诊决策的深度融

合，推动分子分型从辅助工具向智能决策核心组件的

范式跃迁。

5. 4　联邦学习赋能的多中心诊疗生态构建

脑胶质瘤基因分型技术的临床落地需要解决数

据孤岛与隐私安全的核心矛盾，未来需构建基于联邦

学习的分布式协作新范式。通过差分隐私保护的联

合训练框架，可在不共享原始数据的前提下实现跨机

构、跨设备的知识协同——各医疗中心仅交换加密的

模型梯度参数，结合对抗性特征解耦技术分离扫描协

议噪声与肿瘤生物学本质特征，使模型对多厂商影像

设备（如MRI场强差异、PET示踪剂类型）具备强鲁棒

性。此类框架需进一步探索领域泛化策略，通过元学

习优化模型对切片厚度、重建算法等协变量的不变

性，从而建立普适性的特征表示空间，突破单中心数

据偏差对泛化性能的限制。

在此基础上，需设计“边缘-云端”协同的智能诊疗

生态架构。边缘端部署轻量化分型模型，支持术中实

时推理与本地化隐私保护；云端通过联邦学习动态聚

合全局知识，持续优化核心算法并生成跨种族、跨地

域的分子亚型演化图谱。这种闭环系统将推动诊疗

流程的智能化升级——从术前多模态影像的分子分

型、术中导航的靶区精准切除，到术后生存预测与复

发监控的全链条覆盖。最终形成兼顾数据安全、临床

实用性与模型进化能力的协作平台，为脑胶质瘤诊疗
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的全球化标准制定与个性化医疗实践提供可持续的

技术底座。

综上所述，未来脑胶质瘤基因分型研究需遵循

“技术革新-临床耦合-生态协同”的闭环路径：一方面

通过生成式增强框架、多模态对比预训练等前沿技术

突破数据瓶颈，并基于自适应多任务图网络与生存时

序建模实现分子-影像-预后的全链条关联解析；另一

方面需构建医工深度协作的验证体系，将 WHO 诊断

标准、病理认知逻辑等医学先验知识编码为可微分约

束模块，通过联邦学习驱动的分布式验证网络优化模

型鲁棒性与跨中心泛化能力。同时，基于“边缘-云端”

协同的智能生态架构，可打通从术中实时分型到个体

化治疗决策的临床转化链路，最终通过动态反馈机制

实现算法迭代与诊疗范式升级的双向赋能，为提升患

者生存质量提供兼具精准性、可解释性与安全合规性

的系统性解决方案。
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