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基于深度学习的MRI影像女性尿控解剖元件及相关结构的自动分割
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［摘要］ 目的 基于深度学习方法，运用自动分割模型分割MRI影像下女性尿控解剖元件结构，

提高分割效率和准确率。方法 以来自陆军军医大学生物医学工程与影像医学系的 49例女性盆底肌

肉MRI图像（其中不同程度的盆腔脏器脱垂病例 30例，正常人 19例）作为数据集对模型进行训练和测

试，按照 8∶2的比例划分为训练集和测试集，最终选取 17例正常人和 22例盆腔脏器脱垂病例作为训练

集，4例正常人和 6例盆腔脏器脱垂病例作为测试集。将训练集放入 UNet、UNet+++、Dense UNet以及

UNet++模型分别训练，再将测试集放入网络中进行精度测试，选取精度最高的模型作为主干网络。

结果 在UNet、UNet+++、Dense UNet以及UNet++模型的训练下，4个模型得到尿道压肌、尿道括约肌主

体部、膀胱壁、膀胱腔、尿道黏膜下层 5种结构的平均Dice相似性系数分别为 61. 82%、57. 94%、57. 63%
和 62. 76%，交并比分别为 49. 74%、46. 59%、46. 07% 和 49. 44%，准确率分别为 61. 74%、55. 03%、

59. 23%和 61. 91%。结果显示 UNet++的 3 个指标基本高于 UNet、UNet+++、Dense UNet 的指标，表明

UNet++总体分割精度最优。结论 利用 UNet、UNet+++、Dense UNet 以及 UNet++模型对女性盆底尿

道压肌、尿道括约肌主体部、膀胱壁、膀胱腔、尿道黏膜下层 5 种结构进行了自动分割，其中 UNet++
总体分割精度最优。
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［Abstract］ Objective　To construct an automatic segmentation model to segment female urine 
control anatomy on MRI images based on deep learning methods in order to improve the segmentation 
efficiency and accuracy.  Methods　A dataset comprising 49 female pelvic floor muscle MRI images [30 women 
with varying degrees of pelvic organ prolapse (POP) and 19 healthy individuals], obtained from Faculty of 
Biomedical Engineering and Medical Imaging in Army Medical University, was used for model training and 
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testing.  The dataset was split into a training set (17 normal cases and 22 POP cases) and a testing set (4 normal 
cases and 6 POP cases) in a ratio of 8∶2.  The training set was used to train UNet, UNet+++, Dense UNet, 
and UNet++ models separately, and then input into each network.  The model achieving the highest testing 
accuracy was selected as the backbone network.  Results　Under the training of UNet, UNet+++ , Dense 
UNet, and UNet++, the 4 models achieved average Dice similarity coefficients of 61. 82%, 57. 94%, 57. 63%, 
and 62. 76%, respectively, for the segmentation of 5 anatomical structures (compressor urethrae, urethra 
sphincter body, bladder wall, bladder cavity and urethra submucosa).  The corresponding Intersection over 
Union (IoU) score was 49. 74%, 46. 59%, 46. 07%, and 49. 44%, while the accuracy rate was 61. 74%, 
55. 03%, 59. 23%, and 61. 91%, respectively for the 4 models.  Notably, UNet++ consistently outperformed 
UNet, UNet+++ , and Dense UNet across the 3 metrics, indicating that UNet++ achieved the highest overall 
segmentation accuracy.  Conclusion　In UNet, UNet++, Dense UNet and UNet++ for automatic segmentation 
of 5 female urine control anatomical elements, UNet++ achieves the best overall segmentation accuracy.  

［Key words］ deep learning； image segmentation； intelligent assisted diagnosis； nuclear magnetic 
resonance image

Supported by the National Natural Science Foundation of China （31971113） and the Natural Science Foundation of Chongqing （CSTB2023NSCQ-

LZX0054）.  Corresponding author： WANG Yan， E-mail： wycq2006@sina. com

膀胱过度活动综合征（overactive bladder，OAB）是

泌尿系统常见的临床综合征，以尿急、尿频、夜尿等症

状为特征，常表现为膀胱活动过度、排尿力增强、膀胱

逼尿肌频繁收缩，出现盆底尿失禁情况，往往合并尿

道括约肌收缩无力。据统计，OAB 的发病率为

16. 6%，女性明显高于男性。一项涉及美国 19 000名

18岁以上成年女性的流行病学调查估计，女性OAB的

发病率为7. 7%~31. 3%。

众多研究表明，肌肉体积与其功能和疾病诊断有

很大的相关性［1］。WU等［2］基于薄层高精度数字解剖

图像，对盆底控尿和排尿的解剖元件进行了数字解剖

学研究。研究表明，女性尿道控尿解剖元件由肛提

肌、尿道括约肌主体部、尿道压肌和尿道阴道括约肌

组成。女性排尿解剖元件（主要为膀胱逼尿肌）过度

肥大，伴随尿道控尿元件（尿道压肌、尿道括约肌主体

部）薄弱或功能减弱，容易导致OAB。因此，女性OAB
患者排尿和控尿解剖元件的快速智能分割，三维可视

化和长度、厚度、体积的测量对于女性控尿排尿功能

的快速评估，以及OAB严重程度诊断和预后评估具有

重要的临床意义［3］。
磁共振成像（MRI）是一种多参数、高分辨率的断

层成像技术，它可以为肌肉组织的形态结构解析、分

割、三维重建及体积测量等提供精准影像数据。临床

上，主要借助商业软件对盆底MRI图像中的肌肉进行

人工勾画，但尿控复合体结构包含的肌肉三维解剖形

态及其空间毗邻关系比较复杂，在MRI图像断层上进

行手动勾画的方式分割步骤繁琐并且耗时较长，结果

也易受到医师主观经验影响，分割结果误差大。因

此，临床上亟需构建尿控复合体结构的智能分割模

型，以提高分割效率和精准度，缩短医师工作强度，实

现尿控复合体结构的快速三维重建和可视化。

随着深度学习技术在医学影像处理领域的深

入［4］，许多基于卷积神经网络的自动分割模型被提出，

如UNet［5］、UNet++［6］、UNet+++［7］、Dense UNet［8］等。针

对医学MRI图像的分割，学者们近年来也提出了一些

有效的自动分割模型，如GUO等［9］针对前列腺MRI图
像提出了一种结合深度特征学习和稀疏补丁匹配的

可变形分割方法；LAVDAS等［10］提出一个三维卷积神

经网络全自动分割算法，可实现基于MRI图像肿瘤学

的全身病变检测；BELLO 等［11］利用深度学习方法，首

次实现了心脏四维 MRI 影像数据的全自动处理；

ZHANG 等［12］以 Dense UNet 为主干，搭建了一个主要

由编码器模块、上下文提取模块和解码器模块组成的

网络模型，用于自动分割MRI女性盆底肌肉图像中的

肛提肌、肛门外括约肌和闭孔内肌，以辅助临床诊断

盆腔脏器脱垂。此外，深度学习已应用于盆底超声中

肛提肌裂孔的分割，并取得了较好的分割结果［13-15］。
然而，由于 MRI 图像下尿控复合体结构中肌肉细小，

解剖形态和空间毗邻关系复杂，MRI图像下基于深度

学习的尿道压肌、尿道括约肌主体部分、膀胱壁、膀胱

腔和尿道黏膜下层自动分割研究还非常少。

本研究在前期盆底MRI图像数据库基础上，针对

女性尿控解剖元件及相关结构（尿道压肌、尿道括约

肌主体部以及膀胱腔和尿道黏膜下层）的自动分割进
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行 研 究 ，测 试 和 比 较 4 个 主 流 分 割 模 型（UNet、
UNet++、UNet+++和 Dense UNet）的分割性能，并对分

割结果进行了分析，旨在运用基于深度学习的MRI影
像女性尿控解剖元件及相关结构的自动分割模型，提

高分割效率和准确度。

1　资料与方法

1. 1　研究对象

本研究的实验数据来自陆军军医大学生物医学

工程与影像医学系，数据集为 49例女性盆底肌肉MRI
图像，其中含 30 例不同程度的盆腔脏器脱垂病例和

19 例正常人。按照 8∶2 的比例划分为训练集和测试

集，最终选取 17 例正常人和 22 例盆腔脏器脱垂病例

作为训练集，4例正常人和6例盆腔脏器脱垂病例作为

测试集。

原始数据和掩膜图像通过Amira软件进行目标勾

画后导出为 DICOM 文件，再利用 DICOM 软件直接导

出保存为PNG格式，最后利用Python代码裁剪图片的

ROI区域，得到大小为 256×192的实验图像及其掩膜，

如图1所示。最终得到包含尿道压肌的训练图像131张，

测试图像 28张；包含尿道括约肌主体部分的训练图像

585张，测试图像156张；包含膀胱壁的训练图像966张，

测试图像 252张；包含膀胱腔的训练图像 874张，测试

图像 225张；包含尿道黏膜下层的训练图像 530张，测

试图像144张。

1. 2　分割模型

1. 2. 1　实验设备和参数设置　　实验系统为 64 位

Windows11系统，显卡为NVIDIA GeForce RTX 4060（显

存8 G），Python版本为3. 11. 5，PyTorch版本为2. 1. 0。
由于部分肌肉图像数据太少，故对读入的训练图

像进行了数据增强（CLAHE 均衡直方图、Gamma 校

正、高斯滤波操作），利用 OpenCV 裁剪图像 ROI 区域

大小为 256×192。图像掩模与训练图像的操作相同。

网络权重在学习率为 0. 000 1 的 Adam 优化器下更新

迭代，尿道压肌、膀胱壁、膀胱腔的训练轮次为 40，批
次大小为 4；尿道括约肌主体部和尿道黏膜下层训练

轮次为 30，批次大小为 4。网络中采用了早停机制，当

满足连续 5个轮次没有提升、连续的轮次中指标改善<
0. 001，以及学习率<0. 000 001这 3个条件中任意 1个

条件时触发早停机制。

1. 2. 2　UNet分割模型　　UNet［5］是一种用于生物医

学图像分割的全卷积神经网络，其结构由对称的编码

器和解码器架构加上跳跃连接组成，以保持空间信息

并提高分割精度。编码器通过 2次 3×3卷积层和 2×2
最大池化层进行特征提取和降采样，使得特征层数逐

步增加，同时空间分辨率逐渐降低，以提取高级语义

信息。在瓶颈层，网络通过 2 次 3×3 卷积层进一步学

习全局特征，同时保持通道数不变。随后，解码器采

用转置卷积或上采样逐步恢复空间分辨率，同时通过

跳跃连接将编码器对应层的特征拼接到解码器，以保

留低级特征信息，提高边界分割精度。在每次上采样

A：实验图像；B：人工标注的肌肉图像；C：肌肉对应的掩膜，灰度值分别为50、100、150、200、250
图1　5种肌肉图像及其掩膜
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后，均采用 2次 3×3卷积层进行特征细化。最终，通过

1×1卷积层将特征映射到目标类别数，并使用 Softmax
或 Sigmoid激活函数进行像素级分类。跳跃连接的引

入有效缓解了信息丢失和梯度消失问题，使得 U-Net
在医学图像分割任务中表现出色，尤其在需要精确边

界检测的应用场景中具有明显优势。

1. 2. 3　UNet++分割模型　　

1. 2. 3. 1　 UNet++ 模 型 架 构　　 UNet++ 模 型［6］是

UNet［5］的改进版本，主要通过引入多层级的跳跃连接

来增强 UNet 的特征提取能力，其网络结构如图 2
所示。

UNet++模型的编码器部分采用 4次下采样，每一

次下采样经过 2 个卷积核大小为 3×3、步幅为 1、填充

为 1的卷积层，通过ReLU激活函数输出给卷积核大小

为 2×2 的最大池化层实现下采样，结构如图 3 所示。

图像经过卷积层后大小不变，通道数为原来的 2倍；经

过最大池化层后长和宽变为原来的 1/2，通道数不发

生改变。这样的操作可以捕获图像更高级别的抽象

信息，并增加感受野大小。

在编码器部分，UNet++的上采样操作使用转置卷

积（也称为反卷积或分数步长卷积）来增加特征图的

尺寸，用于将特征图的尺寸恢复到与编码器阶段相同

的大小。上采样的操作经过卷积核大小为 4×4、步幅

为2、填充为1的转置卷积层将图像的长和宽放大到原

来的 2倍，将扩大后的特征图与来自编码器阶段的特

征图以及与编码器相同大小级别的所有特征图连接

起来，沿着维度进行拼接，最后经过卷积层将通道数

变为扩大后特征图通道数的 1/2。即每经过上采样实

现图像长和宽加倍，通道数减半的效果。当来自编码

器网络的高分辨率特征图在与来自解码器网络的相

应语义丰富的特征图融合之前逐渐丰富时，该模型可

以更有效地捕获前景对象的细粒度细节。当来自解

A：UNet++总体框架；B：UNet++的第 1次跳跃路径；C：深度监督训练下 UNet++的修剪；黑色示原始 UNet，绿色和蓝色示跳

跃路径上的密集卷积块，红色示深度监督

图2　UUNet++et++模型框架

图3　下采样模块结构
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码器和编码器网络的特征映射在语义上相似时，网络

将更容易处理学习任务。这与 UNet中常用的普通跳

跃连接形成对比，后者直接将高分辨率特征图从编码

器快速推进到解码器网络，从而导致语义上不同的特

征图融合［4］。上采样结构如图4所示。

将得到的 4 个 UNet++子网络输出特征图   0.1X 、

  0.2X 、   0.3X 、   0.4X 分别进行卷积核大小为 1×1 的卷积层

操作，输出通道数为 2、图像大小不变的特征图，然后

对其相加后输出平均值。这个操作将特征图映射到

类别数量的空间中，以生成对每个像素的类别预测。

1. 2. 3. 2　跳跃路径的重新设计　　UNet++模型在

UNet结构的基础上，对跳跃连接进行了重新设计和增

强，以改善网络的特征传播和语义信息捕获能力。重

新设计的跳跃路径改变了编码器和解码器子网络的

连通性。在UNet中，编码器的特征映射直接在解码器

中接收；然而，在UNet++中，它们经过一个密集的卷积

块，其卷积层的数量取决于金字塔级别［11］。
针对数据集中既存在大目标（尿道压肌、尿道括

约肌主体部、尿道黏膜下层）又存在小目标（膀胱壁、

膀胱腔）的复杂情况，本研究采用UNet++模型，该模型

所设计的跳跃路径能够把来自不同深度、与同层编码

器相同大小级别的特征图连接起来，帮助特征更好地

在编码器和解码器之间传播。基于 UNet++多层级的

密集连接方式，使得网络能够从不同尺度和语义级别

获取特征，将浅层特征与深层特征融合，从而保留每

一层的细节信息和全局特征，提高网络分割的准确性

和鲁棒性。

1. 2. 3. 3　深度监督　　深度监督是指在网络结构中

引入多个辅助监督信号，即除了最终的预测结果，还

会在不同层级处生成额外的预测结果。这些额外的

预测结果在网络的不同深度处产生，因此可以捕获不

同层次的特征信息，将来自多个不同层级的预测结果

与主要预测结果进行结合。此外，还可以通过剪枝操

作减少参数，降低训练时间。

在UNet++结构中，深度监督的实现主要体现在两

个方面。一方面，在多个解码器层上添加输出分支。

与标准 UNet 只在最后一层输出预测不同，UNet++在
不同深度的解码器层上引入了多个预测分支，每个分

支都可以输出一个预测结果。在解码器的每个阶段

都会有一个额外的输出分支。这些输出分支可以被

独立监督，从而促进梯度流动。这种方式确保了较浅

层的解码器节点也能接收到强监督信号，使得整个网

络在多尺度特征学习方面表现更好。另一方面，逐层

计算损失函数。在训练过程中，所有这些分支的损失

都会被计算，并通过反向传播来优化整个网络。

通过引入深度监督，UNet++可以解决传统 UNet
模型在训练过程中梯度消失或梯度爆炸的问题，并且

能够更好地利用不同层级的特征信息，从而提高模型

的性能和泛化能力，以及对目标分割的准确度和细节

捕获能力。

1. 2. 3. 4　损失函数　　UNet++使用二元交叉熵损失

函数与Dice损失函数的结合作为网络的损失函数。

二元交叉熵损失函数（binary cross entropy， BCE）
通常用于二分类任务，用来衡量模型预测的概率分布

与实际标签的分布之间的差异。对于图像分割任务

而言，BCE用于衡量模型对每个像素点的预测值与实

际标签之间的差异，其表达式如下：

其中，N 是样本数量；yi是实际标签（0 或 1）；
 

 ˆ
iy 是

模型预测的概率（通常是 0~1之间的值，表示属于类别

1的概率）；log是自然对数函数。

Dice 系数是一种用于衡量 2 个集合相似度的指

标，常用于图像分割中。它定义为 2倍的预测区域和

真实区域的交集大小与它们的并集大小的比值。Dice
系数的取值范围在 0~1 之间，值越接近 1 表示模型的

预测结果与真实标签越相似。Dice 系数的表达式

图4　上采样模块结构
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如下：

其中，A 是真实标签的集合，B 是模型预测的集

合，
 

 A 表示集合A的元素个数，
 

 B 表示集合B的元素个

数，
 

 A B 表示集合A和B的交集的元素个数。

结合二元交叉熵损失函数和Dice系数，可以在训

练过程中同时考虑到像素级别的分类准确度和分割

区域的相似度，从而提高模型在图像分割任务中的性

能，其表达式如下：

其中，Yb 为真值掩膜二值图，Ŷb 为预测掩膜二值

图。显然，L (Y，Ŷ ) 的值越接近于 1，表明分割结果越

好；值越接近于0，表明分割结果越差。

1. 2. 4　UNet+++分割模型　　UNet+++［7］是对传统

UNet结构的改进版本，通过密集跳跃连接和深度监督

增强了分割性能。该网络仍采用编码器和解码器架

构。UNet+++的核心改进在于其嵌套式的密集跳跃连

接，即在编码器与解码器之间的跳跃路径上额外引入

了多个卷积核大小为 1×1 和 3×3 卷积层，使特征在逐

层传递时不断被细化，而不是直接进行简单的特征拼

接。这种密集连接方式能够有效减少编码器和解码

器之间的语义鸿沟，增强不同层级特征的融合。此

外，UNet+++采用深度监督机制，即在解码器的不同深

度位置输出多个分割结果，从而在训练过程中提供更

细粒度的梯度信息，提升模型的优化效果。最终的预

测结果可以通过最深层的输出或多个中间输出的集

成获得。通过这些结构上的优化，UNet+++在需要精

细结构分割和多尺度特征学习的任务中表现出更优

的性能。

1. 2. 5　Dense UNet 分割模型　　Dense UNet［8］是对

传统 UNet 结构的改进版本，通过引入 DenseNet 的思

想增强特征复用能力，提高医学图像分割的精度。其

网络结构仍然由编码器、瓶颈层和解码器组成，但在

每个编码器和解码器块中嵌入Dense Block，即在同一

块内的所有卷积层之间建立密集连接，使得每一层的

输入由所有前面层的输出共同组成。这种设计能够

有效缓解梯度消失问题，提高特征传递效率，并增强

不同层级特征的融合。在编码器部分，每个 Dense 
Block由多个 3×3卷积层组成，并通过 1×1卷积层进行

通道数调整，同时采用最大池化进行降采样。在解码

器部分，采用转置卷积或双线性插值上采样逐步恢复

空间分辨率，并结合 Dense Block 进一步优化特征表

达。此外，Dense UNet仍然保留了跳跃连接，但其跳跃

方式不同于传统UNet，而是通过密集连接的方式逐级

传递高分辨率信息，进一步提升分割精度。最终，经

过 1×1 卷积层进行通道数调整，并采用 Softmax 或

Sigmoid 激活函数生成像素级预测结果。通过引入

DenseNet 结构，Dense UNet 在提高网络参数效率的同

时，增强了特征重用和信息流传递能力，尤其在医学

图像分割任务中展现出更优的性能。

1. 3　精确度评估

运用 4个分割模型将测试集中的目标肌肉进行分

割，求出五类肌肉的 Dice 相似性系数（Dice）、交并比

（intersection over union，IoU）和准确率 3个指标后求平

均值。其中 Dice系数用于衡量 2个集合的相似度，通

常用于医学图像分割和语义分割任务。IoU用于衡量

预测区域和真实区域之间的相似度，表达式如下：

其中，A∩B 是预测和真实目标区域的交集像素

数；A∪B是预测和真实目标区域的并集像素数。

准确率是分类问题中的 1个基本指标，衡量所有

预测正确的样本占总样本的比例，表达式如下：

其中，TP（true positive）表示预测为正类，且实际

也是正类；TN（true negative）表示预测为负类，且实际

也是负类；FP（false positive）表示预测为正类，实际为

负类；FN（false negative）表示预测为负类，实际为

正类。

2　结果

为评估 4个模型对MRI影像下女性尿控复合体结

构的总体分割效果，将 4个模型分别用于尿道压肌、尿

道括约肌主体部、膀胱壁、膀胱腔、尿道黏膜下层 5种

结构的分割，分别计算评价指标的平均值，结果如表 1
所示。结果显示，UNet++模型在Dice相似性系数和准

确率上取得了最优的结果。

为了比较 4个模型对不同形态、大小的肌肉的分

割性能，表 2~4分别列出了 4个模型对这 5种结构分割

结果的 Dice相似性系数、交并比和准确率 3个评价指

标值。结果显示，UNet 模型和 UNet++模型相较于其
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他 2 个模型分割结果较优，UNet 模型对数据量少、目

标小的肌肉（如尿道压肌和尿道括约肌主体部）分割

精度较高，UNet++模型对训练数据量比较大、组织结

构较大的肌肉（如膀胱壁、膀胱腔以及尿道黏膜下层）

分割精度较高，特别是对尿道黏膜下层，3个指标均有

较大的提升。对这 5 种结构总体分割结果而言，

UNet++模型总体最优。

为了更加直观地比较 UNet++模型与其他模型的

分割效果，本研究对 4个模型分割结果进行可视化比

较，见图 5。与其他 3个模型相比，UNet++模型不仅对

训练数据量比较大、目标大的肌肉（膀胱壁、膀胱腔以

及尿道黏膜下层）分割精度更高，且膀胱壁和膀胱腔

分割后肌肉形态保持良好。对于尿道黏膜下层的分

割虽然相似度比较高，但是存在肌肉形态分裂的现

象。对于数据含量少、目标小的肌肉（尿道压肌和尿

道括约肌主体部），分割精度虽然稍显逊于UNet模型，

但肌肉的形态相对保持较好。

3　讨论

女性盆底肌肉的厚度、体积等解剖结构的量化对

于女性 OAB 的临床诊疗至关重要［2］。MRI 影像下女

性OAB患者排尿和控尿解剖元件的快速智能分割，有

助于后续快速实现解剖结构的三维可视化以及长度、

厚度、体积的测量，从而实现对女性控尿排尿功能的

快速评估，这对于OAB严重程度的诊断和预后评估具

有重要的临床意义。

基于深度学习的女性尿控解剖元件结构的自动

分割，可有效辅助医师读片、缩短时间、减少主观经验

影响，提高 OAB 临床诊断和治疗的准确性和效率，从

而改善治疗和预后。目前，深度学习用于尿控相关疾

病的诊断和治疗，主要集中在对某一类肌肉的专门研

究或者基于解剖结构的功能分析等［2-3， 16-20］。如

WANG等［3］通过分析尿控肌肉相关的生理信号或影像

数据（如肌电图信号、超声波图像等），来检测尿失禁

的发生和预测尿失禁的风险；VAN DEN BERG等［16］基
于深度学习提出了一种逼尿肌过度活动诊断方法；

ZHOU等［17］提出了一种基于深度学习的方法自动分割

逼尿肌壁并测量厚度。目前，基于MRI影像的女性尿

控解剖元件多种结构同时分割的相关研究还比较少。

本研究是人工智能技术应用于 MRI 影像下尿控复合

表1　分割结果的定量化评价

模型

UNet
UNet+++
Dense UNet
UNet++

Dice相似性

系数（%）

61. 82
57. 94
57. 63
62. 76

交并比（%）

49. 74
46. 59
46. 07
49. 44

准确率（%）

61. 74
55. 03
59. 23
61. 91

表2　分割结果的Dice相似性系数评价 （%）

模型

UNet
UNet+++
Dense UNet
UNet++

尿道压肌

45. 57
36. 48
35. 56
42. 85

尿道括约肌

主体部

56. 47
53. 25
53. 67
55. 58

膀胱壁

60. 22
56. 04
58. 32
63. 58

膀胱腔

79. 62
76. 76
76. 63
80. 29

尿道黏

膜下层

67. 22
67. 15
63. 96
71. 51

表3　分割结果的交并比评价 （%）

模型

UNet
UNet+++
Dense UNet
UNet++

尿道压肌

31. 38
24. 58
24. 13
28. 54

尿道括约肌

主体部

41. 92
39. 88
39. 77
39. 25

膀胱壁

46. 46
42. 76
44. 27
49. 50

膀胱腔

72. 79
69. 22
69. 50
71. 20

尿道黏

膜下层

56. 14
56. 54
52. 69
58. 69

表4　分割结果的准确率评价 （%）

模型

UNet
UNet+++
Dense UNet
UNet++

尿道压肌

45. 65
32. 21
34. 56
39. 30

尿道括约肌

主体部

60. 57
51. 72
55. 40
57. 44

膀胱壁

60. 20
52. 74
65. 16
63. 67

膀胱腔

77. 71
73. 22
79. 79
75. 04

尿道黏

膜下层

64. 58
65. 27
61. 26
74. 13

图5　4个模型对5种结构的分割结果可视化比较
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体结构自动分割的有效尝试，所得到的 4个经典模型

测试和评估的结果，可以为设计和构建更为合适的模

型提供借鉴思路和方法。

通过对比 UNet、UNet+++和 Dense UNet 模型，本

研究所使用的 UNet++模型取得了相对最优的效果。

可能的主要原因是，UNet++使用了重新设计的跳跃路

径和深度监督机制。针对本分割任务，UNet++重新设

计的跳跃路径将深层次的位置信息与同大小各个层

次的细节信息结合，使得网络可以更好地学习肌肉的

不同特征。其深度监督机制使得网络在训练过程中

更多地利用中间层的特征，从而减轻了梯度消失的问

题，有助于加速网络的收敛，相比于其他网络能够在

训练集数量多的目标（肌肉尿道括约肌主体部、膀胱

壁和膀胱腔）上的表现优于其他 3种网络。缺点在于，

由于加入了新的跳跃路径，导致模型参数量相比UNet
有所增加，训练时长明显大于UNet。UNet模型的优点

在于其网络结构较 UNet++更为简单，对于目标小、数

据量少的尿道压肌数据集，不容易发生过拟合现象，

故在UNet上的表现反而优于UNet++。
UNet 模型使用简单的 skip 连接虽然可以将低级

别和高级别的特征图进行连接，但并没有充分利用这

些特征图之间的关联信息，导致模型在处理边界模糊

的区域时表现不佳，总体来说表现不如 UNet++。

DenseUNet 引入了密集连接机制，存在特征重复利用

不足的问题，这同样导致模型在处理边界模糊的区域

时表现不佳。尽管UNet+++有更为复杂的结构和更强

大的特征融合能力，但容易出现过拟合问题，尤其对

于数据量极少的尿道压肌表现极不理想，这也降低了

模型的泛化性，导致其在测试集的新样本数据中总体

表现不如UNet++。
本研究存在以下不足：一是实验数据的质和量引

起的网络模型性能受限问题，特别是对于尿道压肌这

种小目标，训练图像仅为 131 张，加上图像背景信息

多、边界模糊不清等因素，导致 4个模型分割效果不理

想，而且难以提升。二是由于 5种结构形态和解剖特

性差异较大，分割精度难以全面提升，比如在下采样

的过程中加入CBAM注意力机制［15］，可以帮助UNet++
更好地捕捉图像中的特征信息，提高了数据量少、目

标小的尿道压肌的分割精度。然而，由于新加入了 4
层注意力机制，使得网络对不同特征的整合不合理，

导致其余 4种肌肉的分割精度全部下降。三是分割精

度暂未达到临床要求，特别是对于数据量少的尿道压

肌和尿道括约肌主体部 2种肌肉。后续工作将关注小

样本学习方法，以及生成网络（例如 GAN［21］、VAE［22］

等）辅助数据集增强，以进一步提高 5种结构的分割精

度，实现 MRI 影像下女性尿控解剖元件结构的快速、

准确、自动分割，从而为临床女性 OAB 严重程度的诊

断和预后评估提供智能辅助。

综上所述，本研究探索了MRI影像下尿控复合体

结构的自动分割技术，利用 UNet、UNet+++、Dense 
UNet 以及 UNet++对女性盆底尿道压肌、尿道括约肌

主体部、膀胱壁、膀胱腔、尿道黏膜下层 5种结构进行

了自动分割，其中UNet++总体分割精度最优。本研究

为后续进一步构建、优化模型提供了借鉴思路。
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