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摘要:针对现有铜矿石品位分类中所应用的卷积神经网络缺乏构建与归纳长距离特征关系不足的问题,提出了一种结合Swin
Transformer和EfficientNet的集成模型的铜矿石品位分类方法.该方法充分利用了SwinTransformerV２Ｇt架构对长距离特

征关系的归纳能力,以及 EfficientNetV２Ｇs捕捉细微局部特征上的优势,通过增设线性层以整合两模型的输出结果,并根据单

个模型自身输出动态调整线性层的权重,以优化映射关系,进而显著提升分类性能.试验验证表明,此融合模型在分类任务

上的准确率达到９２．８９１％,精确率达到９３．０９５％,召回率达到９２．６５４％.相较于未集成前的单一模型,集成后的综合模型在分

类准确率上提升了１．３个百分点,精确率分别提升了１．９个百分点和２．１８６个百分点,召回率则分别提高了０．４７４个百分点和

０．２３７个百分点.
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Abstract:Aimingattheproblemthattheconvolutionalneuralnetworkappliedintheexistingcopperoregradeclassification
lackedtherelationshipbetweentheconstructionandtheinductionoflongＧdistancefeatures,acopperoregradeclassification
methodbasedontheintegratedmodelofSwinTransformerandEfficientNetwasproposed．Thismethodmadefulluseofthe
inductiveabilityofSwinTransformerV２ＧtarchitectureforlongＧdistancefeaturerelationsandtheadvantageofEfficientNetV２Ｇ
sincapturingsubtlelocalfeatures．Byaddingalinearlayertointegratetheoutputresultsofthetwomodels,anddynamically
adjustingtheweightofthelinearlayeraccordingtotheoutputofasinglemodelitself,themappingrelationshipwasoptimized,

andtheclassificationperformancewassignificantlyimproved．Theexperimentalresultsshowthattheaccuracyrateofthe
fusionmodelintheclassificationtaskis９２．８９１％,theaccuracyrateis９３．０９５％,andtherecallrateis９２．６５４％．Compared
withthesinglemodelbeforeintegration,theintegratedcomprehensivemodelhasimprovedtheclassificationaccuracyby１．３

percentagepoints,theaccuracyrateby１．９percentagepointsand２．１８６percentagepointsrespectively,andtherecallrateby
０．４７４percentagepointsand０．２３７percentagepointsrespectively．
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０　引言

铜矿是我国具有战略地位的矿产资源,但目前

我国铜矿存在品位低、开发环境恶劣等不利条件[１],
因此对我国制铜工艺提出了更高的要求.而在制铜

工艺中,提高矿石分选环节的效率能够帮助提升后

续工业流程的制铜率.传统铜矿石选矿工艺一般采

用重选法、浮选法、磁选法、人工手选或多种选矿工

艺相结合的方式,在选矿效率、成本、环境友好等方

面存在较大局限.有研究人员使用计算机视觉辅助

区分矿石品位的方法来实现更高效、节能、环保的选

矿.如PATEL等[２]使用支持向量机(SVM)算法

对铁 矿 石 进 行 品 位 层 次 上 的 分 类,出 错 率 仅 为

０．２７％,但该方法过于依赖人工设计算法进行矿石

图像特征的提取.深度学习中的卷积神经网络也被

运用到矿石分选当中,CHOROS等[３]使用卷积神

经网络对不同品位矿石的光谱图像进行识别,性能

优异.王李管等[４]基于迁移学习的 WuＧVGG１９(卷
积神经网络)对黑钨矿石与围岩的图像进行分类识

别,分辨率超过９０％.
综上所述,目前以计算机视觉辅助矿石分选的

方法存在以下几点不足:(１)基于机器学习的方法较

为依赖人工提取图像特征,针对矿石图像的预处理

工作量大,应对不同品种矿石时模型可移植性较差;
(２)受限于卷积神经网络本身不擅长挖掘长距离特

征的缺陷[５],基于卷积神经网络的矿石分选方法在

应对铜矿石品位区分这一任务中,由于图像缺乏局

部特征,模型可能难以区分其矿石品位.
针对上述问题,为了提高模型归纳长短距离特

征的能力,利用卷积神经网络善于处理平移不变性

和局部相关性的特性,以及视觉 Transformer[６]能

够挖掘长距离的依赖并加以并行运算的特性,这两

者相结合[７Ｇ８]组合成 EfficientNetV２ＧsＧSwinV２Ｇt融

合模型对铜矿石进行品位分辨.同时,在数据获取

成本较高的情况下借助迁移学习(预训练数据为

ImageNetＧ１k)对模型进行预训练[９],减少后续训练

的数 据 需 求 量. 因 此,提 出 一 种 基 于 Swin
TransformerＧEfficientNet集成模型的铜矿石品位

分类方法,应用双能 X射线成像装置,将收集的不

同品位的铜矿石双能X射线图像进行差异化处理,
最后使用 EfficientNetV２ＧsＧSwinV２Ｇt融合模型进

行分类,从而达到铜矿石品位分辨的目的.

１　试验数据

１．１　数据集收集

矿石样本由某主营矿石分选相关领域的企业提

供,矿石种类为黄铜矿[１０].将矿石样本送入自主搭

建的图像采集平台进行图像采集,得到双能X射线矿

石图像数据.平台设计如图１所示,由矿石粉碎系

统、物料传输系统、工业X射线成像系统、计算机系统

４部分组成.其中,矿石粉碎系统负责将矿石进行破

碎,控制矿石颗粒直径范围为７±２mm,高品位铜矿

石批次中平均铜质量占比约为２．５％,低品位铜矿石

批次中平均铜质量占比约为０．１％[１１].经由传送带

将矿石颗粒运送至成像系统进行X射线成像后,由人

工使用计算机对影像进行图像分割、标签赋值、存储.

图１　图像采集平台

Fig．１　Imagecaptureplatform

１．２　图像数据差异化处理

双能X射线成像设备对铜矿石进行图像采集

时,图像当中金属部分与非金属部分区别较为明显,
但由于Cu与Fe元素的原子序数接近,图像中富集该

两种元素的部位之间未能显现出较大的阴影差

距[１２],致使图像有效特征规模较小.为进一步扩大

阴影差异,扩充图像特征规模,利用高能图像与低能图

像的对位像素值相减从而得到差异图像,如图２所示.

图２　预处理矿石碎粒图像

Fig．２　Imagesofpreprocessingorefragments

１２２　黄源峰,等．基于SwinV２ＧEfficientNetV２的铜矿石品位分类方法研究[J]．矿业研究与开发,２０２５,４５(４)．



试验图像数据包含高能 X 射线矿石碎粒图像

与低能X射线矿石碎粒图像各５６１２张,训练集、验
证集、测试集的比例为７∶１．５∶１．５,具体设置见

表１.

表１　数据设置

Table１　Datasettings

数据集
所占

比例/％

矿石碎粒图像数量/张

高能 X
射线下

低能 X
射线下

训练集 高品位铜/低品位铜 ７０ １９６４/１９６４ １９６４/１９６４
验证集 高品位铜/低品位铜 １５ ４２０/４２０ ４２０/４２０
测试集 高品位铜/低品位铜 １５ ４２２/４２２ ４２２/４２２

２　试验原理与方法

２．１　试验原理

２．１．１　EfficientNetV２Ｇs模型

EfficientNetV２相对于 EfficientNet摒弃了复

合缩放尺寸规则,而是随着训练进行不断增加层

(Layers)的数量,并采取限制缩放最大图片和最小

图片的规则[１３Ｇ１４].由于使用深度卷积不能很好地

利用现代加速器(GPU),EfficientNetV２提出了融

合移动卷积模块并与移动卷积模块同时使用,融合

移动卷积模块直接使用３×３的卷积替换１×１卷积

加３×３卷积,并在颜色层扩充成４通道,加快了运

行速度.EfficientNetV２系列模型根据模型深度结合

实际性能表现,主要研究对象是EfficientNetV２Ｇs,其
具体结构如图３所示.

相比于传统卷积神经网络,融合移动卷积模

块与移动卷积模块能够将原本的图像数据进一步

卷积和直接输送到模块尾部,能够在提取局部特

征的同时兼顾图像的全局数据,这一特性与试验

所使 用 的 铜 矿 石 中 铜 部 位 较 为 发 散 的 特 点 相

适应.

图３　EfficientNetV２Ｇs网络结构

Fig．３　EfficientNetV２Ｇsnetworkstructure

２．１．２　SwinV２Ｇt模型

相较 于 WANG 提 出 的 Vision Transformer
(ViT),SwinTransformer将自注意力机制的计算

限制在一个个滑动窗口内而并非全局运算[１５],减少

了计算复杂度和显存占用.同时,将每个窗口内的特

征图沿着不同的方向循环移动,从而增加了窗口间的

信息交互,在处理铜矿石样本时能够收集不同部位的

特征信息,并加强关联性.SwinTransformer的窗口

注意力机制的数学表达式如下:

WindowAttention(Q,K,V)＝Softmax
QKT

d
＋Bæ

è
ç

ö

ø
÷V

(１)
式中:Q 为查询矩阵,表示在输入数据中搜索相关信

息的模型部分;K 为键矩阵,用于存储与输入序列

相关的信息,衡量元素当前位置与其他位置的相关

性;V 为值矩阵,包含了注意力机制找到相关键后需

要检索的实际信息内容;B 为相对位置编码矩阵,用
以引入关于窗口内元素相对位置的信息,其尺寸匹

２２２ 矿 业 研 究 与 开 发　　　　　　　　　　　　　　　　２０２５,４５(４)　



配Q 和K 点积之后的形状;d 为特征维度.针对不

同分辨率的图像(见图４),只进行单个红框(颜色标

识见电子版)内的自注意计算,再进行红框之间的自

注意力计算,相较全局自注意力运算,大幅减小了运

算复杂度.

SwinTransformerV２使用resＧpostＧnorm 取代

之前的preＧnorm 配置[１５Ｇ１６];使用缩放的余弦注意力

来替代原来的点积注意力;使用对数间隔的连续相

对位 置 偏 差 方 法 来 替 代 之 前 的 参 数 化 方 法.

SwinV２Ｇt的结构如图５所示.

图４　不同分辨率图片下的自注意力处理机制

Fig．４　SelfＧattentionprocessingmechanismfor

dealingwithimagesofdifferentresolutions

图５　SwinV２Ｇt结构

Fig．５　SwinV２Ｇtstructure

２．１．３　双模型输出融合

集成学习可以提高预测性能和泛化能力,使得

模型具有更强的稳定性和鲁棒性[１７].试验所选用

的EfficientNetV２模型与SwinV２Ｇt模型分别起源

于CNN与视觉Transformer,前者善于处理平移不

变性与局部相关性,后者能够挖掘长距离的依赖

并加以并行运算,同时两者结构与技术路线相差

较大,在 集 成 之 后 可 能 会 表 现 出 更 加 优 异 的

性能[１８].
集成方式为使用线性层将两个并行运行的模型

的全连接层的输出作为输入,线性层的输出为两个

神经元(二分类),如图６所示.

图６　模型集成示意

Fig．６　Schematicdiagramofmodelintegration

假 设 设 有 训 练 数 据 集 {(x(１),y(１)),(x(２),

y(２)),􀆺,(x(m),y(m))},其中,x(i) 为第i个样本的

３２２　黄源峰,等．基于SwinV２ＧEfficientNetV２的铜矿石品位分类方法研究[J]．矿业研究与开发,２０２５,４５(４)．



特征,y(i) 为对应的真实标签的独热编码.定义训

练时线性方程模型为:

ŷ(i)＝Softmax(w×x(i)＋b) (２)
式中:̂y(i) 是模型对i个样本的预测概率分布;w 为

权重矩阵;b为偏置向量.
定义交叉熵损失函数:

J(w,b)＝－
１
m ∑

m

i＝１j＝１
∑
c

j＝１
y(i)

j log(̂y(i)
j ) (３)

式中:J(w,b)是交叉熵损失;m,c是类别数;y(i)
j 是

样本i的真实标签的第j个元素.
最小化交叉熵损失值通过梯度下降来减小,使

w 和b趋近于最优值,梯度下降的迭代更新规则为:

w＝w－α∂J
∂w

(４)

b＝b－α∂J
∂b

(５)

式中:α 是学习率;∂J
∂w

和∂J
∂b

分别是损失函数关于w

和b的偏导数.

２．２　试验方法

在实际矿物品位识别研究中,由于矿石样本采

集困难且成本高昂,直接基于有限的样本量构建一

个深度学习模型可能会导致过拟合、泛化能力低下等

问题,尤其是在面对高维度图像数据和复杂的纹理特

征时.因此,借鉴计算机视觉领域的先进实践,采用

迁移学习的方法来有效利用已有的大规模图像数据

集———ImageNetＧ１k预训练的模型.ImageNetＧ１k是

一个包含１０００个类别、共有１２８１１６７张图像的数据

集,是 图 像 分 类 任 务 中 最 常 用 的 基 准 数 据 集 之

一[１９].通过在如此庞大的数据集上预先训练的卷

积神经网络(CNN),能够学习到丰富的底层特征表

示,包括边缘检测、形状识别、颜色分布以及其他高

级抽象概念等.这种预训练过程赋予了模型一种强

大的先验知识,即对自然界各种物体的普适视觉理

解能力.
为了适应特定的矿石分类任务,试验并非从零

开始训练一个新的模型,而是基于在ImageNetＧ１k
上预训练得到的网络架构,冻结部分或全部早期层

以保留其捕捉通用特征的能力,同时微调 (fineＧ
tune)网络的后期层以适应特定矿石图像的特点.
这样的策略允许试验在相对较少的专用矿石样本上

进行高效训练,利用预训练模型已经学习到的特征

表达能力,减少对大量标记样本的需求,进而克服因

样本不足带来的训练难题.该方法可以在有限的

试验数据集上实现较高的模型性能,并缩短训练

时间,提高最终模型在新样本上的泛化性能,对于

具有高成本采样特性的矿石品位分类研究至关重

要.表２展示了所使用的基准模型在ImageNetＧ
１k的表现.

表２　试验所用模型的相关信息

Table２　Informationaboutthemodelusedintheexperiment

模型名称 发布时间/年份 参数量/M 前五命中率/％

EfficientNetV２Ｇs ２０２２ ２１．５ ９６．８７８

EfficientNetV２Ｇm ２０２２ ５４．１ ９７．１５６

EfficientNetV２Ｇl ２０２２ １１８．５ ９７．７８８

ResNetＧ１５２ ２０１５ ６０．２ ９４．０４６

SwinV２Ｇt ２０２２ ２８．４ ９６．１３２

SwinV２Ｇs ２０２２ ４９．７ ９６．８１６

SwinV２Ｇb ２０２２ ８７．９ ９６．８６４

ViTbＧ３２ ２０２０ ８８．２ ９２．４６６

最终模型由单一模型与线性拟合网络组合而成

(见图７),模型训练基本流程为:
(１)使用双能 X 射线成像仪对铜矿石进行成

像,获取训练数据;
(２)单模型载入预训练权重使其后续训练过程

快速收敛;
(３)使用铜矿图像对单个模型分别进行训练,

使用验证集进行模型的调试,防止模型陷入过拟合

以及局部最优解的状态;
(４)将两个已调整至最佳权重的模型的全连接

层的神经元作为线性拟合模型的输入,双模型并行

运行,以动态输入的方式对线性拟合模型进行训练.
训练集、验证集、测试集与基础模型所使用的试验数

据相同;
(５)使用测试集观察单个模型以及融合模型的

分辨能力.

２．３　模型设置以及环境配置

试 验 环 境 设 置 见 表 ３,深 度 学 习 框 架 为

Pytroch２．１,Python版本为３．９,GPU加速处理器为

RTX４０９０×２.图像为单通道图像,分类任务为二

分类,模型输入设置为单通道,输出设置为２个单

元.优化器使用 Nadam,自适应调节学习率,使模

型权重可以加速收敛,迭代次数为５０次.
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图７　试验方法示意

Fig．７　Schematicdiagramsofexperimentalmethod

表３　模型设置及相关环境配置

Table３　Modelsettingsandrelated
environmentconfiguration

条件设置 参数名称 值

模型优化相关设置 优化器 NAdam
学习率 １×１０－４

损失函数 交叉熵损失函数
批次设置 批量大小 ３２􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋

轮次 ５０
运行环境设置 中央处理器 AMDEPYC９６５４􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋

图形加速器 RTX４０９０×２CUDA１１．８
深度学习框架 Pytorch２．１

３　试验结果分析

３．１　基础模型训练结果分析

在基础模型训练过程,使用验证集准确率作为性

能指标对模型进行初步筛选.基础模型分为 A、B两

组,A组为视觉Transformer类,B组为卷积神经网络

类,从两组当中分别挑选验证集准确率较高的模型组

合,以寻求更高性能的融合模型.基础模型验证集准

确率对比如图８所示,由图８可知,A组中SwinV２Ｇt
表现最优,其准确率在训练过程中均高于其他３个模

型.同理,B组中 EfficientNetV２Ｇs表现最优.两者

的验证集最高准确率都为９１．６６７％,即验证集４２０张

图片,正确分辨了３８５张.
在 A 组 中,相 较 于 SwinV２Ｇb 与 SwinV２Ｇs,

SwinV２Ｇt在结构上有着更少的SwinTransformer
Block,这也意味着针对同样的数据,更深层次的网

络不一定能够带来准确率的提升.相较于初代

VIT,SwinTransformer有着更优异的性能.在 B
组当中,相较于 ResNetＧ１５２,EfficientNetV２Ｇs加入

了类自注意力机制,性能相比更优.

图８　基础模型验证集准确率对比

Fig．８　Comparisonofaccuracyofbasicmodelvalidationset

５２２　黄源峰,等．基于SwinV２ＧEfficientNetV２的铜矿石品位分类方法研究[J]．矿业研究与开发,２０２５,４５(４)．



３．２　集成模型训练结果分析

冻结验证集准确率处于最高位时的SwinV２Ｇt
与EfficientV２Ｇs的权重,使用随机权重的线性层对

两者的全连接层的输出进行连接,形成集成模型.
使用验证集损失和验证集准确率观察集成模型的训

练程度(见图９).由图９可知,第３０轮时验证集损

失处于较低位置,其正确率最高,为９２．６１９％.相比

于单模型,较 SwinV２Ｇt与 EfficientNetV２Ｇs高出

０．９５２个百分点.　

图９　集成训练阶段指数展示

Fig．９　Integratedtrainingphaseindexdisplay

在测试阶段,试验将使用测试集对模型进行测

试,相对于验证集,测试集能够反映模型最终在实际

使用的性能表现.借助混淆矩阵对模型性能进行量

化(见图１０),得出准确率(A)、精确率(P)、召回率

(R)以及F１指标[２０](见图１１).

A＝
LN＋HP

LN＋HP＋HN＋LP
(６)

P＝
HP

HP＋LP
(７)

R＝
HP

HP＋HN
(８)

F１＝
２PR
P＋R

(９)

式中:LN 表示判定为低品位类的低品位样本数量;

HP 表示判定为高品位类的高品位样本数量;HN
表示判定为低品位类的高品位样本;LP 表示判定

为高品位类的低品位样本.其中F１指标用于评估

二分类和多标签分类问题中模型性能,为模型的整

体表现提供单一的、均衡的评分.

图１０　集成模型、SwinV２Ｇt与EfficientNetV２Ｇs模型的混淆矩阵

Fig．１０　ConfusionmatrixofEnsemblemodel,SwinV２ＧtandEfficientNetV２Ｇsmodels

图１１　集成模型、SwinV２Ｇt、EfficientNetV２Ｇs

　　 性能指标对比

Fig．１１　Comparisonofperformanceindicatorsof

Ensemblemodel,SwinV２ＧtandEfficientNetV２Ｇs

根据图１１所展示的数据,集成模型的表现显示

出更为均衡且优越的性能,准确率达到９２．８９１％,精
确率达到９３．０９５％,召回率达到９２．６５４％.相较于

单独的 Swinv２Ｇt和 EfficientNetv２Ｇs模型,整合后

模型的准确率提升了１．３个百分点,并且在精确率

方面分别提升了１．９个百分点和２．１８６个百分点.
相对于SwinV２Ｇt模型,其他模型各指标也有相应

提高.此外,集成模型在召回率方面的提升也较为

显著,相较于 SwinV２Ｇt和 EfficientNetV２Ｇs模型,
集成模型的召回率分别增长了０．４７４个百分点和

０．２３７个百分点.与此同时,F１指标这一综合性评

价 指 标 亦 有 所 进 步,相 较 于 SwinV２Ｇt 和

EfficientNetV２Ｇs模型,集成模型的F１指标分别提

高了１．２３７个百分点和１．２１７个百分点.
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结合模型性能表现以及应用环境,经过集成优

化的模型展现出更强的识别效能.模型对于高品位

矿石图像甄别性强,能够有效避免有价值的矿石被

误弃,从而减少资源浪费.同时,对于筛选剔除废矿

石、尾矿石的能力也得到了提升,从而帮助减少出现

废矿、尾矿过加工的现象.理论层次上能够提升工

业选矿效率.海外圣拉斐尔锡矿项目[２１]引进同类

型基于X射线透射的矿石分选系统,用于从边缘开

发废弃物堆中排除废石,将大约０．６％品位的锡矿石

浓缩至２．８％品位,提高了进入加工冶炼程序的铜含

量,从而增强工序的有效性,使该企业全年总产量提

升了３６％.

４　结论

在应用深度学习网络模型对矿石品位进行分选

的过程中,传统的卷积神经网络往往难以妥善解决

局部特征关联性和长距离依赖结构之间的平衡问

题,为应对铜矿石图像特征分散、复杂的特点,提出

了一种基于SwinTransformerＧEfficientNet集成模

型的铜矿石品位分类方法.该方法结合了卷积神经

网络(如EfficientNet)的局部特征提取优势与视觉

Transformer(如SwinTransformer)捕获长距离依

赖关系的能力,有效增强了模型在复杂纹理和全局

理解上的性能.试验表明,集成模型在铜矿石双能

X射线图像分类任务上表现出显著的优势.对比单

一的SwinV２Ｇt和EfficientNetV２Ｇs模型,集成模型

在各项评价指标上均有不同程度的提升.具体表现

为:准确率提升了 １．３ 个百分点,精确率分别比

SwinV２Ｇt和EfficientNetV２Ｇs模型提高了１．９个百

分点和２．１８６个百分点,召回率分别提高了０．４７４个

百分点和０．２３７个百分点,而F１指标也分别提高了

１．２３７个百分点和１．２１７个百分点.

总之,基于 SwinTransformerＧEfficientNet的

集成模型的铜矿石品位分类方法充分利用了两种模

型架构的优点,实现了对铜矿石双能 X射线图像的

高效分类,在数据规模方面降低了对大量标注数据

的依赖,有效提高了品位分类的准确性和稳定性.
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