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摘要:注浆材料强度预测对提升注浆材料设计可靠性具有重要意义.针对传统经验模型难以准确捕捉材料成分与强度之间

的关系,以及小样本导致的模型泛化能力不足的问题,提出了一种融合物理机理与数据增强的机器学习预测框架,并对随机

森林回归(RandomForestRegression,RFR)、人工神经网络(ArtificialNeuralNetwork,ANN)、支持向量机回归(Support

VectorRegression,SVR)和线性回归(LinearRegression,LR)４种机器学习方法的材料性能预测结果进行对比分析.结果表

明:RFR模型的预测性能最优,其决定系数R２ 提升至０．９３４,较LR、SVR、ANN模型分别提高了２１．８％、１０．４％、１．６％,均方误

差 MAE 降至２．５９,较LR、SVR、ANN模型分别降低了１４．５％、１３．４％、９．１％;特征重要性分析中,石墨比例对抗压强度贡献度

达３７．６％;物理约束的数据增强技术可显著提升小样本建模的鲁棒性,RFR和 ANN 模型的 MAE 较未纳入数据增强时分别

提升３９．８％和１８．３％;RFR模型在各水固比条件下的预测误差均稳定低于１０％.研究结果可为矿山注浆加固材料配比提供

参考.
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Abstract:Thestrengthpredictionofgroutingmaterialsisofgreatsignificancetoimprovethereliabilityofmaterialdesignfor

grouting．Aimingattheproblemsthatthetraditionalempiricalmodelsaredifficulttoaccuratelycapturetherelationship
betweenmaterialcompositionandstrength,andtheinsufficientgeneralizationabilityofmodelscausedbysmallsamples,a

machinelearningpredictionframeworkcombiningphysicalmechanism anddataenhancementwasproposed．The material

performancepredictionresultsoffour machinelearning methods,Random ForestRegression (RFR),ArtificialNeural

Network(ANN),SupportVectorRegression(SVR)andLinearRegression(LR),werecomparedandanalyzed．Theresults

showthattheRFR modelhasthebestpredictiveperformance,anditsdeterminationcoefficient(R２)isincreasedto０．９３４,

whichis２１．８％,１０．４％and１．６％ higherthanthatofLR,SVRandANNmodels,respectively．ThemeansquareerrorMAE

isreducedto２．５９,whichis１４．５％,１３．４％ and９．１％lowerthanthatofLR,SVRandANN models,respectively．Inthe

analysisoffeatureimportance,thecontributionofgraphiteratiotocompressivestrengthis３７．６％．Thedataenhancement

techniquebasedonphysicalconstraintscansignificantlyimprovetherobustnessofsmallsamplemodeling．TheMAEofRFR

ISSN１００５ ２７６３
CN４３ １２１５/TD　　　　　　　　　　　　　

矿业研究与开发 第４６卷 第４期
MINING　R & D,Vol．４６,No．４　　　　　　　　　　　　２０２６年４月

Apr．２０２６

∗ 收稿日期:２０２５Ｇ０４Ｇ２９
基金项目:龙岩市重点研发计划项目(２０２３LYF９００３);四川自然科学基金项目(２０２５ZNSFSC０３１２)
作者简介:翟东豪(２００２—),男,河南洛阳人,硕士研究生,主要研究方向为人工智能与地学大数据.EＧmail:１１０２４２８５５６＠qq．com
通信作者:王向鹏(１９８７—),男,陕西蓝田人,博士,副教授,主要研究方向为资源与灾害地球物理学.EＧmail:xiangpengwang＠cdut．edu．cn



andANN modelsincreasesby３９．８％ and１８．３％ respectivelycomparedtothosewithoutdataenhancement．Theprediction

erroroftheRFRmodelremainsstablebelow１０％ undervariouswaterＧsolidratioconditions．Theresearchresultscanprovide

referencefortheproportionofgroutingreinforcementmaterialsinmines．

Keywords:Groutingmaterial,Strengthprediction,Machinelearningpredictionframework,Dataenhancement

０　引言

注浆材料是由胶凝材料、导电相及添加剂等组成

的多相复合材料.在矿业工程领域,注浆材料被广泛

应用于采空区充填治理、巷道围岩加固和破碎带封堵

等,其核心功能是通过浆液渗透 凝固过程填充岩土

体裂隙,形成兼具力学承载与导电特性的硬化体,其
力学性能(尤其是抗压强度)将直接影响矿山工程结

构安全性与耐久性[１].注浆材料可以作为一个电化

学体系,其电学特性与内部孔隙结构、水化产物分布

等关键参数存在显著关联性[２],在实际工程领域中,
通常会在其中增添石墨等掺合料来增强其电学特征,
使其具有更强的流变性能.然而,此类材料在服役过

程中往往表现出显著的预测复杂性:一方面是由于注

浆材料配比复杂、养护环境参数(温度、湿度、围压)及
界面结合效应等多种非线性因素共同作用;另一方面

是受限于试验的成本与周期,水泥的抗压强度测量一

般将试件养护至２８d,具有较大的滞后性[３].
传统强度预测方法多依赖经验公式或简化物理

模型,如回弹法[４]、钻芯法[５]、离散单元法[６],这些预

测方法不仅存在滞后性,且难以表征材料组分之间

的 相 互 作 用. 近 年 来,机 器 学 习 (Machine
Learning,ML)因能学习数据间的映射关系及具有

事件 预 测 能 力,而 被 引 入 注 浆 材 料 性 能 预 测 领

域[７Ｇ８].随机森林回归(RandomForestRegression,

RFR)基于集成学习策略,其特征子集随机抽样与

多树投票机制可有效捕捉多组分材料的交互效应,
同 时 提 供 特 征 重 要 性 分 析 以 辅 助 材 料 配 比 优

化[９Ｇ１１].人工神经网络(ArtificialNeuralNetwork,

ANN)通过仿生技术自动分析数据中的复杂关系,
基于注浆材料抗压强度的影响因素构建多维特征,

ANN则通过这些参数建立材料组分、电学性能与

力学性能的非线性映射关系[１２].支持向量机回归

(SupportVectorRegression,SVR)基于统计学习

理论,通过核函数映射将低维非线性问题转化为高

维空间线性回归问题,利用特征向量在超平面上的

投影与目标值差距最小原则,在高维空间中选取最

优超平面,为多因素交互作用提供定量解析框架[９].

线性回归(LinearRegression,LR)通过构建工艺参

数与强度之间的显示数学关系,不仅能够快速量化

单一变量的独立贡献,还可通过逐步回归筛选关键影

响因素,适用于工程初期的多变量交互效应的敏感性

分析[１３].然而在实际工程中,高成本与长周期性导

致数据集规模有限,传统的机器学习方法易因数据稀

疏陷入过拟合,对此,数据增强技术成为关键解决路

径.在材料科学中,线性插值法因符合组分连续调控

的物理规律,被应用于生成可信的虚拟数据[１４].
针对以上问题,本文提出了一种融合物理机理

与数据增强的注浆材料强度预测框架.
(１)构建多源特征空间.数据集涵盖材料类型

(铝酸盐水泥、复合水泥等６类)、物质配比特征(水
泥/石墨/水质量比)、电学特性(电阻率、极化率),通
过水泥石墨比、总质量占比等衍生特征增加特征交

互效应.
(２)设计线性插值的特征空间数据增强方法:

通过扰动控制将数据扩展至原始样本的２倍,改善

数据分布的稀疏性.
(３)建立多模型对比体系.采用随机森林回归

(RFR)、人工神经网络(ANN)、支持向量机回归

(SVR)和线性回归(LR)进行预测建模,RFR 的特

征重要性分析为材料配比关系提供可解释的依据.

１　数据来源与预处理

１．１　数据来源

本次研究共浇筑６０组试件,包括６种水泥,分
别为铝酸盐水泥、复合水泥、粉煤灰水泥、火山灰水

泥、矿渣水泥、普通硅酸盐水泥,水泥与石墨的质量

比分别为１∶０、２０∶１、１０∶１、５∶１、３∶１.电阻率、
极化率采用 SCIP样品岩芯IP 测试仪进行测试.
测量信号为电流I或初级电压Vp,直接计算电阻率

和极 化.偏 振 测 量 分 辨 率 为 １ μV/V,精 度 为

０．３８％.采用微机控制电液伺服压力试验机(DYEＧ
２０００D)对阴干２８d的试样进行强度测试.

１．２　数据预处理

１．２．１　特征工程

在模型训练过程中,合理的数据预处理对提升
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预测性能至关重要.原始数据集包括６类水泥(铝
酸盐水泥、复合水泥、粉煤灰水泥、火山灰水泥、矿渣

水泥和普通硅酸盐水泥)、配比特征(水泥、石墨、水
的质量比)、电学特性(电阻率、极化率),通过计算水

泥石墨比、总质量占比等衍生特征,增强变量间的交

互作用.由于水泥质量、石墨质量等已被比例特征

所代替,在数据处理中予以删除.
特征工程处理后的数据集包含材料类别(水泥

材料)、配比参数(水泥质量 m水泥 、石墨质量 m石墨 、
水质量m水 )及电学特性(电阻率ρ、极化率η).构

造的交互特征包括水泥比例φ水泥 、石墨比例φ石墨 、
水比例φ水 、水泥石墨比R水泥/石墨 ,单一组分质量比

例特征见公式(１),其中φ水泥 ＋φ石墨 ＋φ水 ＝１,满足

质量守恒约束;多组分交互特征即水泥石墨比计算

见公式(２).

φ水泥 ＝
m水泥

m水泥 ＋m石墨 ＋m水

φ石墨 ＝
m石墨

m水泥 ＋m石墨 ＋m水

φ水 ＝
m水

m水泥 ＋m石墨 ＋m水

ì

î

í

ï
ï
ï
ï

ï
ï
ïï

(１)

R水泥/石墨 ＝φ水泥

φ石墨
(２)

１．２．２　编码与标准化处理

数据的数值特征和类别特征的预处理需采用不

同方式.对于类别变量即水泥类型,采用独热编码

方式,使其转换为可用于建模的数值特征.对于连

续变量,如比例特征、电阻率、极化率,则采用标准分

数法(ZＧscore标准化)进行归一化处理,保证不同特

征的量纲一致,避免特征值范围过大或过小影响模型

训练.类别变量通过独热编码函数(OneHotEncoder)
映射为６维稀疏向量 M,见公式(３).比例特征、电
阻率和极化率通过公式(４)进行标准化处理.

M＝OneHotEncoder(m) (３)

􀭺x＝
x－μtrain

σtrain
(４)

式中:m 为输入的类别特征变量,即水泥类型,包括

６种不同的类别;M ∈{０,１}n×６;μtrain为训练集中特

征的均值;σtrain为训练集中特征的标准差;x 为原始

特征值;􀭺x 为标准化处理后的特征值,服从均值为

０、标准差为１的正态分布.

１．２．３　物理约束下的数据增强

在样本量较小的情况下,数据增强是一种有效

的优化策略.本文采用线性插值法扩展原始数据,
即在同一材料类别内,随机选择两组样本进行线性

组合,以一定权重生成新样本,从而改善数据的分布

情况.增强倍数设定为１,即生成的新数据量与原

始数据量(６０组)相同,使得数据规模扩大一倍(１２０
组).将这１２０组数据采用随机分层抽样方法,将特

征工程处理后的原始数据集划分为训练集(８０％,９６
组)和测试集(２０％,２４组),并确保各类材料的比例

在两个子集中保持一致.为了保证增强数据的合理

性,生成的新样本仍需满足物理约束,特别是比例特

征需保持总和为１.
基于材料配比的物理合理性,定义有效样本特

征向量X,见公式(５).其中,φ水泥 ,φ石墨 ,φ水 均满足

[１－δ,１＋δ],δ＝０．０２为工程允许的配比误差阈

值.若样本组分比例之和不属于[０．９８,１．０２]或任

一比例 超 出 (０,１)范 围,则 判 定 为 异 常 数 据 并

剔除.

X＝(M,φ水泥 ,φ石墨 ,φ水 ,R水泥/石墨 ,ρ,η) (５)
从同种类材料类别中随机选取两组样本X１ 和

X２,按随机权重系数α ~U(０．２,０．８)进行线性插

值,生成新的特征Xnew,见公式(６).

Xnew ＝αX１＋(１－α)X２ (６)
同时引入物理约束,若插值后的组分比例(φi,

i∈ (水泥,石墨,水))之和不等于１,则进行归一化

处理,见公式(７).

φi ← φi

∑φi

(７)

２　模型搭建

本章采用４种方法(RFR,ANN,SVR,LR)构
建注浆材料强度预测模型,涵盖集成学习、神经网络

与经典回归算法,并介绍各模型核心架构和训练策

略,以全面评估不同算法的性能差异和数据适用性.

２．１　RFR
RFR属于集成学习中的装袋法(Bagging)模

型,其核心思想是利用多个弱学习器构成强学习器,
从而提升回归性能.自助法(Bootstrap)是一种非

参数统计方法,其核心思想是通过有放回的重采样

生成大量新样本,从而模拟统计量的抽样分布.模

型引入双重随机性策略,对样本进行 Bootstrap采

样,并对输入特征进行随机子集选择,剩余样本则用

于计算泛化误差.
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本研究中搭建的 RFR模型集成了２００棵决策

树,每棵树在限制最大深度为５的条件下独立训练.

RFR架构如图１所示.

图１　RFR架构

Fig．１　ArchitectureofRFR

每棵树以如下递归方式构建:

ŷRFR ＝
１
t∑

t

τ＝１
fτ(X) (８)

式中:t表示决策树数量,设定值为２００;fτ(X)表示

第τ棵树对输入样本X 的预测结果;̂yRFR 为RFR模

型对输入样本的最终预测输出值.

RFR主要超参数设置见表１.

表１　RFR主要超参数

Table１　MainhyperparametersofRFR

决策树数量 树深度 种子

２００ ５ 随机种子

２．２　ANN
ANN具有良好的非线性拟合能力,适用于高

维、复杂特征的结构映射建模.本研究构建了一种

三层全连接(Dense)结构,结合 ReLU 激活函数、丢
弃(Dropout)机制及 Adam 优化器,以增强 ANN的

非线性表达能力并提高训练稳定性.

ANN架构如图２所示,包含输入层、两层隐藏

层与一层输出层.

图２　ANN架构

Fig．２　ArchitectureofANN

各层具体配置如下:
(１)输入层,输入特征维度为１２;
(２)隐藏层１,６４个神经元,ReLU 激活函数,

Dropout＝０．２;
(３)隐藏层２,３２个神经元,ReLU 激活函数,

Dropout＝０．２;
(４)输出层,１ 个神经元,线性激活,输出预

测值.
训练过程采用 MSE作为损失函数,ANN 主要

超参数配置见表２.

表２　ANN主要超参数

Table２　MainhyperparametersofANN

优化器 损失函数 早停策略 训练轮数 学习率 批量大小 随机失活比率

自适应矩估计优化器(Adam) 均方误差(MSE) 耐心值(Patience)＝５０ ５００ ０．００１ １６ ０．２

２．３　SVR
SVR源于支持向量机,通过最大间隔优化的方

式在高维特征空间中寻找最佳回归超平面,其非线

性回归形式主要依赖核函数映射.在本研究中采用

径 向 基 函 数 (RadialBasis Function,RBF)核

函数[１５]:

K(X１,X２)＝exp(－γ‖X１－X２‖２) (９)

式中,γ 为核函数参数.

通过网格搜索在验证集上优化超参数组合,得
到SVR超参数搜索结果,见表３.

表３　SVR超参数搜索结果

Table３　SearchresultsofSVRhyperparameters
参数 搜索范围 最优值

正则化参数 [０．１,１,１０,１００] １０
核函数参数 [‘scale’,０．０１,０．１,１] ‘scale’

容差 [０．０５,０．１,０．２] ０．１

２．４　LR
LR是最基础的监督学习方法之一.本研究采

用标准的最小二乘线性回归,模型训练过程通过最

小化均方误差实现.线性回归主要作为基线模型,
用于与更复杂的非线性模型(RFR、ANN、SVR)进
行性能对比.
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该方法通过构建输入特征与输出变量之间的线

性映射关系,拟合目标变量:

ŷLR＝ωTX＋b (１０)
式中:ωT 为权重向量的转置;b 为偏置;̂yLR为 LR
模型对输入样本的最终预测输出值.

３　试验与结果分析

３．１　多模型对比分析

试验首先对数据集进行增强处理,分别训练４
种模型,并以均方误差(MAE)、决定系数(R２)、参
数量和训练时间作为评价指标.试验结果见表４,
各模型预测结果的可视化如图３至图６所示.

表４　模型对比分析结果

Table４　Comparisonanalysisresultsofmodels
模型 MAE R２ 参数量 训练时间/s
RFR ２．５９ ０．９３４ １２６８１２ ０．２２
ANN ２．８５ ０．９１９ ２９４５ ２６．４９
SVR ２．９９ ０．８４６ １１０４ ０．０７
LR ３．０３ ０．７６７ １３ ０．０１

图３　RFR结果可视化

Fig．３　VisualizationofRFRresults

图４　LR结果可视化

Fig．４　VisualizationofLRresults

图５　ANN结果可视化

Fig．５　VisualizationofANNresults

由表４、图３至图６可知,RFR模型表现最优,
其在融合物理先验与数据增强机制后,准确率显著

提升,测试集R２ 高达０．９３４,MAE 降至２．５９,训练

时间(０．２２s)也位居前列,充分展现出了其在小样

本场景下的高效性与稳定性.相比之下,ANN 也

表现出良好的预测能力,R２ 达０．９１９,表明其具备对

非线性特征建模的潜力.但受限于迭代机制,ANN
模型训练时间为２６．４９s,存在一定的计算开销,限
制了其在实时监测场景中的应用.SVR 和 LR 模

型的性能表现一般,SVR主要受限于参数选择敏感

及交互建模能力,LR则受限于单一性线性映射,导
致两种模型的准确度下降.
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图６　SVR结果可视化

Fig．６　VisualizationofSVRresults

３．２　RFR特征重要性分析

RFR特征重要性分析是通过基尼指数反映各

特征对预测误差的贡献度,特征重要性数值越高,表
明该特征对材料强度的调控作用越显著.特征重要

性分析结果如图７所示.由图７可知,石墨比例(特
征重要性贡献３７．６％)与水泥比例(特征重要性贡献

２３．５％)为主要决定因子,在调控材料强度中占据主

导作用.铝酸盐水泥(特征重要性贡献９．３％)的特

征重要性高于其他水泥类型,符合其作为特种水泥

的特点.上述量化分析结果可为工程实践中配比材

料的优选提供参考依据.

图７　输入特征的RFR特征重要性分析结果

Fig．７　AnalysisresultsofRFRfeature

importanceforinputfeatures

综上可知,RFR 特征影响力排序依次为:石

墨＞水泥＞极化率＞电阻率＞水.
水泥类型影响力排序依次为:铝酸盐水泥＞火

山灰水泥＞粉煤灰水泥＞复合水泥＞普通硅酸盐水

泥＞矿渣水泥.

３．３　数据增强对比试验

数据增强对比试验结果见表５.由表５可知,数
据增强显著提升了 RFR与 ANN两种模型的性能,

RFR的MAE 由４．３０降低至２．５９(下降３９．８％),R２

从０．７４１升至０．９３４,模型对强度变化的拟合能力显

著增强.ANN模型同样表现出稳定增益,MAE 下

降１８．３％,R２ 由０．８１８提升至０．９２０.SVR 和 LR
模型数据增强后的性能虽有所提升,但拟合能力有

限,未纳入数据增强对比试验.综上可知,数据增强

不仅能扩充样本空间,还可以提升模型的泛化能力与

鲁棒性,特别是对RFR与ANN模型有显著作用.

表５　数据增强对比试验结果

Table５　Comparativetestresultsofdataaugmentation

模型 数据增强 MAE R２

RFR 是 ２．５９ ０．９３４
RFR 否 ４．３０ ０．７４１
ANN 是 ２．８５ ０．９２０
ANN 否 ３．４９ ０．８１８

３．４　模型稳定性评估

为评估模型在小样本多类别材料数据中的鲁棒

性,本研究采用分层K 折交叉验证(K＝５)对１２０组

水泥性能数据进行验证,结果见表６.通过分层抽样

确保训练集(９６组样本)与验证集(２４组样本)的类别

分布均衡,对比 RFR、ANN、SVR和LR模型的预测

性能.由表６可知,RFR模型在稳定性与精度上均显

著优于其他模型,其 MAE 均值最低,为２．７３,MAE
标准差仅为０．３１,较SVR模型降低６５．２％,同时R２

均值达到了０．９１２,R２ 标准差为０．０２１,验证了RFR模

型的Bagging集成机制对数据波动的强适应能力.
交叉验证结果显示,模型在未知数据上的误差增幅控

制在５．４％~８．７％之间,表明该方法通过多轮数据划

分有效规避了单次验证的随机偏差,为工程材料小样

本建模提供了可靠性验证方案.

表６　交叉验证性能对比结果

Table６　ResultsofcrossＧvalidateperformancecomparisons

模型 MAE 均值 MAE 标准差 R２ 均值 R２ 标准差

RFR ２．７３ ０．３１ ０．９１２ ０．０２１
ANN ３．０２ ０．４５ ０．８７４ ０．０３５
SVR ３．２５ ０．８９ ０．８０３ ０．０６８
LR ３．４１ ０．５２ ０．７２１ ０．０４２

５７１　翟东豪,等．小样本注浆材料强度预测模型对比研究[J]．矿业研究与开发,２０２６,４６(４)．



３．５　模型泛化性评估

为系统评估模型的泛化性能,本研究结合文献

[１６]中粉煤灰掺量对浆液性能的影响数据,筛选原

始数据后对RFR模型进行参数微调(决策树数量＝
１００,最大深度＝３).通过 RFR模型预测不同水固

比(１∶１、１∶１．１、１∶１．２、１∶１．３)及水泥 粉煤灰配

比(１∶９、３∶７、５∶５)的１２组样本的２８d强度,结
果见表７.由表７可知,RFR模型对粉煤灰掺量样

本展现出较好的泛化能力,各水固比条件下预测误

差均稳定低于１０％,验证了 RFR 模型对材料主成

分特征的有效捕捉;但在极端配比条件下,模型预测

结果出现显著偏差.研究结果表明,RFR模型在常

规工程配比范围内具有较好的预测效果,但在极端

低掺量条件下的预测存在一定瓶颈,后续需通过引

入物理先验知识或改进特征工程等方式进一步提升

模型的鲁棒性.

表７　粉煤灰水泥２８d强度预测结果

Table７　Predictionresultsof２８dstrengthofflyashcement

水固比 水泥∶粉煤灰
真实值/
MPa

预测值/
MPa

绝对误差/
MPa

１∶１
１∶９ ０．１９８ ０．５２ ０．３２２
３∶７ １．４５０ １．７８ ０．３３０
５∶５ ３．９４０ ４．３２ ０．３８０

１∶１．１
１∶９ ０．１９９ ０．２８ ０．０８１
３∶７ １．８００ １．２３ ０．５７０
５∶５ ４．２００ ４．８５ ０．６５０

􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋

１∶１．２
１∶９ ０．３００ ０．８１ ０．５１０
３∶７ ２．２００ ２．８５ ０．６５０
５∶５ ４．５００ ４．１２ ０．３８０

􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋

１∶１．３
１∶９ ０．３４０ ０．４５ ０．１１０
３∶７ ２．７６０ ３．６７ ０．９１０
５∶５ ４．７００ ４．４５ ０．２５０

􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋

４　结论

本文针对注浆材料强度预测中的小样本建模难

题,提出了融合物理机理与数据增强的机器学习框

架,对随机森林回归(Random ForestRegression,

RFR)、人工神经网络(ArtificialNeuralNetwork,

ANN)、支持向量机回归(SupportVectorRegression,

SVR)和线性回归(LinearRegression,LR)４种机

器学习方法的材料性能预测结果进行对比分析,得
到如下主要结论.

(１)在融合物理先验与数据增强机制后,RFR
模型的预测结果最优,其 R２ 高达 ０．９３４,较 LR、

SVR、ANN模型分别提高了２１．８％、１０．４％、１．６％;

MAE 降至２．５９,较 LR、SVR、ANN 模型分别降低

了１４．５％、１３．４％、９．１％,训练时间为０．２２s,验证了

RFR模型在小样本场景下的高效性和稳定性.
(２)材料配比特征对强度预测具有主导性影

响.特征重要性分析中,石墨比例(特征重要性贡献

为３７．６％)、水泥比例(特征重要性贡献为２３．５％)占
主导作用,揭示了胶凝体系中固相占比对材料强度

的关键调控作用,这一结果与材料力学中的孔隙率

理论相吻合,增强了模型的可解释性.
(３)物理引导的数据增强方法可有效提升小样

本建模性能,RFR和 ANN 模型的 MAE 较未纳入

数据增强时分别提升３９．８％和１８．３％;RFR模型在

稳定性与精度上均显著优于其他模型,MAE 均值

最低(为２．７３),MAE 标准差仅为０．３１(较SVR模

型降低６５．２％),同时R２ 均值达到０．９１２,同时R２

标准差为０．０２１,验证了 RFR模型的Bagging集成

机制对数据波动的强适应能力;RFR模型在各水固

比条件下的预测误差均稳定低于１０％.
(４)本研究通过物理约束的数据增强提升了注

浆材料强度预测的小样本建模能力,可为矿山注浆

加固材料配比提供参考.未来研究需深度融合多尺

度材料表征数据,结合微观数据与跨领域物理约束,
构建动态配比优化框架的轻量化模型,并通过迁移

学习共享不同材料体系的特征规律,以平衡模型预

测精度及工程部署可行性的多重需求,为复杂岩层

条件下的安全高效开采提供数字化解决方法.
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