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摘要:为实现巷道变形的精准预测,提出一种基于阿尔法进化算法(AE)优化的时间卷积网络(TCN)和 Transformer并行预测

模型.该模型通过并行架构融合 TCN与 Transformer模型,TCN利用膨胀因果卷积挖掘局部时序特征,Transformer通过多

头自注意力机制提升长时序模式的捕捉效率,最后通过时序注意力引导的多模型动态特征融合机制输出结果.同时,引入

AE算法优化超参数,凭借自适应进化路径与双步长机制,增强模型在复杂时序数据中的鲁棒性.以云南某铁矿三个不同中

段监测点的巷道位移监测数据为研究对象进行试验验证,结果表明:AEＧTCNＧTransformer模型在预测步长为６~４８步时,其

均方根误差控制在０．０１３２mm 以下,对称平均绝对百分比误差低于０．０９％,决定系数高于０．９７,显著优于TCN、Transformer、

LSTM 等单一模型,充分验证了 AEＧTCNＧTransformer模型在巷道变形预测中的精确性与可靠性,为巷道变形精准预测提供

了新路径.
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Abstract:Toachieveaccuratepredictionofroadwaydeformation,aparallelprediction modelthatcombinesa Temporal
ConvolutionalNetwork(TCN)andaTransformer,optimizedusingtheAlphaevolution(AE)algorithm wasproposed．This
modelintegrated TCN and Transformerarchitecturesthrough a parallelframework．The TCN utilized dilated causal
convolutionstoextractlocaltemporalfeatures,whiletheTransformeremployedamultiＧheadselfＧattention mechanismto
enhancethecaptureoflongＧtermtemporalpatterns．Finally,themodeloutputresultsthroughadynamicmultiＧmodelfeature
fusionmechanism guidedbytemporalattention．Atthesametime,theAEalgorithm wasintroducedtooptimizehyper

parameters,leveragingadaptiveevolutionarypathsandatwoＧstepmechanismtoenhancethemodel􀆳srobustnessashandling
complextimeＧseriesdata．Experimentalvalidation wasconductedusingroadwaydisplacementmonitoringdatafromthree
differentmonitoringpointsinthemiddlelevelsofanironoreinYunnan．Theresultsshowthatwhenthepredictionstepsize
rangesfrom６to４８,theAEＧTCNＧTransformermodelmaintainsarootmeansquareerror(RMSE)below０．０１３２mm,a
symmetricmeanabsolutepercentageerror(SMAPE)below０．０９％,andacoefficientofdetermination(R２)above０．９７．These

performancemetricssignificantlyoutperformthoseofsinglemodelssuchasTCN,Transformer,LSTM,andothersingleＧ
modelapproaches．ThisfullyvalidatestheaccuracyandreliabilityoftheAEＧTCNＧTransformermodelinroadwaydeformation

predictionandprovidesanewapproachforprecisepredictionofroadwaydeformation．
Keywords:Predictionofroadwaydeformation,AEＧTCNＧTransformerparallelmodel,Temporalconvolutionalnetwork,Alpha
evolutionalgorithm,MultiＧscalefeaturefusion
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０　引言

巷道作为矿山运输和生产安全的核心通道,其
稳定性受到复杂力学环境的影响.在开采过程中,
巷道围岩不仅要承受原岩应力场作用,还需承受周

期性爆破振动、持续开采扰动等外部荷载影响[１Ｇ２].
同时,受岩体内部节理裂隙发育、岩体力学参数各向

异性的影响,巷道围岩破裂、变形等失稳风险显著加

剧[３].巷道变形失稳不仅会造成设备损毁、生产中

断等经济损失,更直接威胁着井下人员安全.因此,
开展巷道变形的实时监测与准确预测,对矿山安全

生产至关重要[４].
传统的巷道稳定性预测方法主要建立在连续介

质力学框架下,通过 FLAC３D等数值模拟软件,基
于弹塑性本构模型求解应力平衡微分方程[５].这类

方法通过 MohrＧCoulomb强度准则等屈服条件,可
推导理想工况下的围岩变形规律,但在实际工程应

用中精度不足.张小军等[６]通过数值模拟方法预测

巷道位移,顶板位移预测效果较好,但两帮位移预测

值与现场监测结果存在约３０％的误差.误差成因

可归纳为以下两方面:一方面,岩体参数具有非均匀

分布特性,其力学特性受到多种因素共同影响,同时

受限于现场取样偏差,获取的本构模型参数难以还

原复杂地质条件;另一方面,模型将动态荷载、非线

性流变等复杂过程进行了简化[７],且基于连续介质

力学框架难以精确反映实际工程中的非连续性变

形,最终导致预测结果和实际变形存在较大误差.
部分 学 者 尝 试 通 过 弹 性 地 基 梁 理 论[８]、

Verhulst生物生长模型[９]、灰色预测模型[１０]及贝叶

斯更新算法[１１]等数学建模方法求解巷道变形问题,
并取得了阶段性进展.但部分模型仍存在预测精度

不足的问题,如弹性地基梁理论预测误差达８％~
２６％[８];Verhulst模型平均误差达１０％[９].此外,
数学模型在工程应用中仍存在以下局限性:其理论

假设大多沿用了传统预测方法中的理想化条件,与
实际巷道围岩存在差异;部分模型求解涉及高阶微

分方程或复杂迭代算法,对计算资源要求高,难以满

足现场实时预测要求.
近年来,随着计算机和人工智能技术的突破,深

度学习模型研究在时间序列预测领域取得了显著进

展,众多学者开始尝试通过随机森林算法[１２]、模糊

逻辑神经网络[１３Ｇ１４]、BP神经网络[１５]、长短期记忆网

络[１６]及卷积神经网络[１７]等方法,构建巷道变形的

非线性映射关系.但仍存在以下局限:其一,现有研

究多采用单一网络结构进行预测,难以协同捕捉时

序数据中局部突变特征与长期演化趋势之间的多尺

度耦合规律,限制了模型对复杂工况的表征能力,例
如随机森林算法预测结果相对误差达１１．１８％[１２],
神经网络预测结果最大偏差达４．３cm[１７];其二,传
统优化算法虽广泛应用于模型参数调优,但其群体

易过早聚集于参数空间局部区域,导致模型陷入局

部最优陷阱,最终限制了深度神经网络的特征挖掘

能力.
针对上述问题,本研究提出了一种基于阿尔法

进化算 法 (AE)优 化 的 时 间 卷 积 网 络 (TCN)和

Transformer并 行 预 测 模 型.该 模 型 将 TCN 和

Transformer模型并行设计,通过独立分支提取时

序数据的多尺度特征.TCN 分支利用膨胀因果卷

积聚焦围岩变形的局部时序规律,Transformer分

支借助多头自注意力机制解析围岩变形的长期演化

趋势,两分支通过时序注意力引导的多模型动态特

征融合机制输出预测结果.同时引入 AE算法,通
过自适应进化路径和双步长策略,实现模型超参数

的高效搜索,提升模型在复杂环境下的预测精度.

１　理论基础

１．１　时间卷积网络(TCN)
时间卷积网络是一种专为时序数据建模设计的

深度卷积神经网络架构,通过因果约束、膨胀卷积和

残差 学 习,高 效 捕 捉 时 间 序 列 数 据 中 的 时 序 关

系[１８].其核心结构主要由膨胀因果卷积、残差连接

组成.
１．１．１　膨胀因果卷积

膨胀因果卷积是时间卷积网络中的核心组件,
其通过左填充的方式,确保模型输出仅依赖历史数

据,避免未来信息泄露;同时通过指数级的膨胀因子

扩展感受野,在不增加参数量的前提下捕捉更多序

列关系,膨胀因果卷积的公式如式(１)所示.

yt＝∑
k－１

i＝０
wixt－di (１)

式中:yt 为时间步t的输出;wi 为卷积核的第i个权

重参数;xt－di 为输入序列中时间步t－di的值;d为

膨胀率,用来控制卷积核的间隔采样;k 为卷积核大

小,决定覆盖时间步数量.
１．１．２　 残差连接

在时间卷积网络中,残差连接能够解决深层网

络训练难题.其通过跳跃连接将浅层信息直接传递

到深层,有效缓解了梯度消失的问题,并加快了收敛
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速度.残差连接的表达式如式(２)所示.
Output＝Activation(F(x)＋Conv１×１(x))(２)

式中:Output为残差连接模块的最终输出特征;
Activation(􀅰)为激活函数;F(x)为经过卷积层和

激活函数后的特征;Conv１×１ 为１ １́卷积调整通道

数,使残差与主路径维度相匹配.
１．２　Transformer

Transformer模型是一种基于自注意力机制的

深度学习架构,其打破了传统循环神经网络的逐步

序列处理限制,通过并行化计算和全局依赖建模能

力,显 著 提 升 了 长 时 序 模 式 的 捕 捉 效 率[１９].
Transformer模型的核心结构由嵌入层、位置编码、
编码器堆叠层组成,嵌入层与位置编码将输入序列

映射至隐藏空间并与位置信息融合,编码器堆叠层

由多头自注意力机制和前馈网络构成,每层中均包

含残差连接和层归一化.
１．２．１　多头自注意力机制

多头自注意力机制是 Transformer模型的核心

组件,通过并行多组注意力头捕捉序列中的多样化

关系,从而增强模型的表达能力,具体流程如下.
(１)输入序列的每个位置通过三组线性变换生

成查询矩阵Q、键矩阵K、值矩阵V,计算公式如式

(３)所示:

Qi＝QWQ
i

Ki＝KWK
i

Vi＝VWV
i

ì

î

í

ï
ï

ïï

(３)

式中:WQ
i ,WK

i ,WV
i ∈Rdmodel×dk ,为可学习的参数矩

阵;i＝１,２,􀆺,h,h 为注意力头数量.
(２)将三个矩阵沿特征维度均匀切分成h 个子

头,每个子头在各自的子空间内计算自注意力权重,
计算公式如式(４)所示:

Headi＝Attention(Qi,Ki,Vi)＝

Softmax(QiKT
i

dk

)Vi (４)

式中:Headi 为 第i 个 注 意 力 头 的 输 出 特 征;
Attention(Qi,Ki,Vi)为第i个注意力头的自注意

力计算函数,Softmax(􀅰)为激活函数;dk 为缩放

点积结果,防止梯度消失.
(３)将h 个子头的拼接输出后,通过线性变换

映射为原始维度,计算公式如式(５)所示:
MultiHead＝(Q,K,V)＝

Concat(Head１,Head２,􀆺,Headh)WO (５)
式中:MultiHead 表示多头自注意力模块的最终输

出;Head 表示注意力头;Concat表示拼接操作;

WO∈Rh􀅰dk×dmodel,为融合权重矩阵.
１．２．２　前馈网络

Transformer模型中的前馈网络位于多头自注

意力模块之后,通过非线性变换进一步增强序列特

征的表达能力.其结构包含两个线性层:首先,将输

入扩展至更高的中间维度,通过激活函数引入非线

性;然后,通过第二层线性层降回原始维度.前馈网

络通过参数共享处理所有位置特征,并通过残差连

接和层归一化协同工作,缓解梯度消失并稳定训练.
前馈网络通过与自注意力机制互补,共同提升了

Transformer模型对长序列的建模效率.
１．３　阿尔法进化算法

阿尔法进化算法(AE)作为一种新型非隐喻驱

动的元启发式算法[２０],针对传统算法因过度依赖自

然隐喻导致的计算模糊性和参数冗余的问题,提出

了两项优化策略:其一,提出基于进化路径的自适应

基向量更新策略,利用历史信息累计增强搜索起点

的全局相关性,避免局部最优陷阱;其二,融合复合

差分操作与衰减因子α,构建随机与自适应双步长

机制,动态平衡搜索与开发能力.阿尔法进化算法

的运行流程如下.
在D 维搜索空间中,对候选解Xi 进行均匀初

始化,确保能够均匀覆盖搜索空间,如式(６)所示:
Xi＝bl＋(bu－bl)􀅰rand(０,１,[１,D])

i＝１,２,􀆺,N{ (６)

式中:bu 和bl 为搜索空间的上限和下限;N 代表解

的数量;rand(０,１,[１,D])为生成一个包含D 个均

匀分布在[０,１]范围内随机数的向量.
自适应向量P 通过两种策略进行初始化,如式

(７)和式(８)所示:

P＝
diagonal(A),ifrand(０,１)＜０．５
ωB,otherwise{ (７)

ωi:k ＝
f(Xi:k)

∑
K

i＝１
f(Xi:k)

(８)

式中:diagonal(A)表示取矩阵A的主对角线元素,
构成一个向量;A 为从候选矩阵X 中进行有放回采

样D 次生成的D 阶方阵;B 为从候选矩阵X 中进行

无放 回 采 样 K 次 生 成 的 K 行 D 列 矩 阵;K 为

[N􀅰rand(０,１)];ω 为权重向量;f(􀅰)为特征映射

函数;i:k表示第i行第k列.
算法通过阿尔法算子更新解,其核心公式如(９)

至式(１２)所示:
Et＋１

i ＝P′＋αΔri＋θ􀅰(Wi＋Et
i －P′－Li)

(９)
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α＝exp(ln(１－
FEs

maxFEs
)－( FEs

maxFEs
)
２

)

(１０)
Δr＝(bu－bl)􀅰(２R１􀅰R２－R２)􀅰S (１１)

θ＝
rand(０,２)􀅰ones(１,D),ifrand(０,１)＜０．５
rand(０,１,[１,D]),otherwise{

(１２)
式中:Et＋１

i 为进化矩阵E 中的第i个在t＋１迭代时

的进化解;P′为基向量,决定进化起点;α 为衰减因

子,控制算法的探索和利用;Δri 为第i个随机步长;
θ 为控制参数,控制自适应步长;Wi 为采样中得到

的优于当前解Et
i 的解;Li 为采样中得么的劣于当前

解Et
i 的解;FEs为适应度评估次数;maxFEs为最

大适应度评估次数;R１、R２ 表示由均匀分布生成的

随机量;S 为缩放因子.
为了增加连续迭代步骤之间的相关性,同时为

A 和B生成两个独立的进化路径Pa和Pb,计算公式

如(１３)和式(１４)所示.

P＝
caPt

a＋(１－ca)􀅰diagonal(A),

　ifrand(０,１)＜０．５
cbPt

b＋(１－cb)􀅰ωB,otherwise

ì

î

í

ïï

ïï

(１３)

ca＝cb＝１－
FEs

maxFEs
(１４)

式中:ca和cb 分别为Pa和Pb 的学习率;Pt
a、Pt

b 分别

为上一代进行路径Pa、Pb 的历史值.
边界通过反射边界处理,通过公式(１５)将越界

值拉回边界中点,以平衡探索与开发.

Ei,j ＝

Ei,j ＋bu

２
,Ei,j ＞bu

Ei,j ＋bl

２
,Ei,j ＜bl

Ei,j,otherwise

ì

î

í

ï
ï
ï

ï
ï
ï

(１５)

式中:Ei,j 为进化解Ei 的第j个维度的值;bu、bl 分

别为第j维决策变量的允许最大值、最小值.
同时采用贪心选择策略,计算公式如式(１６)

所示.

Xt＋１
k ＝

Et＋１
i ,f(Et＋１

i )≤f(Et
i)

Xt
k,otherwise{ (１６)

通过上述操作,阿尔法进化算法实现了基向量

自适应、探索与开发平衡及高效搜索的目标.
１．４　时序注意力引导的多模型动态特征融合机制

时序注意力是一种专为序列数据处理设计的注

意力机制,其核心原理是通过计算各时间步与序列

全局的关联度,自适应调节注意力强度,从而有效突

出关键时序信息[２１].作为多尺度特征融合的核心组

件,该机制通过对时间步的自适应加权实现关键时序

模式的强化捕捉:以 TCN 提取的局部时序特征与

Transformer建模的全局依赖建模为双输入,通过动

态权重模块为每个时间步生成差异化权重参数,依据

序列的短期波动或长期趋势特性,自适应调节不同输

入之间的贡献比例.同时,通过引入非线性变换层挖

掘不同特征间的潜在关联,构建交互权重矩阵以增强

特征融合的非线性表达能力,从而避免简单特征叠加

引发的信息协同不足问题,其数学形式如下.
首先对 TCN与 Transformer输出进行特征维

度上的拼接,并使用 MLP多层感知机对拼接特征

进行处理,随后通过Sigmoid函数生成时序注意力

权重向量,如式(１７)所示:

δ＝σ(MLP([TCN(x);Transformer(x)]))
(１７)

式中:δ 为时序注意力权重向量;σ 为 Sigmoid函

数;[;]表示特征拼接;x 表示输入变量.
融合过程中,通过逐元素乘法实现对 TCN 和

Transformer特征的动态加权,使得模型能够依据

输入时序特性灵活调整双分支贡献度,同时引入残

差连接,在维持较低计算复杂度的同时,增强特征流

动性,如式(１８)和式(１９)所示:

Fused＝(１－δ)􀱋TCN(x)＋δ􀱋Transformer(x)
(１８)

ŷ＝LayerNorm(Fused＋
λ􀅰(TCN(x)＋Transformer(x))) (１９)

式中:Fused 为TCN与Transformer双分支输出的

加权组合;􀱋表示逐元素乘法;λ 为残差系数,控制

原始特征和融合特征之间的平衡;LayerNorm(􀅰)
表示层归一化操作;̂y 表示模型的最终输出.

１．５　AEＧTCNＧTransformer并行模型

综合上述方法,将TCN模型和Transformer模

型并行设计,依托 TCN 模型的局部特征提取和

Transformer模型的全局依赖建模能力,充分发挥

两种模型架构的互补优势,实现对时间序列数据的

多尺度特征提取.整个模型运行步骤如下:
(１)对获取的原始位移及应力数据进行异常值

剔除、缺失值插补,并进一步对位移数据进行自适应

噪声完备集合经验模态分解(CEEMDAN)去噪;
(２)将处理后数据划分为训练集、验证集、测试

集,并对数据进行一阶差分及归一化处理;
(３)将数据分别输入使用 AE算法优化超参数

后的TCN模型和Transformer模型,分别捕捉局部

时序模式和长期依赖关系;
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(４)将 TCN 模型和 Transformer模型的输出

通过多模型动态特征融合,输出最终预测结果.
AEＧTCNＧTransformer并行模型预测流程如图

１所示.

图１　AEＧTCNＧTransformer并行模型预测流程

Fig．１　PredictionflowchartofAEＧTCNＧTransformer

parallelmodel

２　工程应用

２．１　工程概况

云南某铁矿矿区地处川滇南北向构造带南段,
位于青杨断裂与通海山字型构造前缘石屏弧西翼的

复合部位,处于断裂带区域,节理裂隙较为发育.区

域内岩体主要为沉积 变质的碳酸盐类岩石,揭露

岩石以灰岩为主.矿床为以溶蚀裂隙为主的岩溶充

水矿床,最低开采标高高于最低侵蚀基准面,地下水

补给条件差,巷道围岩含水情况较好,对围岩稳定性

无较大影响.选取１４３０m 中段巷道 W１４３０Ｇ４监

测点为研究对象,采用NL４４１０型位移计和NL５４０７

型应力计对围岩变形及应力进行连续监测,数据采

集周期覆盖２０２３年３月２１日至２０２３年９月１２
日,采样间隔为１h,共获取４２２４组时序数据.受

现场机械振动、爆破振动等复杂动态扰动影响,原始

监测数据呈现出非平衡不规则波动特征,并伴随有

高频噪声和突发干扰,数据质量难以满足后续分析

要求,因此需要对原始数据进行预处理.
２．２　原始数据处理

针对原始监测数据中存在缺失值、异常值及高

频噪声干扰的问题,首先采用箱型图法识别并剔除

异常数据,然后利用三次样条插值法填补缺失值,以
确保时序完整性,最后基于 CEEMDAN 分解重构

剔除噪声成分.
２．２．１　异常值剔除

通过对现场位移数据分析发现,监测数据中存

在离散型异常值,因此采用箱型图法对异常值进行

剔除.对数据计算第一四分位数和第三四分位数,
确定四分位距和上下限,并对箱型图法筛选出的异

常值进行直接剔除.箱型图法的计算公式如式(２０)
至式(２２)所示.

IQR＝Q３－Q１ (２０)
BL＝Q１－k×IQR (２１)
BU＝Q３＋k×IQR (２２)

式中:Q１ 为数据从小到大排列后２５％位置的值;Q３

为数据从小到大排列后７５％位置的值;IQR 为数据

的四分位距;k为默认系数,本次计算取值为k＝３;
BL、BU 分别为箱型图法判定的异常值下限和上限.
W１４３０Ｇ４监测点位移数据箱型图如图２所示.

图２　W１４３０Ｇ４监测点数据箱型图

Fig．２　Boxdiagramofthedatafromthe
W１４３０Ｇ４monitoringpoint

２．２．２　缺失值插补

三次样条插值法通过构造分段三次多项式

S(x)实现插值,其特点是保证了S(x)以及其一阶

和二阶导数在节点数的连续性,其具体过程如下:
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在区间[xi,xi＋１]上,三次样条Si(x)函数如式

(２３)所示:

Si(x)＝yi＋[yi＋１－yi

hi
－
hi

６
(２Mi＋Mi＋１)](x－xi)＋

Mi

２
(x－xi)２＋

Mi＋１－Mi

６hi
(x－xi)３ (２３)

式中:hi 为区间步长,hi＝xi＋１－xi;xi、yi 为第i
个节点的横、纵坐标;Mi 为节点xi 处的二阶导数,
Mi＝S″(xi).

为保证二阶导数连续,需满足三对角方程组,如
式(２４)所示:

hi－１Mi－１＋２(hi－１＋hi)Mi＋hiMi＋１＝

６(yi＋１－yi

hi
－
yi－yi－１

hi－１
) (２４)

对于自然边界条件,令其二阶导数 M０＝Mn＝
０;若已知端点一阶导数f′０ 和f′n,则采用固定边

界条件,如式(２５)和式(２６)所示:

２h０M０＋h０M１＝６(y１－y０

h０
－f′０) (２５)

hn－１Mn－１＋２hn－１Mn＝６(f′n－
yn－yn－１

hn－１
)

(２６)
联立上述公式,利用追赶法求解二阶导数序列,

可求得各分段多项式系数,从而实现插值曲线整体

光滑并避免产生龙格现象.
２．２．３　数据去噪

通过 CEEMDAN 对原始数据进行分解,剔除

噪声分量后进行重构,CEEMDAN 是由经验模态分

解(EMD)发展而来,其分解时首先对原始序列添加

不同自适应高斯白噪声以抑制EMD算法的模态混

叠现象,再将原始时间序列分解为不同频率的子序

列,即本征模态分量(IMF),具体分解过程如下.
向原始数据S(t)中加入不同自适应的高斯白

噪声ωi(t),得到添加噪声的数据Si(t),如式(２７)
所示:

Si(t)＝S(t)＋εωi(t) (２７)
式中,ε为噪声强度系数.

对加入的高斯白噪声进行 EMD 分解,得到

IMF１ 分量,如式(２８)所示:
r１(t)＝S１(t)－IMF１ (２８)

式中,r１(t)为首次分解后的残差.
重复以上步骤,依次得到第i个残余量及第i－１

个IMF 分量,如式(２９)所示:
ri(t)＝Si－１(t)－IMFi (２９)

当残余量极值点不多于２个时,停止分解,得到

最终残余量R(t)和i个IMF 分量,如式(３０)所示:

R(t)＝S(t)－∑
i

i＝１
IMFi (３０)

CEEMDAN分解参数设置如下:噪声试验次数

为１００,噪声添加的标准差为０．１,本征模态分量分

解上限为１０,CEEMDAN 分解停止阈值为０．００５,

CEEMDAN分解后得到９个IMF 分量,各分量如

图３所示.

图３　位移监测数据CEEMDAN分解结果

Fig．３　Decompositionresultsofdisplacement
monitoringdatabyCEEMDAN
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为剔除无关噪声数据,通过各IMF 分量的样

本熵、峭度及皮尔逊相关系数开展噪声识别.结果

显示:IMF１~IMF３ 分量的样本熵为０．２６２,０．５３１,

０．６０２,皮尔逊相关系数为０．０４８,０．０７７,０．０８５,均低

于０．１.其中IMF２、IMF３ 符合随机噪声特性,对

IMF１ 分量进一步分析,其峭度高达１０．６５,符合高

频噪声特性.因此,认定IMF１~IMF３ 为噪声分

量并将其直接剔除,将其余分量重构得到去噪后的

位移数据,如图４所示.

图４　W１４３０Ｇ４位移数据处理结果

Fig．４　ProcessingresultsofW１４３０Ｇ４displacementdata

由于应力数据变化具有更强的瞬时性和突发

性,其信号中可能包含与位移变化密切相关的短时

高频成分,为防止数据中关键特征损失,不对应力数

据进行去噪处理,处理后的应力数据如图５所示.

图５　W１４３０Ｇ４应力数据处理结果

Fig．５　ProcessingresultsofW１４３０Ｇ４stressdata

将处理后的应力及位移数据按照８∶１∶１的比

例划分为训练集、测试集、验证集,进行一阶差分和

minＧmax归一化处理后输入 AEＧTCNＧTransformer
并行模型中进行预测.

２．３　超参数优化

使用阿尔法进化算法 (AE)分别对 TCN 和

Transformer模型的超参数进行寻优,AE参数预设

如下:种群规模为５０,搜索维度为３,最大迭代次数

为１００.通过 AE算法对 TCN的学习率、批量大小

和通道数进行寻优,其中学习率范围为[０．００００１,
０．００１],批量大小范围为[１６,１２８],通道数范围为

[１６,６４].同时,使用 AE算法对 Transformer的学

习率、d_model和编码器层数进行寻优,学习率范围

为[０．００００１,０．０００１],d_model范围为[１６,２５６],
编码器层数范围为[２,６].经优化后的各模型超参

数见表１.

表１　模型超参数

Table１　Hyperparametersofthemodels

模型 训练参数 参数设置

TCN

训练轮数 ２００
滑动窗口 ４８

Dropout率 ０．４
卷积核尺寸 ３

优化器 AdamW
激活函数 ReLU
学习率 ０．００１

批量大小 ２６
通道数 [１６,１６]

损失函数 Huber

Transformer

训练轮数 ２００
滑动窗口 ４８

Dropout率 ０．２
注意力头数 ４

前馈网络维度 １２８
批量大小 ３２
优化器 AdamW
学习率 ５．３０６９×１０－５

d_model ６４
编码器层数 ２
损失函数 Huber

􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋

为验证 AE算法在超参数优化中的有效性,选
取常用的鲸鱼优化算法(WOA)作为对照,分别在

TCN和 Transformer模型中进行超参数寻优对比

试验,结果见表２.由表２可知,AE优化后的模型

在数据验证集的损失上均显著优于 WOA,表明 AE
的进化路径动态调整策略和双步长机制有效平衡了

全局搜索和局部开发能力,避免了传统算法易陷入

局部最优的缺陷.

表２　超参数优化结果

Table２　Optimizationresultsofhyperparameters

优化算法
不同模型超参数优化结果

TCN模型 Transformer模型

AE ３．５２８３×１０－４ ８．２３７２×１０－４

WOA １．８２２５×１０－３ ４．２９６４×１０－３
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３　试验结果及分析

为验证 AEＧTCNＧTransformer并行模型的稳

定性及泛化性能,以均方根误差(RMSE)、决定系数

(R２)、对称平均绝对百分比误差(SMAPE)作为评

价指标,将该模型与 TCN 模型、Transformer模型

和LSTM 模型在 W１４３０Ｇ４、W１４８０Ｇ７、W１５３０Ｇ１三

个不同中段监测点及不同预测步长条件下进行对比

分析.

SMAPE 通过修正传统平均绝对百分比误差

(MAPE)的分母不对称性,将分母替换为真实值和

预测值的绝对值和均值,从而均衡正负偏差的惩罚

强度,避免模型因系统性低估或高估产生指标失真,
确保误差评估的公平性和方向无关性[２２].

RMSE、R２ 和SMAPE 指标计算公式如式(３１)
至式(３３)所示:

RMSE＝
１
N∑

N

i＝１

[Yi－Ŷi]２ (３１)

R２＝１－
∑
N

i＝１

[̂Yi－Yi]２

∑
N

i＝１

[􀭺Yi－Yi]２
(３２)

SMAPE＝
１００％
N ∑

N

i＝１

|̂Yi－Yi|
(|̂Yi|＋|Yi|)/２

(３３)

式中:Yi 为实际值;̂Yi 为模型预测值;N 为样本数量.
RMSE、SMAPE 指标越小,表明建立的神经网

络模型对数据的预测精度越高;R２ 越接近１,说明该

模型对数据的拟合效果更好.
监测点 W１４３０Ｇ４、W１４８０Ｇ７及 W１５３０Ｇ１的预测

结果评价指标见表３.在预测步长为６和１２时,相
较于 Transformer模型和 LSTM 模型,单一 TCN
模型 展 现 出 显 著 优 势,在 预 测 步 长 为 ６ 时,其

RMSE 降 低 ６．７２％ ~４０．９４％,SMAPE 降 低

６．０５％~５１．７５％;预测步长为１２时,其RMSE 降低

０．８３％~４６．１５％,SMAPE 降低４．９３％~４６．２４％,
充分体现出TCN模型的膨胀因果卷积结构在局部特

征提取方面的优势.随着预测步长的增加,数据集的

长期 时 序 关 系 逐 渐 显 著,在 预 测 步 长 为 ４８ 时,
Transformer 模型展现出更好的预测效果,相较于

TCN模型和LSTM模型,Transformer模型的RMSE
降低 １０．４７％ ~３３．４９％,SMAPE 降 低１３．５５％ ~
４３．２０％,验证了该模型在长期预测中捕捉全局关系

的能力.而LSTM模型受序列迭代处理机制限制,长
程捕捉效率较低,在当前预测任务中的预测性能较差.

表３　模型评价指标对比

Table３　Comparisonofmodelevaluationindicators

预测模型 预测步长
监测点 W１４３０Ｇ４ 监测点 W１４８０Ｇ７ 监测点 W１５３０Ｇ１

RMSE/mm SMAPE/％ R２ RMSE/mm SMAPE/％ R２ RMSE/mm SMAPE/％ R２

AEＧTCNＧTransformer

６ ０．００６４ ０．０２７１ ０．９９２０ ０．００８３ ０．０５９０ ０．９９０２ ０．０１０５ ０．０１６６ ０．９９３９
１２ ０．００８０ ０．０３２２ ０．９８７１ ０．０１０６ ０．０７９２ ０．９８３９ ０．０１１２ ０．０１７３ ０．９９２８
２４ ０．００８６ ０．０３５０ ０．９８５０ ０．０１２０ ０．０８０８ ０．９７８４ ０．０１２８ ０．０２２３ ０．９９０１
４８ ０．００８７ ０．０３４９ ０．９８４７ ０．０１２８ ０．０８９３ ０．９７３１ ０．０１３２ ０．０２２７ ０．９８８４
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　　AEＧTCNＧTransformer模型在三个监测点及不

同步长的预测任务中均展现出显著优势,RMSE、

SMAPE、R２ 指 标 均 优 于 基 准 模 型.与 TCN、

Transformer、LSTM 模 型 相 比, AEＧTCNＧ
Transformer模型的RMSE 降低５．４１％~４９．６％,

SMAPE 降低７．２６％~５５．２６％,且 R２ 均保持在

０．９７以 上,充 分 验 证 了 融 合 TCN 局 部 特 征 与

Transformer全局依赖建模的协同效应.同时,随
着预测步长由６增加至４８,AEＧTCNＧTransformer
模型的抗衰减特性显著,其RMSE 较 TCN 模型平

１９　王龙飞,等．基于 AEＧTCNＧTransformer并行模型的巷道变形多步预测研究[J]．矿业研究与开发,２０２６,４６(４)．



均增幅为５２．１９％、SMAPE 平均增幅为４３．５７％,有
效缓解了长期预测中的误差累积问题.综上,AEＧ
TCNＧTransformer模型在各监测点的预测任务中

均取得了最优结果,进一步证实了该模型良好的泛

化性能.

４　结论

本研究针对矿山巷道变形具备多尺度非线性的

特征,提出了一种基于阿尔法进化算法优化的 AEＧ
TCNＧTransformer并行巷道预测模型,并通过云南某

铁矿巷道位移监测数据验证其性能,得出以下结论.
(１)AEＧTCNＧTransformer并行模型通过并行

分支设计及多模型动态特征融合机制,有效融合了

TCN 的 膨 胀 因 果 卷 积 局 部 特 征 提 取 能 力 与

Transformer多头自注意力机制的全局依赖建模优

势.试验结果表明,该架构在预测任务中优于单一

模型,验证了多尺度特征融合模型对复杂时序数据

中非线性规律的高效捕捉能力.
(２)引入阿尔法进化算法自适应优化模型超参

数,通过进化路径动态调整与双步长机制,克服了传

统启发式优化算法易陷入局部最优的缺陷,使本文

模型在预测稳定性和泛化性能获得更优表现.
(３)在云南某铁矿 W１４３０Ｇ４、W１４８０Ｇ７、W１５３０Ｇ

１三 个 不 同 中 段 监 测 点 实 测 数 据 中,AEＧTCNＧ
Transformer并行模型在预测步长为６~４８步时均

保持高预测精度,其中,RMSE 均低于０．０１３２mm,
SMAPE 均低于０．０９％,R２ 均高于０．９７,验证了该

模型在矿山巷道变形预测中的有效性和实用性.
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