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摘要:矿山井下钻头检测是确保矿山井下作业安全的关键环节,但现有基于深度学习的检测模型在特征提取能力和检测效率

上存在不足.为提升检测性能,提出了一种基于改进 YOLOv８n 的钻头检测模型 YOLOv８-WGB.首先,采用 WIoU 损失函

数替代了传统 CIoU 损失函数,强化了对关键特征的关注;其次,引入全局注意力机制(GAM),增强了 YOLOv８ 骨干网络的全

局信息交互能力,减少了信息损失并放大全局维度特征;最后,添加 BiFPN 结构,在融合不同尺度特征图时赋予其不同权重,

以实现最优融合.试验结果表明,YOLOv８-WGB 在精确率、召回率和mAP ＠０．５ 方面分别较 YOLOv８n 提高了 ７．１％、１ １．１％
和 ８．３％,并且推理速度较 YOLOv８s 提高了 １ ７ ３ 帧/s,表现出更快的检测速度.该模型在保持 YOLOv８n 模型复杂度和推理

速度优势的基础上,检测精度显著优于 YOLOv８s,有效平衡了检测的精度和速度,在矿山井下钻头检测任务中表现出较好的

性能.
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Abstract:Underground mine drill bit detection is a critical link to ensure the safety of underground mine operations,but existing

deep learning-based detection models have shortcomings in feature extraction capability and detection efficiency．To improve

detection performance,a drill bit detection model named YOLOv８-WGB based on the improved YOLOv８n was proposed．

Firstly,the traditional CIoU loss function was replaced with the WIoU loss function,which enhanced the focus on key features．

Secondly,the global attention mechanism (GAM)was introduced,which enhanced the global information interaction capability

of the YOLOv８ backbone network,reduced information loss,and amplified global dimensional features．Finally,the BiFPN

structure was added,which assigned different weights to feature maps of different scales when fusing them,so as to achieve

optimal feature fusion．The test results show that YOLOv８-WGB improves precision,recall,andmAP ＠０．５ by ７．１％,１ １．１％,

and ８．３％ respectively compared with YOLOv８n,and its inference speed is １ ７ ３ frames/s faster than that of YOLOv８s,

exhibiting higher detection speed．On the basis of maintaining the model complexity and inference speed advantages of

YOLOv８n,the proposed model has significantly superior detection accuracy to YOLOv８s．It effectively balances detection

accuracy and speed,and exhibits excellent performance in the underground mine drill bit detection task．
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０　引言

矿业的发展对于经济和就业都非常重要.矿业

是国家的重要产业之一,为国家经济发展提供了重

要的原材料和能源资源.现代科技是矿业行业发展

中不可忽视的一环,通过现代化机械设备在矿井中

进行开采和勘探,极大地提高了生产效率;但同发展

一样重要的还有安全,矿井安全与机械设备运行状

态密切相关,因此,钻头等设备的检测至关重要.
矿山井下具有环境复杂且人员较多的特点,在

这种环境下,矿山井下钻头的识别与检测较为困难.
目前,为了取代人工完成一系列井下检测工作,并达

到或超过人工识别的准确性,矿山井下识别已被许

多学者广泛研究,GAO 等[１]针对地下煤和脉石的

识别任务,在特征提取阶段集成极化自注意力机制,
对煤矸石目标的边缘信息进行优先级排序,通过结

合加权双向特征金字塔网络的属性,高效融合多层

煤矸石特征,实现对煤矸石目标的精确识别,但未能

兼顾模型的速度.LEI 等[２]为了提升现有隧道面节

理和裂隙识别的准确率,通过 Transformer 注意力

机制和可变形卷积网络(Mask R-CNN-TD)关注重

要区域,提高骨干网络提取图像特征的能力,使网络

能够更精确地贴合隧道掌子面节理和裂缝的形态特

征,进而提高检测的准确性,但未能考虑地下环境和

兼顾模型的速度.矿山井下环境复杂,安全至关重

要,矿山井下场景的检测任务对精度和及时性要求

较高.双阶段的 R-CNN[３-４]系列方法精度高,但需

经过两个阶段的计算,速度较慢,因此不适用矿山井

下钻头作业场景的检测.
单阶段方法在一个阶段同时进行物体位置估计

和类别分类,计算成本相对较低,速度较快,代表算

法 有 YOLO[５-６]系 列 和 SSD[７-８]系 列.ZHANG
等[９]针对森林火灾目标体积小导致的远距离探测场

景漏检问题,通过修改 YOLOv５ 的骨干网络,进而

减少 YOLOv５ 的参数量,提升了模型的运行效率,
但未能兼顾精度,导致精确率有所下降.LAWAL
等[１０]将颈部网络替换为 PANet,引入了自顶向下

和自底向上的双向路径,通过横向连接聚合不同

层次的特征信息,提高特征的表示能力,但未能考

虑网络计算量和复杂度,导致时间成本增加.LI
等[１ １]针对成熟草莓的实时检测存在困难等问题,
通过 在 YOLOv５ 中 引 入 自 适 应 空 间 特 征 融 合

(ASFF)模块,使网络可以自适应地学习每个尺度

上草莓特征图的融合空间权重,从而充分获取草

莓的图像特征信息,提升了模型检测的精度,但多

级草莓检测算法增加了模型复杂性,因此在计算

复杂度上可能更高.尽管上述两种方法提升了目

标检测算法的精度,但仍存在无法兼顾模型速度

和检测性能的问题,因此在矿山井下钻头检测方

面并不适用.
本文提出一种基于改进 YOLOv８n 的新型轻量

算法 YOLOv８-WGB,首先将损失函数 CIoU 替换

为 WIoU 损失函数[１２],对数据集中不同类别设置不

同的权重,化解数据集中类别不平衡的问题,更有效

地处理各种尺寸和形状的目标,从而提高模型的鲁

棒性.引入全局注意力机制(GAM)[１ ３],通过直接

计算全局注意力来捕获序列中的全局信息,使得模

型能够更好地理解整个序列的语义和结构,有效地

整合不同特征图之间的信息,提高模型的表现能力.
进一步融合 BiFPN 结构[１４],该结构结合了高层特

征向低层特征传递和低层特征向高层特征传递的信

息传递机制,实现了不同层级的特征融合,同时

BiFPN 采用加权特征融合机制,为不同区域分配不

同的权重,更加关注在任务中的关键信息.相较于

其他研究,本研究在特征提取、特征融合和检测速度

方面有一定优势.这些改进使得在矿山井下钻头检

测上具有更好的适用性.

１　YOLOv８ 算法

近年来,在目标检测领域涌现出许多优秀的算

法,YOLO 系列算法作为这一领域的领先算法,持
续推动着技术的发展.YOLOv８ 是 YOLO 系列中

较为优秀的版本,它保留了前几代算法的优势,同时

在此基础上不断创新和改进,发展出了自己的优势;

YOLOv８ 在速度方面进行了优化,相比于前几代算

法,YOLOv８ 在保持相似准确率的情况下,能够实

现更快的推理速度.图 １ 为 YOLOv８ 结构图.在

C２f 结构中的瓶颈层(Bottleneck),通过先降维、再
升维的方式减少计算量,并保持特征的表达能力,捷
径连接(Shortcut)根据值的真假,决定是否采用捷

径连接的结构,用于缓解梯度消失问题,并加速模型

的训练;此外,生成了 ３ 个检测头(Detect),基于特

征图得出目标的最终预测.
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图 １　YOLOv８ 的结构

Fig．１　Structure of YOLOv８

２　算法改进

２．１　损失函数

回归损失函数是目标检测损失函数的重要组成

部分,对于提升目标检测性能至关重要.传统 IoU
损失仅以检测框与真实目标框的交并比为计算依

据,而 YOLOv８ 默认采用 CIoU 对此进行了改进,

在几何方面引入了更多信息.

然而,训练数据无法确保全部为高质量数据,

难以避免地包含低质量示例.大多数现有工作都

假设训练数据中的示例是高质量数据,并且更注

重提升损失函数的拟合能力.然而,如果盲目地

７５２　韩昊,等．基于 YOLOv８-WBG 的矿山井下作业钻头检测方法研究[J]．矿业研究与开发,２０２ ５,４５(１ ２)．



针对低质量样本强化损失函数,将会对低质量数

据施加更高的权重,加强低质量样本对模型的影

响,导致模型未能更多关注关键特征,从而导致模

型性能下降.CIoU 及其他传统损失函数并没有

考虑此类情况,也没有避免此情况对模型的负面

影响.

WIoU 损失函数专注于解决目标检测任务中类

别不平衡的问题,通过给高质量与低质量数据类别

赋予不同的权重来解决这个问题,从而更有效地平

衡各个类别之间的影响.

WIoU 首先计算 IoU 来评估两个框的重叠程

度,然后通过对预测框和真实目标框各部分取最小

权重后再进行加权,从而量化各部分的贡献.最后,

WIoU 通过利用两个框各部分的最大权重来对加权

后的 IoU 值进行归一化.

WIoU 损失函数的计算公式如下:

L WIoUv１＝R WIoUL IoU (１)

其中,R WIoU和 L IoU的计算公式如下:

R WIoU＝exp(
(x－x gt)２＋(y－y gt)２

(W ２
gt＋H ２

gt)∗
)

L IoU＝１－I oU

ì

î

í

ïï

ïï

(２)

式中:x 和 y 表示预测框的中心坐标;x gt和 y gt表示

真实框的中心坐标;W gt和 H gt分别表示真实框的宽

度和高度.

２．２　注意力机制

为了解决深度学习模型在处理序列数据时所面

临的一些挑战,让模型更关注某些特征,以及提高模

型性能和效率,学者们引入了各种注意力机制,用于

增加模型对关键特征的关注度.在过往的研究中,

空间注意力机制注重不同空间位置特征的关联性,

而通道注意力机制则关注特征在不同通道之间的关

联性,以上两种注意力机制各自侧重单一维度(空间

或通道)的交互性,忽视了特征在通道和空间两个维

度之间的联系和交互.

GAM采用顺序的通道 空间注意力机制,并对

其子模块进行了重新设计,以减少信息损失并增强

全局交互,从而提升深度神经网络的性能.其中,在
空间注意力子模块中,使用了两个卷积层进行信息

融合,通过分组卷积避免参数数量的大幅增加,以更

有效地聚焦空间信息,并去除可能造成信息损失的

最大池化操作.GAM原理结构如图 ２ 所示.

对于一个给定的特征,中间状态特征图 F ２ 和

输出特征图 F ３ 的定义如下:

F ２＝M c(F １)�F １
F ３＝M s(F ２)�F ２{ (３)

式中:M c和 M s分别是通道和空间的注意图;⊗表示

按元素计算的乘法;F １ 为输入特征图.

图 ２　GAM原理结构

Fig．２　Principle structure of GAM

GAM 包 含 两 个 子 模 块:通 道 注 意 力 机 制

(CAM)和空间注意力机制(SAM).CAM和 SAM
的原理结构如图 ３ 所示.在 CAM中,首先对输入

特征图进行维度转换,然后将转换后的特征图送

入多层感知器(MLP),最后再转换回原始维度并

经过 Sigmoid 处理得到输出特征图.在 SAM 中,

首先通过一个 ７ × ７ 的卷积核减少输入特征图的

通道数量,从而降低计算量.接着,再经过另一个

７×７ 的卷积操作,保持通道数与原输入一致,最后

通过 Sigmoid 函数生成输出特征图.其中,C 表示

通道数;W 表示特征图的宽度;H 表示特征图的高

度;Sigmoid 为一种常用的激活函数,用于计算注

意力权重,将权重限制在 (０,１)之间;r 表示通道

压缩比.

图 ３　CAM和 SAM原理结构

Fig．３　Principle structure of CAM and SAM
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２．３　特征融合模块

在神经网络中,信息传播方式非常重要.传统

的特征金字塔网络 FPN[１ ５]采用自顶向下的传播模

式,将高层特征传递到低层.然而,这种方法使得底

层特征无法向高层反向传递,同时 FPN 顶部信息逐

层传递的计算量较大.为了解决这一问题,学者提

出了改良的 FPN———PANet[１ ６].PANet 通过引入

自底向上的路径,为底层信息向高层的传递提供了

通道,并且为了减少特征图数量、降低目标检测时的

计算负担,PANet 还执行自下向上的特征融合.然

而,无论是 FPN 还是 PANet,它们在特征融合过程

中都对不同尺度的特征图进行相同权重的融合处

理,这就导致未能有效考虑输入特征图的解析力

差异,而这又会对输出特征图的均衡性造成影响.

而 BiFPN 根据输入特征的重要性分配权重,使模

型能够更关注关键特征,从而提升模型性能.同

时,它还具有高效的双向跨尺度连接功能,即同时

包含自顶向下和自底向上的通道结构,通过双向

通道连接特征,在尽可能不损失深层语义信息的

同时,将特征提取网络输出的特征与自下而上通

道中的特征直接融合,并反复采用这种加强特征

融合的结构,在保留较浅语义信息的同时,提高模

型的效率和性能.FPN、PANet 和 BiFPN 的结构

对比如图 ４ 所示.

图 ４　FPN、PANet 和 BiFPN 的结构对比

Fig．４　Structure comparison of FPN,PANet and BiFPN

２．４　YOLOv８-WBG 算法

首先将 YOLOv８ 默认 CIoU 损失函数更换为

WIoU 损 失 函 数,并 引 入 权 重 因 子.进 一 步 在

YOLOv８ 的特征提取网络(backbone)中增加 GAM
注意力机制,使模型捕捉更全面、更复杂的序列结构

和语 义 信 息.进 一 步 优 化 特 征 融 合 模 块,引 入

BiFPN 网络进行优化,实现了双向跨尺度连接和加

权特征融合[１ ７].通过以上 ３ 种方法的改进,有效地

整合了不同尺度的特征,提升了模型的检测性能,在
准确性和效率之间达到了更好的平衡.YOLOv８-
WBG 的结构如图 ５ 所示.

３　试验与分析

３．１　试验数据

试验数据为来源于真实矿山井下作业场景的图

像,试验训练集包含 ２ ５ ９ ９ 张图片,验证集包含 ６ ２ ６
张图片,测试集包含 １ ３ ７ ５ 张图片.所有模型预设

训练 ２００ 轮次.对于该数据集,考虑到样本角度单

一化,在图像中的特征位置较为固定,可能导致模型

在训练过程中过度依赖数据的单一特征,故在本文

中对样本采用翻转、亮度调整和镜像反转等数据增

强手段[１８],通过在样本中引入这些变化,模型能够

更好地适应各种实际场景,从而提升其性能和泛化

能力.试验软硬件环境配置见表 １.数据增强示例

如图 ６ 所示.

表 １　试验软硬件环境配置

Table １　Hardware and software environment
configuration for test

配置名称 版本/参数

操作系统 Windows １ １
CPU i５-１ ２４００f
GPU NVIDIA GeForce RTX ４ ０６０
内存 １ ６G
Python ３．８

深度学习框架 PyTorch
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图 ５　YOLOv８-WBG 结构

Fig．５　Structure of YOLOv８-WBG

图 ６　数据增强示例

Fig．６　Examples of data enhancement
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３．２　评价指标

为了验证算法改进的合理性和优越性,该试验采

用精确率(P)、召回率(R)、模型复杂度、mAP＠０．５、
推理时间(P I P)和每秒帧数(FPS)等 ６ 个参数作为

评价指标.
P 和R 的计算公式如下:

P ＝
TP

TP ＋FP

R ＝
TP

TP ＋FN

ì

î

í

ï
ï

ï
ï

(４)

式中:TP 代表成功检测的目标数量;FP 代表错误检

测的目标数量;FN 代表未 被 检 测 出 的 正 确 目 标

数量.
mAP＠０．５ 表示在所有类别中,IoU 阈值设定为

０．５ 时的平均检测精度.平均精度均值(mAP)的计

算公式如下:

mAP ＝
∑
k

i ＝ １
AP i

k
(５)

其中,AP 的计算公式如下:

AP ＝∑
n－１

i ＝ １

(r i＋１ －r i)P inter (r i ＋ １)k (６)

式中:r １,r ２,…,r n是按升序排列的 P 插值段第一

个插值点对应的召回值;k 代表数据集中目标类别的

数量.
P I P 包括预处理(P １)、推理(I)和后处理(P ２)

三部分,P I P 的计算公式如下:
P I P ＝P １ ＋I ＋P ２ (７)

FPS 是用来评估模型推理计算速度的重要指

标,反映了模型在 １ s 内能够处理的图像数量,FPS

值的高低反映模型处理图像的速度快慢.FPS 的计

算公式如下:

FPS ＝
１
P I P

(８)

３．３　模块消融试验

模块消融参数对比见表 ２,其中“√”代表改进该

模块,“×”代表对该模块不做改进.试验数据表明,
相较于原始 YOLOv８n,当 YOLOv８n 分别改进损失

函数、注意力机制和特征融合模块时,模型的准确率

分别是下降、上升和下降,而召回率正好相反,分别为

上升、下降和上升,很难将一个模型同时保证“找得

准”和“找的全”.通过进一步的两两消融试验,即对

注意力机制＋特征融合模块进行组合改进的试验,该
组合改进显著提高了模型的准确率,但同时召回率出

现了明显下降,模型“找得准”,却“找不全”.这表明

当设备发生故障时,漏检将会大幅度增加,而每次漏

检都可能造成安全事故,这是不可取的.另外两组

(损失函数＋注意力机制、损失函数＋特征融合模块)
则实现了准确率提升,同时召回率同步提高.

经过 三 个 方 面 改 进 之 后 获 得 模 型 YOLOv８-
WGB.在模型性能方面,YOLOv８-WGB 在钻头检

测任务中,P 、R 和mAP ＠０．５ 指标均取得较为理想

的提升.相较于原模型,YOLOv８-WGB 的 P 、R 和

mAP ＠０．５ 分别提高了 ７．１％、１ １．１％和 ８．３％.
在模型推理速度和复杂度方面,YOLOv８-WGB

在钻头检测任务中的 PIP 增加了 ０．２ ms,稍高于原模

型 YOLOv８n,FPS 减少了 ３８ 帧/s,稍低于原模型

YOLOv８n,模型复杂度增加了 ０．６ GFLOPs.综合来

看,相较于 YOLOv８n,YOLOv８-WGB的推理时间和模

型复杂度基本不变,准确率和召回率实现全面提升.

表 ２　模块消融参数对比

Table ２　Comparison of module ablation parameters

WIoU GAM BiFPN P R mAP＠０．５ 模型复杂度/GFLOPs P IP/ms FPS/(帧/s)
× × × ０．８５ ７ ０．４３２ ０．５３３ ８．９ ２．２ ４５ ５
√ × × ０．８５ ５ ０．４４１ ０．５３ ６ ８．１ ２．３ ４３ ５
× √ × ０．９５４ ０．４１ ８ ０．５８ １ ９．４ ２．２ ４５ ５
× × √ ０．８０２ ０．４５８ ０．５ ５ ８ ８．９ ２．３ ４３ ５
√ √ × ０．８９３ ０．４６ ０．５８２ ９．４ ２．４ ４１ ７
√ × √ ０．８９ ６ ０．４７４ ０．５８７ ８．３ ２．４ ４１ ７
× √ √ ０．９７４ ０．４１ ９ ０．５８５ ９．５ ４．８ ２０８
√ √ √ ０．９ １ ８ ０．４８０ ０．５ ７７ ９．５ ２．４ ４１ ７

３．４　模型对比试验

为了验证本文提出的改进算法的有效性,选择

YOLOv８n、YOLOv８m 和 YOLOv８s 网络模型作为

对比模型进行对比试验.将各模型在数据集上的检

测效果进行对比,并进一步整理试验数据的平均精

度均值.检测效果示例如图 ７ 所示.由图 ７ 可知,
改进后的模型漏检和误检减少.各模型的平均精度

均值对 比 如 图 ８ 所 示.由 图 ８ 可 知,改 进 模 型

YOLOv８-WGB 的平均精度均值优于其他 ３ 个对比

模型,在平均精度均值上有效提升了模型性能;为了

１６２　韩昊,等．基于 YOLOv８-WBG 的矿山井下作业钻头检测方法研究[J]．矿业研究与开发,２０２ ５,４５(１ ２)．



更加直观地展示模型性能的提升效果,将各模型的 评价指标进行整理汇总,具体数据见表 ３.

图 ７　检测效果示例

Fig．７　Examples of detection effect

图 ８　各模型的平均精度均值对比

Fig．８　Comparison of mean average precision of each model

表 ３　试验模型参数对比

Table ３　Parameters comparison of test models

模型 P R mAP ＠０．５
模型

复杂度/
GFLOPs

P IP/
ms

FPS/
(帧/s)

YOLOv８n ０．８５ ７ ０．４３２ ０．５３３ ８．９ ２．２ ４５ ５
YOLOv８m ０．８９ ５ ０．４５ ３ ０．５ ６ １ ７８．７ ９．２ １０ ９
YOLOv８s ０．９ １ ８ ０．４７５ ０．５８８ ２８．４ ４．１ ２４４
YOLOv８-WGB ０．９ １ ８ ０．４８０ ０．５ ７７ ９．５ ２．４ ４１ ７

　　由表 ３ 可知,改进后的模型在各项评估指标上

均表现出良好的效果.在模型精度方面,YOLOv８-
WGB 的 P 值相较于 YOLOv８n 和 YOLOv８m 分别

提高了 ７．１％和 ２．６％,与 YOLOv８s 持平;R 值相较

于 YOLOv８n、YOLOv８m 和 YOLOv８s 分别提高

了 １ １．１％、５．９６％和 １．０５％;mAP ＠ ０．５ 相较 于

YOLOv８n和 YOLOv８m 分别提高了 ８．３％和２．９％,
稍低于 YOLOv８s.综上,YOLOv８-WGB 模型在精

确率、召 回 率 和 mAP ＠ ０．５ 方 面 基 本 达 到 了

YOLOv８s 水平.
在模 型 复 杂 度 方 面,YOLOv８-WGB 相 较 于

YOLOv８n 增加了０．６ GFLOPs,相较于 YOLOv８m
和 YOLOv８s 分别减少了 １ ８．９ GFLOPs 和 ６ ９．２
GFLOPs.在 推 理 时 间 方 面,P I P 相 较 于

YOLOv８n 增加了 ０．２ ms,相较于 YOLOv８m 和

YOLOv８s 分别减少了 ６．８ ms 和 １．７ ms.在推理速

度方面,FPS 相较于 YOLOv８n 增加了 ３８ 帧/s,相
较于 YOLOv８m 和 YOLOv８s 分别增加了 ３０８ 帧/s
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和 １ ７ ３ 帧/s.YOLOv８-WGB 模型在推理速度上达

到 YOLOv８n 水平.

４　结论

鉴于矿山井下环境复杂多变,给钻头的识别与

检测带来了较大的挑战.为此,提出了一种改进的

目标检测算法,即基于 YOLOv８n 优化的 YOLOv８-
WGB 模型.通过试验验证,该改进模型在性能上

表现出显著优势,模型复杂度为 ９．５ GFLOPs,推理

速度达到 ４１ ７ 帧/s,P 值、R 值及 mAP ＠０．５ 分别

为 ９ １．８％、４８．０％和 ５ ７．７％.与原始 YOLOv８n 模

型相比,YOLOv８-WGB 的模型复杂度和推理速度

与之相当,P 值、R 值及 mAP ＠０．５ 分别提高了

７．１％、１ １．１％ 和 ８．３％.YOLOv８-WGB 在 保 持

YOLOv８n 模型复杂度和推理速度优势的基础上,
检测精度显著优于 YOLOv８s.在矿山井下钻头检

测任务中,该模型有效平衡了检测速度与准确性,展
现出较强的适用性与潜在优势.
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