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摘要:为提升矿用挖掘机发动机在高强度复杂工况下的故障预测准确性与稳定性,构建了基于灰狼优化算法(GWO)优化支持

向量机(SVM)的故障预测模型.通过采集潍柴 WP１４T型矿用挖掘机发动机实时运行过程中的关键工况参数,使用异常值检

测与剔除、数据标准化等手段进行数据预处理,并采用皮尔逊相关系数法进行特征选择,构建结构合理、特征信息完备的样本

集.利用灰狼优化算法对支持向量机中的惩罚因子与核函数参数进行自适应全局寻优,以提升模型的非线性学习和泛化能

力.设计故障预测试验,在多种典型故障工况下开展对比验证,结果表明:GWOＧSVM 模型在多类故障预测中表现出更高的

准确性和更强的鲁棒性,在测试集上的预测准确率高达９２．８％,较传统SVM 提高了９．９个百分点,在少样本干扰及数据波动

条件下仍能保持稳定输出.
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Abstract:Toenhancetheaccuracyandstabilityoffaultpredictionfor miningexcavatorenginesunderhighＧintensityand
complexworkingconditions,afaultpredictionmodelbasedontheGrey WolfOptimizer(GWO)optimizedSupportVector
Machine(SVM)wasconstructed．KeyoperatingparametersoftheWeichaiWP１４T miningexcavatorenginewerecollected
duringrealＧtimeoperation．Data preprocessing wasconducted using outlierdetection and elimination as wellas data
standardization．FeatureselectionwasperformedusingthePearsoncorrelationcoefficientmethodtoconstructasamplesetwith
areasonablestructureandcompletefeatureinformation．TheGrey WolfOptimizerwasemployedtoadaptivelyandglobally
optimizethepenaltyfactorandkernelfunctionparametersoftheSupportVectorMachine,therebyenhancingthemodel􀆳s
nonlinearlearningandgeneralizationcapabilities．Faultpredictionexperimentsweredesigned,andcomparativeverificationwas
carriedoutundervarioustypicalfaultconditions．TheresultsshowthattheGWOＧSVM modelexhibitshigheraccuracyand
strongerrobustnessin multiＧclassfaultprediction．Thepredictionaccuracyonthetestsetreaches９２．８％,whichis９．９

percentagepointshigherthanthatofthetraditionalSVM,anditmaintainsstableoutputunderconditionsoffewＧsample
interferenceanddatafluctuation．
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０　引言

在露天矿山开采作业中,挖掘机的运行可靠性直

接决定了矿山生产效率与作业安全,其核心动力部件

发动机长期处于高强度、复杂工况,故障发生率较高.
因此,开展发动机运行状态有效监测与早期故障预测

研究,具有重要的工程应用价值[１].然而,当前矿山

设备监控系统多局限于数据可视化与阈值报警层面,
仅能实现事后故障响应,难以精准识别关键部件的早

期隐患[２].针对这一问题,基于设备运行监测数据的

故障识别与预测技术通过分析发动机运行参数,进行

潜在故障的分类判断,可实现计划外故障的提前预
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警,进而保障设备连续运行、降低运维成本.
近年来,支持向量机(SupportVectorMachine,

SVM)凭借优异的分类性能与小样本泛化能力,被
广泛应用于故障诊断领域[３Ｇ４].但SVM 模型的诊

断性能高度依赖于核函数参数与惩罚因子的合理配

置,传统网格搜索法或人工经验调参存在效率低、泛
化性能差、易陷入局部最优等缺陷[５Ｇ６].为提升模型

诊断性能,国内外学者尝试引入群体智能优化算法

对SVM 进行参数寻优,如粒子群优化(PSO)、遗传

算法(GA)等均取得了一定成效.周恒等[７]提出基

于模糊神经网络的发动机故障诊断模型,有效提升

了诊断模型的鲁棒性与准确率.顾清华等[８]结合随

机森林与一维深度残差网络构建了 RFTLＧ１DNet
模型,通过迁移学习与数据增强技术,在小样本条件

下将诊断准确率提升至９９％以上;后续其团队提出

基于改进鲸鱼优化算法(IWOA)与LightGBM 的融

合诊断模型,有效解决了故障类别不均衡的问题,

F１ 值高达９８．５３％[９].但上述方法仍存在收敛速度

慢、易陷入局部最优等不足,难以满足矿区复杂多变

环境下的发动机诊断需求.
针对上述问题,本文以潍柴 WP１４T 型矿用挖

掘机发动机为研究对象,构建基于灰狼优化算法

(GreyWolfOptimizer,GWO)优化SVM 的故障预

测模型.通过对潍柴 WP１４T发动机运行数据进行

特征提取、GWO参数优化建模与验证测试,有效提

升对关键部位的故障预测能力,弥补现有方法在小

样本、高复杂度、多工况环境下识别性能不足的缺

陷,提出了一种高精度、强鲁棒性的发动机故障预测

新方法,以期为矿山机械智能运维与故障预判提供

理论支持与工程参考.

１　基于灰狼算法的SVM 参数寻优

１．１　支持向量机算法

支持向量机(SVM)是基于统计学习理论提出

的二分类模型,尤其适用于解决小样本、非线性、高
维度数据的分类问题.SVM 核心思想是通过构造

最优分类超平面实现样本划分,同时最大化分类间

隔,以提升模型的泛化性能.
首先,给定训练数据集:

{(xi,yi)}i＝１,２,􀆺,N (１)
式中:xi 为特征向量,xi ∈Rn;yi 为类别标签,yi ∈
[－１,＋１];i为样本编号;N 为样本总数.

SVM 旨在寻找能够正确划分两类样本且具有

最大间隔的超平面,超平面方程为:
w􀅰x＋b＝０ (２)

式中:w 为法向量;b为偏置项.
为最大化分类间隔,目标是最小化以下优化

问题:

minw,b
１
２‖w‖２ (３)

式中,w 为分界线系数.
在满足约束条件的前提下,得出:

yi(w􀅰xi＋b)≫１,∀i (４)
针对实际数据中存在的噪声与线性不可分的情

况,引入松弛变量ξi,构建软间隔SVM,优化问题转

化为:

minw,b,ξi
１
２‖w‖２＋C∑

N

i＝１
ξi (５)

yi(w􀅰xi＋b)≥１－ξi,ξi ≥０ (６)
式中,C为惩罚因子,C＞０,用于平衡分类间隔和误

差率.
针对非线性可分问题,SVM 通过引入核函数将

输入空间的数据映射到高维特征空间,实现在高维

空间中的线性可分.常用的核函数包括:
线性核函数:

K(xi,yi)＝xT
i 􀅰yi (７)

多项式核函数:

K(xi,yi)＝(xT
iyi＋f)d (８)

式中:f为常数,f＞０;d为多项式的阶数,d∈N＋.
径向基函数(RBF):

K(xi,yi)＝exp(－γ‖xi－yi‖２) (９)
式中,γ 为 RBF 核的参数,决定了样本点的影响

范围.
本文选用在处理复杂非线性问题时表现效果良

好的RBF核函数.
SVM 的分类性能在很大程度上取决于惩罚因

子C 和RBF核的参数γ 的合理配置.C 用于平衡

分类间隔与分类误差,γ 决定 RBF核的分布宽度.
参数选择不当易导致模型过拟合或欠拟合,显著降

低模型的准确性与泛化能力.针对传统网格搜索算

法计算量大、易陷入局部最优等问题,本文引入灰狼

优化算法对SVM 参数进行自适应全局寻优,以提

升故障预测模型的综合性能.

１．２　灰狼优化算法

灰狼优化算法(GWO)由 MirjaliliS 等[１０]于

２０１４年提出,是一种模拟自然界灰狼社会等级结构

与群体狩猎行为的群体智能优化算法.GWO 算法
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具有算法结构简单、全局搜索能力强、控制参数少等

优势,被广泛应用于图像识别、特征选择、故障诊断

等各类工程优化领域[１１Ｇ１５].GWO 将种群中的个体

划分为４个等级:α狼为种群领导者,对应当前最优

解;β狼为次优解,协助α 狼决策;σ 狼为第三最优

解;ω 狼为普通个体,其行为受前三类狼引导.该等

级制度形成的多头领导机制,可有效平衡算法在迭

代中的全局搜索能力和局部开发能力.灰狼的社会

等级如图１所示.

图１　灰狼社会等级

Fig．１　Thesocialhierarchyofgreywolves

GWO模拟灰狼的群体围猎过程,包含３个主

要阶段.
(１)包围猎物.
假设猎物位置为Xprey,当前灰狼位置为X,则

位置更新规则如下:

D＝|B􀅰Xprey－X| (１０)

X(t＋１)＝Xprey－A􀅰D (１１)
式中:D 为当前灰狼与猎物之间的距离向量;A 为

搜索控制向量,A＝２a􀅰r１－a;B 为干扰系数向量,

B＝２􀅰r２;r１,r２ 为随机向量;t为当前迭代次数;a
为线性递减参数(从２减到０).

(２)狩猎行为.
假设α、β、σ狼知道猎物大致位置,其余ω 狼以

三者为引导更新自身位置,更新公式如下:

X１＝Xα－A１􀅰|B１􀅰Xα－X| (１２)

X２＝Xβ－A２􀅰|B２􀅰Xβ－X| (１３)

X３＝Xσ－A３􀅰|B３􀅰Xσ－X| (１４)

X(t＋１)＝(X１＋X２＋X３)/３ (１５)
即每只ω 狼的位置由最优秀的３只狼共同引

导更新,是一种群体协作优化策略.
(３)攻击猎物(收敛阶段).
随着迭代次数增加,收敛因子a′逐渐减小,使

系数向量|A|在[－a′,＋a′]中变动.
当|A|＜１时,灰狼向猎物位置靠拢,进行局部搜

索;当|A|＞１,灰狼远离猎物,进行全局搜索;该机制

可有效平衡算法的全局探索能力和局部开发能力.

灰狼优化算法的参数寻优流程如图２所示,具
体包括以下７个步骤.

图２　灰狼优化算法流程

Fig．２　TheflowchartoftheGreyWolfOptimizer

(１)初始化参数:设置灰狼种群规模,确定搜索

空间边界,即超参数C 和γ 的取值范围,初始化每

只灰狼的位置(每只狼对应一组C 和γ 值),并使其

随机分布在搜索空间内,设置 GWO 的最大迭代次

数Tmax.
(２)定义适应度函数:采用SVM 模型在训练集

上的交叉验证综合误差与模型复杂度作为适应度函

数,适应度值越低,表明对应的 C 和γ 参数组合

越优.
(３)种群排序与领导层更新:计算当前种群中

每只灰狼对应的适应度值,按适应度值升序排序,选
取最优的三只灰狼分别作为:α 狼(最优解)、β 狼

(次优解)和σ狼(第三优解),其余为普通灰狼.
(４)位置更新:所有ω 狼根据α、β、σ三只领导

狼的位置进行更新.
(５)边界处理:若更新后的灰狼位置超出预设

的参数搜索范围,则将其修正到边界值以内,以保证

搜索的合理性.
(６)迭代更新:重复步骤三至步骤五,直至达到

最大迭代次数Tmax或适应度值满足收敛条件.

５０２　张家俊,等．基于 GWOＧSVM 的矿用挖掘机发动机故障预测方法研究[J]．矿业研究与开发,２０２６,４６(７)．



(７)输出最优解:输出最终适应度最低的α 狼

对应的参数组合,即最优的C 和γ,用最优参数训练

SVM 模型,用于发动机故障预测.

１．３　测试函数表现分析

为验证灰狼优化算法(GWO)在支持向量机

(SVM)参数寻优中的全局寻优性能的优越性,本文

选取粒子群优化算法(ParticleSwarm Optimization,

PSO)、蚁 群 算 法 (Ant Colony Optimization,

ACO)、遗传算法(GeneticAlgorithm,GA)等经典

智能优化算法开展对比仿真试验,并选取５个常用

的连续型全局优化测试函数进行仿真试验.标准测

试函数的表达式与搜索空间见表１.

表１　标准测试函数

Table１　Standardtestfunctions

函数 表达式 搜索空间

H１ f(x)＝ ∑
n

i＝１
x２

i [－１００,１００]n

H２ f(x)＝ ∑
n－１

i＝１
[１００(xi＋１－x２

i)２＋(xi－１)２] [－３０,３０]n

H３ f(x)＝１０n＋∑
n

i＝１
[x２

i －１０cos(２πxi)] [５．１２,５．１２]n

H４ f(x)＝１＋
１

４０００∑x２
i －∏cos(xi

i
) [－６００,６００]n

H５ f(x)＝ ∑
n

i＝１
|xi|＋∏

n

i
|xi| [－１０,１０]n

为了确保对比试验的公正性与可重复性,所有

参与测试的智能优化算法统一设定如下试验参数:
算法种群规模均设为３０,最大迭代次数为１０００,保
证算法充分搜索;所有优化函数均采用３０维优化变

量,以提高测试难度并增强算法性能对比的代表性.
为消除随机因素对试验结果的影响,每种算法在每

个标准测试函数上均独立运行３０次.图３为４种

算法在标准测试函数H１~H５ 上的收敛曲线.表２
为３０维测试函数下４种算法的优化统计结果,包含

平均值、最优值、最差值和标准差.

图３　收敛曲线

Fig．３　Theconvergencecurves

由图３可知,GWO 在收敛速度与收敛精度上

均显著优于其他对比算法,兼具快速全局搜索与局

部精细优化能力.最终收敛精度更高、结果波动更

小,表现出更强的稳定性和鲁棒性.表２的统计结
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果进一步验证了 GWO 在各测试函数 H１~H５ 上

的优异搜索性能,充分体现了其在解决复杂优化问

题方面的卓越效果.

表２　４种算法试验结果对比

Table２　Comparisonoftestresults

forfouralgorithms

函数 指标 GWO PSO GA ACO

H１

平均值 ２．４７×１０－２９ ８．７３×１０－１８ ４．２１×１０－８ ５．０２×１０－４

最优值 ９．９８×１０－３１ １．１５×１０－１９ ６．０４×１０－９ ８．４７×１０－５

最差值 １．０３×１０－２０ ３．５２×１０－１８ ２．３７×１０－７ １．１２×１０－３

标准差 ２．０１×１０－３０ １．１２×１０－１８ ７．８３×１０－８ ３．２１×１０－４

H２

平均值８．０３×１０－１２０９．５１×１０－４９ ４２．６７ １．２３
最优值３．１７×１０－１２９４．０２×１０－５１ ２５．０３ ０．４８
最差值４．８９×１０－１１６１．０８×１０－４５ ５９．９７ ２．０４
标准差４．０１×１０－１２０５．０３×１０－４９ １２．３４ ０．６１

􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋

H３

平均值 ５．３８×１０－３ ０．０５ ０．９７ １．８２
最优值 ４．５２×１０－３ ０．０２ ０．５１ １．０３
最差值 ２．０１×１０－２ ０．０８ １．４９ ２．４７
标准差 ６．０２×１０－３ ０．０２ ０．３８ ０．５７

􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋

H４

平均值 ４．８５×１０－３ ０．７３ ０．３５ ０．０３
最优值 １．９２×１０－３ ０．３２ ０．２０ ０．０１
最差值 ８．３５×１０－３ ０．９９ ０．５０ ０．４０
标准差 ２．２４×１０－３ ０．３２ ０．１２ ０．０９

􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋

H５

平均值２．１４×１０－１３６８．２９×１０－２８ ２．９６×１０－４７ ３．２８×１０－５１

最优值５．６８×１０－１４８４．６９×１０－３０ ７．１５×１０－４９ ６．３２×１０－５５

最差值３．６５×１０－１３２９．２３×１０－２０ ５．２６×１０－４０ ７．１０×１０－４５

标准差１．５８×１０－１３３１．０２×１０－２５ ３．２１×１０－４５ ６．３７×１０－５０

􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋

２　GWOＧSVM 矿用挖掘机发动机故障预测

模型

为实现矿用挖掘机发动机故障的准确预测,本
文构建了基于灰狼优化支持向量机(GWOＧSVM)
的故障预测模型.整体建模流程如图４所示.

(１)数据采集:采集矿用挖掘机发动机运行的

关键特征变量,涵盖转速、负载、喷油量、温度、压力

等共２５维运行参数,作为模型输入特征.
(２)数据预处理:对原始数据进行清洗、去噪与

缺失值补全处理,采用最小 最大归一化方法将特

征统一映射至同一数值区间,确保数据质量,保证模

型训练的稳定性.
(３)特征选择:利用相关性分析、信息增益等方

法,从２５维原始特征中筛选出与故障状态高度相关

的关键变量,降低特征冗余度,提高模型训练效率与

泛化能力.
(４)构建 SVM 分类器:采用径向基核函数

(RBF)构建支持向量机分类器,得到初始分类模型,
待优化其惩罚因子与核函数宽度参数.

(５)训练 GWOＧSVM 模型:使用 GWO获得的

最优参数组合训练SVM 分类器,生成最终模型.
(６)输出预测结果:对新输入的发动机运行特

征参数进行分类预测,输出故障状态及故障类型.

图４　预测算法流程

Fig．４　Flowchartofthepredictionalgorithm

３　预测结果分析

本文以潍柴 WP１４T型发动机(如图５所示)为
研究对象,依托潍柴“智多星”诊断工具,对多台配备

WP１４T型发动机的露天矿用挖掘机开展运行数据

采集,累计获取１０００组２５维的发动机运行与故障

样本数据.采集参数涵盖转速、负载、喷油量、温度

与压力等特征,可全面反映发动机在高强度复杂工

况下的运行状态与健康水平.
各参数异常与发动机典型故障密切相关.例

如,转速波动通常反映燃烧不均匀或点火系统故障,
负载 功率不匹配提示燃烧效率下降,喷油量异常

对应油耗升高或动力不足,冷却液温度过高预示过

热故障风险,进排气压力异常则多与滤清器堵塞或

增压系统故障相关.在仿真环境下,基于所构建的

样本数据集开展多轮仿真试验,对本文提出的故障

诊断模型进行性能测试与验证,全面评估其工程应

用的预测准确性与鲁棒性.

７０２　张家俊,等．基于 GWOＧSVM 的矿用挖掘机发动机故障预测方法研究[J]．矿业研究与开发,２０２６,４６(７)．



图５　潍柴动力 WP１４T发动机

Fig．５　WeichaipowerWP１４Tengine

３．１　试验数据处理与特征选择

为提升模型的训练效率与预测精度,本文对采

集到的１０００组２５维原始特征数据开展系统的数

据预处理与优化特征提取.

３．１．１　数据预处理

特征选择前,首先对原始数据进行标准化处理.
(１)异常值检测与剔除:利用箱型图法识别并

去除极端离群点,保证数据分布合理;
(２)缺失值补全:对少量缺失数据采用线性插

值法进行补全;
(３)数据归一化:采用最小 最大归一化法,将

各维特征统一映射至[０,１]区间,消除不同量纲对模

型训练的影响.

３．１．２　特征选择

预处理完成后,采用多种特征选择方法,联合筛

选出与故障状态高度相关的１０个关键特征变量,具
体方法如下:

(１)皮尔逊相关系数分析(PearsonCorrelation
Coefficient),计算各特征与故障标签的线性相关

性,剔除相关性低于设定阈值的特征;
(２)信息增益(InformationGain),评估各特征

对目标分类变量的信息贡献度,按得分从高到低

排序;
(３)互信息法(MutualInformation),捕捉特征

与故障标签的非线性相关关系,甄别非线性相关

特征;
(４)方差筛选法(VarianceThreshold),去除方

差低、信息量小、区分能力弱的特征;
(５)特征重要性评分(FＧscore),使用初步训练

的SVM 模型,评估每个特征对模型分类性能的

贡献.
初始数据集特征重要性对比结果见表３.

表３　初始数据集特征重要性对比

Table３　Comparisonoffeatureimportance
intheinitialdataset

序号
特征
名称

相关
系数

信息
增益值

互信
息值

方差值

类间均
值差/
类内
方差

保留/
剔除

１ 发动机转速 ０．６８ ０．３５ ０．４０ ０．１５ ０．５５ 保留

２ 共轨压力 ０．５２ ０．２８ ０．３２ ０．１０ ０．４３ 保留

３ 排气温度 ０．７５ ０．４１ ０．４５ ０．２１ ０．６５ 保留

４ 机油压力 ０．４８ ０．２５ ０．２７ ０．０８ ０．３８ 保留

５ 冷却液温度 ０．４４ ０．２２ ０．２４ ０．０７ ０．３５ 保留

６ 喷油量 ０．４１ ０．２０ ０．２２ ０．０６ ０．３３ 保留

７ 喷油正时偏移 ０．３６ ０．１８ ０．２１ ０．０５ ０．３５ 保留

８ 进气流量 ０．３１ ０．１５ ０．１８ ０．０４ ０．２５ 保留

９ 故障码计数 ０．２８ ０．１４ ０．１６ ０．０３ ０．２２ 保留

１０ 排气温变化率 ０．２５ ０．１３ ０．１５ ０．０２ ０．２２ 保留

１１ 机油温度 ０．２２ ０．１２ ０．１３ ０．０２ ０．１８ 剔除

１２ 进气温度 ０．２１ ０．１１ ０．１２ ０．０２ ０．１６ 剔除

１３ 进气压力 ０．１８ ０．１０ ０．１５ ０．０１ ０．１４ 剔除

１４ 排气压力 ０．１６ ０．０９ ０．０９ ０．０１ ０．１２ 剔除

１５ 水温传感器电压 ０．１５ ０．０８ ０．０８ ０．０１ ０．１１ 剔除

１６ 空燃比 ０．１４ ０．０７ ０．０７ ０．０１ ０．１０ 剔除

１７ 涡轮增压压力 ０．１２ ０．０６ ０．０６ ０．０１ ０．０９ 剔除

１８ 怠速控制阀开度 ０．１１ ０．０５ ０．０５ ０．０１ ０．０８ 剔除

１９ 蓄电池电压 ０．０９ ０．０４ ０．０４ ０．００ ０．０７ 剔除

２０ 发动机负载 ０．０８ ０．０３ ０．０３ ０．００ ０．０６ 剔除

２１ 燃油压力 ０．０７ ０．０３ ０．０３ ０．００ ０．０５ 剔除

２２ 机油液位 ０．０６ ０．０２ ０．０２ ０．００ ０．０４ 剔除

２３ 进气歧管压力 ０．０５ ０．０２ ０．０２ ０．００ ０．０３ 剔除

２４ 冷却风扇状态 ０．０３ ０．０１ ０．０１ ０．００ ０．０２ 剔除

２５ 燃油温度 ０．０２ ０．０１ ０．０１ ０．００ ０．０１ 剔除

最终,结合表３的统计结果与工程可解释性,从
２５个原始特征中筛选出发动机转速、共轨压力、排
气温度、机油压力、冷却液温度、喷油量、喷油正时偏

移、进气流量、故障码计数和排气温度变化率共１０
个关键特征,用于后续建模与仿真.

３．２　测试结果与分析

为全面评估本文提出的灰狼优化支持向量机

(GWOＧSVM)模型在矿用挖掘机发动机故障预测

中的性能,将其与传统支持向量机(SVM)模型及采用

粒子 群 优 化 (PSO)、遗 传 算 法 (GA)、蚁 群 算 法

(ACO)、蚁狮算法(AntLionOptimization,ALO)、蜂
群算法(ArtificialBeeOptimization,ABC)、蝙蝠算法

(BatAlgorithm,BA)、差 分 进 化 算 法 (Differential
EvolutionAlgorithm,DE)和量子进化算法(Quantum
EvolutionaryAlgorithm,QEA)等优化的SVM 模型

开展对比试验.所有模型均采用相同的数据集和特

征输入,保证试验的可对比性.

３．２．１　模型性能对比分析

采用准确率、精确率、召回率和F１ 值四项评价

８０２ 矿 业 研 究 与 开 发　　　　　　　　　　　　　　　　２０２６,４６(７)　



指标,从多维度全面评价模型的分类效果和性能优

劣.各模型在测试集上的预测性能对比结果见

表４.

表４　各模型在测试集上的预测性能

Table４　Predictionperformanceofvarious
modelsonthetestset

模型 准确率/％ 精确率/％ 召回率/％ F１ 值/％

GWOＧSVM ９２．８ ９２．２ ９１．１ ９１．６
SVM ８２．９ ８１．５ ７９．８ ８０．６

PSOＧSVM ８６．７ ８５．９ ８４．２ ８５．０
GAＧSVM ８７．８ ８６．６ ８５．４ ８６．０
ACOＧSVM ８６．２ ８５．０ ８３．９ ８４．４
ALOＧSVM ８９．０ ８８．２ ８６．８ ８７．５
ABCＧSVM ８７．９ ８７．０ ８５．６ ８６．３
BAＧSVM ８７．４ ８６．５ ８５．０ ８５．７
DEＧSVM ８８．３ ８７．５ ８６．２ ８６．８
QEAＧSVM ８８．７ ８７．９ ８６．５ ８７．２

试验结果表明,GWOＧSVM 模型在准确率、精
确率、召回率和F１ 值四项关键指标上均明显优于

其他对比模型,F１ 值达９１．６％,明显高于其他模型,
体现出该模型在正负样本分类的平衡能力更强.

３．２．２　模型鲁棒性分析

为进一步验证 GWOＧSVM 模型在复杂工程环

境下的适应能力与鲁棒性,设计了数据噪声干扰测

试、样本类别不平衡测试以及交叉验证稳定性三个

典型场景,重点评估模型在非理想数据输入条件下

的性能保持能力,即抗干扰性、抗样本偏斜能力和泛

化稳定性.
(１)不同噪声等级下预测准确率变化.
为模拟传感器因老化、温漂等因素引入的实际

信号干扰,在原始输入数据中添加均值为０、方差为

０．０１~０．１的高斯白噪声,构建不同等级的干扰数据

集.不同噪声等级的预测准确率如图６所示.

图６　不同噪声等级下预测准确率

Fig．６　Predictionaccuracyunderdifferentnoiselevels

试验结果表明,随着噪声强度增加,所有模型的

预测精度均呈下降趋势,但 GWOＧSVM 模型在各

噪声等级下始终保持最优的预测性能,且准确率下

降幅 度 最 小,整 体 趋 势 相 对 平 稳.这 充 分 说 明

GWOＧSVM 模型对输入信号的随机扰动具有较强

的鲁棒性和抗干扰能力.与其他优化 SVM 模型

(如 PSOＧSVM、GAＧSVM、ACOＧSVM 等)相 比,

GWOＧSVM 在高噪声条件下依然能够有效保持较

高的分类准确率,展现出其在复杂工况下的泛化能

力和稳定性,具有较高的工程应用价值.
(２)样本比例不平衡场景测试.
为评估 GWOＧSVM 模型应对实际应用中类别

不平衡问题的能力,在总样本数不变的前提下,构建

了多个不同的正负样本比例数据集(正常∶故障分

别为１∶１、２∶１、３∶１、５∶１和１０∶１),以模拟矿用

挖掘机实际运行中正常工况远多于故障工况的场

景.在各样本比例下,分别训练所有对比模型,并采

用相同测试条件进行评估,预测准确率如图７所示.

图７　不同比例样本条件下各模型的预测准确率

Fig．７　Predictionaccuracyofvariousmodels

underdifferentsampleratios

试验结果表明,随着正负样本比例由１∶１增至

１０∶１,多数模型准确率下降显著,说明样本不平衡

对性能有显著影响.传统SVM 在比例失衡时准确

率下降明显,表现不稳定,而部分优化模型如PSOＧ
SVM、GAＧSVM 在中度不平衡下性能尚可,但在严

重不平衡时性能大幅衰减.相比之下,GWOＧSVM
在所有样本比例下均保持较高且稳定的预测准确

率,在样本极度不平衡(正常∶故障＝１０∶１)的条件

下,仍保持８６．９％的高准确率,展现出良好的鲁棒性

与抗偏斜能力,验证了其在处理样本不均衡问题时

具备更优的泛化性能和应用价值.

９０２　张家俊,等．基于 GWOＧSVM 的矿用挖掘机发动机故障预测方法研究[J]．矿业研究与开发,２０２６,４６(７)．



(３)交叉验证稳定性测试.
为评估各模型在不同训练 验证集划分条件下

的性能稳定性,采用５折交叉验证方法对所有模型

进行测试.每轮交叉中随机选取８０％的样本用于

训练,２０％的样本用于验证,重复５次并取平均准确

率作为最终评估指标.该方法可有效检验模型在样

本分布变化下的泛化能力与稳定性,提升试验结果

的可靠性,预测稳定性见表５.

表５　各模型在５折交叉验证下的预测稳定性

Table５　Predictionstabilityofvariousmodelsunder

５ＧfoldcrossＧvalidation

模型 平均准确率/％ 标准差/％ 方差/％

GWOＧSVM ９２．５ １．７ ２．８
SVM ８７．４ ３．０ ８．８

PSOＧSVM ８９．９ ２．３ ５．５
GAＧSVM ９０．１ ２．３ ５．２
ACOＧSVM ８９．２ ２．７ ７．１
ALOＧSVM ９１．１ ２．１ ４．５
ABCＧSVM ９０．３ ２．２ ４．８
BAＧSVM ８９．７ ２．５ ６．３
DEＧSVM ９０．３ ２．１ ４．６
QEAＧSVM ９０．９ ２．１ ４．２

试验结果表明,GWOＧSVM 模型的５折交叉验

证平均准确率达９２．５％,标准差和方差分别为１．７％
和２．８％,均显著优于其他模型,说明其在不同训

练 验证集划分下具备良好的稳定性与泛化能力.
相比之下,传统SVM 模型的准确率仅为８７．４％,标
准差和方差高达３．０％和８．８％,表明其对数据划分

高度敏感,预测结果波动较大.GAＧSVM、DEＧSVM
和 QEAＧSVM 等优化模型的性能在准确率与稳定

性上均有所提升,但整体仍逊于 GWOＧSVM 模型.
整体来看,GWOＧSVM 模型在预测准确性与一致性

方面均展现明显优势,具有更强的鲁棒性,适用于复

杂工况下的发动机故障预测任务.

４　结论

本文针对潍柴 WP１４T型矿用挖掘机发动机故

障预 测 问 题,构 建 了 基 于 灰 狼 优 化 支 持 向 量 机

(GWOＧSVM)的智能预测模型,并系统开展了性能

测试与鲁棒性验证,获得如下主要结论.
(１)整体预测性能优异.GWOＧSVM 模型在

标准测试集上取得了９２．８％的准确率和９１．６％的

F１ 值,显著优于传统SVM 及其他８种智能优化方

法,验证了引入灰狼优化算法(GWO)后对SVM 参

数寻优的有效性,显著提升了模型的分类性能.
(２)抗干扰能力突出.在不同强度的高斯白噪

声测试场景中,GWOＧSVM 模型的准确率下降幅度

最小,展现出良好的稳定性与鲁棒性,能够有效应对

实际工况中常见的传感器噪声干扰.
(３)应对类别不平衡能力强.在样本极度不均

衡(正常样本与故障样本比例为１０∶１)的测试条件

下,GWOＧSVM 仍保持８６．９％的高准确率,显著优

于所有对比模型,表明其对少数类故障样本具备较

强的识别能力,适用于真实工况下的故障预测任务.
(４)模型泛化能力良好.５折交叉验证结果显

示,GWOＧSVM 模型平均准确率为９２．５％,标准差

仅为１．７％,在不同训练集 验证集划分下,结果仍

保持高度一致性,说明该方法具备较强的泛化能力

与稳定性,在复杂、多变的矿山作业环境中展现出良

好的工程应用前景与推广价值.
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