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摘要:为解决现有诊断方法难以捕捉矿山土壤质量的长期变化规律、复垦效果评估滞后、土壤质量诊断结果缺乏可解释性等

问题,提出了一个基于SwinＧUnet与梯度加权类激活映射(GradＧCAM)可视化技术的改进矿山复垦土壤质量动态诊断模型

(IPSSUG模型).该模型通过SwinＧUnet提取土壤图像原始特征,借助挤压和激励网络模块抑制噪声并突出关键特征;同时

采用剪枝算法优化模型结构,降低计算复杂度;最后利用梯度加权类激活映射提高诊断结果的可解释性.试验结果表明,

PSSU 模型土壤质量诊断的准确率和精确率分别为９６．１１％、９７．６３％;IPSSUG模型识别速效钾含量的决定系数为０．９８３,土壤

污染区域的识别率为９８．４０％,试验数据均优于对比模型,充分证明了该模型的可行性与优越性.此外,通过IPSSUG模型量化

了主要影响因素与土壤质量指标的关联程度,提高了土壤质量诊断结果的可靠性,为矿山复垦土壤质量诊断研究提供了新方法.
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DynamicDiagnosisMethodforMineReclamationSoilQualityBasedontheFusionofSwinＧUnetandGradＧCAM
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Abstract:ToaddresstheproblemsthatexistingdiagnosismethodscanhardlycapturethelongＧtermvariationlawofminesoil
quality,theevaluationofreclamationeffectlagsbehind,andthesoilqualitydiagnosisresultslackinterpretability,animproved
dynamicdiagnosis modelfor minereclamationsoilqualitybasedonSwinＧUnetand GradientＧWeighted Class Activation
Mapping(GradＧCAM)visualizationtechnologywasproposed(IPPSUGmodel)．Rawsoilimagefeatureswereextractedbythe
modelviaSwinＧUnet,andnoisewassuppressedwhilekeyfeatureswerehighlightedwiththesqueezeＧandＧexcitationnetwork
module．Meanwhile,themodelstructurewasoptimizedbythepruningalgorithmtoreducecomputationalcomplexity．Finally,

theinterpretabilityofdiagnosisresultswasimprovedbyGradＧCAM．Thetestresultsshowthattheaccuracyandprecisionof
soilqualitydiagnosisofthePSSU modelreach９６．１１％ and９７．６３％,respectively．ThedeterminationcoefficientofIPSSUG
modelforidentifyingavailablepotassiumcontentis０．９８３,andtherecognitionrateofsoilＧpollutedareasis９８．４０％．Testdata
aresuperiortothoseofthecomparison models,whichfullydemonstratesthefeasibilityandsuperiorityofthismodel．In
addition,thedegreeofcorrelationbetween maininfluencingfactorsandsoilqualityindicatorswasquantifiedbyIPSSUG
model,thereliabilityofsoilqualitydiagnosisresultswasimproved,andanew methodwasprovidedforresearchonmine
reclamationsoilqualitydiagnosis．
Keywords:Soilqualitydiagnosis,SqueezeＧandＧexcitationnetworkmodule,Pruningalgorithm,SwinＧUnet,GradＧCAM

０　引言

随着工业化进程的持续推进,矿山的土壤生态受

露天采矿、地下开采等工程活动的影响逐渐被破坏[１].
重金属污染、土壤结构退化等问题会导致矿山复垦区

的土壤质量出现空间异质性和动态波动性,故对土壤

质量进行精准诊断有助于提升矿山土壤的复垦效

果[２Ｇ３].现有方法存在诊断精度不足、效率低等局限

性,而SwinＧUnet(SwinTransformerandUＧNet)通过

编码、解码的对称结构,具有较强的高分辨率图像精
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细分割能力,已广泛应用于图像分割领域[４].基于

此,国内外大量学者对其进行了研究.例如,为了确

定锥束计算机断层扫描图像中与上颌窦相关的病理

状况和感染界限,Çelebi等[５]提出了一种基于Swin
Transformer的 Unet架构,将 Unet的解码器部分替

换为Swin,以此提升病理状况的检测精度,试验发

现,该架构的准确率为９９％,交并比为８４．７１％.针对

现有方法在道路多分类时存在的精度较低的问题,胡
荣明等[６]提出了一种改进SwinＧUnet模型的三分支

多级融合方法,旨在增强道路影像特征的提取能力,
研究表明,该模型道路总体分类的精度为９４．８６％,召
回率为９４．３９％,F１ 分数为９４．５４％.Xiao等[７]提出

了一种基于SwinＧUnet模型的非酒精性脂肪性肝病

(NAFLD)图像分割和严重性评分方法,以解决现有

研究方法无法对NAFLD严重程度进行分类的问题,
研究发现,该方法显著提高了分割精度,同时严重性

评分的准确率为９０％.张博等[８]提出了一个基于

SwinＧUnet的语义分割模型,以便更准确地监测饲料

的消耗状态,通过深度卷积替换线性注意力映射以提

供局部空间的上下文信息,结果表明,该模型的平均交

并比、准 确 率、F１ 分 数 分 别 为 ８６．４６％、９８．６０％、
９２．２９％.由于在未染色的明场显微镜图像中检测细

胞器存在对比度差、形态结构不规则等问题,Palliyil
等[９]提出了一种基于SwinＧUnet的分割方法,并对细

胞亮场图像进行语义分割,结果表明,该方法能准确

分割明场图像中的细胞核和细胞质.但上述研究均

存在一定的不足之处,例如,胡荣明团队未分析模型

在复杂场景下的分类表现,Palliyil等学者未评估所提

方法在不同细胞类型细胞图像上的适应性.
目前,虽然对矿山土壤质量诊断方法的研究取

得了一定的进展,但现有的诊断方法均存在一定的

局限性,例如,传统的实地采样法存在成本较高、覆
盖范围较窄、实时性不足等问题.机器学习模型法

对高分辨率土壤图像适配能力较差,同时对结果的

可解释性较弱,因此行业内急需构建一种综合性能

更优 的 诊 断 方 法[１０].而 梯 度 加 权 类 激 活 映 射

(GradientＧWeighted Class Activation Mapping,
GradＧCAM)能够计算模型最后一层卷积层的特征

图梯度,从而衡量各特征图对预测结果的重要性,有
效提升算法模型的可解释性.因此本研究引入挤压

和 激 励 网 络 (SqueezeＧandＧExcitation Networks,
SENet)模块、剪枝算法(PruningAlgorithm,PA)
优化传统SwinＧUnet,并将优化模型与 GradＧCAM
相结合,构建可解释性更强的改进 SwinＧUnet模

型.在此基础上构建适用于矿山复垦区的土壤质量

动态诊断模型,以期解决现有诊断方法存在的诊断

周期长、检测精度低、抗干扰能力差等问题.本研究

主要包含两处创新:一是引入 SENet和 PA 优化

SwinＧUnet模型,得到剪枝算法与挤压和激励网络

的 SwinＧUnet(Pruning Algorithm and SqueezeＧ
andＧExcitation Networks and SwinＧUnet, PAＧ
SENetＧSwinＧUnet);二是将 PAＧSENetＧSwinＧUnet
模型与 GradＧCAM 融合,构建适用于矿山复垦区的

土壤质量动态诊断模型,为矿山复垦土壤质量诊断

相关研究提供了新方法.

１　矿山复垦土壤质量诊断模型构建

１．１　改进SwinＧUnet模型设计

矿山复垦区土壤质量的诊断是指通过先进的技

术手段,对矿山开采后复垦治理区域的土壤进行评

估、监测与分析,从而判断土壤质量状况、生态功能

恢复程度的过 程[１１].而 SwinＧUnet是 一 种 基 于

SwinTransformer的语义分割模型,该模型将窗口

注意力机制与层次化特征提取模块嵌入 Unet模型

的编码器与解码器结构中,能够提升土壤图像特征

的全局语义表征能力与局部细节提取效果.因此,
本研究将该模型应用于矿山复垦区的土壤质量诊

断,其具体结构如图１所示.

图１　SwinＧUnet动态诊断土壤质量的结构

Fig．１　StructureofSwinＧUnetfordynamicdiagnosisofsoilquality
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　　从图１中可以看出,SwinＧUnet首先利用Swin
对原始土壤图像进行分割,接着通过窗口注意力机

制学习土壤特征,之后借助移位窗口注意力分层提

取特征实现编码.而其中的 Unet负责图像的解码

阶段,凭借上采样操作逐渐恢复原始图像的分辨率,
并依靠跳跃连接将每个编码阶段的全局语义特征与

解码阶段的局部细节特征相融合,从而完成土壤图

像的线性映射.最终结合编码与解码的结果输出土

壤质量诊断结果.其中Swin窗口多头注意力机制

的函数表达见式(１).

Attention(Q,K,V)＝Softmax
QK
dK

æ

è
ç

ö

ø
÷ 􀅰V (１)

式中:Attention(Q,K,V)为Swin的窗口多头注意

力;Q、K、V 均为原始特征的线性矩阵;Softmax表

示特征权重的归一化;dK 是矩阵维度.
Swin在编码阶段的下采样操作即特征提取过

程见式(２).
Zdown＝

Linear(Concat(Z(p１１),Z(p１２),Z(p２１),Z(p２２)))
(２)

式中:Zdown表示编码阶段的下采样操作;p１１、p１２和

p２１、p２２ 是 相 邻 原 始 土 壤 图 像 的 分 割 块;Linear
(Concat(􀅰))代表拼接过程Concat(􀅰)的线性投影.

Unet模型在解码阶段的上采样操作即特征融

合过程见式(３)[１２].
Dup＝D∗Wdeconv (３)

式中:Dup为解码阶段的上采样操作;D 代表解码器

的特征;Wdeconv是反卷积核;∗表示卷积操作.
然而,在实际的矿山复垦区土壤质量诊断中发

现,SwinＧUnet模型的鲁棒性不足,易受环境噪声及

图像噪声的干扰,且计算复杂度过高、运行成本较

高,因此需要对其进行改进.SENet模块是一种基

于通道注意力机制的网络模块,能够强化高相关特

征通道、抑制无用特征通道,以提升算法模型对关键

信息的捕捉能力[１３].因此本研究将SENet模块嵌

入SwinＧUnet模型的跳跃连接中,得到挤压和激励

网络的 SwinＧUnet(SqueezeＧandＧExcitationNetworks
andSwin Transformerand UＧNet,SENetＧSwinＧ
Unet)模型,以消除噪声对土壤质量诊断的干扰,其
具体结构如图２所示.

图２　SENetＧSwinＧUnet模型的结构

Fig．２　StructureoftheSENetＧSwinＧUnetmodel

　　由图２可知,将SENet模块嵌入SwinＧUnet模

型的跳跃连接层时,该模块通过挤压操作对编码阶

段特征进行全局平均池化,提取土壤图像的全局特

征信息.随后利用激励操作计算各特征的权重,提
高与土壤质量高度相关的关键特征权重,并降低噪

声及无关特征的权重,进而减少噪声对模型的干扰,
最终在输出层输出更多关键特征,提高模型的鲁棒

性.其中,SENet模块通过挤压操作进行全局信息

整合的过程见式(４)[１４].

zc ＝
１

H ×W′
􀅰∑

H

i＝１
∑
W′

j＝１
F(i,j,c) (４)

式中:zc 是第c个通道的全局平均池化输出值;F(i,

j,c)定义为输入SENet模块的特征图中第c个通

道、第i行、第j列的图像像素值;H、W′分别表示特

征图的空间高度与宽度.
SENet模块借助激励操作提高关键特征权重的

具体过程见式(５)[１５].
s＝σ􀅰(F２(δ(F１(z)))) (５)

式中:s表示捕获通道间特征依赖;σ 为Sigmoid函

数;δ 是ReLU激活函数;F１ 代表特征降维操作;F２

为特征升维操作.
此外,PA作为一种模型压缩技术,能够识别算法

模型中的冗余组件,并在保证模型性能的前提下去除

冗余参数,从而降低算法模型的计算复杂度[１６].基

于此,本研究利用PA对SENetＧSwinＧUnet模型进行

压缩,得到PAＧSENetＧSwinＧUnet模型,以减少计算

参数、降低计算复杂度,其具体压缩过程如图 ３
所示.
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图３　PA压缩SENetＧSwinＧUnet模型的过程

Fig．３　ProcessofcompressingtheSENetＧSwinＧUnetmodelviaPA

　　从图３中可以看出,PA 对 SENetＧSwinＧUnet
模型的压缩主要体现在对编码器中多头注意力的剪

枝和对SENet模块全局池化过程的低权重通道的

剔除.在Swin的多头自注意力中存在部分对土壤

图像分割贡献度较低的注意力头,PA 通过剪枝操

作去除该部分注意力头,从而减少特征提取过程的

计算量.而对于SENet模块的全局池化,PA 利用

各特征通道的权重衡量其重要性,再通过剪枝操作

剔除重要性较低的特征通道以减少特征图维度,进
而降低后续特征融合的计算量.其中,PA 对注意

力头进行剪枝操作的函数表达式如式(６)所示.

Apruned＝A☉m (６)

式中:Apruned为 Swin编码时的多头注意力权重剪

枝;A 是多头注意力的输出;m 为注意力通道掩码;

☉为逐元素乘积运算.

１．２　结合GradＧCAM 的土壤质量诊断模型构建

虽然PAＧSENetＧSwinＧUnet模型可以较好地识

别矿山复垦土壤质量的关键指标,但存在黑箱问题,
需结合相关方法提高可解释性.而 GradＧCAM 作

为一种用于解释模型决策过程的可视化技术,可以

通过生成热力图直观展示模型预测时的重点图像区

域,从而提高模型的可解释性[１７].因此,本研究将

GradＧCAM 与 PAＧSENetＧSwinＧUnet模型相结合,
以提高其可解释性,其具体过程如图４所示.

图４　GradＧCAM增强PAＧSENetＧSwinＧUnet模型可解释性的过程

Fig．４　ProcessofenhancinginterpretabilityofthePAＧSENetＧSwinＧUnetmodelviaGradＧCAM

　　由图４可知,在 PAＧSENetＧSwinＧUnet模型对

土壤图像进行特征识别的过程中,GradＧCAM 会对

其最后一层卷积层中待输出的特征图进行梯度计算

和权重生成操作.前者主要针对 PAＧSENetＧSwinＧ
Unet模型的预测类别,通过计算其得分反映该特征

图与预测结果的关联强度,后者会对特征图的梯度

进行全局平均池化,从而得到特征图的重要性权重.
之后将所有特征图进行加权求和,再利用激活函数

过滤负贡献区域,最终生成能够解释 PAＧSENetＧ
SwinＧUnet模型在诊断土壤质量时重点关注区域的

热力图.其中,GradＧCAM 通过全局平均池化计算

权重的过程如式(７)所示[１８].

６８２ 矿 业 研 究 与 开 发　　　　　　　　　　　　　　　　２０２６,４６(７)　



αc
k′ ＝

１
H ×W′∑

W′

j′＝１

∂yk′

∂Ac(i′,j′)
(７)

式中:αc
k′ 表示第c个通道对特征图类别k′的重要性

权重;Ac(i′,j′)定义为第c个通道的特征图在通道

位置(i′,j′)的输出值;yk′ 是PAＧSENetＧSwinＧUnet
模型对特征图类别k′的预测得分.

GradＧCAM 加权所有特征图生成热力图的函数

表达如式(８)所示[１９].

Lk′(i′,j′)＝ReLU ∑
C

c
αc

k′􀅰Ac(i′,j′)( ) (８)

式中:Lk′ 是特征图类别k′的热力图,用于表示对土

壤质量诊断的贡献;C 为通道总数.
由于PAＧSENetＧSwinＧUnet模型能够精准识别

土壤图像中的特征、完成土壤质量的动态诊断,而

GradＧCAM 能够提高PAＧSENetＧSwinＧUnet模型诊

断结果的可解释性,有助于解决黑箱问题.基于此,
本研究将PAＧSENetＧSwinＧUnet模型与 GradＧCAM
相融合,形成具有强可解释性的PSSUG融合模型,
其矿山土壤质量诊断过程如图５所示(图片来源:

https://iconpark．oceanengine．com/home).

图５　PSSUG融合模型矿山土壤质量诊断的过程

Fig．５　ProcessofminesoilqualitydiagnosisusingthePSSUGfusionmodel

　　从图５中可以看出,PSSUG融合模型首先借助

SwinＧUnet将土壤图像分割为多个不重叠的精细图

像,并通过PA的剪枝操作精简图像特征,降低计算

复杂度.接着利用跳跃连接恢复原始图像的分辨

率,并通过PA 对SENet模块进行剪枝操作,从而

简化其突出关键特征、抑制噪声的过程.最后在

SwinＧUnet的解码阶段进行特征融合,完成土壤质

量的诊断.同时,GradＧCAM 能对特征融合阶段的

特征图进行梯度计算,生成热力图,进而阐释 PAＧ
SENetＧSwinＧUnet模型在诊断土壤质量时的重点关

注区域.其中,SwinＧUnet利用跳跃连接拼接特征

的过程如式(９)所示.

ffusion＝Concat(fencoder,fdecoder) (９)
式中:ffusion代表SwinＧUnet的特征融合;fencoder为编

码器的特征输出;fdecoder 是解码器的特征融合.

PA对模型剪枝后的损失函数表达式如式(１０)
所示[２０].

Ltotal＝Ltask＋λ􀅰∑c
(１－m(c)) (１０)

式中:Ltotal 为PA剪枝后模型的损失函数;Ltask 表示

原损失函数;λ是正则化系数;m(c)代表第c个通道

的掩码.

PSSUG融合模型具备强大的矿山复垦土壤诊

断能力,并拥有较强的结果可解释性,因此,本研究

基于PSSUG融合模型,构建了一个涵盖数据获取、
质量诊断、动态评估全流程的改进矿山复垦土壤质

量动态诊断模型(IPSSUG模型),其具体流程如图６
所示.

由图６可知,IPSSUG模型首先通过无人机、卫
星遥感获取土壤多时相影像,并通过实地采样补充

土壤样本,同时将遥感影像与实地采样数据相融合,
形成原始数据.接着将其输入IPSSUG 模型进行

处理,借助PA精简冗余参数与通道、SENet模块增

强土壤关键特征并抑制噪声;再通过SwinＧUnet完

成土壤各区域的质量诊断,同时 GradＧCAM 生成类

激活热力图,明确诊断依据.随后重复诊断多时相

的土壤质量,并对其变化趋势做出判断,同时将变化

率超出正常范围的区域标记为异常区域,最终完成

矿山复垦土壤质量的动态诊断.其中,IPSSUG 模

型识别土壤中有机质含量的过程如式(１１)所示.
􀭾Yc(i,j)＝Conv(Dfinal)(i,j) (１１)

式中:􀭾Y 是土壤的有机质含量;Conv表示卷积操作;

Dfinal 是IPSSUG模型的最终输出结果.

７８２　卢俊寰,等．基于SwinＧUnet与 GradＧCAM 融合的矿山复垦土壤质量动态诊断方法[J]．矿业研究与开发,２０２６,４６(７)．



图６　基于PSSUG融合模型的改进矿山复垦土壤质量动态诊断模型流程

Fig．６　FlowchartoftheimproveddynamicdiagnosismodelforminereclamationsoilqualitybasedonthePSSUGfusionmodel

　　IPSSUG模型生成土壤质量等级的函数表达式

如式(１２)所示.

Ŷc(i,j)＝
exp(Conv(Dfinal)c(i,j))

∑
C′

c′＝１
exp(Conv(Dfinal)c′(i,j))

(１２)

式中:̂Y 是土壤的质量等级;exp代表自然指数函

数;c、c′均为通道;C′是通道的概率图.

２　模型性能验证与应用效果评价

２．１　PAＧSENetＧSwinＧUnet模型的性能验证

为了检验 PAＧSENetＧSwinＧUnet模型 (PSSU
模型)的 性 能,本 研 究 将 其 与 灰 色 关 联 度 (Grey
RelationalAnalysis,GRA)模型、反向传播神经网

络和主成分分析(BackPropagationNeuralNetwork

andPrincipalComponentAnalysis,BPＧPCA)模

型、一维卷积神经网络和随机森林(１DConvolutional
NeuralNetworkandRandomForest,１DCNNＧRF)
模型进行了对比试验.试验环境及参数设置如下:
操作系统为 Windows１１专业版,CPU为IntelCore
i５Ｇ１４６００KF,GPU 为 NVIDIA RTX４０６０,内存为

３２GBDDR４３６００MHz,存储为２TB固态硬盘加

２TB机械硬盘,程序设计语言为Python３．８.数据

集为ICRAFＧISRIC数据集,该数据集拥有５８个国家

的４４００多个土壤样本,其中光谱波长范围为３５０~
２５００nm,分辨率为１０nm,并包含土壤有机碳、pH
等多种土壤性质数据.本研究首先对４种模型识别

土壤质量的准确率及精确率进行比较,试验结果如

图７所示.

图７　４种模型土壤质量诊断的准确率及精确率对比

Fig．７　Comparisonofaccuracyandprecisionoffourmodelsinsoilqualitydiagnosis

　　从图７(a)中可以看出,PSSU 模型识别土壤质

量等 级 的 准 确 率 在 １７６ 次 迭 代 时 达 到 最 大 值

９６．１１％,之后保持稳定,这是因为SENet模块可以

通过自适应权重分配,强化与土壤质量相关的特征,
提高模型对目标特征的捕捉能力.由图７(b)可知,
利用PSSU模型识别土壤质量等级的最大精确率为

９７．６３％,且 PSSU 模型的精确率全程高于对比模

型,原因在于 PSSU 模型中的Swin能够凭借移位

窗口机制,精准捕捉土壤样本中与质量等级相关的

局部细微特征;同时PA 可以剔除模型中的冗余参

数与无效特征通道,进一步提升模型对土壤质量信

息的提取能力.随后,本研究对各模型诊断土壤质

８８２ 矿 业 研 究 与 开 发　　　　　　　　　　　　　　　　２０２６,４６(７)　



量的响应时间及内存占用量开展对比试验,结果见

表１.

表１　４种模型土壤质量诊断的响应时间及

　　 内存占用量对比

Table１　Comparisonofresponsetimeandmemory
usageoffourmodelsforsoilqualitydiagnosis

试验模型 迭代次数/次 响应时间/ms 内存占用量/MB

PSSU

１００ ８７．９ ７３．６

２００ ９０．１ ９４．３

３００ ９３．５ ９９．２

４００ ９４．４ １０３．５

GRA

１００ １６３．０ １４０．８

２００ １８２．７ １９３．４

３００ ２１０．６ ２２５．９

４００ ２１７．５ ２４１．６

􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋

BPＧPCA

１００ １２５．８ １１３．５

２００ １４７．４ １５８．６

３００ １６９．０ １７２．９

４００ １８１．３ １８４．７

􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋

１DCNNＧRF

１００ １０３．４ ９１．０

２００ １１０．２ １３１．２

３００ １２４．８ １４３．５

４００ １２９．６ １５０．３

􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋

由表１可知,PSSU 模型诊断土壤质量的响应

时间在４００次迭代时达到最大值,为９４．４ms,显著

低于 GRA模型的最大值２１７．５ms、BPＧPCA 模型

的最大值１８１．３ms以及１DCNNＧRF模型的最大

值１２９．６ms.此外,从表１中还可看出,在４００次

迭代试验后,PSSU模型诊断土壤质量的内存占用

量由１００次迭代时的７３．６MB上升至１０３．５MB,
同时在２００、３００次迭代时的内存占用量均低于对

比模型.综合来看,PSSU模型可通过SENet模块

增强关键特征、抑制无关特征与噪声,同时能借助

PA实现模型的结构轻量化,以降低计算复杂度,
有助于提高模型的诊断精度,并促进模型的工程

落地.

２．２　土壤质量诊断模型的应用效果评价

在验 证 了 PSSU 模 型 的 性 能 后,为 了 证 明

IPSSUG模型的可行性,本研究将其与偏最小二乘

回归和随机森林(PartialLeastSquaresRegression
andRandomForest,PLSRＧRF)模型、改进极限梯

度 提 升 (Improved eXtreme Gradient Boosting,

IXGBoost)模型、遗传算法和循环神经网络(Genetic
Algorithm and RecurrentNeuralNetwork,GAＧ
RNN)模型进行了现场对比实测.本研究以山西平

朔安太堡露天煤矿为研究区域,首先对４种模型诊

断土壤有机质含量(SOM)的绝对误差及速效钾

(AK)含量的预测拟合效果进行了对比,试验结果

如图８所示.

图８　４种模型诊断SOM的绝对误差及AK含量的预测拟合效果对比

Fig．８　ComparisonofabsoluteerrorforSOMdiagnosisandpredictionfittingperformanceforAKcontentamongfourmodels

　　从图８(a)中可以看出,IPSSUG模型诊断SOM
的绝对误差平均值为２．０４％,远低于对比模型;随着

试验次数不断增加,该模型曲线波动幅度减小.这

主要得益于IPSSUG 模型依托 SwinＧUnet的分层

特征学习能力,捕捉SOM 在空间分布的细微差异,

同时通过SENet模块强化关键特征通道权重,凸显

土壤 异 质 性 区 域 特 征.由 图 ８(b)可 知,依 靠

IPSSUG模型诊断 AK含量的决定系数高达０．９８３,

最接近实测值,且 AK含量诊断的范围覆盖０~１４０
mg/kg,结果更为合理可靠.这是由于IPSSUG 模

型多重机制协同作用,有效提升了对 AK 含量复杂

空间变异的拟合能力,从而减小了与真实测量值的

差异.接着对不同模型诊断土壤重金属含量的准确

率及其误差进行对比试验,结果如图９所示.

９８２　卢俊寰,等．基于SwinＧUnet与 GradＧCAM 融合的矿山复垦土壤质量动态诊断方法[J]．矿业研究与开发,２０２６,４６(７)．



图９　４种模型土壤重金属含量诊断的准确率及误差对比

Fig．９　Comparisonofaccuracyanderroroffourmodelsforsoilheavymetalcontentdiagnosis

　　由图９(a)可知,IPSSUG模型土壤重金属含量

诊断的准确率在１３次试验时达到最大值９６．４２％,
显著高于 PLSRＧRF模型的８７．６３％、IXGBoost模

型的 ８３．１０％ 和 GAＧRNN 模 型 的 ７８．９％,表 明

IPSSUG模型能够更好地识别土壤中重金属元素

的复杂分布特征与土壤理化性质的关联规律.从

图９(b)中可以看出,IPSSUG 模型土壤重金属含

量诊断的准确率误差不仅全程低于对比模型,且

随着诊 断 次 数 的 增 加 持 续 降 低,最 大 误 差 仅 为

１．８５％,明显低于３种对比模型的准确率误差.这

是因为IPSSUG模型能够借助SENet模块排除噪

声及无关特征的干扰,从而有效提升模型对土壤

重金属含量的精准性,具备相关特征的提取能力.
随后,本研究对各模型进行土壤质量诊断的污染

综合指数及污染区域识别率展开对比分析,试验

结果如图１０所示.

图１０　４种模型土壤质量诊断的污染综合指数及污染区域识别率对比

Fig．１０　Comparisonofcomprehensivepollutionindexandpollutedarearecognitionrateoffourmodelsforsoilqualitydiagnosis

　　从图１０(a)中可以看出,IPSSUG模型土壤质量

诊断的污染综合指数波动最小,其平均值为０．６１,显
著低于其余对比模型.这是因为IPSSUG 模型通

过 PA 优 化 关 键 污 染 因 子 的 权 重 分 配,并 借 助

SENet模块动态调整通道重要性,使模型对矿区复

杂地形及土壤异质性的适应性更强,从而降低了局

部异 常 值 导 致 的 指 数 波 动.由 图 １０(b)可 知,

IPSSUG模型对土壤污染区域的识别率在第６次试

验时就已达到最大值９８．４０％,显著高于 PLSRＧRF
模型的８２．６５％、IXGBoost模型的９０．１６％以及GAＧ
RNN模型的８３．８４％,表明IPSSUG模型识别出的

污染区域与实际污染区域的吻合程度更高.最后,
本研究借助IPSSUG 模型绘制了山西平朔安太堡

露天煤矿中主要影响因素与土壤质量指标的相关性

分析热力图,如图１１所示.

图１１　研究区主要影响因素与土壤质量指标的

　　 相关性分析热力图

Fig．１１　Heatmapofcorrelationanalysisbetweenmain
influencingfactorsandsoilqualityindicatorsinthestudyarea

由图１１可知,复垦年限与所有土壤质量指标均

呈显著的正相关关系,且与SOM、全氮及有效磷在

０９２ 矿 业 研 究 与 开 发　　　　　　　　　　　　　　　　２０２６,４６(７)　



０．１％的显著性水平下显著,表明复垦年限有助于改

善该区域的土壤质量;而重金属含量、砂粒含量、电
导率及坡度均与土壤质量指标呈负相关.其中,对
SOM 影响最大的是砂粒含量,重金属含量对AK的

影响最大,坡度对含水量的影响最大,而对全氮和有

效磷影响最大的同样是砂粒含量,且均在５％的显

著性水平下显著.这表明该区域需要通过延长复垦

周期,针对性改良土壤质地、加强水土保持和控制重

金属污染以提升土壤质量.综上所述,IPSSUG 模

型不仅能通过PSSU模块精准捕捉影响土壤质量的

因素特征,还可以借助GradＧCAM技术直观揭示影响

土壤质量的核心因子,既为复垦效果的评估提供量化

依据,也为修复措施的提出提供了可解释的方向.

３　结论

针对现有矿山复垦土壤质量诊断方法存在的精

度不足、可解释性差等问题,本研究引入 PA 和

SENet对SwinＧUnet模型进行改进,构建了 PSSU
模型,并将其与 GradＧCAM 可视化技术相结合,最
终构建了面向矿山复垦的土壤质量诊断改进模型

(IPSSUG模型),得出的主要结论如下.
(１)模型对比试验结果表明,PSSU 模型识别

土壤质量等级的准确率为 ９６．１１％,精确率高达

９７．６３％;诊断过程的响应时间仅有９４．４ms、内存占

用量低至１０３．５MB.
(２)在现场实测中,IPSSUG 模型诊断土壤

SOM 的平均绝对误差和识别 AK 含量的决定系数

分别为２．０４％、０．９８３;土壤重金属含量诊断的准确

率为９６．４２％,误差仅为１．８５％;研究区平均污染综

合指 数 低 至 ０．６１,土 壤 污 染 区 域 的 识 别 率 为

９８．４０％.
(３)本研究进一步通过IPSSUG模型量化了研

究区主要影响因素与土壤质量指标的相关程度,显
著提高了模型的可解释性.

(４)本研究仍存在一定局限性:对比试验未对

矿山类型进行区分,仅选取山西平朔安太堡露天煤

矿作为试验区域,后续研究应将该模型扩展至多类

型矿山复垦场景的土壤质量诊断,进一步验证其泛

化性能.
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