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摘要:为解决纤维增强尾砂胶结充填体(FRCTB)抗压强度预测精度不足的问题,基于文献收集的３６４组试验数据,提出一种

基于加权残差机制的改进Stacking集成学习模型.模型采用６种异质基学习器与４种元学习器构建集成框架,使用河马优化

算法(HOA)对基学习器参数进行全局寻优;通过５折交叉验证获取基学习器预测结果,并依据预测误差为各基学习器分配自

适应权重;提取残差特征作为元学习器输入,设置６种单一模型作为对照开展横向预测精度对比;最后引入可解释性分析探究

关键影响因素.结果表明:单一模型中,轻量梯度提升机综合性能最优(决定系数为０．８８７０);以支持向量回归(SVR)为元学

习器的 HOAＧRＧStacking模型的性能最佳(决定系数为０．９４７０),其平均绝对误差和均方根误差较最优单一模型分别降低

３４．５３％和３３．９４％.可解释性分析表明:纤维含量是影响 FRCTB抗压强度的关键因素之一.研究成果为 FRCTB抗压强度

预测提供了有效技术手段,有助于提升充填体稳定性、降低矿山充填成本.
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Abstract:Toaddresstheinsufficientpredictionaccuracyofthecompressivestrengthoffiberreinforcedcementedtailings
backfill(FRCTB),animprovedStackingensemblelearningmodelbasedonaweightedresidualmechanism wasproposed,

utilizing３６４setsofexperimentaldatacollectedfromtheliterature．Themodelconstructedanensembleframeworkwithsix
heterogeneousbaselearnersandfourmetaＧlearners,andemployedtheHippopotamusOptimizationAlgorithm (HOA)for
globaloptimizationofthebaselearnerparameters．Thepredictionresultsofthebaselearnerswereobtainedthrough５Ｇfold
crossＧvalidation,andadaptiveweightswereassignedtoeachbaselearneraccordingtotheirpredictionerrors．Residualfeatures
wereextractedasinputsforthemetaＧlearner．Sixsinglemodelsweresetasbenchmarksforhorizontalpredictionaccuracy
comparison．Finally,interpretabilityanalysiswasintroducedtoexplorethekeyinfluencingfactors．Theresultsshowthat
amongthesinglemodels,thelightgradientboostingmachineachievesthebestcomprehensiveperformance,withacoefficient
ofdeterminationof０．８８７０．TheHOAＧRＧStackingmodelwithSupportVectorRegression(SVR)asthemetaＧlearnerperforms
thebest,achievingacoefficientofdeterminationof０．９４７０,anditsmeanabsoluteerrorandrootmeansquareerrorarereduced
by３４．５３％ and３３．９４％,respectively,comparedwiththebestsinglemodel．Theinterpretabilityanalysisindicatesthatfiber
contentisoneofthekeyfactorsaffectingthecompressivestrengthofFRCTB．Theresearchresultsprovideaneffective
technicalmeansforpredictingthecompressivestrengthofFRCTB,whichhelpstoimprovebackfillstabilityandreducethecost
ofminefilling．
Keywords:Fiberreinforcedcementedtailingsbackfill(FRCTB),Stacking model,HippopotamusOptimization Algorithm
(HOA),Interpretabilityanalysis,Compressivestrength
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０　引言

矿山尾矿的环境危害与资源化利用潜力,使其

处理技术已成为采矿工程领域的研究热点[１Ｇ３].胶

结尾矿回填(CementedTailingsBackfill,CTB)技
术是目前应用最广泛的尾矿处理技术之一.该技术

将尾矿从地面储存转移至地下采空区,不仅有效降

低了地表环境污染风险,还在保障采场稳定、提高矿

产资源回采率等方面发挥着至关重要的作用.CTB
是一种水泥基复合材料,传统上由尾矿、胶凝材料和

水３种组分构成,其力学性能通常采用无侧限抗压

强度(UnconfinedCompressiveStrength,UCS)进
行评价.随着纤维增强技术在矿山充填领域的应

用,学者们通过在CTB中掺入纤维开展 UCS试验.
研究发现,纤维的掺入可显著改善充填体力学性能,
在保证强度的同时减少胶凝材料用量,降低充填成

本.侯永强等[４]通过试验研究了聚丙烯纤维掺量对

充填体力学性能的影响规律,发现充填体的抗压强

度和抗拉强度随纤维含量增加呈先升后降的非线性

变化趋势.Chen等[５]研究了玄武岩纤维对充填体

力学性能的影响规律,发现随着纤维掺量和纤维长

度的增加,充填体的抗压强度和延性呈先升后降的

趋势.
为探究不同成分对CTB抗压强度的影响,崔秀

丽等[６Ｇ７]设计了多组配比,开展大量 UCS试验,但传

统试验方法需等待试件养护至规定龄期后方可测

试,耗时耗力,且易因试样数量不足导致结果偏差.
针对传统方法的局限性,学者们提出了基于电阻率、
超声脉冲速度的无损检测技术.文献研究表明,此
类无损检测方法已广泛应用于 CTB及岩体强度评

估,具有测试效率高、操作简便、成本低等优势[８Ｇ１０].
但该类方法的测量精度受材料非均质性影响显著,
相同配比的CTB试样也可能出现较大测试偏差;对
于大尺寸试件,无损检测方法难以准确表征其真实

强度特性.
近年来,人工智能(ArtificialIntelligence,AI)

技术在采矿与岩土工程领域得到广泛应用,为解决

复杂工程问题提供了新的技术途径.Qi等[１１Ｇ１２]运

用 AI技术研究了不同成分对 CTB强度发展的影

响,实现了CTB的 UCS预测.其中,机器学习方法

在 CTB 的 UCS 预测中表现突 出.但 现 有 关 于

CTB抗压强度预测的研究多聚焦于传统CTB,针对

不同纤维增强胶结膏体充填体的 UCS预测研究较

少,亟待深入开展.因此,采用机器学习方法探究纤

维增强尾砂胶结充填体(FiberReinforcedCemented
TailingsBackfill,FRCTB)的 UCS与关键影响因

素的内在关联,不仅具有重要的学术价值,也可为评

估机器学习在FRCTB领域的泛化能力提供依据.
相较于单一学习器,集成学习算法通过组合多

个学习器表现出更高的准确性和泛化能力,已成为

当前机器学习领域的主流方法.其中,Stacking是

一种经典的集成学习框架,通过将多个基学习器的

预测结果作为新特征输入元学习器中进行二次训

练,可有效融合不同模型的优势.Yong等[１３]指出,
尽管 Stacking可以提高模型的泛化能力,但传统

Stacking方法存在显著局限性:未量化基学习器的

贡献差异,平等对待所有基模型的预测结果,忽略其

性能优劣;直接采用原始预测结果作为元特征,易导

致噪声传递与偏差累积,降低模型的泛化能力.
基于此,本文融合６种异质基学习器与４种元

学习器构建集成框架,采用河马优化算法进行参数

全局优化,构建了基于加权残差Stacking集成学习

的FRCTB抗压强度预测模型.结果表明,该模型

可实现对多类型纤维的 FRCTB 抗压强度准确预

测,验证了集成模型相较于单一模型的优越性,揭示

了Stacking模型在FRCTB数据集上的预测潜力;
拓展了河马算法在机器学习算法参数优化中的应用

范围,为多类型纤维的 FRCTB抗压强度预测提供

了重要参考.

１　数据处理和模型评价标准

１．１　数据统计

为确保数据集的代表性,从多篇国内外研究论

文中系统收集试验数据[１０,１４Ｇ２１],构建包含 ３６４ 组

FRCTB抗压强度的数据集.选取灰砂比、纤维类

型、纤维长度、纤维含量、养护时间、质量浓度和水泥

标号等７个关键参数作为FRCTB力学性能预测模

型的输入变量,选取抗压强度作为输出变量,其中纤

维类型为分类变量.为克服部分机器学习模型无法

直接处理分类变量的局限性,采用独热编码技术将

“纤维类型”的分类特征转换为数值格式.
统计分析表明:输入变量分布存在不均衡性,且

各变量数值尺度差异显著.为消除变量间的量纲差

异,确保模型训练过程中各变量具有可比性,采用标

准化方法对输入特征参数进行预处理,见式(１).
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X＝
x－μ
σ

(１)

式中:X 为标准化后的特征值;x 为原始特征值;μ
为该特征的均值;σ为该特征的标准差.

１．２　数据可视化

采用六边形等值线图(见图１)可视化输入变量

对FRCTB抗压强度的影响,图中六边形内的颜色(颜
色标识见电子版)和位置反映数据点的分布密度随输

入变量的变化规律.灰砂比与抗压强度呈显著正相

关(如图１(a)所示),抗压强度随着灰砂比的增大呈显

著上升趋势.纤维类型和抗压强度的关系如图１(b)
所示.由图１(b)可知,数据呈垂直带状分布,高密度

数据点集中在聚丙烯纤维处;纤维长度和抗压强度的

关系如图１(c)所示.由图１(c)可知,抗压强度随着纤

维长度的增加呈先升后降的单峰趋势,当纤维长度为

１２mm时,抗压强度达到峰值,与文献[１６]中的研究结

果一致.纤维含量与抗压强度的关系如图１(d)所示.
由图１(d)可知,高密度数据点集中在低纤维含量区

间,且随着纤维含量增加,抗压强度也呈非线性变化.

１．３　变量的Pearson相关性分析

基于 皮 尔 逊 相 关 系 数 (Pearsoncorrelation
coefficient,r∈[－１,１])的统计分析方法,通过量化

特征间线性关联强度优化输入特征集,消除冗余特

征并降低过拟合风险,见式(２).
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式中:xi 和yi 分别为数据库中的两个特征变量;n
为样本容量.根据统计准则,当皮尔逊相关系数r
绝对值大于０．８时,判定为高度线性相关,需剔除对

应特征;r＞０表征正向协变关系,r＜０则反映负向

协变关系.图２所示的相关系数热力图直观呈现了

特征间的相关性分布情况.各特征间的皮尔逊系数r
绝对值均低于０．８(最大r＝０．６３,最小r＝－０．４３),
表明所选特征间无强相关性,可作为 FRCTB抗压

强度预测模型的输入变量.

图１　六边形等值线图

Fig．１　Hexagonalcontourplot

７６２　何流,等．基于 HOAＧRＧStacking算法的FRCTB抗压强度预测[J]．矿业研究与开发,２０２６,４６(７)．



图２　特征相关系数热力图

Fig．２　Heatmapoffeaturecorrelationcoefficients

１．４　数据集划分

为构建可靠的机器学习模型评估体系,采用随

机划分策略,随机选取８０％的样本数据作为训练集

用于模型参数学习,剩余２０％样本数据作为独立测

试集用于评估模型泛化能力.

１．５　模型性能评价指标

为全面评估集成模型的预测性能,选取３个经

典的 回 归 评 价 指 标:决 定 系 数 (Coefficientof
Determination,R２)、平均绝对误差(MeanAbsolute

Error,EMAE)和均方根误差 (Root MeanSquared

Error,ERMSE).R２ 用于衡量模型的拟合能力,其值

越接近１,表示模型的解释力越强;EMAE 和ERMSE 用

于衡量模型预测值与实际值之间的误差离散程度,

其值越小表示预测精度越高.R２、EMAE 和ERMSE 的

计算公式如下:

R２＝１－
∑
n

i＝１

(yi－ŷi)２

∑
n

i＝１

(yi－􀭵y)２
(３)

EMAE ＝
１
n∑

n

i＝１
yi－ŷi| (４)

ERMSE ＝
１
n∑

n

i＝１

(yi－ŷi)２ (５)

式中:n为样本数量;yi 为真实值;̂yi 为预测值;􀭵y为

样本的均值.

２　机器学习算法

２．１　基学习层算法

岭回归(RidgeRegression,Ridge)是在最小二

乘法基础上引入L２ 正则化项的线性回归方法,用于

抑制模型对训练数据的过拟合,提升模型的泛化

能力.
极限 随 机 树 (Extremely Randomized Trees,

ET)由 Geurts等提出[２２],是基于Bagging思想构建

的集成学习算法,具有训练速度快和抗过拟合能力

强等特点,适用于中大规模数据集的建模任务.
极限梯度提 升 (ExtremeGradientBoosting,

XGBoost)模型是由 Chen和 Guestrin提出的基于

梯度提升框架的集成学习算法[２３].XGBoost通过

优化目标函数并引入正则项,提升了模型的预测精

度及泛化能力.
多 层 感 知 回 归 器 (MultiＧLayer Perceptron

Regressor,MLP)是基于前馈神经网络构建的回归

模型.模型通过多层线性与激活函数的结构对输入

特征进行非线性映射,能够逼近任意复杂的函数

关系.
支持 向 量 回 归 (SupportVectorRegression,

SVR)模型由 Vapnik等学者基于统计学习理论提

出.模型通过核函数将输入特征映射到高维空间,
并在此空间中构造最优线性回归超平面,以实现预

测容忍误差边界内的最优数据拟合.
轻量 梯 度 提 升 机 (Light GradientBoosting

Machine,LGBM)是由微软公司 Dmtk团队提出的

基于梯度提升树框架的高效机器学习算法[２４].该

模型采用基于直方图的决策树分裂方式,并利用叶

子优先策略(LeafＧwise)以提升拟合精度,显著降低

了内存消耗与训练时间.

２．２　河马优化算法

河马 优 化 算 法 (Hippopotamus Optimization
Algorithm,HOA)由 MohammadHusseinAmiri等

于２０２４年提出的一种基于河马社会行为和觅食策

略的新型元启发式优化算法[２５].HOA算法通过模

拟野外环境中的河马群体的觅食、社交及防御行为

构建优化策略,其核心包含以下３个行为模式.
(１)探索行为:河马离开群体探索资源区域,对

应算法的全局搜索阶段.
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(２)防御行为:群体位置共享实现协同搜索优

化,避免算法陷入局部最优.
(３)逃避行为:增强高适应度的区域搜索,对应

算法的局部开发阶段.

２．２．１　河马种群初始化

在 HOA算法中,单只河马对应优化问题的一个

候选解,用向量来表示;河马种群用数学矩阵表示.
种群采用随机初始化方法,初始解由生成公式表示:

xi,j＝blj＋r１(buj－blj) (６)

式中:xi,j为第i个候选解的位置;j＝１,２,􀆺,m,m
为当前决策变量个数,i＝１,２,􀆺,N,N 为种群规

模;r１ 为[０,１]之间的随机数;buj、blj分别为第j 个

决策变量的上界、下界.

２．２．２　探索阶段

探索阶段包含两个子阶段.探索阶段１为河马

在探索空间的位置更新:河马为群居动物,倾向于紧

密聚集生活.种群由首领负责保护群体和领地安

全,以抵御潜在威胁.其中雄性河马的空间分布位

置可用式(７)进行表征.

xMh
i,j＝xi,j＋y１􀅰(Dh－I１xi,j) (７)

式中:xMh
i,j为雄性河马的位置;Dh 表示强势河马位

置,即当前迭代中具有最佳函数值的河马位置;y１

是在[０,１]范围内的随机数,而I１ 为取值于[１,２]的
离散随机整数.

未成熟的河马和雌性河马在搜索空间的位置由

式(８)至式(１０)计算.

τ＝exp(－
t
T

) (８)

xFh
i,j＝

xi,j＋α􀅰(Dh－I２Mi)　τ≥０．６
Ξ 其他{ (９)

Ξ＝
xi,j＋β􀅰(Mi－Dh)　　θ１＞０．５
blj＋θ２􀅰(buj－b１j) 其他{ (１０)

式中:τ为选择概率;t为当前迭代次数;T 为总迭代

次数;xFh
i,j为雌性或未成熟河马在搜索空间的位置,

即随机选择河马的平均值;α 和β为随机向量;θ１ 和

θ２ 是在[０,１]范围内的随机数;Ξ表示在种群附近

或者已经脱离群体的未成熟河马的状态.
探索阶段２为河马防御捕食者,当河马遭遇捕

食者攻击或者侵入其领地范围(解空间邻域)时,会
触发防御反应,即快速转向威胁源等威慑行为.捕

食者的位置由式(１１)计算.

xP
j＝b１j＋ω(buj－b１j) (１１)

式中:xP
j 为捕食者的位置;ω 为[０,１]之间的随机

向量.
通过式(１２)来模拟河马遇到捕食者的情景.

xHR
i,j＝

L􀱇xP
j＋

f
c－d×cos(２πg)×

１
D　　　　FP

j＜Fi

L􀱇xP
j＋

f
c－d×cos(２πg)×

１
２×D＋ω１

FP
j≥Fi

ì

î

í

ï
ïï

ï
ï

(１２)
式中:xHR

i,j为河马面向捕食者的位置;L 为服从Levy
分布的随机向量;D＝|xP

j－xij|为第i只河马与捕

食者之间的距离;FP
j 为河马防御阶段的目标值;Fi

为目标函数值;ω１ 为１×m 维的随机向量(m 是决

策变量的个数);f 为区间[２,４]的均匀随机数;c为

区间[１,１．５]的均匀随机数;d 为区间[２,３]的均匀

随机数;g 为区间[－１,１]的均匀随机数.

２．２．３　逃避阶段

在面对群体性捕食者或防御行为失效时,河马

会表现出逃避行为,具体表现为:个体迅速撤离当前

区域,并向最近的湖泊或池塘等淡水水体迁移,找到

一个接近其当前位置的安全位置.该行为可强化算

法局部搜索能力.通过式(１３)和式(１４)计算河马找

寻的新位置.

xHε
i,j＝xi,j＋λ􀅰(blocal

lj ＋∂􀅰(blocal
uj －blocal

lj ))(１３)

blocal
lj ＝

blj

t

blocal
uj ＝

buj

t

ì

î

í

ï
ïï

ï
ï

　　t＝１,２,􀆺,T (１４)

式中:xHε
i,j为找到最近的安全地点而搜索的河马位

置;blocal
uj 、blocal

lj 为目前安全位置的上界、下界;λ 是区

间为[０,１]的随机数;∂是一个服从正态分布的随

机数.
算法对上述３个阶段进行T 次迭代优化,每次

迭代中找到函数目标值的当前最优解,当达到收敛

阈值或者最大迭代次数T 时,输出全局的最优解或

者当前最优近似解,算法终止.

２．３　改进的Stacking集成模型

Stacking模型最早由 Wolpert提出,是一种基

于多层结构的异质集成学习方法,通过组合多个基

学习器构建高性能强学习模型.相较于单一模型,

Stacking模型具有更高的预测精度、良好的鲁棒性

与更强的抗过拟合能力.Stacking模型通常采用两

９６２　何流,等．基于 HOAＧRＧStacking算法的FRCTB抗压强度预测[J]．矿业研究与开发,２０２６,４６(７)．



层核心结构,基模型层一般是由多个异质学习器组

成,负责生成初始预测结果;元模型层则是基于基模

型的输出进行二次训练,进一步提升模型泛化性能.

Stacking模型的性能关键在于基模型的预测多样性

和个体准确度,二者共同决定了元模型的训练效果,
进而 决 定 集 成 模 型 的 预 测 精 度. 然 而,传 统

Stacking方法存在着较为显著的局限性,即平等对

待所有基模型的预测结果,未对基学习器的贡献差

异进行量化,忽略不同基学习器之间的性能优劣;直
接采用原始预测作为元特征,易导致噪声传递或偏

差累积,降低模型的泛化能力.
因此,针对上述问题,在传统 Stacking框架的

基础上引入了“预测加权”与“残差学习”两大机制,
提出一种结合 HOA优化算法的加权残差Stacking
集成学习模型(HOA ResidualStacking,HOAＧRＧ
Stacking).HOAＧRＧStacking集成模型的流程如图

３所示.模型采用 Ridge、ET、XGBoost、LGBM、

MLP和SVR共６种异质结构的模型构造基学习

层;首先在训练集上使用５折交叉验证法训练基学

习器,生成初步预测结果;基于基学习层预测结果及

误差,构建残差作为目标变量,再将残差作为元模型

的输入特征,训练元学习器拟合基学习器未能捕捉

到的信息.同时依据各基学习器的预测误差大小计

算其融合权重,误差越小权重越大,实现“以优带劣”

的融合策略.最终预测结果由加权基预测值与元模

型残差预测校正项之和构成,计算公式见式(１５)和
式(１６).

wi＝E－１
MAEi∑

n

i＝１
E－１

MAEi,∑
n

i＝１
wi＝１ (１５)

yj ＝∑
n

i＝１
wiyb

ij ＋rm
j (１６)

式中:wi 为第i个基学习器的权重;EMAEi 为第i个

基学习器的平均绝对误差;yj 为模型对第j个数据

点的最终预测结果;yb
ij 为第i个基学习器对第j个

数据点的预测值;rm
j 为元模型对第j个数据点的残

差校正项预测.

图３　HOAＧRＧStacking模型工作流程

Fig．３　WorkflowdiagramoftheHOAＧRＧStackingmodel

３　结果与讨论

３．１　参数调优

基学习器的性能是决定Stacking集成模型预

测效果的核心因素.为此,采用模拟河马行为的

HOA算法,对基学习器的关键参数进行全面寻优,
在超参数空间进行优化搜索.HOA 算法参数设置

为:种群规模２０,最大迭代次数５０.为客观评估不

０７２ 矿 业 研 究 与 开 发　　　　　　　　　　　　　　　　２０２６,４６(７)　



同参数组合的性能,本文采用５折交叉验证策略,以
验证集的 EMAE 指标作为最优参数筛选的依据.

HOA参数寻优后的模型参数见表１.

表１　基础学习器的部分参数优化范围和最佳取值

Table１　Partialparameteroptimizationrangesand

optimalvaluesofbaselearners

模型 参数 搜索范围 取值

ET n_estimators [１０,１０００] ５００

max_depth [０,２０] １０

XGB n_estimators [１０,１０００] ５００
􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋

max_depth [３,８] ５

LGBM n_estimators [１００,２００] ２００
􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋

max_depth [１,１０] １０

MLP alpha [０．００１,１] ０．０１
􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋

activation [‘relu’,‘tanh’] ‘tanh’

SVR C [１,３０] １５
􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋

Ridge alpha [０．０１,１００] １．５
􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋

图４为各基学习器的 HOA算法参数寻优迭代

收敛曲线,展示了目标函数随迭代次数的逐步收敛

趋势.由图４可知,HOA算法具有以下特征:
(１)前期快速收敛(＜１０次迭代),受益于群体

智能的高效协作机制,各模型的迭代收敛曲线在前

１０次迭代中均呈现显著下降趋势,表明 HOA 算法

能够快速定位潜在的最优解区域;
(２)中期稳定优化(１０~３０次迭代),随着迭代

进行,收敛速度逐渐放缓并保持平稳,体现算法的稳

定性;
(３)后期精准收敛(３０~５０次迭代),通过自适

应调整搜索步长,有效平衡全局搜索与局部开发,最
终均在５０次迭代前收敛至最优参数组合.

图４　各模型迭代收敛曲线

Fig．４　Iterativeconvergencecurvesofdifferentmodels

上述结果表明,HOA 算法具有高效的全局探

索和精细的局部开发能力,在算法参数优化问题中

展现出优越性能.

３．２　预测结果

３．２．１　单一模型的对比

基学习器完成超参数优化后,采用５折交叉验

证方法在训练集上进行模型训练,并在独立测试集

上评估各模型的预测性能,结果见表２.结果表明,
不同基学习器的预测性能存在显著差异,体现了基

学习器在预测能力上的多样化.其中,LGBM 模型

的R２ 最高,达 ０．８８７０,其 ERMSE 和 EMAE 分别为

０．５３４２与 ０．３６４３,误差控制能力最优.其 次 为

XGB模型,R２ 达０．８７６６,性能稳定.相比之下,ET
和Ridge性能较差,R２ 分别为０．８１２０和０．７６９９,
反映出线性模型与单一决策树在多因素回归预测中

的局限 性.MLP 和 SVR 性 能 居 中,但 MLP 的

ERMSE(０．５８０９)相比于SVR(０．６４２８)较低.总体而

言,各基学习器的性能差异揭示了其各自的优势与

局限性,为后续构建更具鲁棒性的集成模型提供了

有力支持.

表２　模型评价指标

Table２　Modelevaluationmetrics

分类 模型 R２ ERMSE EMAE

单一模型

ET ０．８１２０ ０．６８８８ ０．４７８２
XGB ０．８７６６ ０．５５８１ ０．３９６７

LGBM ０．８８７０ ０．５３４２ ０．３６４３
MLP ０．８６６３ ０．５８０９ ０．４４３６

SVR ０．８３６３ ０．６４２８ ０．５２５３
Ridge ０．７６９９ ０．７６２１ ０．５９７３

HOAＧRＧStacking算法

Meta_Ridge ０．９４１９ ０．３６９６ ０．２４０１
Meta_SVR ０．９４７０ ０．３５２９ ０．２３６６

Meta_MLP ０．９４３３ ０．３６５１ ０．２３８５
Meta_XGB ０．９０３９ ０．４７５５ ０．３０３６

􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋

传统Stacking模型
普通平均 ０．８８６４ ０．５１６７ ０．３７１９
加权平均 ０．８９３８ ０．４９９８ ０．３６３５

􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋

３．２．２　不同 HOAＧRＧStacking模型与单一模型对比

选取４种算法构建元学习器(以“Meta_算法

名”表示),通过横向性能对比确定最佳元学习器.
由表２可知,Meta_SVR的综合性能最优,与最优单

模型LGBM 相比,其R２ 达０．９４７０,提高了６．７６％,

ERMSE和EMAE则分别下降了３３．９４％和３５．０５％,充
分体现了其对残差特征的高适应性与出色的泛化能

力.Meta_MLP和 Meta_Ridge性能次之,表现良

好.相比之下,Meta_XGB 性能提升有限 (R２ ＝
０．９０３９),表明基于决策树的元学习器在二次集成

１７２　何流,等．基于 HOAＧRＧStacking算法的FRCTB抗压强度预测[J]．矿业研究与开发,２０２６,４６(７)．



时易因过拟合导致测试集性能欠佳.综合来看,

Meta_SVR综合性能最优,对高维残差特征的适应

性强,误差降低效果显著,因此被 选 为 HOAＧRＧ
Stacking集成模型的最佳元学习器.

３．２．３　HOAＧRＧStacking与传统Stacking的对比

HOAＧRＧStacking模型预测性能显著优于传统

Stacking方法.以最优元学习器 Meta_SVR为例,
其R２ 较传统加权平均方式提升５．９５％,ERMSE降低

了２９．３９％.传统方法中,加权平均策略虽略优于普

通平均策略(R２ 提升０．８３％),但两者均仅通过线性

组合基模型输出,无法挖掘基模型间的深层关系.

HOAＧRＧStacking通过自适应权重融合与残差驱动

的元学习结构,有效挖掘基模型之间的非线性互补

特征,提升了集成模型的表达能力与整体预测性能.
此外,MetaＧMLP 的 EMAE 较 加 权 平 均 模 型 降 低

３４．３９％,凸显其优异的误差控制稳定性,对实际工

程应用中极端值的预测具有重要意义.

３．２．４　模型综合对比

图５为标准化泰勒图,用于综合评估模型预测

性能,该图通过均方根误差(ERMSE)、相关系数(R２)
及标准差３个指标综合评估模型预测性能,直观展

示模型预测值与实际观测值的差异.在标准化泰勒

图中,模型坐标点与基准参照点(ReferencePoint,

REF)的距离越近,表明预测性能越优.结果显示:

LGBM 模型在６种单一模型中最接近 REF点,综
合预测性能最优.HOAＧRＧStacking模型均比单一

模型更接近 REF 点,其中 Meta_SVR 模型距离

REF点最近,表明该模型能更有效地拟合基学习器

的残差校正项,显著提升 HOAＧRＧStacking模型的

整体预测性能.该可视化结果清晰地展现了不同模

型的性能优劣,为模型选择提供了直观依据.

图５　标准化泰勒图

Fig．５　NormalizedTaylordiagram

图６直观展示了不同机器学习模型对 KRCTB
抗压强度的预测结果对比.横轴为试验实测的抗压

强度值,纵轴为模型预测抗压强度值.图中灰色虚

线为y＝x 参考线,数据点越贴近该参考线,表示模

型的预测准确性越高.

２７２ 矿 业 研 究 与 开 发　　　　　　　　　　　　　　　　２０２６,４６(７)　



图６　不同模型预测结果

Fig．６　Comparisonofpredictionresultsofdifferentmodels

　　由图６可知,各模型在不同强度区间的拟合表

现出明显差异:LGBM 和 MLP模型在高强度区间

的预测值偏高,数据点分布较为分散,如图６(b)和
图６(c)所示.ET和Ridge模型在低强度区间的预

测效果较差,数据点偏离对角线程度较大,如图６
(a)和图６(d)所示.传统Stacking模型的预测结果

整体离散度较高,见图 ６(g).如图 ６(h)所 示,

HOAＧRＧStacking模型通过整合不同基学习器的优

势,在高、低强度区间均表现出优异的拟合效果,数
据点紧密分布在对角线两侧,综合预测性能最优.

３．３　模型可解释性分析

SHAP值作为一种经典的模型可解释性量化

工具,可以用于解释 HOAＧRＧStacking模型中性能

最优的 Meta_SVR 模型的预测结果.其绝对值大

小表征输入变量对FRCTB抗压强度的贡献度.图

７为各输入特征平均绝对SHAP值的分布情况.

图７　输入变量平均绝对SHAP值

Fig．７　MeanabsoluteSHAPvaluesofinputvariables

由图７可知,养护时间是影响 FRCTB抗压强

度的核心因素,对模型预测的贡献显著高于其他因

素.料浆质量浓度为第二重要因素,直接影响充填

体结构密实度与均匀性.灰砂比位列第三,通过调

控骨料与浆体的配比,可进一步改善界面结构.值

得注意的是,纤维含量在各因素中排名第四,显示出

其在增强FRCTB抗压强度方面亦具有不可忽视的

作用.纤维长度和类型的影响较小,表明纤维几何

特征对FRCTB抗压强度的贡献有限.综上所述,
可解释性分析表明,HOA 模型的内在预测逻辑与

工程实践经验高度吻合,预测结果具有较高的可靠

性和合理性,进一步验证了模型的有效性.

４　结论

(１)本研究采用 HOA 优化算法,通过５折交

叉验证方法,以EMAE为优化目标,对基学习器进行

超参数寻优,得到各基学习器的最优参数组合.迭

代收敛曲线表明,HOA 算法在迭代初始阶段具有

显著的快速收敛特征,可快速锁定潜在的优解区域;
在随后的迭代过程中,算法收敛过程平稳,表现出良

好的局部搜索精度.这表明 HOA算法在全局探索

和局部开发方面均具备较强能力,适用于复杂预测

模型的超参数优化任务.
(２)对比６种单一模型对FRCTB的抗压强度

的预测结果可知,ET、XGB、LGBM、MLP、SVR 和

Ridge的 R２ 分 别 为 ０．８１２０、０．８７６６、０．８８７０、

０．８６６３、０．８３６３和０．７６９９.LGBM 模型在单一模

型中综合表现最优.
(３)本文构建基于 HOA 优化算法的加权残差

Stacking集成学习模型,用于 FRCTB的抗压强度

预测.预测结果表明,所有 HOAＧRＧStacking模型

均显著优于单一模型,Meta_Ridge、Meta_SVR、

Meta_MLP和 Meta_XGB的R２ 分别为０．９４１９、

０．９４７０、０．９４３３和０．９０３９.基于SVR的 HOAＧRＧ
Stacking表现最为突出,其 R２ 较最优单一模型

３７２　何流,等．基于 HOAＧRＧStacking算法的FRCTB抗压强度预测[J]．矿业研究与开发,２０２６,４６(７)．



LGBM(R２＝０．８８７０)提升６．７６％,ERMSE和EMA分

别降低３３．９４％和３５．０５％.与传统Stacking模型

相比,HOAＧRＧStacking模型的EMAE和ERMSE分别

降低 ３４．３９％ 和 ２９．３９％,验 证 了 该 模 型 应 用 于

FRCTB抗压强度预测的可行性和优越性,可为此

类问题的解决提供方法参考.
(４)模型可解释性分析结果表明,养护时间、料

浆质量浓度、灰砂比和纤维含量是影响 FRCTB抗

压强度的关键因素.其中,纤维含量的影响显著高

于纤维类型和纤维长度等参数.HOAＧRＧStacking
模型的内在预测逻辑与工程实践经验较为吻合,表
明预测结果具有较高的合理性与可靠性,进一步验

证了模型的有效性.
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