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摘要:针对煤矿井下复杂环境导致液压支架防护板检测精度低、小目标漏检严重的问题,提出了一种改进 YOLOv８n检测算法

(CMHＧYOLO).CMHＧYOLO 算法首先在浅层网络引入SPDConv空间深度转换卷积模块,将空间信息编码到通道维度,以

保留小目标细节特征.设计了轻量化 C２f_MSA多尺度注意力模块,融合大核可分离注意力的长程依赖建模和高效通道注意

力的自适应特征选择,使浅层网络能够同时捕获远近不同尺度的防护板特征.针对井下高粉尘环境造成防护板表面特征模

糊和局部遮挡,构建了 C２f_DRFE粉尘鲁棒特征增强模块,通过多尺度空洞卷积扩大感受野,从周围未遮挡区域获取信息,并

配合可变形卷积自适应避开粉尘密集区域.同时,引入BiFPN 双向特征金字塔网络替代传统 PANＧFPN,进一步提升模型的

检测性能.最后,采用InnerＧIoU 损失函数,利用辅助边界框机制提升边界框回归精度.在包含２００４５张标注图像的煤矿液

压支架数据集上进行了试验验证,CMHＧYOLO 算法的 mAP＠０．５达到９７．９％、mAP＠０．５:０．９５达到８１．４％、精确率达到

９３．８％,召回率达到９４．５％,较基准模型 YOLOv８n分别提升１．７个百分点、１．８个百分点、２．７个百分点和１．６个百分点,在提

升检测精度的同时保持了模型轻量化.该算法有效解决了极端环境下小目标识别、多尺度适应与粉尘干扰等问题,为煤矿液

压支架安全监测提供了可靠的实时监测方案,对预防顶板事故和保障矿工安全具有重要工程价值.
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Abstract:Toaddresstheproblemsoflowdetectionaccuracyandseveremisseddetectionsofsmalltargetsforhydraulicsupport
protectionplatescausedbythecomplexundergroundenvironmentsofcoalmines,animprovedYOLOv８ndetectionalgorithm
(CMHＧYOLO)wasproposed．IntheCMHＧYOLO algorithm,aSPDConvspaceＧtoＧdepthconvolution module wasfirst
introducedintotheshallownetworktoencodespatialinformationintothechanneldimension,therebypreservingthedetailed
featuresofsmalltargets．Subsequently,alightweightC２f_MSA multiＧscaleattentionmodulewasdesigned,whichintegrated
thelongＧrangedependencymodelingoflargeＧkernelseparableattentionwiththeadaptivefeatureselectionofefficientchannel
attention．Thisenabledtheshallownetworktosimultaneouslycaptureprotectionplatefeaturesatvariousdistancesandscales．
Totackletheblurredsurfacefeaturesandpartialocclusionofprotectionplatescausedbythehighlydustyunderground
environment,aC２f_DRFEdustＧrobustfeatureenhancementmodulewasconstructed．Thismoduleexpandedthereceptivefield
throughmultiＧscaledilatedconvolutionstoacquireinformationfromsurroundingunconcludedregions,andworkedintandem
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withdeformableconvolutionstoadaptivelyavoiddensedustareas．Meanwhile,aBiFPNbidirectionalfeaturepyramidnetwork
wasintroducedtoreplacethetraditionalPANＧFPN,whichfurtherimprovedthedetectionperformanceofthemodel．Finally,

theInnerＧIoUlossfunctionwasadopted,utilizinganauxiliaryboundingboxmechanismtoenhanceboundingboxregression
accuracy．Experimentalvalidationwasconductedonacoalminehydraulicsupportdatasetcontaining２００４５annotatedimages．
TheresultsshowthatthemAP＠０．５,mAP＠０．５:０．９５,precision,andrecallofCMHＧYOLOreach９７．９％,８１．４％,９３．８％
and９４．５％,respectively．ComparedwiththebaselinemodelYOLOv８n,thesemetricsareimprovedby１．７,１．８,２．７,１．６
percentagepoints,respectively,successfully maintainingthelightweightnatureofthe modelwhileenhancingdetection
accuracy．Theproposedalgorithmeffectivelyresolvesissuessuchassmalltargetrecognition,multiＧscaleadaptation,anddust
interferenceinextremeenvironments．ItprovidesareliablerealＧtimemonitoringsolutionforthesafetymonitoringofcoalmine
hydraulicsupports,whichholdssignificantengineeringvalueforpreventingroofaccidentsandensuringminersafety．
Keywords:Coalminesafety,Hydraulicsupport,Protectionplatedetection,ImprovedYOLOv８n,MultiＧscaleattention,DustＧ
robustfeature

０　引言

液压支架作为煤矿综采工作面的关键支护设

备,其防护板状态直接关系到顶板支护安全和作业

人员生命安全[１].防护板的损坏、错位或缺失可能

导致顶板垮落、煤矸飞溅等严重事故[２].随着«关于

加快煤矿智能化发展的指导意见»的深入实施,通过

机器视觉技术实现液压支架防护板状态的自动检

测,已成为煤矿智能化建设的重要内容.
目前,煤矿井下的目标检测常用算法有传统目

标检测算法和基于卷积神经网络(Convolutional
NeuralNetworks,CNN)的目标检测算法[３].早期

研究主要基于传统图像处理方法,如基于边缘检测的

支架姿态识别方法、基于模板匹配的防护板缺失检测

算法.这些方法在理想条件下有一定效果,但面对复

杂多变的井下环境时鲁棒性较差.
随着深度学习技术的兴起,学者们开始将卷积

神经网络应用于综采工作面目标检测中.李伟山

等[４]以FasterRＧCNN 为基础,构建了一种金字塔

结构的煤矿井下行人检测算法.李娟莉等[５]提出基

于改进SSD的煤矸快速分选方法,以深度可分离卷

积代替主干特征提取网络中的普通卷积,有效降低

了模型计算量;同时将 RFB模块融入SSD模型,增
强了模型特征提取能力.付燕等[６]使用 YOLOv３
算法设计了一种井下工作人员持续检测系统.任志

玲等[７]提出了一种改进的 CenterNet算法,可对煤

矿胶带运输异物进行准确识别.秦宇龙等[８]在

YOLOv５模型中引入并行空洞卷积模块和联合注

意力模块,提出了一种改进 YOLOv５模型,实现对

带式输送机上大块煤的精准检测.寇发荣等[９]提出

了一种基于改进 YOLOv８的煤矿井下无人运输车

辆 目 标 检 测 模 型 (YOLOv８ＧCBD),通 过 融 合

CSPConv模块、BiFPN网络、DynamicHead检测头

和FocalerＧIoU损失函数,在低光照、多粉尘环境下

实现了高效精准检测.然而,通过现有研究发现,煤
矿井下目标检测研究主要集中在人员检测、煤矸识

别及异物检测等领域,针对液压支架防护板状态检

测的深度学习方法研究相对匮乏.这一研究空白与

液压支架防护板检测的特殊性密切相关:井下光照

条件恶劣,粉尘遮挡严重,防护板表面常被煤尘覆

盖,导致特征提取困难;工作面空间狭窄,摄像头视

角受限,常出现遮挡和视角倾斜问题.
针对煤矿液压支架防护板检测的特殊需求,提

出了一种基于改进 YOLOv８n的 CMHＧYOLO 检

测算法.

１　YOLOv８模型

YOLOv８作为 YOLO 系列的迭代版本,在继

承 YOLOv５优秀特性的基础上,通过优化架构设计

显著提升了检测性能.YOLOv８提供５种不同规

模的模型变体:YOLOv８n、YOLOv８s、YOLOv８m、

YOLOv８l和YOLOv８x,可满足从轻量级部署到高精

度检测的多样化需求.考虑到井下检测设备的计算资

源限制与实时性要求,选择参数量最小的YOLOv８n作

为基础模型,以兼顾检测精度与推理速度.

YOLOv８n 的 网 络 架 构 如 图 １ 所 示,其

Backbone 骨 干 网 络 延 续 了 CSP(Cross Stage
Partial)设计理念,并将 YOLOv５中的C３模块升级

为C２f模块.C２f模块巧妙借鉴了 YOLOv７中的

ELAN(EfficientLayerAggregation Network)思

想,通过更密集的残差连接和分支结构,在保持网络

轻量化的同时获得了更丰富的梯度流信息.骨干网
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络末端依然采用 SPPF(SpatialPyramidPooling
Fast)模块,通过串联３个５×５的最大池化层完成

多尺度特征提取与拼接.

图１　YOLOv８n网络架构

Fig．１　NetworkarchitectureofYOLOv８n

颈部网络部分采用PANＧFPN(PathAggregation
NetworkＧFeaturePyramidNetwork)双向特征融合

结构[１０Ｇ１１],通过自顶向下和自底向上的两条路径,
充分融合深层语义信息和浅层细节特征.检测头部

分采用解耦头(DecoupledHead)设计,将分类和回

归任务分离到独立的分支中处理,通过分类 定位

联合得分的加权策略优化正负样本分配,提升模型

的检测精度.

２　改进 YOLOv８n模型

为解决井下粉尘环境下防护板部件难以准确检

测的问题,在 YOLOv８n模型基础上进行以下改进:
在浅层网络中引入适应小目标检测与低分辨率检测

的SPDConv模块.设计轻量化 C２f_MSA 多尺度

注意力模块,融合大核可分离注意力(LSKA)与高

效通道注意力(ECA),以增强浅层网络对不同尺度

防护板部件的特征提取能力.构建 C２f_DRFE粉

尘鲁棒特征增强模块,通过多尺度空洞卷积捕获不

同感受野的特征,并利用可变形卷积避开粉尘遮挡

区域,在 深 层 网 络 中 有 效 抑 制 粉 尘 干 扰.引 入

BiFPN双向特征金字塔网络替代传统 PANＧFPN
结构,通过加权特征融合和自顶向下、自底向上的双

向信息流动,实现多尺度特征的高效整合.最后,使用

InnerＧIoU(IIoU)损失函数替换传统的损失函数.在模

型参数量基本不变的情况下,有效提升检测精度.改

进的YOLOv８n算法(CMHＧYOLO)结构如图２所示.

图２　CMHＧYOLO算法结构

Fig．２　ArchitectureoftheCMHＧYOLOalgorithm
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２．１　SPDConv空间深度转换卷积模块

在煤矿液压支架防护板检测任务中,井下空间

狭窄、摄像头安装位置受限,防护板常以不同尺度出

现在图像中.远距离防护板、局部损伤区域及部分

遮挡的防护板部件在图像中表现为小目标,给检测

带来了巨大挑战.由于传统卷积下采样操作易导致

小目标特征严重丢失,而浅层网络需提取边缘、纹理

等细节特征,故本文在主干网络浅层(第１层和第３
层)引入SPDConv(SpaceＧtoＧDepthConvolution)模
块[１２],以增强模型对小目标的检测能力,SPDConv
模块结构如图３所示.

SPDConv通过空间到深度的转换策略,将空间

维度的信息编码到通道维度,在降低特征图分辨率

的同时,保留更多的细节信息.具体而言,对于输入

特征图X∈RC×H×W (R表示实数域,C、H、W 分别

表示特征图的长度、高度和宽度),首先将其划分为

s×s的子块,然后将各子块重排到通道维度,生成

X′∈Rs２C×H/s×W/s的输出特征图.这种操作确保了

下采样过程中没有信息损失,空间信息均被完整地

保存在扩展的通道维度中.SPDConv模块采用s＝
２的设置,SPDConv与后续的 C２f_MSA 模块形成

了有效的协同机制.SPDConv将空间信息编码到

扩展的通道维度后,C２f_MSA 中的 ECA 注意力机

制能够自适应地选择最具判别力的通道,而 LSKA
则在保留的高质量空间特征上进行长程依赖建模.
这一组合使模型在浅层网络中具备强大的特征提取

和选择能力.

图３　SPDConv模块结构

Fig．３　ArchitectureofSPDConvmodule

２．２　C２f_MSA多尺度注意力模块

在煤矿井下环境中,液压支架防护板检测面临

着独特挑战:井下光线昏暗且不均匀,导致防护板边

缘与纹理特征难以捕获;煤尘覆盖使得防护板表面

特征模糊,降低了检测精度;不同位置防护板距离差

异大,小尺度目标细节缺失,需要多尺度特征感知.

为此,融合LSKA 大核可分离注意力和 ECA 高效

通道注意力机制,增强网络对煤矿场景下防护板特

征的提取能力.

２．２．１　大核可分离注意力LSKA
大核可分离注意力分支采用 LSKA 大核分离

卷积[１３]捕获长程依赖;结合深度可分离卷积和注意

力机制,不仅能保持高效率,还提供了强大的特征提

取能力.

LSKA模块结构如图４所示.LSKA通过将传

统的大核卷积分解为级联的水平和垂直１D 卷积,
大幅降低计算复杂度的同时显著扩大了感受野.首

先依次通过水平１×(２d－１)和垂直(２d－１)×１的

深度卷积(d 为空洞率),分别捕获防护板的横向边

缘和纵向结构特征;然后利用水平１×(K/d)和垂

直(K/d)×１的空洞深度卷积进一步扩大感受野

(K 表示LSKA中的大核卷积核尺寸),以跨越煤尘

遮挡捕获完整的防护板轮廓;接着通过１×１逐点卷

积融合４个方向的空间特征,并实现跨通道信息交

互;最后通过与原始特征的逐元素相乘(Hadamard
积),生成空间注意力权重图,自适应地增强防护板

区域的特征响应,同时抑制粉尘、光照不均等背景噪

声.这种分解策略将参数复杂度从 O(K２)降至

O(２K)(O(􀅰)表示算法参数复杂度的数量级),使
得模型能够一次性“看到”整个防护板的全局结构而

非局部片段,尤其适用于煤矿场景中防护板尺度变

化大、易被遮挡、背景复杂的检测需求,在保证实时

性的同时提升检测精度和鲁棒性.

图４　LSKA模块结构

Fig．４　ArchitectureofLSKAmodule

２．２．２　ECA高效通道注意力

ECA[１４]通过自适应的通道选择机制解决了煤

矿昏暗环境下不同特征通道质量参差不齐的问题,
其核心是通过全局平均池化获取每个通道的统计信

息,然后借助自适应大小的１D 卷积建模相邻通道

间的依赖关系,生成通道权重以选择性地增强有效

特征通道(如边缘、纹理),抑制噪声通道.ECA 结

构模块如图５所示,GAP为全局平均池化,σ 表示

５３２　罗实,等．基于改进 YOLOv８n的煤矿液压支架防护板检测算法[J]．矿业研究与开发,２０２６,４６(７)．



Sigmoid激活函数,􀭾X 表示经过通道注意力加权后

的输出特征图.

k＝
log２c＋１

γ
(１)

式中:k 代表卷积核大小;c 为通道数;γ 为缩放因

子,用于控制通道数c对卷积核大小k的影响程度.
在煤矿场景中,由于光照不均和粉尘干扰,某些

通道可能主要包含噪声,而另一些通道捕获了防护

板金属光泽、规则边缘等的关键特征.ECA能够自

动识别并强化具有强判别性的特征通道,赋予模型

关注关键特征的能力,从而在复杂恶劣环境下维持

稳定的检测性能.

图５　ECA模块结构

Fig．５　ArchitectureofECAmodule

２．３　C２f_DRFE粉尘鲁棒特征增强模块

煤矿井下高粉尘环境对液压支架防护板检测构

成了严峻挑战.粉尘颗粒不仅会遮挡防护板表面特

征,还会在光线照射下产生散射效应,导致图像对比度

下降、边缘模糊.为此,在 YOLOv８n主干网络的C２f
结构中引入DRFE(DustＧRobustFeatureExtractor)模
块,通过可变形卷积与多尺度空洞卷积的协同作用,
显著提升模型在粉尘环境下的检测能力.

２．３．１　多尺度空洞卷积

空洞卷积[１５]通过引入空洞率d 这一参数使得

同样尺寸的卷积核获得更大的感受野,多尺度空洞

卷积模块结构如图６所示.空洞卷积通过在标准卷

积核中插入“空洞”(即跳过某些位置的采样),实现

了一种稀疏但规律的采样模式.粉尘在图像中往往

呈现随机分布的点状或块状遮挡.空洞卷积的稀疏

采样降低了采样点同时被粉尘遮挡的概率.即使部

分采样点落在粉尘区域,其他采样点仍可能捕获到

清晰的防护板特征,从而保持特征提取的有效性.
通过不同空洞率的空洞卷积,可获得更大的感

受野.当防护板的局部特征被粉尘遮挡时,模型仍

能凭借大感受野捕捉到防护板的全局特征,保障检

测的准确性,仍能通过周围未被遮挡的区域推断出

完整的结构信息.不同空洞率的空洞卷积能够捕获

不同尺度的特征模式.小空洞率(d＝２)保留了对

防护板细节纹理的敏感性,而大空洞率(d＝４)则更

关注整体轮廓和结构.在粉尘干扰下,这种多尺度

特征的互补性显著提升了检测的稳定性.

图６　多尺度空洞卷积模块结构

Fig．６　ArchitectureofmultiＧscaledilatedconvolutionmodule

２．３．２　可变形卷积

可变形卷积[１６]模块结构如图７所示,图中 N
表示卷积核采样点个数,２N 为这些采样点对应的

二维偏移量数量,通过引入偏移量,使得卷积核能够

根据异物的具体形状和位置进行自适应调整.当防

护板被粉尘遮挡时或者其本身尺度变化较大时,传
统卷积难以同时适应这些尺度的变化.而可变形卷

积可通过学习偏移量以适应不同尺度下的物体特

征,并根据防护板的局部形状动态调整卷积核,捕捉

到更多的细节.在检测被粉尘部分遮挡的防护板

时,可变形卷积能够自动学习将采样点从粉尘密集

区域偏移到相对清晰的区域,主动聚焦于有效特征

信息,从而减少漏检和误检的情况.

图７　可变形卷积模块结构

Fig．７　Architectureofdeformableconvolutionmodule

对于输入特征图上任意一点p０,可变形卷积操

作表示为:

y(p０)＝∑
pn∈R＇

w(pn)􀅰x(p０＋pn ＋Δpn)(２)

式中:Δpn＝(Δxn,Δyn)为学习到的偏移量;pn 为

３×３的卷积核内９个位置相对于中心点的偏移;R＇
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为卷积核内所有采样坐标的集合;w(pn)为卷积核

在位置pn 处的权重值.

２．４　BiFPN双向特征金字塔网络

在煤矿液压支架防护板检测中,由于工作面设

备运行和摄像头视角变化,防护板会以不同角度出

现在图像中.YOLOv８n中默认的PANＧFPN 结构

虽然具备多尺度特征融合能力,但其固定的特征传

递路径与等权重融合方式,难以有效适应防护板在

图像中的角度以及尺寸大小变化.
为此,引入BiFPN[１７]替代原有的PANＧFPN 结

构.BiFPN双向特征金字塔网络如图８所示,图中

P表示特征金字塔中的特征层级.相比于 PANＧ
FPN的单一路径设计,BiFPN移除了只有单一输入

连接的节点,仅保留多输入节点以避免信息丢失;同
时,在相同层级的输入和输出节点间增加跳跃连接,
以增强层级的特征融合能力.BiFPN在保留自顶向

下传递语义信息、自底向上回传定位信息的基础上,
通过额外的连接路径使得各特征层均能接收到来自

多个尺度的信息,有助于捕获防护板在不同视角下的

形状、尺寸及纹理特征.此外,BiFPN采用了可学习

的权重机制,为每个输入特征分配独立的权重参数,
从而灵活控制不同来源特征在融合时的重要程度.

通过这种设计,BiFPN 能够更精确地融合多层

级特征信息,显著提升对多角度防护板与损坏防护

板的区分检测适应能力,在复杂井下环境中实现更

稳健的检测性能.

图８　BiFPN双向特征金字塔网络

Fig．８　BidirectionalfeaturepyramidnetworkofBiFPN

２．５　损失函数优化

YOLOv８n的检测损失主要由边界框回归损

失、分类损失和分布焦点损失组成,其中边界框回归

中的IoU项采用CIoU[１８].CIoU 在IoU 基础上引

入中心点距离和长宽比一致性约束,能够同时考虑

重叠区域、中心距离和形状比例,其计算公式如下:

LCIoU＝１－IoU＋ρ２(b,bgt)
l２ ＋αv (３)

α＝
v

(１－IoU)＋v
(４)

v＝
４
π２(arctan

wgt

hgt－arctan
w
h

)２ (５)

式中:LCIoU表示CIoU对应的损失函数;b和bgt分别

表示预测框和真实框的中心点;ρ 表示两个中心点

之间的欧氏距离;l表示同时包含预测框和真实框

的最小外接矩形的对角线长度;α 表示权重参数;v
表示长宽比的一致性;wgt和hgt分别表示真实框的

宽度和高度;w 和h 表示预测框的宽度和高度.
然而,当预测框与真实框不重叠时,IoU 项难以

提供有效的重叠梯度,回归过程主要依赖中心距离

项,梯度信息相对单一,收敛效率可能受限.同时,

CIoU基于原始预测框和真实框计算损失,难以根

据不同质量样本自适应调节梯度贡献,对小目标和

高精度定位场景中的边界偏差较为敏感.为进一步

提 升 边 界 框 回 归 精 度,本 文 引 入 InnerＧIoU
(IIoU)[１９]损失函数(LIIoU),其具体公式如下:

LIIoU＝１－IIoU＋ρ２(b,bgt)
l２ ＋αv (６)

IIoU＝
∩(Baux,Bgt,aux)
∪(Baux,Bgt,aux) (７)

Baux＝(x,y,ratio∗w,ratio∗h) (８)

Bgt,aux＝(xgt,ygt,ratio∗wgt,ratio∗hgt) (９)

α＝
v

(１－IIoU)＋v
(１０)

式中:(x,y)和(xgt,ygt)分别表示预测框和真实框

的中心点坐标.通过比例因子ratio 对预测框和真

实框的宽度和高度进行缩放,构造辅助边界框Baux

和Bgt,aux,用于计算LIIoU.
该方法通过缩放因子ratio 构造预测框和真实

框的辅助边界框,并基于辅助框计算IoU 项,从而
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在不显著增加计算量的情况下增强样本梯度调节能

力.本文设置ratio＝０．７,使模型更加关注目标中

心区域,提高防护板目标的定位精度.

３　试验结果与分析

３．１　试验环境及评价指标

本试验在云计算平台 AuToDL进行.硬件环

境 采 用 Intel Xeon Platinum ８４７０Q 处 理 器,

NVIDIAvGPU 型 GPU,运行内存４８G.软件方

面,使用 PyTorch２．０．０＋cu１１８ 深度学习框架,

Python３．８．１０,CUDA１１．８.
训练过程采用了如下超参数配置:迭代轮数设定

为１００轮,批次大小为８,学习速率最终值设置为０．０１,
优化算法的正则化系数为０．０００５.试验使用开源

地下长壁采矿工作面的图像数据集DsLMF＋[２０].该

数据集包含２００４５张不同角度煤矿场景液压支架防

护板图片,部分试验样本图像如图９所示.标注类别

共９种,分别为液压支架护板９０°、液压支架护板６０°
至９０°、液压支架护板０°至３０°、液压支架护板９０°至

１２０°、液压支架护板３０°至６０°、液压支架护板０°、液压

支架护板异常、采煤机、液压支架护板９０°异常.最终

按８∶２的比例将样本分为训练集和验证集.

图９　部分试验样本图像

Fig．９　Partofthetestsampleimages

选取精确率(P)、召回率(R)、平均精度均值

mAP＠０．５、mAP＠０．５:０．９５四种评价指标对改进

后的 模 型 进 行 评 价.此 外,使 用 参 数 量 (P′)、

GFLOPs(十亿次浮点运算)来评估模型的复杂性和

推理速度.
精确率表示预测为正确的样本中实际正确的比

例,其计算公式为:

P＝
TP

TP＋FP
(１１)

召回率是指被正确判定为正类的样本数目除以

实际正类样本总数所得的比值,其计算公式为:

R＝
TP

TP＋FN
(１２)

式中:TP 代表被模型准确识别为正类的样本数;

FP 代表实际为负类但被误判为正类的样本数;FN
代表实际为正类却被漏检的样本数.

平均精度均值(mAP)可衡量模型在所有类别

上的综合检测性能.mAP＠０．５是指在目标检测任

务中,当IoU阈值设定为０．５时,计算出的所有类别

的平均精度. 其中,AP＠０．５是指当混淆矩阵的

IoU的阈值取０．５时,针对某一类样本的平均精度,
其计算公式如下:

mAP＠０．５＝
１
c∑

C

k＝１
AP＠０．５k (１３)

AP＠０．５＝
１
n∑

n

i＝１
pi (１４)

mAP＠０．５:０．９５是更加严格的评价指标.与

单一阈值的 mAP＠０．５不同,mAP＠０．５:０．９５在

IoU阈值从０．５到０．９５的区间内,以０．０５为步长,
共计算１０个不同阈 值 下 的 mAP 值,然 后 取 平

均值.
参数量(P′)表示模型中所有可训练参数的总

数.GFLOPs反映模型推理时所需的计算量,影响

推理速度.参数量小,模型占用内存少,适合边缘设

备部署;GFLOPs低,推理速度快,实时性好.

３．２　试验对比

３．２．１　不同检测算法性能对比

为验证CMHＧYOLO算法的有效性,将其与当

前主流的目标检测算法进行对比,包括 YOLOv８系

列、YOLOv９、YOLOv１１、RTＧDETR等模型.所有

模型在相同的数据集和环境下训练１００轮,对比试

验结果见表１.
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表１　各检测算法性能对比试验结果

Table１　Resultsofthecomparisontestofeachdetectionalgorithm

模型 mAP＠０．５/％ mAP＠０．５:０．９５/％ P/％ R/％ P′/(×１０６) GFLOPs

YOLOv５n ９４．３ ７８．８ ９０．２ ９１．１ ２．５１ ７．２
YOLOv８n(基准模型) ９６．２ ７９．６ ９１．１ ９２．９ ３．０１ ８．２

YOLOv８s ９６．８ ８０．２ ９２．３ ９３．１ １１．２０ ２８．６
YOLOv９c ９６．５ ７９．９ ９１．９ ９２．３ ２２．５０ １０３．７
YOLOv１０n ９５．９ ７９．３ ９０．８ ９２．５ ２．７１ ８．４
YOLOv１１n ９６．４ ７９．７ ９１．４ ９２．１ ２．５９ ６．４
RTＧDETR ９６．１ ７９．４ ９０．９ ９１．７ ３０．９０ １０８．０

CMHＧYOLO ９７．９ ８１．４ ９３．８ ９４．５ ３．３９ ８．９

　　从表１可以看出,CMHＧYOLO 在各项指标上

均取得了优异性能,其mAP＠０．５达到９７．９％,相
比基准模型 YOLOv８n提升１．７个百分点;mAP＠
０．５:０．９５达到８１．４％,较 YOLOv８n提升１．８个百分

点,在已有较高基准上实现了稳健且显著的性能提升.
同时,精确率达到９３．８％,召回率达到９４．５％,相比

YOLOv８n分别提升２．７个百分点和１．６个百分点,表

明模型在保持高精度的同时,有效提高了目标检出率.

３．２．２　消融试验

为验证CMHＧYOLO中各改进模块的有效性,
设计了详细的消融试验.以 YOLOv８n为基准模

型,逐步添加各个改进模块,以分析每个模块对模型

性能的具体贡献.所有试验均在相同的数据集和环

境下进行,训练１００轮,消融试验结果见表２.

表２　消融试验结果

Table２　Ablationtestresults

SPDConv C２f_MSA C２f_DRFE BiFPN IIoU(ratio＝０．７) mAP＠０．５/％ mAP＠０．５:０．９５/％ P′/(×１０６)

× × × × × ９６．２ ７９．６ ３．０１
√ × × × × ９６．５ ８０．１ ３．０８
√ √ × × × ９６．９ ７９．８ ２．９６
√ √ √ × × ９７．３ ８０．７ ３．２０
√ √ √ √ × ９７．６ ８１．１ ３．３９
√ √ √ √ √ ９７．９ ８１．４ ３．３９

　　由表２可知,引入SPDConv后,相较于基准模

型 YOLOv８n,mAP＠０．５提升０．３个百分点,mAP
＠０．５:０．９５提升０．５个百分点,参数量增加０．０７×
１０６.该模块通过空间到深度的转换策略,有效保留

了采样过程中的细节信息.相较于SPDConv,引入

轻量化C２f_MSA 模块后,mAP＠０．５进一步提升

０．４个百分点,mAP＠０．５:０．９５降低０．３个百分点,
同时参数量减少０．１２×１０６,表明该模块在增强特征

表达能力的同时优化了模型结构,实现了轻量化.
相较于C２f_MSA,引入 C２f_DRFE粉尘鲁棒特征

增强模块后,mAP＠０．５提升０．４个百分点,mAP＠
０．５:０．９５提升０．９个百分点,由于引入空洞卷积和

可变形卷积导致参数量增加０．２４×１０６.相较于

C２f_DRFE,采用双向特征金字塔网络 BiFPN 后,

mAP＠０．５提升０．３个百分点,mAP＠０．５:０．９５提

升０．４个百分点,参数量增加０．１９×１０６,BiFPN 有

效改善了多尺度特征融合效果.相较于BiFPN,引

入IIoU 损失函数后,mAP＠０．５提升０．３个百分

点,mAP＠０．５:０．９５提升０．３个百分点,参数量保持

不变,该损失函数优化了边界框回归的训练过程.
３．２．３　可视化对比

在煤矿井下场景中,CMHＧYOLO 与 YOLOv８n
的检测效果对比如图１０所示.从图１０中可以看

出,第一组对比显示,受光线与粉尘影响,YOLOv８n
的检测置信度下降,出现液压支架防护板误检情况;
而CMHＧYOLO 凭借 C２f_DRFE模块的粉尘鲁棒

特征,实现了在复杂环境中的准确检测.第二组对

比显示,针对图像远处的小尺寸防护板,YOLOv８n
出现了漏检;而 CMHＧYOLO 得益于 SPDConv和

多尺度注意力机制,成功检测出漏检目标.第三组

对比显示,由于CMHＧYOLO 引入双向特征金字塔

网络BiFPN与IIoU 损失函数,对于不同角度的防

护板表现出更好的检测性能,能够准确识别３０°、
６０°、９０°等 不 同 角 度 的 防 护 板 类 型,且 其 置 信 度

更高.

９３２　罗实,等．基于改进 YOLOv８n的煤矿液压支架防护板检测算法[J]．矿业研究与开发,２０２６,４６(７)．



图１０　模型检测结果优化对比

Fig．１０　Optimizationcomparisonofmodeldetectionresults

４　结论与展望

针对煤矿井下液压支架防护板检测面临的复杂

环境挑战,本文提出了一种改进 YOLOv８n检测算

法CMHＧYOLO,得出的主要结论如下.
(１)在浅层网络引入SPDConv,并设计了轻量

化C２f_MSA多尺度注意力模块,通过融合大核可

分离注意力和高效通道注意力,有效增强了浅层网

络对不同尺度防护板特征的感知能力.试验表明,

SPDConv使mAP＠０．５提升０．３个百分点;在此基

础上,添加 C２f_MSA 后,mAP＠０．５进一步提升

０．４个百分点,参数量减少０．１２×１０６,在保持模型轻

量化的同时改善了多尺度目标的检测效果.
(２)构建了 C２f_DRFE粉尘鲁棒特征增强模

块,采用多尺度空洞卷积和可变形卷积相结合的策

略,显著提升了模型在高粉尘环境下的检测性能,有
效解决了粉尘遮挡导致的漏检与误检问题.

(３)引入 BiFPN 双向特征金字塔网络替代传

统PANＧFPN结构,通过加权特征融合机制实现了

不同尺度特征的高效整合.同时采用IIoU 损失函

数优化边界框回归,进一步提升了检测精度.
(４)在包含２００４５张标注图像的煤矿液压支架

数据集上进行了试验验证,CMHＧYOLO 算法的

mAP＠０．５ 达到 ９７．９％、mAP ＠０．５:０．９５ 达 到

８１．４％、精确率达到９３．８％,召回率达到９４．５％,较
基准模型 YOLOv８n分别提升１．７个百分点、１．８个

百分点、２．７个百分点和１．６个百分点.
尽管CMHＧYOLO 算法取得了良好的检测效

果,但仍存在一定局限性:在极端浓度粉尘环境下的

检测性能有待进一步提升.未来研究将重点关注:
(１)探索更强的粉尘去除和图像增强技术,进一步提

升恶劣环境下的检测能力;(２)研究基于时序信息的

视频检测方法,利用帧间信息提高检测稳定性;(３)
结合深度信息和多传感器融合,实现更全面的防护

板状态评估.
本文提出的 CMHＧYOLO 算法为煤矿液压支

架防护板的智能检测提供了有效的技术方案,对推

进煤矿智能化建设、保障煤矿安全生产具有重要的

理论意义和实用价值.
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