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摘要:掘进工作面是煤矿开采过程中瓦斯事故频发的区域,针对其浓度变化呈现出的强非线性及时空动态相关性特点,提出

了一种融合科尔莫格罗夫 阿诺德网络(KAN)与改进iTransformer的掘进工作面瓦斯浓度预测模型(KANＧiTransformer).
首先,通过数据预处理和Spearman相关系数分析构建了瓦斯浓度预测相关特征数据集;其次,基于倒置 Transformer结构将

完整变量序列视为标记,并引入图注意力机制显式建模传感器网络的空间拓扑关联,增加了传感器之间动态依赖的有效建

模;再次,利用 KAN的可学习激活函数替代传统线性权重,提升了模型对多源监测参数间复杂非线性关系的表征能力;最后,
提出了融合点预测与区间估计的分级响应机制,实现了瓦斯超限风险的超前动态分级响应.现场试验结果表明,改进 KANＧ
iTransformer模 型 在 单 步 预 测 中 的 MSE、MAE 和 MAPE 分 别 为 ０．０００３０７,０．０１２９２１ 和 ２．３２１３７３％,明 显 优 于

iTransformer与 Transformer两种对比模型;在多步预测中,改进 KANＧiTransformer模型的 MSE 为０．０００９１３,较对比模型

分别降低了６３．７％与８０．９％,展现出更好的长期预测性能,有效实现了掘进工作面瓦斯浓度的精准预测与动态预警.
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Abstract:Thetunnelingworkingfaceisanareapronetofrequentgasaccidentsduringcoalmining．Inviewofthestrong
nonlinearandspatiotemporaldynamiccorrelationcharacteristicsofgasconcentrationvariations,aprediction modelforgas
concentrationatthetunnelingworkingface,namedKANＧiTransformer,wasproposed,whichintegratestheKolmogorovＧ
ArnoldNetworks(KAN)andanimprovediTransformer(InvertedTransformer)．Firstly,arelevantfeaturedatasetforgas
concentrationpredictionwasconstructedthroughdatapreprocessingandSpearmancorrelationcoefficientanalysis．Secondly,

basedontheinvertedTransformerstructure,thecompletevariablesequencewasregardedasatoken,andagraphattention
mechanism wasintroducedtoexplicitlymodelthespatialtopologicalrelationshipsofthesensornetwork,enablingeffective
modelingofthedynamicdependenciesamongsensors．Thirdly,thelearnableactivationfunctionsofKANwereusedtoreplace
thetraditionallinearweights,enhancingthemodel􀆳sabilitytocharacterizecomplexnonlinearrelationshipsamongmultiＧsource
monitoringparameters．Finally,ahierarchicalresponsemechanismcombiningpointpredictionandintervalestimationwas
proposedtoenableadvanceddynamichierarchicalresponsetogasoverrunrisk．ThefieldtestresultsshowthattheMSE,MAE
andMAPEoftheimprovedKANＧiTransformermodelinsingleＧsteppredictionare０．０００３０７,０．０１２９２１and２．３２１３７３％,

respectively,significantlyoutperformingboththeiTransformerandTransformermodels．InmultiＧstepprediction,theMSEof
theimprovedKANＧiTransformermodelis０．０００９１３,whichis６３．７％and８０．９％lowerthanthoseofthecomparisonmodels,

respectively,demonstratingbetterlongＧtermpredictionperformanceandeffectivelyrealizingaccuratepredictionanddynamic
earlywarningofgasconcentrationatthetunnelingworkingface．
Keywords:Tunnelingworkingface,Gasconcentrationprediction,Deeplearning,SingleＧstepprediction,MultiＧstepprediction
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０　引言

煤炭作为当前全球一次能源的主体,长期在能

源消费结构中占据主导地位[１].尽管近年来清洁能

源发展迅速,但煤炭在电力、冶金及化工等领域仍具

有不可替代性.随着煤矿开采深度和规模不断增

加,煤矿安全生产问题日益突出,其中瓦斯事故仍是

威胁煤矿安全生产的主要灾害[２].掘进工作面作为

煤矿生产中的关键环节,是瓦斯聚集与异常涌出的

高发区,其瓦斯浓度变化具有非线性、时变性和突发

性特征.因此,如何实现对掘进工作面瓦斯浓度的

精准预测,成为煤矿安全开采领域亟待解决的重大

问题[３].
传统瓦斯浓度预测方法主要是基于数值模拟和

机器学习方法,Bi等[４]基于随机森林和改进回廊算

法的混合机器学习模型对瓦斯涌出量相关影响因素

进行筛选,实现了瓦斯浓度的精准预测.Zeng等[５]

基于多个工作面的多源数据进行研究,建立了基于

灰色预测模型的瓦斯涌出量预测模型.此外,其他

学者 也 基 于 极 端 梯 度 提 升 (eXtreme Gradient
Boosting,XGBoost)[６]、支 持 向 量 机 (Support
VectorMachine,SVM)[７]、极 限 学 习 机 (Extreme
LearningMachines,ELM)[８]等经典机器学习算法

实现瓦斯涌出量预测.但这类方法无法挖掘时序数

据间的内部关联,且不能理解长期非平稳时间序列

的非线性关系.
随着人工智能技术的不断发展,国内外学者将

深度学习算法应用于瓦斯浓度预测,解恒星等[９]、杨
小彬等[１０]、李鹏等[１１]基于长短期记忆网络(Long
ShortＧTerm Memory,LSTM)算法,通过门控单元

捕捉瓦斯浓度时序依赖关系,其预测精度和稳定性

均优于传统模型.盛武等[１２]、刘超等[１３]采用门控

循环单元(GateRecurrentUnit,GRU),在保证训

练精度的同时提升了模型训练速度.在此基础上,
相关学者结合主成分分析[１４Ｇ１５]、注意力机制[１６]、自
适应优化算法[１７Ｇ１８]优化模型网络结构及各项超参

数,进一步提高了模型的拟合能力.胡青松等[１９]构

建了融合时间卷积网络与时序生成对抗网络的瓦斯

浓度预测模型,改善了瓦斯数据小样本过拟合的

问题.
虽然当前多数研究已可实现工作面瓦斯浓度预

测,但仍存在以下问题:现有研究大多基于瓦斯浓度

历史数据的变化规律进行单步预测,未能深入挖掘

瓦斯浓度与外部特征之间潜在的时序依赖,对多因

素影响下的瓦斯浓度多步预测研究较少.针对上述

问题,本文以掘进工作面多源传感器数据为基础,构
建了基于改进 KANＧiTransformer的掘进工作面瓦

斯浓度预测模型.结合井下数据特性完成数据去噪

与异 常 值 处 理;以 倒 置 Transformer(Inverted
Transformer,iTransformer)为主干,融合图注意力

以捕捉传感器间动态依赖,并引入更具可解释性的

科尔莫格罗夫 阿诺德网络(KolmogorovＧArnold
Networks,KAN)函数逼近模块,以强化样本效率

与稳定性;提出面向安全阈值管理的多步点 区间

联合输出与预警策略,实现对多步预测结果的置信

评估和越限风险的早期识别.最后,将本文模型与

基线模型进行对比分析,以验证本文模型的预测

效能.

１　工程背景及数据处理

１．１　工程背景与数据来源

本研究依托于山西忻州神达大桥沟煤业有限公

司某煤与瓦斯突出矿井的掘进工作面.该矿地质条

件复杂,瓦斯赋存量高,属典型的高风险矿井.试验

掘进工作面位于该矿三号煤采区,工作面走向长

２７８m,倾向长２１７５m,埋藏深度为５０１~５９０m,煤
层厚度为２．１~３．７m,采用压入式通风.该掘进工

作面绝对瓦斯涌出量高达２７m３/min,相对瓦斯涌

出量为５m３/t,原始瓦斯含量为１１~１４m３/t,煤层

瓦斯压力为１．０~１．３MPa,具备典型的高瓦斯动力

学特征.研究中收集的数据涵盖２０２５年３月１日

至２０２５年４月１日期间的多源信息,每秒进行一次

瓦斯数据的采集,总共采集样本４３０００个.
该工作面的多源数据主要分为三类:第一类为

生产监测数据,包含瓦斯浓度、一氧化碳浓度、温度、
风速等参数;第二类为设备监测数据,包含掘进机截

割电流、掘进机截割温度、开采速度等参数;第三类

为瓦斯地质因素,包括煤层瓦斯抽采含量等参数.
本文收集的掘进工作面现场数据类型全面,能够全

面表征瓦斯赋存、通风条件、设备运行与作业工况之

间的动态关系.

１．２　特征提取

为了揭示各监测特征之间的相互关系,本文对

掘进工作面瓦斯浓度及相关特征参数进行了相关性

分析.Spearman相关系数是一种衡量变量间相似

性的指标,与皮尔逊相关系数相比,该方法既不要求
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变量服从正态分布,也不假设变量间存在线性关系,
在变量间关系模式不明确时,能更有效地度量相关

性.计算公式如式(１)所示,其中R(xi)和R(yi)

是变量X 和Y的秩统计量,R(X)和R(Y)是变量X
和Y 的统计均值,ρ为两个变量之间的Spearman相

关系数.Spearman相关系数评估变量间相关性的

判断准则与Pearson相关系数相同:系数的绝对值

越接近１,表明变量间的相关性越强;越接近０,则相

关性越弱;若系数为０,则认为变量之间不存在相

关性.

ρ＝
∑

n

i＝１

(R(xi)－R(X))(R(yi)－R(Y))

∑
n

i＝１

(R(xi)－R(X))２􀅰 ∑
n

i＝１

(R(yi)－R(Y))２

(１)

Spearman相关系数热图如图１所示,变量包含

工作面瓦斯浓度(Y)、掘进进尺(X１)、风机入风瓦斯

(X２)、回风瓦斯(X３)、掘进机截割电流(X４)、回顺

钻机下风侧瓦斯(X５)、风速(X６)、温度(X７)、一氧

化碳(X８).从图１可以看出,瓦斯浓度与回顺钻机

下风侧瓦斯浓度、回风瓦斯、掘进机截割电流具有较

强的正相关关系,表明以上参数能够在一定程度上

反映工作面瓦斯浓度的波动情况.瓦斯浓度与风速

和温度呈现一定的负相关关系,说明良好的通风条

件和环境参数有助于降低瓦斯积聚风险.
综上所述,本文选取回风瓦斯、掘进机截割电

流、回顺钻机下风侧瓦斯、风速、温度作为掘进工作

面瓦斯浓度预测的特征参数.

图１　Spearman相关系数热图

Fig．１　Spearmancorrelationcoefficientheatmap

１．３　数据预处理

煤矿井下环境复杂多变,原始传感器数据常受

到电磁干扰、传感器校准漂移、设备故障等物理因素

及传输不稳定的影响,会导致数据产生缺失值和异

常值等情况,同时还存在多源异构数据采样频率不

一致、量纲差异显著等问题.为确保模型训练的精

度和预测结果的可靠性,需要对特征数据进行预

处理.
本文采用直接删除法处理单个孤立缺失值,使

用平滑指数法处理连续性缺失值,在监测到缺失值

时跳过该点的误差计算,但继续使用模型的平滑方

程来递推计算下一个时间点的水平分量和趋势分

量,从而自然地产生一个对缺失点的估计值,并以该

估计值完成缺失值填补.基于箱线图法判别数据样

本中的异常值,首先,获取第一四分位数(第２５百分

位数)Q１ 和第三四分位数(第７５百分位数)Q２;然
后,通过计算数据样本四分位数间的差值确定四分

位距IQR;最后,基于该区间设定上限UB 和下限

LB 以识别异常值.下限计算原理为LB＝Q１－１．５×
IQR,上限计算原理为UB＝Q２＋１．５×IQR,不满足

此赋值区间的值判定为异常值.
为进一步消除传感器数据采集过程中的随机噪

声和测量误差,本研究采用卡尔曼滤波算法对原始

数据进行平滑处理.卡尔曼滤波基于状态空间模

型,通过递归预测和更新两个步骤实现最优估计.
本文基于网格搜索方法进行参数寻优,通过计算滤

波前后信号噪声比选定最优参数组合.其中过程噪

声协方差和观测噪声协方差分别设定为０．０１和

０．１,设状态转移矩阵和观测矩阵均为１.预测状态

和预测误差协方差计算公式见式(２)和式(３),其中

x̂k 表示k 时刻的预测状态,P－
k 为k 时刻的预测误

差协方差,̂xk－１表示k－１时刻最优后验状态估计

值,Pk－１表示k－１时刻后验误差协方差,Q 为过程

噪声协方差.

x̂k＝̂xk－１ (２)

P－
k ＝Pk－１＋Q (３)

在更新过程中,通过观测数据zk 对预测状态进

行修正,重新计算新的误差协方差.Kk 表示卡尔

曼增益,用于衡量预测值与观测值之间的权重关系,

R 表示观测噪声协方差,Kk 的计算公式见式(４).

根据预测状态和观测值给出修正后的状态估计x̂k,
见式(５).公式(６)表示更新后的误差协方差Pk.
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得到的数据预处理效果如图２所示.从图２中可以

看出,经过上述预处理过程后能够明显抑制原始掘

进机电流信号中的高频噪声和数据采集过程中的异

常值,同时完整保留了原始信号的全部宏观动态趋

势与关键特征.

Kk＝
P－

k

P－
k ＋R

(４)

x̂k＝̂x－
k ＋Kk(zk－̂x－

k ) (５)

Pk＝(１－Kk)P－
k (６)

图２　数据预处理效果

Fig．２　Datapreprocessingeffect

２　基于 KANＧiTransformer的瓦斯浓度预

测模型

２．１　模型总体流程

构建瓦斯浓度预测模型的整体框架,如图３所

示,包含数据处理、模型训练与模型评估３个核心阶

段.首先通过对原始数据集进行预处理,以保障后

续模型构建的可靠性.然后根据采集频率对特征变

量进行重采样,将所有特征数据与工作面瓦斯浓度

数据进行时间对齐,按照８∶２的比例将数据分为训

练集和测试集.
模型训练阶段,首先将训练集数据导入模型,完

成模型参数初始化,然后计算模型输出预测值和输

入真实值的损失,通过梯度计算与损失函数优化模

型性能,并依据评估指标不断调整模型超参数,直至

模型训练效果达到最优.模型评估阶段,利用测试

集完成预测,经反归一化处理后将预测结果转化为

实际的瓦斯浓度预测值,并计算均方误差(MSE)、
平均绝 对 误 差 (MAE)和 平 均 绝 对 百 分 比 误 差

(MAPE)多项性能指标,以全面评估模型精度与泛

化能力.

图３　模型总体框架

Fig．３　Theoverallframeworkofthemodel

２．２　KAN模型架构

KAN是基于科尔莫戈罗夫 阿诺德表示定理

提出的新型神经网络结构[２０].该定理指出任何多

元函数都可以表示为有限个连续单变量函数与加法

操作的组合.KAN将线性权重替换为可学习的一

维函数,通常采用B 样条(BＧspline)进行参数化.
网络节点仅执行求和运算,非线性建模完全由连接

边上的函数实现. 给定第l层的输入向量x(l) ∈
Rnl,输出为x(l＋１) ∈Rnl＋１,每条连接边对应一个单

变量函数φ
(l)
j,i,则第l＋１层的输出见式(７),其中
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φ(x)的计算公式见式(８),由残差基函数与B 样条

线性组合构成,其中wb 和ws 表示可学习的权重,

silu(x)表示预先定义的非线性函数,ck 为可学习

系数,Bk(x)为BＧspline基函数.

x(l＋１)
j ＝∑

nl

i＝１
φ

(l)
j,i(x(l)

i ),j＝１,􀆺,nl＋１ (７)

φ(x)＝wb􀅰silu(x)＋ws∑
k
ckBk(x) (８)

２．３　改进iTransformer模型架构

瓦 斯 浓 度 预 测 模 型 的 核 心 是 倒 置

Transformer,其重新定义了多变量时间序列的分词

方案[２１].倒置 Transformer不再将每个时间步视

为独立分词[２２],而是将每个变量的完整历史序列视

为一个变量分词.这种设计将自注意力机制的关注

点从时间维度转移到变量维度,从而能够显式建模

变量间的关联关系.模型架构如图４所示,该架构

包含嵌入层、倒置 Transformer模块、预测头３个主

要组件.

图４　改进iTransformer模型架构

Fig．４　ImprovediTransformermodelarchitecture

２．３．１　嵌入层

在多变量时间序列预测任务中,历史监测数据

可表示为X＝[x１,􀆺,xT]∈ℝT×N ,其中ℝ为实数

域,X 为时间T 内的多变量世界序列数据矩阵,N
为变 量 个 数.与 时 间 维 度 上 定 义 标 记 的 标 准

Transformer不同,倒置 Transformer在变量维度

上重新定义了标记.每个变量的完整历史序列

X:,n∈ℝT 均被视为单个变量标记.嵌入过程可表

示为式(９),生成的嵌入向量被堆叠为式(１０).通过

将每个变量的完整时间序列独立编码为变量标记,避
免了传统方法中将同一时间步的所有变量混合嵌入

为时间标记所造成的时间错位及相关性丢失问题.

h(０)
n ＝̇femb(X:,n),n＝１,􀆺,N (９)

H(０)＝[h(０)
１ ,h(０)

２ ,􀆺,h(０)
N ]∈RN×D (１０)

式中:h(０)
n 为第n 个变量的嵌入值;̇femb(􀅰)为嵌入

函数;H(０)为模型输入层的嵌入矩阵;D 为嵌入

维度.

２．３．２　改进倒置 Transformer模块

每个倒置 Transformer模块由层归一化、前馈

网络、图注意力３个主要部件组成.
为应对瓦斯监测变量的非平稳性和尺度异质

性,在每个倒置 Transformer模块内部应用了时间

层归一化(TLN).与基础Transformer模型在每个

时间步跨特征维度进行归一化不同,TLN沿着每个

变量序列的时间维度进行归一化,能够进一步减小

多个变量间的时间错位问题.具体而言,对于变量

n的归一化表示计算见式(１１)至式(１３),其中μn 和

σn 为沿变量n 的时间轴计算的均值与标准差,􀭹hn,t

为变量n在时间步t归一化后的特征值,hn,t 为变量

n 在时间步t的原始特征值.

􀭹hn,t＝
hn,t－μn

σn
(１１)

μn ＝
１
T∑

T

t＝１
hn,t (１２)

σ２
n ＝

１
T∑

T

t＝１

(hn,t－μn)２ (１３)

在注意力机制和层归一化处理后,每个变量标

记都会经过时间方向的前馈网络(FFN),以优化其

时间表征结果.与基础 Transformer模型中 FFN
作用于每一时间点的标记不同,倒置 Transformer
模型中每个变量标记都包含了该变量整个历史窗口

的信息,因此这里的FFN只用于建模单个变量内部

的整个时间的依赖关系.该结构通过提取变量内部

的复杂非线性关系,实现对变量内部季节性、周期性

和瞬态冲击等共性时间模式的协同学习.
在原始倒置 Transformer模型中,自注意力机

制作用于变量维度,每个变量标记都对应传感器测

量的历史序列.该设计虽然能有效建模变量间的依

赖关系,但在地下煤矿中,监测传感器并非随机分
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布,而是沿掘进巷道、通风路径和工作面开采设备按

照标准布设,瓦斯浓度的动态演化受气流拓扑结构、
巷道连通性及传感器空间邻接性的显著影响.

在改进倒置 Transformer模块中,采用图注意

力机制替换原来的自注意力[２３],利用各个传感器的

空间拓扑结构,引入空间先验知识,注意力聚合仅发

生在具有物理或统计意义的相邻节点间,避免了远

距离或不相关变量间产生虚假依赖关系的问题,大
大提高了模型的归纳能力,使其可用于解决多传感

器瓦斯浓度预测的特定挑战.
每个变量标记hi ∈ ℝD 被视为图G＝(V,E)中

的一个节点,其中边集E 可编码以下３种关系之一:
(１)物理网络拓扑结构;(２)传感器的空间邻近性;
(３)变量间具有统计显著相关性的关联.

对于每个相连节点(i,j)∈E,对节点特征的更

新过程见式(１４),其中 W 为可学习的权重矩阵,

σ(􀅰)为激活函数,E(i)表示节点i的邻接节点集

合,α(l)
ij 为注意力系数,其计算公式如式(１５)所示,

其中a 为可学习的注意力向量,‖ 表示向量拼接操

作,LeakyReLU(􀅰)表 示 带 泄 露 的 ReLU 激 活

函数.

h(l＋１)
i ＝σ ∑

j∈E(i)
α(l)

ij Wh(l)
j( ) (１４)

α(l)
ij ＝

exp(LeakyReLU(aT[Wh(l)
i ‖Wh(l)

j ]))

∑
k∈E(i)

exp(LeakyReLU(aT[Wh(l)
i ‖Wh(l)

k ]))

(１５)
为了提升模型表达能力,引入多头注意力机制,

节点特征更新过程见式(１６).其中 M 为注意力头

的数量,W(m) 和α(m) 为各个注意力头独立的参数.

h(l＋１)
i ＝‖M

m＝１σ ∑
j∈N(i)

α(l,m)
ij W(m)h(l)

j( ) (１６)

在图注意力更新后,输出结果仍输入至前馈网

络,该改进模型在保留倒置 Transformer基础架构

的基础上,引入了基于图的约束,使跨变量依赖关系

的学习更加符合传感器的空间拓扑与物理规律.通

过嵌入煤矿传感器的拓扑信息,改进模型能够同时捕

捉局部空间内变量间的复杂相关性与全局依赖关系,
从而提升井下瓦斯浓度预测的物理一致性与鲁棒性.

２．３．３　预测头

原倒置 Transformer模型中最终标记h(l)
n ∈

ℝN 通过回归网络被投影至未来预测时段,在原始

设计中,这一投影由多层感知机实现.为了提升模

型对煤矿井下瓦斯浓度这类高度非线性和非平稳数

据的动态表征能力,将多层感知机替换为 KAN,利
用样条基函数展开增强模型的非线性表达能力.结

合２．２小节,最终得到预测值计算公式见式(１７),其
中S 为待预测的时间步长,̂ys 为第s个待预测时间

步的预测值.

ŷs ＝∑
D

i＝１
φ

(s)
i (h(l)

n,i),s＝１,２,􀆺,S (１７)

３　试验结果与分析

３．１　模型评估及试验配置

基于改进 KANＧiTrnsformer瓦斯浓度预测模

型的训练采用Intel(R)CoreＧi７１１８５０H,主频３２．５０
GHz,内存３２G,显卡 NVIDIAT６００.该模型采用

均方误差(MSE)作为损失函数进行模型训练,其中

ŷi 为模型预测值,yi 为瓦斯浓度真实值. 采用

Adam 优化算法进行训练,学习率设置为０．００１,权
重衰减系数设置为０．００００１,并启用早停机制.

将数据集中前８０％ 的数据作为训练集,后２０％
的数据作为测试集,把完成特征构造的数据输入瓦

斯浓度预测模型,以１min为时间单位对试验工作

面未来瓦斯浓度进行多步预测,最终通过 MSE、

MAE 和MAPE 评估模型的预测效果.

MSE＝
１
N∑

N

i＝１

(yi －̂yi)２ (１８)

MAE＝
１
N∑

N

i＝１
|yi －̂yi| (１９)

MAPE＝
１００％
N ∑

N

i＝１

yi －̂yi

yi
(２０)

３．２　模型单步预测效果对比分析

图５为模型预测值与真实值的对比曲线.由图

５可知,本文提出的掘进工作面瓦斯浓度预测模型

在４００个时间步长(采样间隔１min)的瓦斯浓度预

测中展现出优异性能,预测值和真实值高度吻合,能
够准确刻画瓦斯浓度在不同时间点的波动趋势.在

瓦斯浓度快速变化阶段,模型不仅能够正确预测波

动的起伏趋势,还能准确拟合峰值与谷值的变化幅

度.在瓦斯浓度慢速变化阶段,模型预测呈现周期

性小幅波动,不存在明显偏移.当真实值表现出明

显的快速下降趋势,即从０．５８下降至０．４０左右时,
预测曲线在该阶段保持同步下降的变化趋势.

通过对比分析发现,当瓦斯浓度在短时间内发

生较大波动时,iTransformer模型虽然能够反映瓦

斯浓度真实变化,但会产生更多的瞬时尖峰,无法精
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准预测数据的变化幅度.Transformer模型在预测

过程中出现了较为明显的偏差和滞后性,当真实值

已经开始上升或下降时,模型的预测值仍停留在之

前的水平,当真实值没有发生较明显波动时,预测值

依然 会 发 生 局 部 波 动,偏 离 真 实 值,这 表 明

Transformer模型无法有效捕捉数据中的动态时序

依赖性.

图５　不同模型单步预测结果对比

Fig．５　ComparisonofsingleＧstepprediction

resultsofdifferentmodels

各个模型单步预测的性能指标对比见表１.由

表 １ 可 知,本 文 模 型 的 所 有 指 标 上 均 优 于

iTransformer和 Transformer 模 型,本 文 模 型 的

MSE 为０．０００３０７,分别比二者降低了１４．２％ 和

４５．４％;本文模型的MAE 为０．０１２９２１,分别比二者

降低了７．８％ 和２９．８％.MSE 对误差更为敏感,其
显著降低表明本文模型有效减少了预测中出现大幅

偏差的情况,增强了模型预测的稳定性.MAE 的

降低则表明模型的整体平均绝对误差更小,预测精

度更高.本文模型的 MAPE 为２．３２１３７３％,该值

较iTransformer和 Transformer模型分别降低了

７．６％和３０．１％.本文模型的R２ 高达０．９１６４５０,较
另外两个模型提升了３．８％和８．２％,具有更好的拟

合能力.
这是因为本文模型通过图注意力和 KAN 加强

了模型对各个变量间真实依赖关系和非线性特征的

动态表征,使得本文模型在预测精度、稳定性和拟合

能力方面均优于对比模型.

表１　不同模型单步预测效果对比

Table１　ComparisonofthesingleＧstep
predictioneffectofdifferentmodels

模型 MSE MAE MAPE/％ R２

本文模型 ０．０００３０７ ０．０１２９２１ ２．３２１３７３ ０．９１６４５０
iTransformer模型 ０．０００３５８ ０．０１４０２０ ２．５１１３２２ ０．８８２５０８
Transformer模型 ０．０００５６２ ０．０１８３９７ ３．３２００３７ ０．８４６８２２

３．３　模型多步预测效果对比分析

为了进一步验证本文模型在瓦斯浓度多步预测

的性能,设置预测步长为１０进行模型多步预测效果

分析,对比结果如图６所示.从图６可以看出,本文

模型相较单步预测结果存在不同幅度的波动和少量

偏差,但在数据变化趋势上仍然能体现出较高的拟

合能力,能够准确预测出瓦斯浓度变化的整体演化

趋势.另外两种对比模型的整体预测曲线与真实值

存在较大幅度的系统性偏差和波动衰减现象,当真

实值平稳变化时,模型预测值能够大致反映真实情

况,当真实值发生急剧上升和下降时,预测曲线与真

实值出现分离,滞后现象明显.
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图６　不同模型多步预测结果对比

Fig．６　ComparisonofmultiＧstepprediction

resultsofdifferentmodels

各个模型多步预测的性能指标对比见表２.由

表２可知,本文模型各指标均优于对比模型,本文模

型的MSE 为０．０００９１３,相比两个对比模型分别降

低了６３．７％和８０．９％,表明本文模型的多步预测能

力准确性明显优于对比模型.本文模型的R２ 高达

０．８５１２３０,相较单步预测仅降低了０．０６５２２,这表明

本文模型的拟合能力并未发生大幅退化,能够同时

保证短期预测的精确性和长期预测的稳定性.

表２　不同模型多步预测效果对比

Table２　ComparisonofthemultiＧstep

predictioneffectofdifferentmodels

模型 MSE MAE MAPE/％ R２

本文模型 ０．０００９１３ ０．０２２８６７ ４．１１７２０２ ０．８５１２３０
iTransformer模型 ０．００２５１７ ０．０３９０３３ ７．１８３０８４ ０．７０６５２１

Transformer ０．００４７８４ ０．０５２６３９ ９．７４１００５ ０．３０３６８０

３．４　模型应急响应机制

在煤矿掘进工作面的复杂环境中,瓦斯浓度多

步预测存在不可避免的误差与不确定性,若仅依赖

点预测值与固定阈值进行超限判断,容易出现误报

与漏报.本文在多步预测基础上引入预测区间,通
过计算预测残差的分布特征来估计模型预测的不确

定性,以９５％置信水平为例,第k 步预测的区间形

式见公式(２１).其中ŷ(L)
t＋k和ŷ(U)

t＋k分别为上下界置

信区间,置信水平设为９５％.

ŷ(L)
t＋k≤yt＋k≤̂y(U)

t＋k (２１)
为瓦斯浓度超限设置置信阈值,可得应急响应

分级效果,如图７所示,当预测均值低于阈值,且置

信区间整体位于安全范围内时,判定为绿色等级,无
需进行任何应急措施.当预测上限超过阈值,但单

点预测值仍处于安全范围内时,判定为蓝色等级,此
时处于潜在风险阶段,建议加强该区域瓦斯浓度监

测,增设便携式瓦斯检测定点抽检.当预测均值已

超过阈值,但区间下限仍低于阈值时,判定为橙色等

级,此时处于一般风险阶段,需要采取预防性措施提

高瓦斯抽采效率.当预测区间整体超过阈值,即置

信下界也超过阈值时,判定为红色等级,此时处于高

风险阶段,必须检查各个传感器是否正常,做好设备

紧急断电准备并启动人员撤离等强制性应急措施.

图７　应急响应分级效果

Fig．７　Emergencyresponseclassificationeffect

４　结论

本文针对煤矿掘进工作面瓦斯浓度预测中存在

的强非线性、多源耦合与时空动态特性等挑战,提出

了一种融合 KAN网络与改进倒置 Transformer的

瓦斯浓度预测模型(KANＧiTransformer).通过多

源传感器数据的特征提取与预处理,结合长序列时

序建模与空间拓扑感知的图注意力机制,实现了掘

进工作面瓦斯浓度的精准预测.得到的主要结论

如下.
(１)构建了基于 KAN和改进倒置 Transformer

的掘进工作面瓦斯浓度预测模型,其中 KAN 网络
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采用可学习核函数替代传统线性权重,增强了模型

对 非 线 性 关 系 的 表 征 能 力;改 进 的 倒 置

Transformer通过倒置序列编码与图注意力机制,
有效捕捉了多变量间的长期依赖关系.

(２)本文模型在单步预测中的MSE 为０．０００３０７,
MAE 为０．０１２９２１,MAPE 为２．３２１３７３％,R２ 高

达０．９１６４５０,相比倒置 Transformer和 Transformer
模型,误差指标显著降低(MSE 降幅分别为１４．２％
和４５．４％),表明本文模型在捕捉瞬态变化与峰值特

征方面具有优越性;在多步预测中,本文模型的

MSE 为０．０００９１３,虽较单步预测有所上升,但显著

低于对比模型(降幅分别为６３．７％和８０．９％),且R２

为０．８５１２３０,表明本文模型在长期预测中仍能保持

较高 的 趋 势 一 致 性 和 稳 定 性,有 效 缓 解 了 传 统

Transformer类模型在长序列预测中普遍存在的滞

后性和累积误差问题.
(３)通过引入预测区间估计与分级预警机制,

使模型在多步预测中能够量化预测不确定性,依托

置信区间实现瓦斯超限风险动态分级管控,可为煤

矿智能应急决策提供可靠依据.
(４)由于本文试验数据仅取自山西忻州某单一

高瓦斯煤矿,模型在不同地质构造、瓦斯压力及采矿

工艺下的泛化能力尚未得到充分验证.后续将采集

多矿井、多地质条件与采掘工艺的实测数据构建综

合性数据集,对预训练模型进行微调,进一步提升模

型泛化能力.
参考文献(References):
[１] 王国法,刘峰,庞义辉,等．煤矿智能化:煤炭工业高质量发展

的核心技术支撑[J]．煤炭学报,２０１９,４４(２):３４９Ｇ３５７．

Wang Guofa,Liu Feng,Pang Yihui,etal．Coal mine

inellectualization:the core technology of high quality

development[J]．JournalofChinaCoalSociety,２０１９,４４(２):

３４９Ｇ３５７．
[２] 杨科,郭鹏慧,袁亮,等．深部开采煤矿典型动力灾害孕灾主

控因素 与 机 制 研 究 进 展 [J]．煤 炭 学 报,２０２５,５０(７):

３４６６Ｇ３４８７．

Yang Ke,Guo Penghui,Yuan Liang,etal．Research

progresson key controllingfactors and mechanisms of

typicaldynamichazardsindeepcoalmining．[J]．Journalof

ChinaCoalSociety,２０２５,５０(７):３４６６Ｇ３４８７．
[３] 张志刚,张庆华,刘军．我国煤与瓦斯突出及复合动力灾害预

警系统研究进展及展望[J]．煤炭学报,２０２４,４９(增刊２):

９１１Ｇ９２３．

ZhangZhigang,ZhangQinghua,LiuJun,etal．Research

progressand prospects of coal and gas outburst and

compositedynamicdisasterwarningsystemsinChina[J]．

JournalofChinaCoalSociety,２０２４,４９(Suppl．２):９１１Ｇ９２３．

[４] BiShengbao,ShaoLiangshan,QiZihan,etal．Predictionof

coalminegasemissionbasedonhybrid machinelearning

model[J]．EarthScienceInformatics,２０２３,１６(１):５０１Ｇ５１３．

[５] ZengJun,LiQinshen．Researchonpredictionaccuracyof

coalminegasemissionbasedongreypredictionmodel[J]．

Processes,２０２１,９(７):１１４７．

[６] Song Weihua,Han Xiaowei,QiJifei．Prediction ofgas

emissionin the working face based on LASSOＧWOAＧ

XGBoost[J]．Atmosphere,２０２３,１４(１１):１４１１１６２８．

[７] 杨宝琳,刘杰,娄来宗．基于粒子群算法优化 BP神经网络及

SVM 的瓦斯超限预测预警方法[J]．科学技术与工程,２０２５,

２５(２６):１１０９８Ｇ１１１０６．

YangBaolin,LiuJie,LouLaizong．Predictionandearly

warningmethodforgasoverrunbasedonPSOoptimizedBP

neuralnetwork and SVM．[J]．Science Technology and

Engineering,２０２５,２５(２６):１１０９８Ｇ１１１０６．

[８] 张科学,李中旭,陈学习,等．基于PCAＧHPOＧELM 的智能化

矿井瓦斯涌出量预测研究[J]．矿业科学学报,２０２５,１０(５):

８７９Ｇ８８９．

ZhangKexue,LiZhongxu,ChenXuexi,etal．Gasemission

predictionofintelligentminesbasedonPCAＧHPOＧELM．
[J]．Journalof MiningScienceand Technology,２０２５,１０
(５):８７９Ｇ８８９．

[９] 解恒星,张雄,董锦洋,等．基于CNNＧBiLSTM 的矿井瓦斯涌

出量预测模型[J]．中国安全生产科学技术,２０２４,２０(１１):

５３Ｇ５９．

Xie Hengxing, Zhang Xiong, Dong Jinyang, et al．

Prediction modelof minegasemission based on CNNＧ

BiLSTM．[J]．JournalofSafetyScienceand Technology,

２０２４,２０(１１):５３Ｇ５９．

[１０] 杨小彬,韩超,胡慢谷,等．考虑时空特征的瓦斯涌出量预测

模型及其可解释性分析[J]．安全与环境学报,２０２５,２５(１０):

３７９４Ｇ３８０２．

Yang Xiaobin, Han Chao, Hu Mangu, et al． A

spatiotemporal featureＧbased prediction model for gas

emission:aninterpretabilityanalysis．[J]．JournalofSafety

andEnvironment,２０２５,２５(１０):３７９４Ｇ３８０２．

[１１] 李鹏,辛诗雨,闫凡壮,等．基于深度学习的煤巷掘进工作面

瓦斯涌出量预测研究[J]．煤炭工程,２０２４,５６(１２):１１５Ｇ１２４．

LiPeng,XinShiyu,YanFanzhuang,etal．Predictionofgas

emissionfrom coalroadway headingfacebasedondeep

learningtheory[J]．Coal Engineering,２０２４,５６(１２):

１１５Ｇ１２４．

[１２] 盛武,樊斌斌．EMDＧGRU 组合模型在煤矿瓦斯体积分数预

测中的应用[J]．安全与环境学报,２０２５,２５(４):１３３９Ｇ１３４８．

Sheng Wu,Fan Binbin．Application ofthe EMDＧGRU

combinedmodelforpredictinggasvolumefractionincoal

mines．[J]．JournalofSafetyandEnvironment,２０２５,２５(４):

１３３９Ｇ１３４８．

１４１　张晓景,等．基于改进 KANＧiTransformer的掘进工作面瓦斯浓度预测研究[J]．矿业研究与开发,２０２６,４６(７)．



[１３] 刘超,雷晨,李树刚,等．基于 CNNＧGRU 的瓦斯浓度预测模

型及应用[J]．中国安全生产科学技术,２０２２,１８(９):６２Ｇ６８．

LiuChao,LeiChen,LiShugang,etal．Predictionmodelof

gasconcentrationbasedonCNNＧGRUanditsapplication．
[J]．JournalofSafetyScienceandTechnolog,２０２２,１８(９):

６２Ｇ６８．
[１４] 李海宏．基于 KPCAＧPSOＧLSTM 模型的瓦斯涌出量时序预

测[J]．能源与环保,２０２５,４７(９):４１Ｇ４６＋５２．

LiHaihong．Timeseriespredictionofgasemissionbasedon

KPCAＧPSOＧLSTM model．[J]． China Energy and

EnvironmentalProtection,２０２５,４７(９):４１Ｇ４６＋５２．
[１５] LinHaifei,LiWenjing,LiShugang,etal．Coalminegas

emissionpredictionbasedonmultifactortimeseriesmethod
[J]．Reliability Engineering and System Safety,２０２４,

２５２:１１０４４３．
[１６] 王宝会,高瞻,徐林,等．基于深度学习的矿井瓦斯浓度预测算

法研究与实现[J]．计算机科学,２０２５,５２(增刊１):６２６Ｇ６３２．

WangBaohui,Gao Zhan,Xu Lin,etal．Researchand

implementation of mine gas concentration prediction

algorithm basedondeeplearning[J]．ComputerScience,

２０２５,５２(Suppl．１):６２６Ｇ６３２．
[１７] 祁云,白晨浩,代连朋,等．改进双向长短期记忆神经网络的

瓦斯涌 出 量 预 测 [J]．安 全 与 环 境 学 报,２０２４,２４(１２):

４６３０Ｇ４６３７．

QiYun,BaiChenhao,DaiLianpeng,etal．EnhancedBiＧ

directionalLongShortTerm Memoryneuralnetworkforgas

emissionforecasting[J]．JournalofSafetyandEnvironment,

２０２４,２４(１２):４６３０Ｇ４６３７．
[１８] ZhangJingzhao,CuiYuxin,Yan Zhenguo,etal．Time

seriespredictionofgasemissionincoalminingfacebasedon

optimizedVariationalmodedecompositionandSSAＧLSTM
[J]．Sensors,２０２４,２４(１９):６４５４．

[１９] 胡青松,郑硕,李世银,等．基于改进 TCNＧTimeGAN 的矿井

瓦斯浓度智能预测方法[J]．煤炭科学技术,２０２４,５２(增刊

２):３２１Ｇ３３０．

HuQingsong,ZhengShuo,LiShiyin,etal．Anintelligent

predictionmethodofgasconcentrationincoalminesbased

onimproved TCNＧTimeGAN．[J]．Coal Science and

Technology,２０２４,５２(Suppl．２):３２１Ｇ３３０．
[２０] LiuZiming,Wang Yixuan,VaidyaSachin,etal．Kan:

KolmogorovＧarnoldnetworks[J]．arXiv,２０２４．
[２１] LiuYong,HuTengge,ZhangHaoran,etal．iTransformer:

invertedtransformersareeffectivefortimeseriesforecasting
[J]．arXiv,２０２３．

[２２] VaswaniA,ShazeerN,ParmarN,etal．Attentionisall

youneed[J]．arXiv,２０１７．
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