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摘要:矿井工作面回采过程中对含水层产生扰动后易导致工作面涌水量增大,威胁矿井安全生产,对工作面涌水量进行准确

预测,可以有效防止水害事故发生.对基于深度学习模型的工作面涌水量多特征预测方法进行了研究,结合涌水量数据特点

及现场实际情况,选择“双含水层水位＋微震事件最大发生高度”作为特征数据,建立基于 VMDＧiCHOAＧGRU 的矿井回采工

作面涌水量多特征预测模型,同时在不同数量特征组合下、单目标情况下和不同工作面数据下进一步验证多特征模型的预测

效果.结果表明:VMDＧiCHOAＧGRU 模型的涌水量预测结果的评价指标 MAE、RMSE、MAPE 分别为５３．５６m３/d、６２．９８
m３/d、３．１％,均优于其他对照模型,其预测精度最高;多特征模型的预测精度均高于单因素模型和其他各类组合的单特征、双

特征模型,且特征数据与研究目标间的相关性越强,越有利于提高预测精度;在不同工作面数据下该模型的预测效果均较好,
验证了该模型具有相对稳定性和一定扩展性.研究成果为矿井回采工作面涌水量预测提供了新思路和新方法,对矿山防治

水工作具有科学的指导意义和参考价值.
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Abstract:Duringtheminingprocessofthemineworkingface,thedisturbanceoftheaquifercaneasilyleadtoanincreaseinthe
waterinflowoftheworkingface,whichthreatensthesafeproductionofthemine．Accuratepredictionofthewaterinflowof
theworkingfacecaneffectivelypreventwaterdisasteraccidents．Inthisstudy,themultiＧfeaturepredictionmethodofwater
inflowinworkingfacebasedondeeplearningmodelwasstudied．Combinedwiththecharacteristicsofwaterinflowdataandthe
actualsituationofthesite,the“doubleaquiferwaterlevel＋maximumheightofmicroseismicevent”wasselectedasthe
characteristicdata,andthemultiＧfeaturepredictionmodelofwaterinflowinworkingfaceofminebasedonVMDＧiCHOAＧ
GRUwasestablished．Atthesametime,thepredictioneffectofmultiＧfeaturemodelwasfurtherverifiedunderdifferentfeature
combinations,singlefeatureconditionsanddifferentworkingfacedata．TheresultsshowthattheevaluationindexesMAE,

RMSEandMAPEofthewaterinflowpredictionresultsoftheVMDＧiCHOAＧGRU modelare５３．５６m３/d,６２．９８m３/dand
３．１％,respectively,whicharebetterthanothercontrolmodels,anditspredictionaccuracyisthehighest．Theprediction
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accuracyofthemultiＧfeaturemodelishigherthanthatofthesingleＧfactormodelandothersingleＧfeatureanddoubleＧfeature
modelsinvariouscombinations,andthestrongerthecorrelationbetweenthefeaturedataandtheresearchtarget,themore
conduciveitistoimprovingthepredictionaccuracy．Thepredictioneffectofthemodelisgoodunderdifferentworkingface
data,whichverifiesthatthemodelhasrelativestabilityandcertainscalability．Theresearchresultsprovidenewideasandnew
methodsforthepredictionofwaterinflowinmineworkingfaces,andhavescientificguidingsignificanceandreferencevaluefor
minewaterpreventionandcontrol．
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０　引言

煤炭是我国重要的矿产资源,如何将煤炭安全

高效地开采出来是煤矿业需要面对的困难和挑

战[１].矿井水害是制约煤炭资源开采的“五大灾害”
之一,而开采过程中涌水量的大小可以直观反映出

工作面受到水害威胁的程度[２Ｇ３].因此,对涌水量进

行超前预测可以提前探知潜在风险,并据此制定相

应措施来保障矿井安全生产[４Ｇ５].
针对矿井涌水量预测,已有专家学者进行了广

泛的研究,取得了丰富的研究成果.在传统的解析

法、比拟法和数值法方面[６Ｇ７],杨磊等[８]在基于含水

层富水性分区预测的基础上,采用将采空区侧向补

给水量和含水层自身赋存水量相结合的动静储量法

计算井下疏放水后的工作面涌水量;周全超等[９]选

择“大井法”和非稳定流“释水 断面流”法分别预测

涌水量,认为“释水 断面流”法预测稳定度大于“大
井法”,并得出两种方法所适用的条件;杜亚军等[１０]

将三维地质模型导入Feflow模拟软件,通过设置边

界和相关参数来实现涌水量动态预测;方刚[１１]利用

VisualModflow软件构建相关数值模型,对不同工

况条件的井下掘进、回采工作面的涌水量进行预测;
高利军等[１２]先采用FLAC３D软件分析围岩水平方向

和垂直方向渗透系数变化规律,在此基础上采用

GMS中的 MODFLOW 模块预测工作面涌水量变化.
上述传统方法的研究较为全面,但此类方法存

在受随机因子影响大、处理复杂情况的能力较差、在
大规模提取数据特征方面存在不足等问题.相比之

下,深度学习模型由于能深入揭示数据内隐含的信

息,并具备可灵活调整的架构设计,可以与各种场景

匹配应用[１３].在利用深度学习方法预测涌水量方

面,乔美英等[１４]提出利用 GA 优化的SVM 模型来

实现矿井涌水量的短期准确预测,并通过与 BP神

经网络的预测效果进行对比,验证了 GAＧSVM 模

型具有更高的准确性;李占利等[１５]提出了一种基于

互补集合经验模态分与门控循环单元相结合的

CEEMD_GRU矿井涌水量预测模型,相比于BP神

经网络、SVM 模型和 GRU 神经网络,其预测结果

更精确;梁满玉等[１６]提出了一种基于深度残差网络

和双向长短记忆网络的 DRNＧBiLSTM 矿井涌水量

预测模型,结果表明,相比于单模型,该模型预测精

度更高,具有更好的泛化性;李建林等[１７]从理论上

分析了矿井水文系统产生混沌现象的机理,由混沌

理论得到涌水量序列相空间重构后 GRNN 模型的

相关参数值,并采用交叉验证法获得 GRNN模型的

光滑因子,建立了 ChaosＧGRNN 预测模型;刘慧

等[１８]针对涌水量序列随时间波动无序变化的规律,
提出了变分模态分解和深度置信网络相结合的

VMDＧDBN预测模型,在预测涌水量方面相较于对

照模型有明显优势;丁莹莹等[１９]基于单含水层水

位、微震能量数据与涌水量的强关联性,建立了

SSAＧCGＧAttention模型,相较于单目标预测模型,
该模型更稳定、更准确;Yang等[２０]提出了一种结合

网格搜索、季节性自回归移动平均和长短期记忆网

络的 GCＧSARIMAＧLSTM 矿井涌水量预测模型,结
果表明,该模型预测效果强于数值模拟方法.

综上所述,目前矿井涌水预测多采用分解方法＋
优化算法＋预测方法为结构的预测模型,但对涌水量

多特征预测以及不同数量特征组合下预测效果的研

究较少.因此,根据研究现状及研究中存在的不足之

处,建立VMDＧiCHOAＧGRU预测模型,对其预测精度

和不同组合数量特征下、单目标情况下和不同工作面

数据下模型的预测效果进行研究.研究结果可为矿井

涌水量的预测和特征数据的选取提供借鉴和参考.

１　方法介绍

１．１　VMD方法

变分模态分解(VariationalModelDecomposition,
VMD)方法的工作原理是寻找一个变分问题的最优

解,涉及变分问题的求解过程,其基本流程如下.
(１)对于每个模态vk,通过 Hilbert变换计算

与各个模态相关的解析信号,得到其单边频谱,并在

加入指数项后调整各信号的中心频率,使用高斯平

滑技术来估计解调后信号的带宽.约束变分问题可
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以表示为式(１):
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式中:k为分解模态数;vk 为第k个分解模态;wk 为第

k个中心频率;δ(t)为冲激信号;δ(t)＋j
πt

æ

è
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ø
÷ 对应希

尔伯特变换算子,用于获取解析信号;约束条件描述

为所有分解模态的叠加和等于原始信号f(t).
(２)引入了Lagrange乘子τ以及二次惩罚项α,

构建Lagrange函数,如式(２)所示:
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α∑
k

k＝１
∂t δ(t)＋j

πt
æ

è
ç

ö

ø
÷vk(t)é

ë
êê

ù

û
úúe－jωkt

２

２
＋

f(t)＋∑
k

k＝１
vk(t)２

２ ＋‹τ(t),f(t)－∑
k

k＝１
vk(t)›

(２)
(３)利用交替方向乘子法(ADMM)迭代更新

各本征模函数(IMF)成分及其中心频率,求解原问

题的最优解.更新过程如式(３)所示:
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i≠k

v̂i(ω)＋̂τ(ω)/２

１＋２α (ω－ωk)２
(３)

ωn＋１
k ＝

∫
∞

０
ω|vn＋１

k (ω)|２dω

∫
∞

０
|vn＋１

k (ω)|２dω
(４)

式中:̂vn＋１
k (ω)表 示 第 k 个 模 态 的 频 域;̂f(ω)、

v̂i(ω)、̂τ(ω)分别代表f(t)、vk(t)、τ(t)的Fourier
变换形式.
１．２　iCHOA算法

黑 猩 猩 优 化 算 法 (Chimp Optimization
Algorithm,CHOA)是在模拟了黑猩猩种群社会行

为的基础上提出的一种智能优化算法,包括驱赶、追
逐、包围和进攻四个阶段.针对CHOA优化算法中

存在初始种群分布不均匀和易陷入局部最优的问

题,通过引入Sobol序列和余弦动态因子对其进行

改进,得到iCHOA算法(ImprovedCHOA,改进黑

猩猩优化算法),具体原理如下.
(１)定义全局解的可能区间为[lb,ub],引入Sobol

序列生成随机变量,种群初始化位置如式(５)所示:
Xn＝lb＋Si􀅰(ub－lb) (５)

式中:Xn 为第n 个种群个体的初始化位置;lb为区

间的左边界;ub 为区间的右边界;Si 为Sobol序列

生成的第i个随机变量,Si⊆[０,１].

(２)种群初始化之后,黑猩猩各司其职,种群个体

分为 攻 击 者 (Attacker)、包 围 者 (Barrier)、驱 赶 者

(Chaser)和追捕者(Driver)四类,其中攻击者领导种群

搜寻捕食方向,其他三类个体负责协助.攻击者根据

猎物的位置相应地改变自身的位置,其位置的更新如

式(６)所示,各位置向量的计算如式(７)至式(１０)所示:

Xchimp(t＋１)＝Xprey(t)－a􀅰d (６)

a＝２􀅰f􀅰r１－f (７)

d＝|c􀅰Xprey(t)－m􀅰Xchimp(t)| (８)

c＝２􀅰r２ (９)
m＝Chaotic．value (１０)

式中:Xchimp为当前黑猩猩群的坐标向量;Xprey为当

前目标猎物的坐标位置;t为当前迭代次数;a 为用

于衡量黑猩猩群与猎物之间相对距离的随机向量;

f 为收敛因子,其大小随迭代次数从２．５非线性减

少到０;r１ 为取值[０,１]的随机数;d 为黑猩猩与猎

物之间的距离;c 为在狩猎过程中障碍物对黑猩猩

捕猎的影响因子;r２ 为取值[０,１]的随机数;m 为混

沌映射矢量;Chaotic．value为混沌因子值.
为增加攻击者搜索范围,提出了一种余弦动态

因子ε,并将其添加到攻击者位置处.余弦动态因

子数学模型如式(１１)所示,引入余弦动态因子后,黑
猩猩攻击猎物的数学模型如式(１２)至式(１４)所示:
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X１＝εXAttacker－a１􀅰dAttacker

X２＝XBarrier－a２􀅰dBarrier

X３＝XChaser－a３􀅰dChaser

X４＝XDriver－a４􀅰dDriver
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(１２)

dAttacker＝|C１􀅰XAttacker－m１􀅰X|
dBarrier＝|C２􀅰XBarrier－m２􀅰X|
dChaser＝|C３􀅰XChaser－m３􀅰X|
dDriver＝|C４􀅰XDriver－m４􀅰X|

ì

î

í

ï
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(１３)

X(t＋１)＝
X１＋X２＋X３＋X４

４
(１４)

式中:t 为 当 前 迭 代 次 数;tmax 为 最 大 迭 代 次 数;

XAttacker、XBarrier、XChaser和XDriver分别表示攻击者、包围

者、驱赶者和追捕者的位置向量;X１、X２、X３ 和X４ 分

别表示攻击者、包围者、驱赶者和追捕者更新后的坐

标向量;X(t＋１)表示经迭代后黑猩猩个体的最新定

位向量;dAttacker、dBarrier、dChaser、dDriver分别表示攻击者、
包围者、驱赶者、追捕者与猎物之间的距离;C１、C２、

C３、C４ 均表示在狩猎过程中障碍物阻挡黑猩猩捕猎

的影响因子;m１、m２、m３、m４ 均为混沌映射矢量.
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１．３　GRU神经网络

门控循环单元(GatedRecurrentUnit,GRU)
神经网络是一种简化的神经网络,只包含更新门和

重置门,在保持较好拟合效果的前提下可以大大提

高预测速度.GRU神经网络计算公式如下:
rt＝σ(Wr[ht－１,xt]＋br) (１５)

zt＝σ(ht－１􀅰Wz[ht－１,xt]＋bz) (１６)

ĥ＝tanh(Wz[(rt☉ht－１),xt]＋bz) (１７)

ht＝(１－zt)☉ht－１＋zt☉̂h (１８)
式中:rt 为重置门;zt 为更新门;σ为激活函数;Wr 和

Wz 分别为重置门和更新门的权重矩阵;br 和bz 分别

为重置门和更新门的偏置矩阵;ht 为当前时间步隐含

状态;ht－１为上一时间步隐含状态;xt 为当前时间步的

输入向量;̂h主要包含当前时间步的输入信息xt;tanh
为激 活 函 数,将 ĥ 范 围 限 制 在 [－１,１]范 围 内;
(１－zt)☉ht－１表示对先前隐含状态ht－１的选择性遗

忘;zt☉̂h表示对包含当前节点信息的选择性记忆.
１．４　VMDＧiCHOAＧGRU模型构建

将 VMD方法、iCHOA 优化算法和 GRU 神经

网络进行结合,得到 VMDＧiCHOAＧGRU 模型,再

将经过处理后的数据导入模型进行训练和预测.具

体预测步骤如下:
步骤一,对原始数据进行异常值检验、缺失值补

齐和数据归一化,在保证数据质量的同时提高模型

训练的效率;
步骤二,对数据采用Spearman系数进行相关

性分析,揭示特征变量和涌水量之间的相关性;
步骤三,选择不同的数据集划分比例进行测试,

选定预测效果最佳的划分比例;
步骤四,用 VMD方法将原始数据分解为多个

包含不同信息的IMF分量,从而有效处理非平稳的

数据序列,提高预测精度;
步骤五,将处理后的数据导入 GRU 神经网络

中,采用iCHOA优化算法对GRU神经网络选定的

超参数进行寻优,找到最优超参数后在 GRU 神经

网络中进行调整,并根据模型训练的结果及时调整

适应度值;
步骤六,将各IMF分量的预测效果进行叠加,

进行反归一化后,选择评价指标对预测效果进行评

价,输出最终的预测效果和评价结果.
预测流程如图１所示.

图１　预测流程

Fig．１　Forecastingprocess

２　研究区概况及原始数据

２．１　研究区概况

以山东省西南部某煤矿为研究对象,该煤矿目

前正在开采５煤层.煤层上覆主要含、隔水层,自上

而下分别为新近系中新统隔水层、新近系中新统含

水层、古近系砂砾岩含水层和二叠系砂岩裂隙含水

层.天然情况下,由于新近系中新统隔水层较好的

隔水作用,新近系中新统隔水层和新近系中新统含

水层几乎没有水力联系.根据地面水文孔抽水资

料,新近系中新统含水层受原始沉积作用控制,单位

涌水量为０．０９５１~０．６３５４L/(s􀅰m),属弱~中等

富水性,且底部无连续厚层黏土隔水层发育;古近系

砂砾岩含水层分布不稳定且发育范围有限,对矿井

充水基本无影响;二叠系砂岩裂隙含水层在原始状

态下单位涌水量为０．０００５~０．０９８９L/(s􀅰m),属

００１ 矿 业 研 究 与 开 发　　　　　　　　　　　　　　　　２０２６,４６(７)　



弱富水性,但与新近系中新统含水层在其隐伏露头

处发生水力联系,富水性明显增强.５煤层上覆主

要含、隔水层如图２所示.

图２　５煤层上覆主要含、隔水层示意

Fig．２　Schematicofthemainaquiferand
aquicludeoverlyingthe５thcoalseam

２．２　数据来源

数据来源于该煤矿５煤层１２０５０２工作面,该工

作面埋深７３７~７９７m,平均煤厚６．１０m,走向长度

为５２６m,倾斜长度为２６２m.该煤矿于２０２２年１２
月８日至２０２３年５月５日回采１２０５０２工作面,布
置有 KJ４０２水文监测系统和 KJ１６４０矿用微震电法

并行监测系统.富水性较强的新近系中新统含水层

是工作面充水的主要来源,二叠系砂岩裂隙含水层

是工作面的直接充水含水层.工作面回采时顶板导

水裂缝带发育,会扩大对含水层的扰动影响.综合

分析后认为,含水层水位和工作面微震事件最大发

生高度与涌水量具有一定关联性,因此,选择离

１２０５０２工作面较近且稳定易获取的二叠系砂岩裂

隙含水层３０Ｇ８孔水位、新近系中新统含水层 G１孔

水位和微震事件最大发生高度作为工作面涌水量

预测的特征数据.每天对研究数据各记录１次,
共计１４９组数据.涌水量与各特征数据之间的关

系如图３所示.

图３　涌水量与各特征数据的关系

Fig．３　Therelationshipbetweenwaterinflowandvariouscharacteristicdata

２．３　数据处理

２．３．１　数据预处理

(１)异常值检验.
在数据序列中有时会存在明显偏离正常数值的

异常值.采用Pauta准则对异常值进行检验,判别

异常数据的计算公式如下:

σ＝
∑
m

i＝１

(xi－x)２

m－１
|xi－􀭺x|＞３s

ì

î

í

ï
ïï

ï
ïï

(１９)

式中:m 为原始数据的个数;x 为原始值;xi 为第i

个原始数据;􀭺x 为原始数据的平均值;s为原始数据

的标准差.当xi 与􀭺x 的绝对差大于３倍的s时,则
认为该数据为异常值,并将其删除.

(２)缺失值补齐.
缺失值包括原有缺失值和异常值删除后所产生

的缺失值,对缺失值采用线性插值的方法进行补齐,
计算公式如下:

f(t１)＝f(t０)＋(t１－t０)
f(t２)－f(t０)

t２－t０
(２０)

式中:t１ 为缺失值所对应的点;t０ 和t２ 为缺失值对

应点两侧的点;f(t０)和f(t２)为两点所对应的值;
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f(t１)为缺失值点插值后的值.
(３)数据归一化.
数据归一化是将所有数据转换到一个特定范围

内,减小不同特征量级对模型预测性能的不利影响.
反归一化则是归一化的逆过程.数据归一化和反归

一化的计算公式如下:

x̂＝
x－min(x)

max(x)－min(x)

x＝̂x􀅰(max(x)－min(x))＋min(x)

ì

î

í

ïï

ïï

(２１)

式中:̂x 为归一化后的值;max(x)为最大值;min
(x)为最小值.

２．３．２　相关性分析

选择Spearman相关系数对数据之间的相关性

进行分析.相比其他相关系数,Spearman相关系数

不需要数据满足正态分布的假设,因此在实际数据

分析中普适性更好.Spearman相关系数中包含相

关性系数r和显著性水平p,当r 接近１或－１时,
表明两数据间具有较强的正相关或负相关性;当p
小于设定的显著性水平０．０１时,则认为两数据间存

在显著的相关性.涌水量与各特征数据的相关性系

数如图４所示.

图４　数据相关性系数

Fig．４　Datacorrelationcoefficient

三组特征数据与涌水量数据的相关性系数r分

别为－０．９２,－０．８８,０．６２,两个含水层水位与涌水量

间存在负相关性,微震事件最大发生高度与涌水量

间存在正相关性;３０Ｇ８孔水位、G１孔水位、微震事

件最大发生高度与涌水量的显著性水平p 分别为

７．５２EＧ５６、４．７６EＧ４９、２．７０EＧ１７,均小于设定值０．０１,
说明三组特征数据与涌水量数据间的相关性显著.
综上,认为三组特征数据与涌水量数据间存在较强

的相关性.

２．３．３　数据集划分

将训练集和测试集的比例分别设置为６∶４、

７∶３和８∶２,对数据集进行训练和测试,所得拟合

度结果见表１.

表１　各数据集比例下训练集和测试集拟合度

Table１　Fittingdegreeoftrainingandtestsetsunder

differentproportionsofdatasets

训测比例 训练集拟合度/％ 测试集拟合度/％

６∶４ ９８．９０ ７５．１８
７∶３ ９９．０１ ９２．２９
８∶２ ９８．４３ ８２．０５

当按照７∶３的比例划分训练集和测试集时,模
型训练集和测试集的拟合度均最高,因此将训练集

和测试集按照７∶３的比例划分.

２．３．４　VMD分解

涌水量数据随时间呈波动变化,采用 VMD 方

法对其进行模态分解,使数据平稳化,提高预测精

度.经多次试验表明,当分解模态数k＝７时,分解

效果最好.涌水量数据分解结果如图５所示.

图５　涌水量数据分解结果

Fig．５　Decompositionresultsofwaterinflowdata

结合图５对分解结果进行分析:IMF１为低频

分量,表示涌水量数据的整体变化趋势,其波形和涌

水量“高 低 高”的变化趋势相对应;IMF２、IMF３
为中频分量,表示中等时间尺度内涌水量受外界扰

动所产生的变化,其波形与涌水量跨越中等时间尺

度的多次较大波动相对应;IMF４~IMF７为高频分

量,表示较短时间尺度内涌水量受外界扰动所产生

的变化,其波形与涌水量短时间尺度内的频繁锯齿

状波动相对应.同时,中频分量和高频分量的波动

基本集中在两端,中间部分较为平缓,亦与涌水量的

波动趋势相对应.综上认为,VMD 方法可以较好
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地对涌水量数据进行模态分解,并提取其中的特征

信息.

３　试验设置

该模型是基于 MatlabR２０２２b平台搭建的,在
操作系统为 Windows１１、CPU为Inteli３１２１００k、
内存为１６GB３２００MHz的环境下进行模型训练

和涌水量预测.

３．１　模型参数

选择iCHOA算法对 GRU 神经网络进行超参

数寻优,同时选择未改进的 CHOA 算法作为对照,
以此来验证改进后的iCHOA算法的优越性.待优

化的超参数包括初始学习率、L２正则化系数和隐藏

层节点数,其中初始学习率控制训练过程中权重更

新的步长,L２正则化系数防止过拟合并增强泛化能

力,隐藏层节点数决定模型的复杂程度和学习能力.
在经过１００次迭代寻优后,iCHOA 算法的准

确率达到最大值９３．２４％,在迭代至１７次时收敛;

CHOA算法的准确率达到最大值９２．１８％,在迭代

至２２次时收敛.相比之下,iCHOA 算法的准确率

更高,收敛速度更快.iCHOA算法对 GRU 神经网

络超参数进行寻优后,得到的最优解分别为:初始学

习率４．１×１０－３、L２正则化系数５．８×１０－５、隐藏层

节点数３３.

３．２　评价指标

选择 平 均 绝 对 误 差 (MAE)、均 方 根 误 差

(RMSE)、平均绝对百分比误差(MAPE)三个指标

对模型的预测精度进行评价,三种指标均为值越小,
预测越准确,其计算公式如下:

MAE＝
１
n∑

n

i＝１
|̂yi－yi| (２２)

RMSE＝
１
n∑

n

i＝１

(yi －̂yi)２ (２３)

MAPE＝
１００％
n ∑

n

i＝１
|
yi －̂yi

yi
| (２４)

式中:n 为样本数量;̂yi 为预测值;yi 为真实值.

３．３　对照模型

选择 未 优 化 的 VMDＧGRU 模 型、未 分 解 的

iCHOAＧGRU模型、未分解改进的 CHOAＧGRU 模

型和原始 GRU 模型作为对照模型,以此来验证

VMDＧiCHOAＧGRU 模型在涌水量预测方面的准

确性.

４　预测效果分析

将VMDＧiCHOAＧGRU模型与未优化的VMDＧ
GRU模型、未分解的iCHOAＧGRU 模型、未分解改

进的CHOAＧGRU 模型和原始 GRU 模型的预测效

果进行对比,各模型预测效果如图６所示(颜色标识

见电子版).

图６　各模型预测效果

Fig．６　Predictedresultsofvariousmodels

选择MAE、RMSE、MAPE 三个评价指标对各

模型的预测效果进行评价,评价结果见表２.

表２　各模型预测精度评价结果

Table２　Evaluationresultsofpredictionaccuracy
forvariousmodels

模型 MAE/(m３/d) RMSE/(m３/d) MAPE/％

VMDＧiCHOAＧGRU ５３．５６ ６２．９８ ３．１
VMDＧGRU ７０．９１ ８１．９９ ３．９

iCHOAＧGRU ７３．３１ ８８．４１ ４．０
CHOAＧGRU ８０．１０ ９４．０７ ４．５

GRU １０６．４８ １３６．９８ ５．７

由表２可知,VMDＧiCHOAＧGRU 模型预测结

果精度的３个评价指标分别为５３．５６m３/d、６２．９８
m３/d、３．１％,均 优 于 其 他 模 型,预 测 精 度 最 高;

VMDＧGRU模型各指标均优于iCHOAＧGRU 模型

各指标,说明在预测矿井涌水量这类波动数据时,

VMD方法的分解作用比iCHOA 算法的优化作用

更能提高预测的准确性;iCHOAＧGRU 模型各指标

均优于 CHOAＧGRU 模型各指标,说明改进后的

iCHOA 算法在提高预测精度方面强于未改进的

CHOA算法.

５　讨论

为进一步验证多特征模型的预测效果,分别对

不同数量特征组合下、单目标情况下和不同工作面
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数据下模型的预测效果进行研究,以此来验证其预

测效果.

５．１　不同数量特征组合下模型预测效果

选择单G１孔水位下、单３０Ｇ８孔水位下、单微震

事件最大发生高度下、G１孔水位与３０Ｇ８孔水位下、

G１孔水位与微震事件最大发生高度下、３０Ｇ８孔水

位与微震事件最大发生高度下６种不同数量特征组

合作为涌水量预测的特征数据,选择预测效果最好

的 VMDＧiCHOAＧGRU模型对其进行预测,并与多

特征耦合下 VMDＧiCHOAＧGRU 模型的预测效果

进行对比,预测效果如图７所示.

图７　不同数量特征组合下的模型预测效果

Fig．７　Predictedresultsofthemodelunderdifferent

combinationsofquantitativefeatures

不同数量特征组合下的模型预测效果评价结果

见表３.

表３　不同数量特征组合下模型预测结果的评价

Table３　Evaluationofpredictedresultsofthemodelunder

differentcombinationsofquantitativefeatures

特征数据组合 MAE/(m３/d) RMSE/(m３/d) MAPE/％

多特征 ５３．５６ ６２．９８ ３．１
G１＋３０Ｇ８ ７０．８４ ８６．８３ ４．１

３０Ｇ８＋微震 ９２．４２ １０１．９２ ５．１
G１＋微震 １２４．０１ １３０．９１ ６．９

３０Ｇ８ １３８．４５ １８０．３６ ７．２
G１ ２１３．２０ ２２０．６８ １１．６
微震 ３０５．１９ ３６５．５６ １６．８

注:G１表示G１孔水位;３０Ｇ８表示３０Ｇ８孔水位;微震表示微震事件最
大发生高度.

由表３可知,多特征模型预测结果的精度评价

指标均优于其他模型,双特征模型预测结果的精度

评价指标均优于单特征模型,这是因为各特征数据

间时序信息的互相补充,可以使模型获取更全面的

信息,避免某一特征数据对最终预测效果起主导作

用,从而提高预测精度;双特征数据模型预测精度的

评价结果为 G１＋３０Ｇ８＞３０Ｇ８＋微震＞G１＋微震,单
特征数据模型预测精度的评价结果为３０Ｇ８＞G１＞
微震,与涌水量的相关性方面３０Ｇ８＞G１＞微震,说
明特征数据与研究目标间的相关性越强,在提高预

测精度方面越有优势.
根据上述分析,应选择三个及以上具有显著相

关性的特征数据(显著性水平＜０．０１且越小越好)
来预测涌水量,以保证有较高的预测精度,避免由于

特征数据过少或相关性过低而导致预测结果不

准确.

５．２　单目标情况下模型预测效果

选择预测效果最好的 VMDＧiCHOAＧGRU 模

型、预测效果较好的 VMDＧGRU 模型和iCHOAＧ
GRU模型,分别探究其在单涌水量目标下的预测效

果,并与多特征耦合下模型的预测效果进行对比,预
测效果如图８所示.

图８　单目标情况下模型预测效果

Fig．８　PredictedresultsofthemodelsinthesingleＧfactorcase

选择MAE、RMSE、MAPE 三个评价指标对各

模型的预测结果进行评价,评价结果见表４.

表４　单目标情况下模型预测结果的评价

Table４　Evaluationofpredictedresultsfromthe

modelsinthesingleＧtargetcase

模型 类型 MAE/
(m３/d)

RMSE/
(m３/d)

MAPE/
％

VMDＧiCHOAＧGRU
多特征 ５３．５６ ６２．９８ ３．１
单目标 ９２．１８ １１０．０８ ４．７

VMDＧGRU
多特征 ７０．９１ ８１．９９ ３．９
单目标 １０９．１５ １２４．５２ ５．６

􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋

iCHOAＧGRU
多特征 ７３．３１ ８８．４１ ４．０
单目标 １１５．０８ １３１．５６ ５．８

􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋

由表４可知,VMDＧiCHOAＧGRU 模型、VMDＧ
GRU模型和iCHOAＧGRU模型的多特征预测精度

评价结果均优于各自的单目标预测精度评价结果,
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这是由于单目标预测仅依赖于涌水量一个目标的历

史数据进行预测,忽略了特征数据对涌水量变化的

影响,易导致预测失误.而多特征预测是通过３个

及３个以上与研究目标相关的特征数据来获取信

息,各特征数据间互为补充,避免某一特征对最终预

测效果产生较大影响,从而提高预测的准确性.
根据上述分析,进行矿井涌水量预测时,应优先

选择多特征预测模型,以使得预测更准确.

５．３　不同工作面数据下模型预测效果

为验证所提出的模型具有相对稳定性和一定扩

展性,选择另外三个工作面回采过程中的数据进行

验证.为验证模型具有相对稳定性,选择该煤矿５
煤层１３采区１３０５０１工作面回采过程中的相关数

据,其特征数据与１２０５０２工作面一致;为验证模型

具有一定扩展性,选择华北型煤田某煤矿１１１１０８工

作面和侏罗系煤田某煤矿６４０１工作面回采过程中

的相关数据,依据工作面实际情况选取特征数据并

对模型参数进行调整.不同工作面数据下模型预测

结果如图９、图１０和图１１所示.

图９　１３０５０１工作面数据下模型预测结果

Fig．９　Predictedresultsofthemodelunder

１３０５０１workingfacedata

图１０　１１１１０８工作面数据下模型预测结果

Fig．１０　Predictedresultsofthemodelunder

１１１１０８workingfacedata

图１１　６４０１工作面数据下模型预测结果

Fig．１１　Predictedresultsofthemodelunder
６４０１workingfacedata

选择MAE、RMSE、MAPE 三个评价指标对不

同工作面数据下模型的预测效果进行评价,评价结

果见表５.

表５　不同工作面数据下模型预测结果的评价

Table５　Evaluationofpredictedresultsfromthemodel
underdifferentworkingfacedata

工作面 MAE/(m３/d) RMSE/(m３/d) MAPE/％

１３０５０１工作面 ２２．０７ ２５．８７ ２．４
１１１１０８工作面 ２０．６９ ３１．５７ １．９
６４０１工作面 ４６．３２ ４６．８９ ２．１

根据不同工作面数据下模型预测结果和预测精

度,结合工作面实际涌水量情况,认为预测值与真实

值之间偏差较小,预测精度较高,验证了所提出的模

型具有相对稳定性和一定扩展性.在未来应继续将

此模型应用到现场涌水量预测中,对模型的稳定性

和扩展性进行进一步验证.

６　结论

(１)针对 CHOA 算法存在初始种群分布不均

匀和易陷入局部最优的问题,引入Sobol序列初始

化种群,并在攻击者位置处添加余弦动态因子以扩

大其搜索范围,在对照模型的试验中验证了改进后

的iCHOA算法比CHOA算法具有更好的性能.
(２)VMDＧiCHOAＧGRU 模型的矿井涌水量预

测结 果 评 价 指 标 MAE、RMSE、MAPE 分 别 为

５３．５６m３/d、６２．９８m３/d、３．１％,均优于其他对照模

型、单因素模型和其他各类组合的单特征、双特征模

型,且特征数据和研究目标间的相关性与预测精度

呈正相关,因此在进行涌水量预测时应尽量选择包

含３个及以上具有显著相关性的特征数据(显著性

水平＜０．０１,且越小越好)的复合模型.
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(３)不同工作面数据下,矿井涌水量的模型预

测结果与真实值之间偏差较小,预测精度较高,验证

了所提出的模型具有相对稳定性和一定扩展性.
(４)在未来的研究工作中,应继续找寻与涌水

量相关性较强且稳定、易获取的特征数据,并将此模

型根据更多矿井实际条件进行调整,使该模型具有

更强的稳定性和扩展性.
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