
基于双分支卷积神经网络的刮板输送机轴承故障诊断方法∗

刘亚兵

(华阳新材料科技集团有限公司,　山西 阳泉市　０４５０００)

摘要:矿用刮板输送机作为煤矿井下运输系统的关键设备,其轴承长期处于高温、高冲击载荷、粉尘污染及持续运行等极端工

况下,故障风险较高.面对复杂工况与多种故障模式,现有故障诊断方法在特征提取和分类准确性方面仍面临诸多挑战.为

此,提出了一种基于双分支卷积神经网络的轴承故障诊断方法.首先,利用连续小波变换将一维振动信号转换为二维时频

图,以增强输入数据的时频特征表达能力.随后,构建双分支卷积神经网络架构,其中一个分支采用空洞卷积残差模块加强

局部特征提取,另一个分支引入全局注意力机制优化全局特征学习,通过特征融合提升模型的诊断能力.最后,在 CWRU 和

PU 轴承数据集上进行了试验验证.结果表明,该方法在两个数据集上的故障诊断准确率分别达到９９．７８％和９７．９４％,整体

性能优于 DCRBＧCNN、GAMＧCNN和 GAMＧResNet等对比模型,展现出显著的诊断能力和良好的泛化能力.此外,基于煤矿

现场数据开展了轴承故障诊断试验,进一步验证了所提方法在强噪声、非平稳工况下的实用性和工程部署潜力.研究结果为

刮板输送机等复杂煤矿设备的智能故障诊断提供了一种高效可靠的深度学习解决方案.
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ABearingFaultDiagnosisApproachforScraperConveyorsBasedonDualＧBranchConvolutionalNeuralNetwork
LiuYabing

(HuayangNew MaterialsTechnologyGroupCo．,Ltd．,Yangquan,Shanxi０４５０００,China)

Abstract:Asakeyequipmentintheundergroundcoalminingtransportationsystem,thescraperconveyor􀆳sbearingsoperatefor
extendedperiodsunderextremeconditionssuchashightemperature,highimpactloads,dustpollution,andcontinuousoperation,

resultinginahighriskoffailure．Existingfaultdiagnosismethodsstillfacenumerouschallengesinfeatureextractionandclassification
accuracywhendealingwithcomplexworkingconditionsandmultiplefailuremodes．Toaddressthis,abearingfaultdiagnosismethod
basedonadualＧbranchconvolutionalneuralnetworkwasproposed．Firstly,oneＧdimensionalvibrationsignalswereconvertedintotwoＧ
dimensionaltimeＧfrequencyimagesusingcontinuouswavelettransformtoenhancethetimeＧfrequencyfeaturerepresentationcapability
oftheinputdata．Subsequently,adualＧbranchconvolutionalneuralnetworkarchitecturewasconstructed,in whichonebranch
employedadilatedconvolutionalresidualmoduletostrengthenlocalfeatureextraction,whiletheotherbranchintroducedaglobal
attentionmechanismtooptimizeglobalfeaturelearning,andfeaturefusionwasappliedtoimprovethemodel􀆳sdiagnosticcapability．
Finally,experimentalvalidationwasconductedontheCWRUandPUbearingdatasets．Theresultsshowthattheproposed
methodcanachievefaultdiagnosisaccuracyratesof９９．７８％ and９７．９４％ onthetwodatasets,respectively,andoutperforms
comparisonmodelssuchasDCRBＧCNN,GAMＧCNNand GAMＧResNetinoverallperformance,demonstratingsignificant
diagnosticcapabilityandstronggeneralizationability．Moreover,bearingfaultdiagnosisexperimentswerecarriedoutusing
realＧworldcoalminefielddata,furthervalidatingthemethod􀆳spracticalityandpotentialforengineeringdeploymentunder
strongnoiseandnonＧstationaryoperatingconditions．Theresearchresultsprovideanefficientandreliabledeeplearningsolution
fortheintelligentfaultdiagnosisofcomplexcoalminingequipmentsuchasscraperconveyors．
Keywords:Rollingbearing,Faultdiagnosis,Neuralnetwork,Attentionmechanism

０　引言

随着煤炭开采机械化、智能化水平的不断提高,

矿用刮板输送机作为煤矿井下煤炭输送的关键设

备,其运行效率与安全性日益受到重视[１].刮板输

送机轴承作为核心传动部件,长期处于高温、高载
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荷、强冲击及粉尘等恶劣工况下,极易发生故障[２].
若这些故障不能及时识别,可能导致整机停机,甚至

发生安全事故,严重影响煤矿的生产效率与安全生

产[３].因此,研究一种高精度的刮板输送机轴承故

障诊断方法,对提升设备可靠性与煤矿安全生产具

有重要意义.
目前,主流的故障诊断方法主要分为三类[４]:基

于模型的诊断方法、基于专家经验的诊断方法,以及

数据驱动的诊断方法.其中,基于模型和基于专家

经验的诊断方法,由于机理分析模型难以精确建立,
且缺乏自我学习能力,其应用范围受到较大限制[５].
数据驱动的诊断方法虽然具备较强的自适应能力,
但通常需要较高的专业知识和丰富的经验,并且依

赖大量的人力投入和时间成本[６Ｇ７].随着现代工业

的不断发展,故障监测设备已能够采集海量、多样化

的运行数据,涵盖多种信息类型,这为传统故障诊断

方法带来了新的挑战[８].
近年来,基于深度学习的故障诊断方法逐渐兴

起.该方法无需人工特征提取,能够直接从海量原

始数据中自动完成故障特征的提取、映射与分类等

一系列操作[９],降低了对高级信号处理专业知识、手
工特征提取及复杂特征选择技术的依赖,有效弥补

了传统智能诊断算法的不足.典型的深度学习模型

包括 卷 积 神 经 网 络 (CNN)[１０]、深 度 信 念 网 络

(DBN)[１１]、循环神经网络(RNN)[１２]、堆叠自编码器

网络(SAE)[１３]、图神经网络(GNN)[１４]、生成对抗网

络(GAN)[１５]等.其中,CNN 凭借其局部连接与参

数共享机制,在特征提取方面表现优异,已被广泛应

用 于 故 障 诊 断 任 务 中[１６].例 如,Dong Yutong
等[１７]提出一种融合复合注意力机制的 CNN 模型,
成功实现了超音速飞机的故障识别;ZhaoXiaoli
等[１８]构建的自适应类内 类间 CNN 模型,在不同

转速条件下仍能有效识别齿轮故障.
尽管如此,现有深度学习模型仍存在难以全面

捕捉多尺度或全局特征的局限性.以 CNN 为代表

的网络结构虽擅长提取局部特征,但在捕获全局依

赖关系方面存在不足,尤其在处理复杂工况或非平

稳信号时,容易忽略关键的全局信息[１９].为进一步

提升深度学习在故障诊断中的适应性与泛化能力,
研究者开展了多种改进探索.例如,HeZhenzhong
等[２０]提出了功能增强的连续学习方法,使模型能够

持续学习新故障类型,有效缓解特征遗忘问题;
YangZhe等[２１]构建了基于稀疏自动编码器的多头

深度神经网络,实现了对已知缺陷的诊断和未知缺

陷的检测;JinTongtong等[２２]提出了多层自适应卷

积神经网络,借助多尺度卷积模块提取低频特征,有
效降低了模型对特征分布一致性的依赖问题.

刮板输送机故障诊断技术目前仍处于起步阶

段,现有方法在效率和准确性方面尚难以满足实际

需求,尤其在复杂运行环境下表现更为明显.现有

技术多依赖于传统特征工程,在捕捉设备中复杂、微
妙的故障模式时面临较大挑战.为应对上述问题,
本研究提出一种基于双分支卷积神经网络的创新故

障诊断方法,该方法的关键创新包括以下内容.
(１)应用连续小波变换(Continuous Wavelet

Transform,CWT)将一维时间序列信号转换为二

维时频图像.该变换使模型能够从多个尺度提取特

征,从而有效捕捉信号中的细微模式与瞬态特征.
通过利用二维图像中包含的丰富时频信息,模型能

够对机械设备的运行情况形成全面的理解与分析,
进而保障诊断结果的准确性与可靠性.

(２) 构 建 了 空 洞 卷 积 残 差 模 块 (Dilated
ConvolutionResidualBlock,DCRB)并融合全局注

意力机制(GlobalAttention Mechanism,GAM),
以此设计出一种双分支卷积神经网络架构.其中,
DCRB模块利用空洞卷积扩展感受野,增强局部上

下文特征提取能力,同时借助残差连接稳定深层网

络训练过程.GAM 模块则通过融合通道和空间注

意力机制,强化了模型对全局特征的建模能力和关

键区域的聚焦.二者协同作用,使模型在多尺度、多
层次特征提取方面具备更强的表达能力,从而有效

提升了整体故障诊断性能.
(３)为验证所提方法的工程实用性,本文在山

西某煤矿现场采集真实的振动信号,开展了针对刮

板输送机电机轴承的故障诊断试验.结果表明,在
强噪声与非平稳复杂工况下,双分支卷积神经网络

模型依然能够保持高诊断精度和快速响应,其性能

明显优于现有主流模型,展示出良好的抗干扰能力

与工程应用潜力,为煤矿井下设备的智能故障诊断

提供了有效的技术支撑.

１　理论基础

１．１　CNN
卷积神经网络(CNN)主要由卷积层、池化层和

全连接层构成.其中,卷积层用于提取特征,池化层

用于降低数据维度以减少计算量并抑制过拟合,全
连接层则用于实现分类功能.作为卷积神经网络的

核心,卷积层一般包含多个卷积核.在运算过程中,
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卷积核在输入数据的不同局部区域上滑动,并与局

部区域进行逐元素乘加运算.卷积核之间共享权重

参数,这不仅显著减少了模型的参数数量,也提高了

特征提取的效率.卷积层的主要功能是提取输入信

号中的局部特征,其计算方式如下:

Hi＝f(Hi－１⊗ωi＋bi) (１)
式中:Hi 表示第i层的特征图;f(x)表示非线性激

活函数;Hi－１表示第i－１层的特征图;ωi、bi 分别

表示第i层卷积核的权重系数、偏差值;⊗表示卷积

运算.

１．２　ResNet
ResNet是卷积神经网络中的一种典型架构,其

创新性地引入残差结构,显著提升了深层网络的性

能.在残差模块中,输入信息通过恒等映射直接与

模块的输出相加,从而确保每一层都能将尽可能多

的原始信息传递至后续层.这种设计使得更深的残

差网络能够由多个残差模块堆叠而成.每个残差模

块实质上拟合的是其前一层输出与真实映射之间的

残差,从而不断修正前一层的预测误差,提升整体的

分类性能.残差模块的结构定义如下:

y＝F(x,{Wi})＋x (２)
式中:x 和y 分别表示残差模块的输入和输出向量;

F(x,{Wi})表示可训练的残差映射.

１．３　GAM
GAM 通过融合通道和空间双重注意力机制,

有效提升了神经网络的表征能力.在通道注意力部

分,输入特征经由一个含两个隐藏层及激活函数的多

层感知器进行处理,该结构通过线性变换实现特征降

维与重映射,从而增强关键通道的响应.其计算过程

可由以下公式表示:

F２＝Mc(F１)⊗F１ (３)
式中:Mc(F１)是通道注意力权重;⊗表示逐元素相

乘操作;F２ 为通道加权后的特征图;F１ 为输入

特征.
空间注意力在F２ 的基础上,通过卷积层和批

量归一化进一步强化和稳定空间细节,其计算公

式为:

F３＝Ms(F２)⊗F２ (４)
式中:Ms(F２)表示空间注意力权重;F３ 表示最终生

成包含空间加权信息的输出特征.
这两种机制的融合不仅突出了不同尺度与位置

的关键特征,还能构建一个综合的注意力加权表示,
从而有效捕获全局特征,显著提升模型在分类、检测

等任务中的效率与精度.在复杂分析环境中,该全

局注意力机制进一步增强了神经网络的整体性能,
使模型在处理复杂数据时展现出更高的鲁棒性和泛

化能力.全局注意力模块如图１所示.

图１　全局注意力模块

Fig．１　Globalattentionmodule

１．４　空洞卷积

在深度学习领域中,卷积神经网络因其出色的

特征提取能力已成为图像处理任务的核心工具.为

提升模型性能并使其适应不同尺度的特征检测需

求,研究者提出了多种改进型卷积方法,其中空洞卷

积(DilatedConvolution)便是其中之一,它作为一

种有效扩展感受野而不增加参数量的技术,近年来

得到了广泛应用.空洞卷积通过在标准卷积核元素

之间插入固定数量的零值来扩展感受野,且不会增

加计算复杂度.设输入张量为I,卷积核为K,输出

特征图为O,空洞卷积的定义如下:

O(i,j)＝∑
m
∑
n
I(i＋mr,j＋nr)􀅰K(m,n)

(５)
式中:i和j代表输出特征图中的空间位置坐标;m
和n表示卷积核相对于当前位置的偏移量;r表示扩

张率,即每个卷积核元素之间的间隔大小.当r＝１
时,空洞卷积退化为普通的卷积操作;随着r 的增

大,卷积核能够覆盖更大的区域,但不会增加额外的

参数或计算成本.
与传统卷积不同的是,空洞卷积允许模型在不

改变输入与输出尺寸的情况下有效地扩大其视野,
从而捕捉更广泛的上下文信息.这种特性使得空洞

卷积在网络设计中特别适用于需要处理多尺度信息

的任务.

２　双分支卷积神经网络模型

２．１　空洞卷积残差模块

相较于标准卷积,空洞卷积的引入能在不增加

模型参数量的情况下显著扩展感受野,从而更有效

地捕捉多尺度的上下文信息,并提升计算效率.此

外,残差连接的引入有效缓解了深层网络的梯度消
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失问题,确保模型在加深网络层数时仍能稳定训练

并保留有效的输入特征.基于此,本研究构建了如

图２所示的空洞卷积残差模块.该模块包含一个标

准卷积块和两个空洞卷积块,每个空洞卷积块由空

洞卷积层、批归一化层和激活函数层组成.通过调

整扩张率,模块可以灵活控制感受野大小,进一步增

强局部特征的提取能力.这种设计尤其适用于对全

局特征要求较高的任务,使其在维持局部信息处理

能力与高计算效率的同时,大幅提升了模型的整体

性能.
假设输入为x,它首先通过标准卷积块转化为

x１,然后x１ 通过第一个空洞卷积块生成x２,接着

x２ 通过第二个空洞卷积块生成x３,最后通过残差

连接得到输出y.具体操作见式(６)至式(９):
x１＝ReLU(BN(Conv(x))) (６)

x２＝ReLU(BN(DilatedConv(x１))) (７)
x３＝ReLU(BN(DilatedConv(x２))) (８)

y＝x＋x３ (９)

式中:ReLU表示激活函数;BN表示批归一化操作;
Conv表示标准卷积操作;DilatedConv表示空洞卷

积操作.通过这种方式,DCRB不仅增强了局部特

征的表达能力,还通过调整扩张率有效扩展了感受

野,从而更好地捕捉不同尺度的上下文信息.

图２　空洞卷积残差模块

Fig．２　Dilatedconvolutionresidualblock

２．２　双分支卷积神经网络模型

本研究设计并构建了一个双分支卷积神经网络

模型,旨在同时捕捉全局和局部特征,以提升对复杂

图像任务的适应能力.图３展示了所提网络模型的

架构,该模型由两个独立的分支组成,每个分支专注

于提取某一类型的特征信息,并通过最后的特征融

合层将各分支的特征进行整合.

图３　双分支卷积神经网络结构

Fig．３　StructureofdualＧbranchconvolutionalneuralnetwork

　　第一个分支基于 GAM 注意力机制,通过结合

通道与空间注意力来有效捕捉输入图像的全局特

征.通道注意力模块通过全局平均池化生成全局描

述,并通过两层多层感知器和Sigmoid激活函数生

成通道权重,以增强关键通道特征.随后,空间注意

力通过最大池化和平均池化结合卷积操作,生成空

间特征权重,从而突出重要的空间区域.GAM 通

过串联通道和空间注意力机制,逐步优化输入特征

表示,从而实现全局特征的高效提取.该设计使模

型能够更全面地理解复杂图像中的上下文信息,提
升对全局模式的感知能力.

第二个分支引入了 DCRB模块,旨在强化局部

特征的捕捉与表达能力.DCRB模块通过引入空洞

卷积,在不增加参数量的情况下扩展感受野,从而高

效集成多尺度的上下文信息.每个 DCRB包含一

个标准卷积块和两个空洞卷积块,并通过残差连接

保留了输入特征的有效表示.其工作流程为:标准

卷积块首先将输入特征转化为基本特征表示;随后,
通过两个空洞卷积块逐步增强上下文特征.每个空

洞卷积块均由空洞卷积层、批归一化层和激活函数

层组成,通过调整扩张率可灵活控制感受野,以提升

局部特征的表达能力.同时,残差连接的引入有效

抑制了梯度消失,保障了深层网络训练的稳定性.
在两个分支的特征提取完成后,其输出被送入
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融合层进行特征聚合.该融合策略使模型综合利用

全局和局部特征的信息,生成更为全面的特征表示.
最终,这些特征经由全连接层处理,以完成分类或回

归任务,输出最终结果.双分支卷积神经网络通过

结合 GAM 注意力机制和 DCRB模块,实现了对全

局与局部特征的全面捕捉与融合.该设计使网络能

够在不同尺度和层次上对图像进行深度分析,从而

显著提升了模型的整体鲁棒性和精度.

３　试验与结果分析

３．１　CWRU数据集

３．１．１　数据集介绍

本试 验 使 用 凯 斯 西 储 大 学 (Case Western
ReserveUniversity,CWRU)数据集对故障诊断模

型进行验证.被测轴承是SKF６２０５型驱动端轴承,
振动数据通过加速度计以１２kHz的采样频率采

集.图４显示了CWRU 轴承测试台.该轴承测试

台由电机、扭矩传感器和可调负载装置组成.

图４　CWRU轴承失效试验平台

Fig．４　TheCWRUbearingfailureexperimentplatform

试验选取了CWRU数据集,涵盖９种故障类

型与１种正常状态数据.故障类型包括内圈故障、
外圈故障和滚动体故障,其故障直径分别为０．１７７８
mm、０．３５５６mm和０．５３３mm.每种类型包含２２５０
个样本,总共提供了２２５００个训练样本.数据集按照

７∶２∶１的比例划分为训练集、验证集和测试集,具
体分类情况见表１.

表１　CWRU数据集轴承故障类型

Table１　BearingfaulttypesintheCWRUdataset

故障类型 故障直径/mm 标签
训练
集/个

测试
集/个

验证
集/个

正常 — 样本０ １５７５ ４５０ ２２５
内圈故障 样本１ １５７５ ４５０ ２２５􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋

滚动体故障 ０．１７７８ 样本２ １５７５ ４５０ ２２５
外圈故障 样本３ １５７５ ４５０ ２２５
内圈故障 样本４ １５７５ ４５０ ２２５􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋

滚动体故障 ０．３５５６ 样本５ １５７５ ４５０ ２２５
外圈故障 样本６ １５７５ ４５０ ２２５
内圈故障 样本７ １５７５ ４５０ ２２５􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋

滚动体故障 ０．５３３０ 样本８ １５７５ ４５０ ２２５
外圈故障 样本９ １５７５ ４５０ ２２５

３．１．２　数据预处理

连续小波变换(CWT)的输出频谱可为一个二

维矩阵,其横轴表示时间,纵轴表示尺度.矩阵元素

值表示信号在对应时间和尺度下的功率或幅值.该

矩阵可视为时频图,能清晰呈现信号在时间和尺度

上的演变.本文通过使用CWT将一维的时间序列

信号转换为二维时频图,使模型能够更好地理解和

分析信号的频域和时域特性,为后续的故障诊断任

务提供了丰富的信息.如图５所示,通过 CWT 获

得的时频图被用作模型训练的输入数据.

图５　轴承振动信号时频图

Fig．５　Timefrequencydiagramsofbearingvibrationsignal

３．１．３　试验结果

将经过CWT处理后的振动信号时频图输入双

分支神经网络模型进行训练.网络模型的初始学习

率为１×１０－３,选用 Adam 为优化器对学习率进行
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动态优化,最大迭代次数为２００.
图６展示了不同模型在训练过程中的损失函数

随训练轮次的变化情况.从图６可以看出,本文所

提出的双分支卷积神经网络模型在训练初期表现出

了更快的收敛速度,其损失值迅速下降,并在约５０
次迭代后趋于稳定,最终达到最低损失值(０．０４８).
相比之 下,对 比 模 型 DCRBＧCNN、GAMＧCNN 和

GAMＧResNet的损失曲线下降较慢,且收敛后的稳

定损失值也显著更高.值得注意的是,DCRBＧCNN
的损失曲线波动较大,表明其训练过程不够稳定;而
GAMＧResNet虽然最终损失值较低,但仍需更多迭

代次数才能接近稳定状态.

图６　损失函数

Fig．６　Lossfunction

具体而言,本文所提模型损失曲线在初始阶段

的陡峭下降,可归因于空洞卷积残差模块(DCRB)
与全局注意力机制(GAM)的联合设计.该设计有

效提升了特征提取效率,从而加速了模型优化.而

其曲线在后期保持平稳且无显著波动,则验证了双

分支架构在保障特征融合与梯度传播稳定性方面的

优势.
为验证本文所提网络结构的有效性,进行了对

比试验,试验结果见表２.DCRBＧCNN 为单分支模

型,结合了 DCRB模块,准确率达到９３．５２％,损失

值为０．４２１,在特征提取方面表现出一定的效果.

GAMＧCNN模型的准确率为９１．１８％,表现稍逊于

DCRBＧCNN,说明DCRB模块在特征提取方面更具

优势.相比之下,结合了 GAM 模块的 GAMＧResNet
模型进一步提升了模型的表达能力,准确率达到

９７．５４％,损失值降低至０．１０６.然而,本文提出的双

分支卷积神经网络模型在准确率和损失上均取得了

最优结果,准确率高达９９．７８％,损失值降至０．０４８.

表２　模型准确率与损失值

Table２　Accuracyandlossofeachmodel

模型 准确率/％ 损失值

DCRBＧCNN ９３．５２ ０．４２１
GAMＧCNN ９１．１８ ０．０７１

GAMＧResNet ９７．５４ ０．１０６
本文模型 ９９．７８ ０．０４８

在试验结果的评估中,为验证模型的有效性,对
本文所提模型与３种对比模型的分类性能进行了对

比分析,并通过图７的混淆矩阵直观展示了各模型

的分类效果.由图７可知,DCRBＧCNN在常见类别

(如正常轴承和内圈故障)上表现尚可,但在难分类

别(如外圈故障和滚动体故障)上存在较大误差.

GAMＧCNN的整体性能相对较弱,尤其是在滚动体

故障等类别上混淆较为严重.GAMＧResNet相较

于GAMＧCNN 在分类准确率上有一定提升,但对少

数难分类别的处理仍存在不足.相比之下,本文所

提模型在所有类别的分类任务中均表现优异,不仅

主对角线分类准确率显著提升,还有效缓解了类别

间的混淆问题,验证了模型在故障诊断任务中具有

良好的鲁棒性.
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图７　混淆矩阵

Fig．７　Confusionmatrices

３．２　PU数据集

３．２．１　数据集介绍

为进一步验证所提出方法的有效性,使用帕德

博恩大学(PaderbornUniversity,PU)轴承数据集

进行试验.测试设备组成如图８所示,包括电动机、
扭矩测量轴、滚动轴承测试模块、飞轮和负载电机等

多个模块.电机电流和振动信号的采样频率设置为

６４kHz,转速的监测频率为４kHz,温度测量频率为

１Hz.试验将轴承故障分为多种模式,包括放电加

工(EDM)、钻孔和电刻器损伤.根据损伤程度,将
故障等级划分为两个级别:一级损伤范围为０~２
mm,二级损伤范围为２~４．５mm.

图８　PU轴承试验台

Fig．８　PUbearingtestbench

表３列出了PU数据集的详细设置.首先故障

类型包括正常状态、外圈故障和内圈故障三类,其中

外圈故障根据损伤模式和故障程度可分为５个子

类,内圈故障包含３个子类.因此,本文根据数据集

选择了９种不同的轴承状态进行研究.

表３　PU数据集轴承故障类型

Table３　BearingfaulttypesinthePUdataset
故障类型 故障程度 损伤模式

正常 — —
１ 电刻器损伤􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋
２ 电刻器损伤

外圈故障 １ 钻孔

２ 钻孔

１ 放电加工

　　续表

故障类型 故障程度 损伤模式

１ 电刻器损伤

内圈故障 ２ 电刻器损伤

１ 放电加工

３．２．２　试验结果

将经过CWT处理后的振动信号时频图输入双

分支卷积神经网络模型进行训练,试验结果如图９
所示.

图９　不同数据集下模型准确率

Fig．９　Modelaccuracyunderdifferentdatasets

在PU数据集上的试验结果表明,本文提出的

双分支卷积神经网络模型在故障诊断任务中的准确

率达到９７．９４％,显著优于其他３种对比模型.该模

型有效结合了 DCRB模块的局部特征提取能力与

GAM模块的全局特征捕捉机制,保证了特征表示的

全面性和多样性,从而显著提升了模型的诊断性能.
相比之下,GAMＧResNet虽然在全局特征提取方面具

有优势,但由于缺乏对局部特征的精细捕捉,其性能

略逊于双分支模型,准确率为９５．１５％.DCRBＧCNN
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和GAMＧCNN则分别侧重于局部和全局特征,在复

杂数据条件下难以实现全面且精准的故障诊断.
从图９可以看出,双分支卷积神经网络模型在

两个数据集下均获得了最高的准确率,展现出了强

大的泛化能力与鲁棒性.相比之下,DCRBＧCNN在

局部特征提取方面表现尚可,但在整体分类性能上

不足;GAMＧCNN则因缺乏有效的特征融合机制而

表现最差.这些结果验证了双分支结构在进行多尺

度特征提取与全局特征强化方面的显著优势,使其

在不同数据集下均能保持高效的故障诊断性能.

３．２．３　结果可视化

在PU 数据集上的 TＧSNE可视化结果如图１０
所示,不同模型在特征空间中的分类效果存在显著

差异.DCRBＧCNN模型的各类样本在特征空间中

已形成初步聚类,但类别间仍存在重叠,说明该模型

能捕 捉 局 部 特 征,却 难 以 有 效 区 分 全 局 特 征.

GAMＧCNN模型的样本分布较为分散,各类别间交

错明显,说明仅依靠全局注意力机制难以实现精细

的特征表征.GAMＧResNet模型在引入残差结构

后,特征分布有所改善,不同类别的聚类效果更加

清晰.相比之下,本文提出的双分支卷积神经网

络模型在特征空间中表现出最优的聚类效果,各
类样本形成紧密而独立的分布区域,几乎无重叠.
这一显著的分类性能优势得益于双分支架构的设

计,其中 DCRB模块有效捕捉了局部特征,GAM
模块强化了全局特征的提取,二者协同作用,使得

模型能够在特征空间中构建清晰且区分度高的类

别边界.

图１０　TＧSNE可视化分析

Fig．１０　TＧSNEvisualizationanalysis

４　现场应用

为进一步验证双分支卷积神经网络模型的实际

应用效果,在山西某煤矿采煤工作面开展了故障诊

断试验.根据井下采煤环境的实际情况,在刮板输

送机电机输出轴承端安装无线振动传感器用于采集

振动信号,采样频率设置为２０．４８kHz.传感器采

集的信号通过无线方式传输至一号与二号液压支架

之间的无线采集站,再经由工业以太环网传输至双

控中心服务器,以供后续分析和应用.
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４．１　刮板输送机信号特征

以采集的刮板输送机机头电机轴承输出端振动

信号为例(见图１１).从图１１可以看出,受到采煤

作业的影响,振动信号表现出显著的非平稳性和强

噪声特性.刮板输送机的振动信号随时间不断变

化,其频率和幅值也会因工况不同而发生波动.这

种非平稳性使得信号特征难以通过简单的时域分析

捕捉,而传统的基于傅里叶变换的频谱分析方法也

难以充分反映故障发生的动态过程.刮板输送机在

高冲击负载和长时间运行条件下,振动信号中的噪

声往往会掩盖关键的故障特征.若直接提取此类故

障特征用于分类器进行故障诊断,将产生较大的诊

断误差.

图１１　刮板输送机轴承振动信号时域图

Fig．１１　Timedomaindiagramofscraperconveyor
bearingvibrationsignal

４．２　试验验证

为验证所提双分支卷积神经网络模型在实际复

杂工况下的诊断性能,特别是其在强噪声环境中的

鲁棒性,本研究基于采煤工作面刮板输送机电机输

出端轴承的实际振动信号开展了现场试验.试验采

用正常状态、内圈故障、外圈故障和滚动体故障４类

原始数据,并引入当前主流的深度学习模型进行横

向对比,包括经典的残差网络 ResNet、Transformer
模型及图神经网络(GNN)模型.所有模型均在

CWRU数据集、PU 数据集及煤矿现场采集的轴承

信号数据上统一进行了对比试验.表４展示了各模

型在不同数据集下的诊断准确率与平均推理时间.

表４　诊断准确率与平均推理时间

Table４　Diagnosticaccuracyandaverageinferencetime

模型 CWRU
准确率/％

PU
准确率/％

现场
准确率/％

平均推理
时间/ms

ResNet ９８．３２ ９５．６４ ９０．２７ １２．９
Transformer ９９．８３ ９７．５１ ９１．４３ １５．２

GNN ９８．７４ ９５．９６ ８９．６７ １８．５
本文模型 ９９．７８ ９７．９４ ９４．１５ １１．７

　　图１２展示了不同模型在煤矿井下强噪声环境

中的混淆矩阵,反映了各模型的性能差异.从模型

的结构特性来看,ResNet作为典型的深层卷积神经

网络,通过残差结构实现较强的局部特征学习能力,
在公开数据集上能够取得较为稳定的识别精度.然

而,该模型的感受野受限于卷积核与网络深度,缺乏

对长程依赖关系的建模能力,导致在井下强噪声环

境中的准确率显著下降至９０．２７％.Transformer模

型依赖多头自注意力机制实现全局信息建模,具备

良好的全局语义学习能力.然而,该模型在处理高

维复杂时频图时对局部细节的建模能力较弱,且参

数量大、计算开销高,导致其在现场数据上的泛化能

力有限,准确率降至９１．４３％,推理时间为１５．２ms,
难以满足工业场景的实时部署需求.图神经网络

(GNN)通过构建节点间的图结构关系,适用于复杂

拓扑和非欧几里得空间数据建模.但在实际应用

中,由于振动时序图像的结构信息不稳定,图构建过

程易引入噪声,导致 GNN 在现场数据上的性能劣

化,且训练过程复杂,存在过拟合风险.

图１２　不同深度学习模型下的混淆矩阵

Fig．１２　Confusionmatricesunderdifferentdeeplearningmodels

相较之下,本文提出的 DCRB＋GAM 双分支

卷积神经网络在三类数据集上均保持较高准确率,
尤其在现场煤矿数据中达到９４．１５％,远高于其他对

比模型.在图１２中,其混淆矩阵对４类故障均实现

了较高的识别精度,类间误判率最低,验证了其出色

的抗噪性能与特征稳定性.该模型通过双分支结构

整合局部与全局信息,提升了在复杂非平稳环境下

的特征表达能力.此外,本文模型推理时间仅为１１．７

０６１ 矿 业 研 究 与 开 发　　　　　　　　　　　　　　　　２０２６,４６(６)　



ms,参数规模较小,具备显著的部署效率优势,体现

了较强的工程实用性与适应性.

５　结论

(１)针对刮板输送机轴承在复杂工况下故障诊

断精度低、传统算法特征提取能力有限的问题,本文

提出了一种基于连续小波变换和双分支卷积神经网

络的诊断方法.该方法通过多尺度时频图输入与局

部 全局特征融合,有效提升了模型的特征表达

能力.
(２)设计了结合空洞卷积残差模块(DCRB)与

全局注意力机制(GAM)的双分支网络结构,既增强

了局部细节的捕捉能力,又强化了全局特征的建模

能力,实现了对复杂信号更精准的特征提取和更高

的故障识别鲁棒性.
(３)通过在 CWRU 和 PU 两大公开数据集上

的试验验证,所提方法分别取得了９９．７８％和９７．９４％
的故障诊断准确率,显著优于现有对比模型,展现出

优良的诊断性能和较强的泛化能力,为煤矿井下刮

板输送机等设备的智能故障诊断提供了新的技术思

路和有效手段.
(４)在煤矿现场采集真实振动数据开展试验.

结果表明,本文所提模型在强噪声与非平稳环境下

依然保持９４．１５％的诊断准确率,优于现有对比模

型,体现出良好的抗干扰能力与部署效率.尽管如

此,考虑到实际场景中故障样本稀缺等挑战,未来可

进一步引入生成对抗网络(GAN)、迁移学习等技

术,并融合多模态监测数据,以提升模型在小样本或

零样本条件下的适应性与诊断能力.
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