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摘要:针对传统矿山设备异常检测效率低、精度不足的问题,提出融合双向长短记忆网络与改进减法平均优化器的矿山设备

异常检测模型.引入注意力机制实现关键特征动态加权,结合卷积神经网络提取局部时序特征,采用引导正则化随机森林完

成特征选择,降低数据维度并抑制噪声干扰.改进减法平均优化器引入混沌映射初始化与黄金正弦步长自适应调整策略,显

著提升了模型的收敛速度与训练稳定性.结果表明,在矿山设备多传感器时序数据集与矿山机械故障模拟数据集中,本文所

提模型的准确率分别达到９４．１７％和９５．４８％,综合性能优于现有主流检测模型;消融试验中,集成所有关键模块时,模型的准

确率、精准率、召回率和F１ 分数分别达到９８．２５％、９７．６２％、９８．０５％、９７．８４％.在某大型露天矿场的皮带输送机和破碎机等关

键设备实测中,模型的检测准确率提升至９７．３２％,平均检测时间仅为０．３９s,表明该模型可高效、精准地检测矿山设备异常状

态,为保障矿山生产安全提供了可靠的技术支持.
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Abstract:Toaddresstheissuesoflowefficiencyandinsufficientaccuracyintraditionalminingequipmentanomalydetection,a

miningequipmentanomalydetectionmodelintegratingbidirectionallongshortmemorynetworkandanimprovedsubtraction

averageoptimizer was proposed．Attention mechanism wasintroducedto achieve dynamic weighting ofkeyfeatures．

Convolutionalneuralnetwork wascombinedtoextractlocaltemporalfeatures,andguidedregularizedrandomforestwas

employedtoperformfeatureselection,therebyreducingdatadimensionalityandsuppressingnoiseinterference．Theimproved

subtractionaverageoptimizerintroducedchaoticmappinginitializationandgoldenＧsinestepＧsizeadaptiveadjustmentstrategy,

whichsignificantlyenhancedtheconvergencespeedandtrainingstabilityofthemodel．Theresultsshowthatonthemining

equipmentmultisensordatasetandtheminingmachineryfaultsimulationdataset,theaccuracyoftheproposedmodelreaches

９４．１７％and９５．４８％,respectively,anditscomprehensiveperformancesurpassesthatofexistingmainstreamdetectionmodels．

Inablationexperiments,whenallkeymodulesareintegrated,theaccuracy,precision,recall,andF１scoreofthemodelreach

９８．２５％,９７．６２％,９８．０５％and９７．８４％,respectively．Infieldtestsonkeyequipmentsuchasbeltconveyorsandcrushersata

largeopenＧpitmine,thedetectionaccuracyofthemodelincreasesto９７．３２％,withanaveragedetectiontimeofonly０．３９s．

Thisindicatesthatthemodelcandetectabnormalstatesofminingequipmentefficientlyandaccurately,providingreliable

technicalsupportforensuringminingproductionsafety．
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０　引言

随着矿山行业向智能化、自动化方向快速发展,
矿山设备的高效稳定运行已成为保障矿山生产安全

与效率的核心要素.矿山设备是矿山资源开采的重

要组成部分,设备运行状态直接影响矿山安全和生

产效率[１].由于矿山作业环境复杂恶劣,设备长期

处于高负荷、高磨损状态,易产生性能退化与机械故

障[２].因此,及时、准确地检测矿山设备的异常状

态,对于预防故障发生、保障矿山生产的安全性和稳

定性具有重要的研究意义.然而,传统矿山设备检

测方法以人工巡检、阈值判断和信号处理为主,存在

检测效率低、精度不足、泛化性能差等缺陷[３].近年

来,随着深度学习技术的迅速发展,双向长短记忆网

络 (BidirectionalLong Short Memory Network,

BiLSTM)可融合双向时序上下文信息,全面挖掘设

备运行数据的动态规律,进而提升异常检测的准确

性,已逐渐成为故障检测领域的研究热点[４].
郝磊[５]提出了基于卷积神经网络(Convolutional

NeuralNetwork,CNN)和BiLSTM 的电缆故障自

动化定位方法,通过 CNN 提取电缆信号特征并利

用BiLSTM 进行时序数据建模,显著提高了故障定

位精度,使定位误差大幅降低.Nacer等[６]提出了

基于BiLSTM 神经网络的轴承故障诊断新方法,通
过BiLSTM 网络对轴承振动信号的时序特征进行

建模,自动提取故障特征,在多种工况下对不同故障

类型的诊断准确率超过了９５％.覃仕明等[７]提出

了基于CNN与BiLSTM 的无刷直流电机故障诊断

方法,采用 CNN 提取故障信号的时空特征,利用

BiLSTM 对时序特征进行建模,该方法对多种故障

类型 的 识 别 效 果 优 异.Chen 等[８]提 出 了 基 于

BiLSTM 的铁路车辆悬挂故障检测方法,通过优化

BiLSTM 网络结构,增强了其对悬挂系统振动信号

的特征提取能力,使对早期故障的识别能力显著增

强.张寿岩等[９]提出了基于 BiLSTM 与改进鲸鱼

优化算法的电力变压器故障诊断方法,通过改进

BiLSTM 网络结构,增强对故障特征的提取能力,并
引入混合策略对鲸鱼优化算法进行改进,所提方法

的故障诊断准确率分别提高了１０．４２％和７．８５％.
优化算法直接决定了深度学习模型的训练性能

与泛化能力.传统梯度下降类优化器易陷入局部最

优解,存在收敛速度慢、泛化能力弱等缺陷[１０].减

法平均优化器作为一种新兴的优化方法,通过动态

可自适应调整参数更新步长,兼顾全局探索与局部

开发能力,可有效提升模型在复杂数据下的鲁棒性

和收敛效率[１１].陈闯等[１２]提出了基于柔性残差神

经网络的滚动轴承智能故障诊断方法,通过残差模

块增强网络对复杂故障特征的提取能力,并引入减

法平均优化器提升训练效率,使得故障诊断准确率

显著提高.Dai等[１３]提出了基于改进减法平均优化

器的配电网故障定位方法,通过优化减法平均算法,
增强对故障特征的提取能力,并结合网络拓扑进行

故障区段定位,使得故障定位精度显著提高.费红

博等[１４]提出了基于变分模态分解与多周期相关峭

度滤波的微弱故障信号降噪及特征增强方法,通过

变分模态分解信号,利用多周期相关峭度滤波进行

特征提取与降噪处理,使得故障诊断准确率显著提

高.Trojovsky等[１５]提出了基于减法平均优化器的

新型算法,用于解决优化问题,通过模拟群体中个体

的减法平均行为,实现对解空间的高效搜索和优化,
使得收敛速度更快,全局搜索能力更强.

综上,深度学习方法已在设备的故障检测领域

广泛应用,但现有模型在矿山设备异常检测中仍存

在检测效率低、精度不足等问题,难以适配矿山非平

稳、高噪声的时序监测数据,模型的适应性和鲁棒性

不足.为此,本研究构建了一种基于BiLSTM 和减

法平均优化器的矿山设备异常检测模型,以实现矿

山设备的高效、精准检测.本研究的创新性在于:融
合注意力机制动态加权关键特征,结合卷积神经网

络提取局部时序特征,采用引导正则化随机森林进

行特征选择,降低数据维度与噪声干扰,提升模型对

复杂高维数据的处理能力和检测精度;对减法平均优

化器进行改进,提出混沌映射初始化和黄金正弦步长

自适应调整策略,提升模型的收敛速度与稳定性,增
强矿山在非平稳、高噪声数据下的鲁棒性和适应性.

１　矿山设备异常检测模型构建

１．１　BiLSTM 模型构建

矿山设备的运行状态检测是保障矿山安全生

产、提升开采效率的核心环节.传统检测方法存在

效率低、精度差等问题,且难以提取高维非线性时序

数据的深层特征.随着深度学习技术的快速发展,

BiLSTM 可融合前向和后向时序信息,能够更全面

地挖掘时序数据的动态特征[１６].为此,本研究构建

了一种基于BiLSTM 的矿山设备异常检测模型,充
分利用BiLSTM 在处理时序数据方面的优势,通过
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融合前向与后向时序信息,对设备运行状态的变化

规律进行精准捕捉.

BiLSTM 模型由前向、后向两层长短记忆网络

(LSTM)组成,可双向解析输入时序序列,其表达式

如式(１)所示[１７].

􀭳ct＝LSTM(xt,􀭳ct－１)

􀭲ct＝LSTM(xt,􀭲ct－１)

Ct＝Wx􀭳c􀭳c＋W􀭲cy􀭲c＋by

ì

î

í

ï
ï

ïï

(１)

式中:􀭳ct 和􀭲ct 分别表示时间步为t 的前向与后向

LSTM 单元的隐藏状态;xt 表示时间步为t的输入

特征向量;􀭳ct－１和􀭲ct－１分别表示时间步为t－１的隐

藏状态;Ct 为前向与后向LSTM 单元的输出组合;

Wx􀭳c和W􀭲cy分别为输入到隐藏层的权重矩阵和隐藏

到输出层的权重矩阵;by 为输出层的偏置向量.

BiLSTM 模型的结构如图１所示.

图１　BiLSTM模型的结构

Fig．１　StructureofBiLSTM model

图１包含两个LSTM 层,分别处理输入序列的

正向和反向信息.xt－１、xt 和xt＋１为时间序列数据

在不同时间步的输入特征向量,ct－１、ct 和ct＋１为在

不同时间步的细胞状态.细胞状态作为 LSTM 网

络中的一种信息存储机制,允许信息在网络中跨越

多个时间步长保持不变.各 LSTM 单元融合上一

个时间步的输出和当前时刻输入,生成当前时间步

的输出和细胞状态.前向 LSTM 从左到右处理序

列,后向 LSTM 从右到左处理序列,以提供更全面

的序列特征表示.

１．２　注意力机制的引入

在矿山设备异常检测中,BiLSTM 模型虽然能

够处理时序数据并提取特征,但在处理复杂的高维

数据时,其难以自适应区分特征重要度,易造成关键

异常信息淹没.注意力机制可实现特征自适应加

权,强化关键异常特征,抑制冗余特征的干扰,提高

模型识别精度[１８].为此,本研究在BiLSTM 模型中

引入了注意力机制,以增强模型对异常状态的识别

能力.注意力机制通过聚焦任务相关关键信息,实

现高维特征的自适应筛选,弱化无关信息干扰.其

基本结构包含三个关键组件:查询、键和值.通过计

算查询和键的相似度,生成注意力分数,并将其归一

化为权重,最后按权重加权聚合值,得到上下文相关

的输出.注意力机制的结构如图２所示.

图２　注意力机制的结构

Fig．２　Structureofattentionmechanism

图２中,查询为当前时间步的隐藏状态,用于计

算关注点;键为所有时间步的隐藏状态;值为待加权

的特征表示,与注意力权重相乘后生成上下文向量.

Softmax函数用于注意力得分归一化.a 为注意力

权重,＋为所有加权后的值向量求和,生成最终的上

下文向量.×用于将注意力权重与对应的值向量相

乘.注意力分数由查询与键的相似度计算得到,并
归一化为权重后加权聚合值,输出上下文相关的特

征.注意力机制为BiLSTM 输出的每个时间特征分

配一个权重,权重的大小反映了该特征在当前任务中

的重要性.本研究通过加权求和的方式,使模型能够

关注重要的特征,提高模型检测性能.设输入的序列

为C＝{c１,c２,􀆺,ct},其中ct∈Rd,d 为隐藏层维度.
采用Softmax函数对权重进行归一化处理,并计算其

注意力得分,计算公式如式(２)所示[１９].

at＝
exp(et)

∑
T

k＝１
exp(ek)

et＝vΤtanc(Wct＋b)

ì

î

í

ï
ïï

ï
ï

(２)

式中:at 为注意力权重;et 为注意力得分;ek 为第k
个输入元素的注意力得分;vΤ 为权重向量的转置;c
为上下文向量;W 为权重矩阵;b为可学习的偏置向

量.本研究将隐藏状态按注意力权重加权求和,得
到上下文向量,如式(３)所示.

F＝∑
T

t＝１
atct (３)

式中,F 为加权后的特征表示.融合注意力机制的

BiLSTM 模型结构如图３所示.
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图３　融合注意力机制的BiLSTM模型结构

Fig．３　StructureofBiLSTM modelintegratingattentionmechanism

　　图３中,x１、x２ 和xt 分别为输入序列中不同时

间步的输入特征向量;c１、c２ 和ct 分别为在编码阶段

不同时间步的细胞状态;aT
i 为时间步T 对应细胞状

态的注意力权重;v１、v２ 和vt 分别为在解码阶段不同

时间步的输出向量;De１、De２和DeT 分别为解码阶

段生成的最终输出.该模型融合了BiLSTM 和注意

力机制的优势,由编码、注意力机制和解码三部分构

成.编码阶段通过BiLSTM层提取输入序列,生成隐

藏状态.注意力机制随后计算权重,对隐藏状态进行

动态加权,强化关键信息表征.解码层基于加权后的

特征进行预测或生成.在本研究提出的矿山设备异

常检测模型中,注意力机制被引入到BiLSTM 模型

中,用于动态加权关键特征.BiLSTM 模型首先从时

序数据中提取双向时序隐藏特征,然后通过注意力机

制为每个时间步的特征分配自适应权重.通过加权

求和的方式,模型能够更加关注重要的特征,显著提

升模型对设备异常状态的识别精度.
１．３　基于引导正则化随机森林的特征选择方法

矿山设备异常检测中的传感器数据具有高维

度、强噪声和非线性等特性.直接采用原始特征训

练模型易导致计算复杂度升高、过拟合风险增大.
特征选择是提升模型性能的关键步骤,可有效降低

数据冗余、抑制噪声干扰,进而提高模型的泛化能力

与检测精度.随机森林具有良好的特征重要性评估

能力,被广泛应用于特征选择领域.但传统随机森

林仍存在过拟合风险,且自助采样方式易造成特征

重要性评估不稳定等问题[２０].为此,本研究在传统

随机森林的基础上进行改进,提出一种引导正则化

随机森林方法,通过引入正则化项和时序引导策略,
提升特征选择过程的鲁棒性和针对性.

本研究通过计算各特征的重要性,实现特征重

要性评估,为降低噪声特征带来的干扰,引入了正则

化项对特征重要性进行修正,如式(４)所示[２１].

IGR
j ＝Ij －λ􀅰∑

k∈S
sim(j,k)􀅰Ik (４)

式中:IGR
j 为引入正则化项的特征重要性得分;Ij 为

特征j的原始重要性得分;λ 为正则化系数;S 为已

选择的特征子集;sim(j,k)为特征j与特征k的相似

度;Ik 为特征k的原始重要性得分.在每棵树的训

练过程中,本研究按照概率优先选取高重要性特征,
如式(５)所示.

Pj ＝
IGR

j

∑
M

i＝１
IGR

i

(５)

式中:Pj 为特征j被选择的概率;M 为总特征数.
通过上述方式,正则化项可有效抑制相似特征

间的冗余性,突出关键特征的贡献度.针对时序数

据特征,采用滑动窗口技术分时段计算特征重要

性.首先将时序数据划分为多个滑动窗口,各窗口

包含固定数量的时间步;在各滑动窗口内独立计算

特征重要性得分.随后融合所有滑动窗口的特征重

要性得分结果,得到全局重要性得分.该方法可有

效捕捉时序数据中的局部特征变化规律,同时避免

全局特征选择易忽略局部有效信息的问题.最终融

合得到全局特征重要性,如式(６)所示.

Ifi
j ＝

１
Nw

∑
Nw

w＝１
IGR

i,w (６)

式中:Ifi
j 为特征j的最终全局重要性得分;Nw 为滑

动窗口数;IGR
i,w 为窗口w 内的正则化重要性得分.

在矿山设备检测系统中,各传感器实时采集设备在

不同时刻的运行状态数据.数据中可能存在许多冗

余特征或噪声特征,直接用于模型训练会导致模型
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性能下降.采用引导正则化随机森林方法,可高效

地筛选出对异常检测贡献度高的重要特征.
１．４　结合CNN的特征提取与降维方法

虽然通过引导正则化随机森林方法可从原始数

据中筛选出重要性较高的特征,但矿山设备多变量

时序数据仍包含复杂的局部关联特征与时序依赖关

系,仅依靠特征选择难以充分挖掘数据深层信息.
CNN具有出色的局部特征提取能力和权值共享机

制,被广泛应用于图像和时序数据处理领域[２２].因

此,本研究将CNN与BiLSTM 网络进行结合,实现

时序特征的高效提取与数据降维.
本研究将多变量的时序信号作为输入数据,记

为X ∈RT×D,采用一维卷积核完成输入数据的局部

特征提取,卷积操作的计算如式(７)所示.

h(l)
i ＝σ ∑

k

j＝１
w(l)

j 􀅰x(l－１)
i＋j－１＋b(l)( ) (７)

式中:h(l)
i 为第l层第i个位置的卷积输出;w(l)

j 为第

l层卷积核的第j个权重;x(l－１)
i＋j－１ 为第l－１层输入数

据中,第i＋j－１个位置的输入特征值;b(l)为第l
层的偏置;σ 为激活函数.

经多层卷积运算后,采用最大池化对特征进行

下采样处理,降低数据维度,池化操作的计算如式

(８)所示.

p(l)
i ＝max(h(l)

i×s,h(l)
i×s＋１,􀆺,h(l)

i×s＋s－１) (８)
式中:p(l)

i 为池化输出;h(l)
i×s＋t 为第l层卷积输出中,

第i×s＋t个位置的卷积特征值,t＝０,１,􀆺,s－１;s
为池化步长.

为进一步增强特征表征能力,本研究将CNN提

取的局部特征与原始时序数据进行融合,生成低维

融合特征表示,如式(９)所示.
Ffi＝σ(Wfc􀅰Ffused＋bfc) (９)

式中:Ffi 为生成的低维特征表示;Ffused 为融合特

征;Wfc 和bfc 分别为全连接层的权重和偏置.本研

究将降维后的特征输入BiLSTM 模型,进一步捕捉

时序数据的动态规律.
１．５　减法平均优化器的改进

在矿山设备异常检测任务中,优化算法的性能

对模型训练效率和检测精度具有决定性作用.传统

的优化器易陷入局部最优,且存在收敛速度慢等问

题,进而导致模型泛化能力降低.减法平均优化器

可通过动态调整参数更新步长,实现全局探索与局

部开发能力的平衡,但其在复杂时序数据下的鲁棒

性与收敛效率仍有待提升[２３].因此,结合矿山设备

检测数据特性,本研究对减法平均优化器进行改进,
以增强模型训练的稳定性与检测异常精度.基于

BiLSTM 与改进减法平均优化器的矿山设备异常检

测模型结构如图４所示.
图４中,输入层接收多传感器检测数据,经特征

选择模块筛选有用信息.优化层采用减法平均优化

器处理数据,进一步输入卷积层与池化层进行特征提

取.特征 经 过 展 平 后,输 入 融 合 注 意 力 机 制 的

BiLSTM层进行编码和解码,最终输出设备异常检测

结果.传统减法平均优化器采用随机初始化方法生

成初始参数,导致搜索空间覆盖不均匀.为此,本研

究引入一种Piecewise混沌映射方法生成初始参数,增
强搜索空间的全局遍历性[２４],其表达式如式(１０)所示.

xn＋１＝
xn/pc,　 　　　　０≤xn＜pc

(１－xn)/(１－pc),pc≤xn＜１{ (１０)

式中:xn＋１为下一个混沌状态;xn 为当前混沌状态;

pc 为控制参数.
传统减法平均优化器的步长更新依赖于平均运

算,难以适配矿山设备数据的复杂特性.黄金正弦

算法融合黄金比例和正弦函数的全局搜索能力,可
在优化过程中实现步长自适应调整,有效平衡全局

探索与局部开发能力.为进一步提升优化器的综合

性能,本研究引入黄金正弦策略,实现步长的自适应

动态调整,强化算法全局探索与局部开发能力[２５],
该方法的步长更新如式(１１)所示.

Δθt＝
π
２

􀅰(sin(φ１)－γ１􀅰sin(φ２))􀅰(θt－１－θt－２)

(１１)
式中:Δθt 为在第t次迭代中步长的更新值;φ１ 和

φ２ 为黄金比例相关的相位角,具体值为１－
５－１
２

;

γ１ 为增加步长更新的随机数;θt－１和θt－２分别为第

t－１次和第t－２次迭代中的步长值.
通过黄金正弦策略,优化器可在全局探索阶段

快速调整步长,有效规避陷入局部最优;在局部开发

阶段,自适应减小步长,提高局部搜索精度.在改进

减法平均优化器中,本研究首先使用混沌映射生成

初始参数,保证初始搜索点在搜索空间内均匀分布,
避免陷入局部最优.在每次迭代中,结合当前的优

化状态,实现步长动态调整.黄金正弦步长调整策

略可根据优化过程自适应调整步长大小,实现全局

探索与局部开发的动态平衡.随着迭代次数的增

加,步长逐渐减小,优化器逐渐聚焦于局部最优解进

行精细搜索,显著提升了搜索精度.
１．６　矿山设备异常检测方法

对减法平均优化器进行改进后,本研究将其应

用于矿山设备异常检测任务,以提升模型整体性能
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和检测精度.基于 BiLSTM 与减法平均优化器的 矿山设备异常检测模型的流程如图５所示.

图４　基于BiLSTM与减法平均优化器的矿山设备异常检测模型结构

Fig．４　StructureofminingequipmentanomalydetectionmodelbasedonBiLSTMandsubtractionaverageoptimizer

图５　基于BiLSTM与减法平均优化器的矿山设备异常检测模型的流程

Fig．５　ProcessofminingequipmentanomalydetectionmodelbasedonBiLSTMandsubtractionaverageoptimizer
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　　图５中,输入时序数据并完成数据清洗与标准

化处理,构建多维时序数据矩阵;利用 CNN 进行局

部特征提取,并引入正则化随机森林实现特征优选.
该方法采用改进减法平均优化器完成最优参数选

择,并开展交叉验证.最后,对模型进行评估并执行

矿山设备异常检测,输出最终结果.

２　试验结果与分析

２．１　试验环境及参数设置

为验证基于 BiLSTM 与减法平均优化器的矿

山设备异常检测模型的有效性和可行性,本研究在

以下试验环境中开展试验,见表１.

表１　试验硬件环境与软件环境

Table１　Hardwareenvironmentandsoftwareenvironmentofexperiments
硬件环境 软件环境

名称 信息 名称 信息

处理器 IntelCorei９Ｇ１２９００K３．２GHz 操作系统 Windows１０
内存 ６４GBDDR４ Python ３．８．１０
显卡 NVIDIAGeForceRTX３０９０ 深度学习框架 PyTorch１．１０．０
存储 ２TBSSD４TBHDD 数据处理 NumPy１．２１．２Pandas１．３．３

２．２　试验数据集及评估指标

为验证所提模型对矿山设备的异常检测性能,采
用两组具有代表性的数据集进行试验:矿山设备多传

感器 时 序 数 据 集 (MiningEquipment Multisensor
Dataset,MEMD)和 矿 山 机 械 故 障 模 拟 数 据 集

(Mining Machinery Fault Simulation Dataset,

MMFSD).其中 MEMD取自某矿业集团设备真实监

测数据,涵盖多种矿山设备实际运行过程中的多传感

器时序数据,采样频率为１０Hz;矿山设备包括电动

挖掘机、破碎机、通风机、矿用卡车和带式输送机等;
具体的监测参数包括振动信号、温度数据、电流信号、
电压信号、油压数据和油温数据等.MMFSD为基于

数字孪生平台和物理仿真模型生成的模拟数据集.
该平台采用 SolidWorks构建设备三维模型,利用

ANSYS开展多物理场仿真,模拟皮带输送机、球磨机

等设备在６种典型故障模式(轴承磨损、齿轮断裂、电
机过热等)下的运行状态;仿真参数设置与实际设备

保持一致,采样频率为５kHz,包含振动、温度、电流

等８类监测信号.数据集中７０％的数据为训练集,

１５％的数据为测试集,剩余１５％的数据为验证集.模

型训练设置大小为６４,最大迭代次数为５００.
本研究采用多种常用的评估指标,从多维度衡量

模型的准确性、鲁棒性和检测效率,保证模型在实际

应用中的可靠性和有效性.评估指标包括准确率、精
准率、召回率、F１ 分数、模型收敛性能与检测时间.

２．３　矿山设备异常检测模型性能验证分析

首先在 MEMD 和 MMFSD 两组数据集中,对
本文所提模型的训练准确率与训练损失进行分析,
结果如图６所示.图６(a)中,当迭代次数为５０时,
模型在 MEMD和 MMFSD数据集下的准确率分别

为８７．３６％和８９．２４％.当迭代次数达到２００时,模型

在两组数据集中的准确率分别为９４．１７％和９５．４８％.
图６(b)中,迭代次数为５０时,模型在两组数据集中

的损失值分别为０．１１５和０．０９６.迭代次数达到２００
时,模型损失值分别为０．０４２和０．０３５.结果显示,
基于BiLSTM 与改进减法平均优化器的矿山设备

异常检测模型在两组数据集中均表现出良好的训练

性能与收敛稳定性.

图６　MEMD和 MMFSD数据集中模型的

　　 训练准确率与损失结果

Fig．６　Trainingaccuracyandlossresultsofthe
modelinMEMDandMMFSDdatasets
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为验证不同参数配置下模型的检测性能,本研

究在两组数据集中,分析不同滑动窗口与隐藏层维

度下的F１ 分数,结果如图７所示.图７(a)中,滑动

窗口为３时,MEMD和 MMFSD数据集中的F１ 分

数分别为８０．２５％和７４．９１％;当滑动窗口达到１１
时,模型在 MEMD和 MMFSD数据集中的F１ 分数

最高,分别为９２．５６％和９５．０８％.图７(b)中,隐藏

层维度为３２时,模型在 MEMD和 MMFSD数据集

中的F１ 分数分别为８２．８４％和８８．５９％.当隐藏层

维度达到１２８时,MEMD和 MMFSD数据集中的F１

分数最高,分别为９１．３６％和９６．２４％.结果表明,当
滑动窗口为１１、隐藏层维度为１２８时,模型在两组数

据集中的F１ 分数均最高,综合检测性能最佳.

图７　不同滑动窗口与隐藏层维度下模型的F１ 分数

Fig．７　F１scoresofthemodelunderdifferentsliding
windowsandhiddenlayerdimensions

为验证所提模型的综合优越性,在两组数据集

中,将其与现有主流检测模型的精准率、召回率和

F１ 分 数 进 行 对 比 分 析. 包 括 循 环 神 经 网 络

(Recurrent Neural Network, RNN)、LSTM、
BiLSTM 和深度多模态融合模型(DeepMultimodal
FusionModel,DMFM),结果如图８所示.由图８
(a)可 知,在 MEMD 数 据 集 中,RNN、LSTM、
BiLSTM和DMFM的精准率分别为８２．１５％、８６．７３％、
８８．９２％和９０．２４％,召回率分别为８０．３４％、８５．２２％、
８７．６１％和８９．１５％,F１ 分数分别为８１．２３％、８５．９７％、

８８．２６％和８９．６９％.本文所提模型的精准率、召回

率和F１ 分数分别为９３．５８％、９２．４７％和９３．０２％.
由图８(b)可知,在 MMFSD 数据集中,５种模型的

精准率分别为８５．６２％、８９．４７％、９１．８５％、９３．１７％和

９６．１２％,召回率分别为８３．９１％、８８．０１％、９０．６７％、
９２．０８％和９５．０３％,F１ 分数分别为８４．７５％、８８．７４％、
９１．２５％、９２．６５％和９５．５７％.结果显示,本文所提模

型在两组数据集中均具备优异的检测性能.

图８　不同检测模型的性能对比结果

Fig．８　Performancecomparisonresultsof
differentdetectionmodels

本研究进一步在两组数据集中,对所提模型的

设备异常检测效率进行了分析,以验证模型的实时

性,结果如图 ９ 所示.图 ９(a)中,RNN、LSTM、
BiLSTM 和 DMFM 模型在 MEMD 数据集中的平

均检测时间分别为４．５８s、３．６２s、２．５７s和１．７４s.
与上述模型相比,本文所提模型的平均检测时间仅

０．８６s,检 测 耗 时 分 别 缩 短 了 ８１．２２％、７６．２４％、
６６．５４％和 ５０．５７％.图 ９(b)中,RNN、LSTM、
BiLSTM 和DMFM 模型在 MMFSD数据集中的平

均检测时间分别为２．７２s、２．０８s、１．５５s、０．９３s.与

上述模型相比,本文所提模型的平均检测时间仅

０．３８s,检 测 耗 时 分 别 缩 短 了 ８６．０３％、８１．７３％、
７５．４８％和５９．１４％.结果表明,本文所提模型在两

组数据集中均表现出优越的检测效率,验证了本文
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模型的高效性.
为量化各个关键模块对基于 BiLSTM 与改进

减法平均优化器的矿山设备异常检测模型性能的实

际贡献,本研究进行了消融试验,结果见表２.由表

２可知,模型在集成所有关键模块后综合性能最佳,
准确率、精准率、召回率和F１ 分数分别达到９８．２５％、
９７．６２％、９８．０５％和９７．８４％,表明各模块均对提高

模型性能至关重要.

图９　不同模型的设备异常检测效率对比

Fig．９　Comparisonofequipmentanomalydetectionefficiencyamongdifferentmodels

表２　消融试验结果

Table２　Resultsofablationexperiments

BiLSTM 注意力机制
引导正则化
随机森林 CNN

减法平均
优化器

准确率/
％

精准率/
％

召回率/
％

F１ 分数/
％

√ ７６．５４ ７７．４４ ７６．３７ ７６．９１

√ ７９．６３ ８０．１２ ８０．２５ ８０．１９

√ ８１．５７ ８２．９６ ８２．５８ ８２．７７

√ ８５．４８ ８５．２５ ８４．６９ ８４．９７

√ ８７．６２ ８８．２４ ８７．７９ ８８．０２

√ √ ８９．４４ ９０．１６ ８８．５７ ８９．３７

√ √ √ ９２．１２ ９２．９５ ９２．５８ ９２．７７

√ √ √ √ ９６．３１ ９６．１９ ９６．９０ ９６．５５

√ √ √ √ √ ９８．２５ ９７．６２ ９８．０５ ９７．８４

２．４　实际应用效果分析

为验证本文所提模型的工程实际应用效果,本
研究在某大型露天矿场的关键设备上开展了实时检

测试 验. 试 验 选 取 WKＧ１２ 型 矿 用 挖 掘 机 和

MT５５００型矿用卡车作为检测对象;在设备关键测

点安装PCB３５２C３３型加速度传感器、PT１００铂电

阻温度传感器和 LEM CKSR 系列电流传感器,搭
建边缘计算节点并部署各检测模型;通过５G 专网

实现数据实时传输,其中振动信号为１０kHz.试验

连续采集设备３０d的运行数据,每２４h开展一次

全模型性能测试,记录５种模型在相同测试设备上

的检测时间和准确率;采用滑动窗口方法处理时序

数据,对比不同模型的实时检测性能.
本研究对不同模型的检测时间与准确率进行了

分 析,结 果 如 图 １０ 所 示.图 １０(a)中,RNN、

LSTM、BiLSTM、DMFM 和本文所提模型的平均检

测准确率分别为８６．１２％、８８．４５％、９１．２７％、９４．４８％
和９７．３２％.与其他４种模型相比,本文所提模型的

准确 率 分 别 提 升 了 １３．０１％、１０．０３％、６．６３％ 和

３．０１％. 图 １０(b)中,RNN、LSTM、BiLSTM、

DMFM 和本文所提模型的实际平均检测时间分别

为１．９２s、１．６８s、１．２２s、０．７８s和０．３９s.与其他４
种模型相比,本文所提模型的检测时间分别减少了

７９．６９％、７６．７９％、６８．０３％和５０．００％.结果显示,基
于BiLSTM 与改进减法平均优化器的矿山设备异

常检测模型在实际应用中具有优异的检测精度和检

测效率.
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图１０　不同模型的实际检测时间与检测准确率对比

Fig．１０　Comparisonofactualdetectiontimeand

detectionaccuracyofdifferentmodels

３　结论

本研究提出一种基于 BiLSTM 与改进减法平

均优化器的矿山设备异常检测模型,经理论分析和

试验验证,得到如下主要结论.
(１)在 MEMD 和 MMFSD 数据集中,本文所

提模型的检测准确率分别达到９４．１７％和９５．４８％,损
失值分别为０．０４２和０．０３５,表明该模型在矿山设备异

常检测任务中表现出优异的检测精度和收敛稳定性.
(２)消融试验结果表明,集成所有关键模块时,

模型的准确率、精准率、召回率和F１ 分数分别达到

９８．２５％、９７．６２％、９８．０５％和９７．８４％,表明注意力机

制、引导正则化随机森林方法和改进减法平均优化

器均对模型性能的提升具有显著正向作用.
(３)工程实时检测试验中,本文所提模型的准

确率为９７．３２％,检测时间为０．３９s,综合性能均优

于各对比模型.表明该模型在矿山设备检测场景中

具有良好的应用价值,可满足实时检测要求,为设备

安全运行提供了可靠的技术支持.
此次研究的局限性在于模型实时检测中对硬件

资源的要求较高,不利于在低算力资源场景下部署.
未来研究可以开展轻量化模型设计,降低硬件需求,
推动模型在边缘设备上的应用.
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