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摘　 要： 为了提高深海采矿装备在复杂非线性环境中的定位精度与实时性，提出了一种基于物理信息神经网络（ＰＩＮＮ）的定位数据

预测算法。 该方法在神经网络结构中引入深海采矿车的运动学方程，通过构建融合物理约束的复合损失函数，实现了对传感器数

据与物理模型的协同拟合。 在 Ｇａｚｅｂｏ 仿真平台上构建了 ２ 个不同工况的测试场景，系统对比了 ＰＩＮＮ 与传统前馈神经网络（ＦＮＮ）
的预测性能。 结果表明，相比 ＦＮＮ 模型，ＰＩＮＮ 模型在工况 １ 中，平均绝对误差（ＭＡＥ）由 ０．６２１ ３ ｍ 降至 ０．１２８ ３ ｍ，均方根误差

（ＲＭＳＥ）由 ０．６７４ ０ ｍ 降至 ０．１３７ ０ ｍ，最大误差由 ０．９３８ ６ ｍ 降至 ０．１９６ ２ ｍ；在工况 ２ 中，ＭＡＥ 由 ０．８２３ ９ ｍ 降至 ０．３３５ ４ ｍ，ＲＭＳＥ 由

０．９３５ ２ ｍ 降至 ０．３７９ ５ ｍ，最大误差由 １．５８５ ８ ｍ 降至 ０．６４０ ２ ｍ。 ＰＩＮＮ 在极端误差控制与鲁棒性方面表现出明显优势，尤其在复杂

工况下对异常值的敏感度更低。
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　 　 深海矿产资源作为重要的资源储备，其开发受到

了世界的广泛关注［１⁃２］。 深海采矿主要采用管道提升

式采矿系统，深海采矿车作为采矿系统的关键设备，具

备海底行走、采集矿石、破碎矿石并将矿石通过软管输

送到水面采矿船上的功能［３］。 受到海底洋流、高压、
海底复杂地貌、泥沙遮挡、缺氧等复杂环境的耦合作
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用，在海底人工控制深海采矿车难以实现，而高精度定

位导航技术能够远距离、长时间范围内为采矿车提供

精确位置、航向等信息，控制采矿车在大水深矿区稳

定、高效、安全执行作业任务。
全球定位系统（ＧＰＳ）是陆地环境中广泛应用的导

航手段，但由于电磁波在水中的传播受限，其在深海环

境中几乎无法使用。 声学定位系统通过测量声信号在

航行器与水下信标之间的传播时间，推算航行器的相

对位置信息，广泛应用于水下导航，具有布设灵活、测
量精度较高等优点，声学定位系统与其他导航系统的

融合已成为水下导航主流模式［４］。 然而，在深海定位

领域，诸如长基线（ ｌｏｎｇ ｂａｓｅｌｉｎｅ， ＬＢＬ）定位系统等声

学定位系统存在信号延迟与数据更新滞后的问题，难
以实现高精度实时定位［５］。

尽管传统数据融合算法，如卡尔曼滤波（Ｋａｌｍａｎ
ｆｉｌｔｅｒ）等，在一定程度上可实现深海采矿车的组合定

位，但在处理声学数据延迟与误差方面仍存在局限

性［６］。 神经网络等数据驱动方法凭借强大的函数逼

近能力，在复杂环境下展现出良好的预测性能，但是缺

乏物理先验约束，未显式嵌入运动学、传感器模型及环

境物理规律，仅依赖数据拟合，导致预测结果可能违背

物理一致性，泛化能力受限，难以适应深海环境中频繁

变化的地形结构和作业扰动。
为此，本文以深海采矿车为研究对象，建立其运动

学模型，并提出一种基于物理信息神经网络（ｐｈｙｓｉｃｓ⁃
ｉｎｆｏｒｍｅｄ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ， ＰＩＮＮ）的定位数据预测方法。
该方法将车辆的运动学约束嵌入神经网络训练过程

中，实现对数据与物理规律的协同建模，从而有效提升

模型的泛化能力与物理一致性。 在考虑车辆运动特性

与约束条件的基础上，融合神经网络的非线性建模能

力与传统算法的工程稳健性，显著增强了导航系统对

复杂深海环境的适应能力与鲁棒性。

１　 采矿车运动学模型

采矿车运动学模型在大地坐标系 ｘ⁃ｏ⁃ｙ 与车身坐

标系 ｘｃ⁃ｃ⁃ｙｃ 下构建，如图 １ 所示。 其中，ｃ 点代表采矿

车的转向瞬心，θ 为采矿车的航向角，ω 为车身角速

度，ｖ 为车身行驶线速度。
在采矿车行走机构运动学分析中，假设采矿车

始终在同一水平面内运动，且其质心与几何中心重

合，统称为转向瞬心。 定义采矿车的位姿状态向量为

Ｐ＝［ｘ，ｙ，θ］ Ｔ，结合采矿车运动学模型，可推导出以下

关系［７］：

ｖ ＝
ｖＲ ＋ ｖＬ

２

ω ＝
ｖＲ － ｖＬ
ａ ＋ ｂ

ì

î

í

ï
ïï

ï
ï

（１）

式中 ｖＲ、ｖＬ 分别表示右侧与左侧履带相对地面的线

速度。

图 １　 采矿车运动学模型

Ｆｉｇ． １　 Ｋｉｎｅｍａｔｉｃ ｍｏｄｅｌ ｏｆ ｍｉｎｉｎｇ ｖｅｈｉｃｌｅ

采矿车从原点 ｏ 出发，经过时间 ｔ 瞬心移动至 ｃ 点
的过程中，其位置状态空间方程可表示为：

ｘ（ ｔ） ＝
∫ｔ

０
（ｖＬ ＋ ｖＲ）ｃｏｓθｄｔ

２

ｙ（ ｔ） ＝
∫ｔ

０
（ｖＬ ＋ ｖＲ）ｓｉｎθｄｔ

２

θ（ ｔ） ＝
∫ｔ

０
（ｖＲ － ｖＬ）ｄｔ

ａ ＋ ｂ

ì

î

í

ï
ï
ï
ï
ïï

ï
ï
ï
ï
ïï

（２）

式中：ｘ（ ｔ），ｙ（ ｔ）分别表示采矿车在绝对坐标系 ｘｏｙ 中

的位置横坐标和纵坐标；θ（ ｔ）表示采矿车在该位置下

的航向角，即其航向与 ｘｏｙ 坐标系中 ｏｙ 轴之间的

夹角。
对式（２）中各项求一阶导数后，可得到各项的微

分表达式：

ｘ̇（ ｔ） ＝
（ｖＬ ＋ ｖＲ）ｃｏｓθ

２

ｙ̇（ ｔ） ＝
（ｖＬ ＋ ｖＲ）ｓｉｎθ

２

θ̇（ ｔ） ＝
ｖＲ － ｖＬ
ａ ＋ ｂ

ì

î

í

ï
ï
ï
ï

ï
ï
ï
ï

（３）

式中：ｘ̇（ ｔ），ｙ̇（ ｔ）分别为 ｘ（ ｔ），ｙ（ ｔ）对时间 ｔ 的一阶导

数，物理意义为采矿车在绝对坐标系中沿 ｘ 轴和 ｙ 轴

方向的线速度；θ̇（ ｔ）为 θ（ ｔ）对时间 ｔ 的一阶导数，物理

意义为采矿车在绝对坐标系中的角速度。
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根据采矿车位姿状态向量，式（３）可写为：

Ｐ̇ ＝
ｘ̇

ｙ̇

θ̇

æ

è

ç
ç
çç

ö

ø

÷
÷
÷÷

＝
ｃｏｓθ ０
ｓｉｎθ ０
０ １

é

ë

ê
ê
êê

ù

û

ú
ú
úú

ｖＬ ＋ ｖＲ
２

ｖＲ － ｖＬ
ａ ＋ ｂ

é

ë

ê
ê
ê
ê
ê

ù

û

ú
ú
ú
ú
ú

（４）

在采矿车动力学模型与运动学模型中，根据其几

何关系可得：

ｖＬ ＝ Ｒ θ̇Ｌ

ｖＲ ＝ Ｒ θ̇Ｒ

ｖ ＝
ｖＬ ＋ ｖＲ

２

ω ＝
ｖＲ － ｖＬ
ａ ＋ ｂ

ì

î

í

ï
ï
ï
ïï

ï
ï
ï
ïï

（５）

式中 Ｒ 为驱动轮半径。
将式（５）代入式（４）中，可得到：

Ｐ̇ ＝
ｘ̇

ｙ̇

θ̇

æ

è

ç
ç
çç

ö

ø

÷
÷
÷÷

＝
ｃｏｓθ ０
ｓｉｎθ ０
０ １

é

ë

ê
ê
êê

ù

û

ú
ú
úú

ｖ
ω

é

ë
ê
ê

ù

û
ú
ú
＝

Ｒｃｏｓθ
２

Ｒｃｏｓθ
２

Ｒｓｉｎθ
２

Ｒｓｉｎθ
２

Ｒ
ａ ＋ ｂ

－ Ｒ
ａ ＋ ｂ

é

ë

ê
ê
ê
ê
ê
ê
êê

ù

û

ú
ú
ú
ú
ú
ú
úú

θ̇Ｌ

θ̇Ｒ

é

ë

ê
êê

ù

û

ú
úú

（６）

２　 物理信息神经网络

２．１　 物理信息神经网络简介

物理信息神经网络核心思想是在神经网络训练中

引入物理方程残差作为正则项，通过自动微分计算运

动学约束，使模型同时满足数据拟合和物理一致性。
其损失函数由三部分组成：数据拟合误差、物理模型残

差以及网络参数正则项，兼顾精度、鲁棒性与物理合

理性［８］。
相较于传统前馈传播神经网络（ＦＮＮ），ＰＩＮＮ 的

损失函数设计具有显著差异：除常规数据驱动损失项

外，额外引入基于运动学模型的物理正则项。 其工作

原理如图 ２ 所示，该结构能用更少的训练样本学习泛

化能力更强的模型。
ＰＩＮＮ 方法以常微分方程模型作为物理信息约束，

其基本思想是利用神经网络分别逼近常微分方程的解

及其相应的动力学模型，进而实现常微分方程的求解

和动力学识别。 具体地说，常微分方程是描述一个未

知函数及其导数之间关系的连续动力学模型，常微分

方程表达式为：
ｘ̇ ＝ ｆ（ｘ） （７）

式中：ｘ̇是 ｘ 关于 ｔ 的导数，ｘ 表示系统的状态，ｔ 表示时

间；ｆ 是系统的（非线性）动力学。

σ

σ
t

σ

…

σ

σ

σ

…
x̂ dx̂

dt h =      +f(x)dx̂
dt

^

ODE:       +f(x)=0dx^
dt

^

NN(W,b)

-

2,>)<ε

;

=)

<;�MSE=MSEh+MSEg

图 ２　 ＰＩＮＮ 工作原理

Ｆｉｇ． ２　 Ｗｏｒｋｉｎｇ ｐｒｉｎｃｉｐｌｅ ｏｆ ＰＩＮＮ ｍｏｄｅｌ

　 　 ＰＩＮＮ 方法利用神经网络能无限逼近非线性函数，
其目标是训练出既能逼近训练数据，又遵循常微分方

程所描述的物理信息的神经网络。
对于解 ｘ（ ｔ），首先要确定一个代理模型 ｇ（ ｔ），为

４８ 矿　 冶　 工　 程 第 ４６ 卷



该模型将一个时变输入向量映射到状态 ｘ 的目标轨

迹，表达式为：
ｇ（ ｔ；Θ） ＝ ｘ^（ ｔ；Θ） ≈ ｘ（ ｔ；ｘ０） （８）

ｈ（ ｔ；Θ） ＝ ｄｘ^
ｄｔ

－ ｆ（ ｘ^） ＝ ０ （９）

式中：ｘ０ 表示系统的初始状态；Θ 表示神经网络的

参数。
式（８）的目的是用深度神经网络 ｇ（ ｔ；Θ） 逼近

ｘ（ ｔ），并与式 （９） 一起产生一个物理信息神经网络

ｈ（ ｔ；Θ）。 ｈ（ ｔ；Θ）可以利用自动微分对函数的组成进

行微分得到。 它与表示 ｘ^（ ｔ；Θ）的神经网络具有相同

的参数 Θ。 神经网络 ｇ（ ｔ；Θ）和 ｈ（ ｔ；Θ）的参数 Θ 可

以通过最小化均方误差损失（ＭＳＥ）来学习，假设有一

组测量数据 Ｄ＝ ｛ｘ（ ｉ） ｝ Ｎ
ｉ＝１，训练数据｛ｘ（ ｔｉｇ）｝ Ｎｇ

ｉ＝１∈Ｄ，则

均方误差损失为：
ＭＳＥ ＝ ＭＳＥｇ ＋ ＭＳＥｈ （１０）

ＭＳＥｇ ＝ １
Ｎｇ
∑
Ｎｇ

ｉ ＝ １
ｘ（ ｔｉｇ） － ｘｉ

ｇ
２ （１１）

ＭＳＥｈ ＝ １
Ｎｈ
∑
Ｎｈ

ｉ ＝ １
ｈ（ ｔｉｈ） ２ （１２）

式中｛（ ｔｉｈ）｝ Ｎｈ
ｉ＝１是为 ｈ（ ｔ）指定的配点，用于使神经网络

强制服从物理信息。 物理信息神经网络通常在神经网

络训练的损失函数中结合式（８） ～ （１２）来确定系统状

态 ｘ。
２．２　 ＰＩＮＮ 算法模型

本文所使用的 ＰＩＮＮ 算法模型框架主要包括全连

接神经网络、基于物理的损失函数以及反向传播算法，
如图 ３ 所示。

,?*)<,

vLvL

vR

θ (t)

θ (1)

vR

x y^…

… … …

…

;9) A))#1 A))/�2 A))/�1 ;*)L

y
(1)

(1)

(t)

(t)

vL

图 ３　 ＰＩＮＮ 模型结构

Ｆｉｇ． ３　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ＰＩＮＮ ｍｏｄｅｌ

２．２．１　 全连接神经网络

预测深海采矿车位置信息时，需给定相应的输入

参数，具体如下。
１） 左右轮速度。 ｖ（ ｔ）Ｌ 与 ｖ（ ｔ）Ｒ 分别表示 ｔ 时刻左轮

与右轮的线速度，由轮速编码器直接测量。 其作用为

提供车辆平移运动的基础驱动信息，直接影响车辆线

速度与角速度。
２） 车辆航向角。 θ（ ｔ） 表示 ｔ 时刻车辆的航向角，

由惯性导航系统提供。 其作用为关联车辆运动方向，
约束位置预测的几何关系。

因此，ＰＩＮＮ 模型输入参数 ｘｉｎｐｕｔ可表示为：
ｘｉｎｐｕｔ ＝ ｖ（ ｔ －ｋ）Ｌ ，ｖ（ ｔ －ｋ）Ｒ ，θ（ ｔ －ｋ），…，ｖ（ ｔ）Ｌ ，ｖ（ ｔ）Ｒ ，θ（ ｔ）[ ]

（ｋ ＝ ０，１，…，Ｔ － １） （１３）
式中 Ｔ 为滑动时间窗口长度。

输出层维度为 ３，对应预测的车辆位姿状态为：
ｙ^（ ｔ ＋１） ＝ ［ ｘ^，ｙ^，θ^ ］ Ｔ （１４）

式中：ｘ^表示 ｔ＋１ 时刻车辆在全局坐标系下的横向坐

标；ｙ^表示 ｔ＋１ 时刻车辆在全局坐标系下的纵向坐标；θ^
表示 ｔ＋１ 时刻的航向角。
２．２．２　 基于物理的损失函数

采用均方误差（ＭＳＥ）衡量神经网络预测输出 ｙ^ 和

训练样本输出 ｙ 之间的平均误差。 用 Ｌｏｓｓ１（ ｙ， ｙ^）表

示，即：

Ｌｏｓｓ１（ｙ，ｙ^） ＝ ∑
Ｎ

ｎ ＝ １
‖ ｙ^ｎ － ｙｎ ‖２( ) ２ （１５）

式中：Ｎ 为样本的数量；ｙｎ 为样本 ｎ 的真实值；ｙ^ｎ 为样

本 ｎ 的预测值。
深海采矿车受到几何条件和驱动系统的限制，位
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置信息应满足其运动学和动力学约束，因此，将采矿车

的数学模型作为约束纳入神经网络的损失函数中，构
成数学模型约束损失，用 Ｌｏｓｓ２（ ｙ^）表示，即：

ｙ^（ ｔ ＋１） ＝ ｙ（ ｔ） ＋

ｖ（ ｔ）Ｌ ＋ ｖ（ ｔ）Ｒ

２
ｃｏｓθ（ ｔ）Δｔ

ｖ（ ｔ）Ｌ ＋ ｖ（ ｔ）Ｒ

２
ｓｉｎθ（ ｔ）Δｔ

ｖ（ ｔ）Ｒ － ｖ（ ｔ）Ｌ

Ｌ
Δｔ

é

ë

ê
ê
ê
ê
ê
ê
ê
êê

ù

û

ú
ú
ú
ú
ú
ú
ú
úú

（１６）

Ｌｏｓｓ２（ｙ^） ＝
１
Ｎ∑

Ｎ

ｉ ＝ １
ｙ^（ｔ＋１） － ｙ（ｔ） ＋

ｖ（ｉ）Ｌ ＋ ｖ（ｉ）Ｒ

２
ｃｏｓθ（ｉ）Δｔ

ｖ（ｉ）Ｌ ＋ ｖ（ｉ）Ｒ

２
ｓｉｎθ（ｉ）Δｔ

ｖ（ｉ）Ｒ － ｖ（ｉ）Ｌ

Ｌ
Δｔ

é

ë

ê
ê
ê
ê
ê
ê
ê
êê

ù

û

ú
ú
ú
ú
ú
ú
ú
úú

æ

è

ç
ç
ç
ç
ç
ç
çç

ö

ø

÷
÷
÷
÷
÷
÷
÷÷

２

（１７）
为防止过拟合或控制参数范围，添加权重正则项：

Ｌｏｓｓ３ ＝ γ [ (‖Ｗ‖２ )
２
＋ ‖ｂ‖２ )

２

( ] （１８）

式中：Ｗ 为网络权重；ｂ 为偏置参数；γ 为正则化系数。
综合上述损失项，通过超参数 α 和 β 平衡权重：

Ｌｏｓｓｔｏｔａｌ ＝ α Ｌｏｓｓ１ ＋ β Ｌｏｓｓ２ ＋ Ｌｏｓｓ３ （１９）
２．２．３　 反向传播算法

构建完损失函数后，采用反向传播算法进行 θ 的

优化训练：
｛ θ^｝ ＝ ａｒｇｍｉｎ ［Ｌｏｓｓｔｏｔａｌ（θ）］ （２０）

３　 算法仿真与分析

仿真实验基于 ＲＯＳ Ｎｏｅｔｉｃ 框架与 Ｇａｚｅｂｏ １１ 物理

引擎构建仿真环境。 Ｇａｚｅｂｏ １１ 拥有精确的物理模拟

能力，涵盖运动学建模、传感器仿真及环境交互，为后

续算法的训练与验证提供了稳定可靠的仿真实验平

台［９］。
３．１　 仿真模型与参数设置

Ｊａｃｋａｌ 是加拿大 Ｃｌｅａｒｐａｔｈ 公司研发的一款差速转

向机器人［１０］，如图 ４ 所示，它基于 ＲＯＳ 进行编程操

作，集成了丰富的传感器系统，比如里程计、ＩＭＵ（惯性

测量单元）、ＧＰＳ 以及激光雷达等，适用于各类研究以

及一些技术的快速应用，同时满足了本文研究中所需

要的各类传感器。 虽然 Ｊａｃｋａｌ 小车在结构上与采矿车

在差速运动控制机制上具有相似性，但两者仍存在若

干差异：① Ｊａｃｋａｌ 为轮式结构，转向控制精度与惯性响

应速度不同于履带式结构；② 采矿车工作于海底泥沙

环境中，存在滑移、沉降等影响因素，而 Ｊａｃｋａｌ 的仿真

环境较为理想。 因此，本文所用模型在结构简化、传动

系统理想化等方面存在一定偏差。 但 ＰＩＮＮ 模型中的

物理约束为可调通用形式，具备一定适应能力。
图 ５ 为 Ｊａｃｋａｌ 小车在 Ｇａｚｅｂｏ 仿真环境下的图片。

图 ４　 Ｊａｃｋａｌ 实物图

Ｆｉｇ． ４　 Ｐｉｃｔｕｒｅ ｏｆ Ｊａｃｋａｌ ｒｏｂｏｔ

图 ５　 小车仿真模型

Ｆｉｇ． ５　 Ｓｉｍｕｌａｔｉｏｎ ｍｏｄｅｌ ｏｆ ｖｅｈｉｃｌｅ

Ｊａｃｋａｌ 小车的各项参数如下。
１） 基本尺寸参数：车辆轴距 ０．２６２ ｍ，轮距 ０．３８ ｍ，

轮子半径 ０．０９８ ｍ，轮子宽度 ０．０４０ ｍ，底盘长、宽、高分

别为 ０．４２０、０．３１０、０．１８４ ｍ。
２） 传感器参数：ＩＭＵ 传感器更新频率为 １０ Ｈｚ，加

速度计漂移、加速度计高斯噪声、陀螺仪漂移、陀螺仪

高斯噪声、航向漂移、航向高斯噪声等参数默认值均为

０．０１，可自动调节；ＩＭＵ 传感器数据通过 ＲＯＳ 系统中

的话题（ ｔｏｐｉｃ） “ ／ ｉｍｕ ／ ｄａｔａ”发布，其中“话题”是 ＲＯＳ
通信中用于传输特定类型数据的通道；ＧＰＳ 传感器更

新频率为 ５ Ｈｚ，其参考经纬度、航向角可由环境变量

ＧＡＺＥＢＯ＿ＷＯＲＬＤ＿ＬＡＴ 等参数设置，ＧＰＳ 传感器定位

数据话题为 ／ ｎａｖｓａｔ ／ ｆｉｘ。
３） 传动系统：车辆采用四轮差速驱动，每侧有一

个电机，即两侧各一个驱动轮，轮子不能自主转向，依
靠两侧速度差进行转向，与采矿车运动模型相似；电机
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上通过轮式里程计记录两侧轮速度、位置信息。
３．２　 算法仿真

为构建面向深海采矿车定位的 ＰＩＮＮ 训练数据

集，基于仿真环境进行数据采集流程。
３．２．１　 路径规划与运动控制

本文设计了 ２ 种可调节参数的轨迹，用以引导车

辆沿着预定路径行驶，目的在于采集车辆在不同运动

状态下传感器的数据信息。
“８”字形轨迹如图 ６ 所示，主要用于评估车辆在

曲率变化显著环境中的定位与运动控制性能。 “Ｓ”形
轨迹如图 ７ 所示，车辆在直线路段与半径较小的圆弧

路段之间交替运行，行驶过程中持续进行 １８０°转弯操

作，使车辆在多个方向上连续反转，形成周期性运动模

式，有效反映车辆在复杂环境下的动态响应特性。
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图 ６　 “８”字形轨迹示意图

Ｆｉｇ． ６　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ｆｉｇｕｒｅ⁃８ ｔｒａｊｅｃｔｏｒｙ
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图 ７　 “Ｓ” 形轨迹示意图

Ｆｉｇ． ７　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ Ｓ⁃ｓｈａｐｅｄ ｔｒａｊｅｃｔｏｒｙ

这两种轨迹的具体形状可通过灵活调节相关参数

予以精准设置。 “８”字形轨迹能够通过调整交叉点位

置、曲线半径等参数，改变其在平面上的形态，以此模

拟不同复杂程度的转向与交汇场景。 “Ｓ”形轨迹可通

过调整直线路段长度、圆弧半径以及交替频率等参数，
形成多样化的轨迹样式。

路径规划完成后，运动跟踪控制成为确保车辆准

确沿着规划路径行驶的关键环节。 本文采用了 １ 套融

合多种控制算法的策略来实现精准的运动跟踪。 首

先，引入比例⁃积分⁃微分（ＰＩＤ）控制算法，该算法依据

车辆当前位置与目标路径点之间的偏差，包括位置偏

差和角度偏差，使用设定的比例系数（ＫＰ ）、积分系数

（ＫＩ）以及微分系数（ＫＤ），计算出相应的控制量，以驱

动车辆朝着目标路径点前进。 例如，当车辆偏离路径

时，比例项会根据偏差的大小迅速产生一个纠正力，积
分项则用于消除长期累积的偏差，微分项能够预测偏

差的变化趋势，提前做出调整，从而有效提高系统的响

应速度和控制精度。 ＰＩＤ 算法流程图如图 ８ 所示。
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图 ８　 ＰＩＤ 算法流程图

Ｆｉｇ． ８　 Ｆｌｏｗｃｈａｒｔ ｏｆ ＰＩＤ ａｌｇｏｒｉｔｈｍ

采用 Ｓｔａｎｌｅｙ 算法控制复杂路径下的转向。 此算

法综合考虑了车辆的航向误差以及横向误差，通过数

学变换，将 ２ 种误差转化为控制车辆转向的角速度。
Ｓｔａｎｌｅｙ 算法流程如图 ９ 所示。

为实现对车辆速度的精确调控，构建基于速度反

馈的闭环控制系统。 利用车辆传感器实时获取的速度
信息，与预设的目标速度进行对比，通过 ＰＩＤ 控制算

法对车辆的驱动电机进行调速，确保车辆在行驶过程

中始终保持稳定且符合规划要求的速度。 在整个运动

跟踪控制过程中，不断实时监测车辆的位置、姿态以及

速度等状态信息，并将这些信息反馈至控制系统，控制

系统依据反馈信息实时调整控制参数，以适应不同路

径段和行驶工况的需求，从而实现对车辆运动的精确
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跟踪控制，为完成复杂的任务提供有力保障。
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图 ９　 Ｓｔａｎｌｅｙ 算法流程

Ｆｉｇ． ９　 Ｆｌｏｗｃｈａｒｔ ｏｆ Ｓｔａｎｌｅｙ ａｌｇｏｒｉｔｈｍ

３．２．２　 多传感器同步采集

１） 惯性测量单元（ ＩＭＵ）数据采集。 仿真设置的

ＩＭＵ 以 １０ Ｈｚ 的频率对三轴加速度 （测量范围为

±８ｇ）、角速度［测量范围为±２ ０００ （°） ／ ｓ］及磁力计数

据进行精确记录。 对 ＩＭＵ 采集到的三轴角速度数据

进行积分运算，结合磁力计数据对航向角进行校正，能
够有效提升航向角观测值的准确性。

２） 轮速编码器数据采集。 轮速编码器用于采集

车辆左右轮的实时线速度，分别记为 ｖ（ ｔ）Ｌ 和 ｖ（ ｔ）Ｒ ，采样

频率设定为 ５０ Ｈｚ。 采集过程中，为有效抑制脉冲噪

声，采用滑动窗口均值滤波算法，通过在时间序列上设

置 １ 个固定长度的滑动窗口，对窗口内的数据进行均

值计算，以此作为滤波后的输出值。 随着窗口在时间

序列上的滑动，不断更新滤波结果，从而实现对轮速编

码器数据的实时去噪，确保采集到的线速度数据能够

真实反映车轮的实际转速。
３） 仿真 ＧＰＳ 数据采集。 借助仿真 ＧＰＳ 模拟深海

长基线定位系统，以 ５ Ｈｚ 的频率输出车辆的全局坐标

ｘ（ ｔ）
ｒｅｆ 和 ｙ（ ｔ）

ｒｅｆ 。 考虑到实际定位系统存在一定的误差，在仿

真过程中，将定位误差设置为±０．２ ｍ，并服从高斯分布。
４） 时间同步机制。 利用 ＲＯＳ Ｔｉｍｅｓｔａｍｐ 对所有

传感器数据进行打标。 ＲＯＳ Ｔｉｍｅｓｔａｍｐ 为每个传感器

数据消息附上精确的时间戳信息，通过在 ＲＯＳ 系统中

实现统一的时间管理与同步机制，能够保证所有传感

器数据的时序对齐精度小于 ５ ｍｓ，使得不同类型传感

器采集到的数据在时间维度上具有一致性。
３．２．３　 数据处理

在数据处理环节，运用 ｒｏｓｂａｇ ｒｅｃｏｒｄ 命令，对所有

涉及的传感器话题进行同步录制。 为确保数据的一致

性与连贯性，采样频率统一设为 １０ Ｈｚ，从而生成原始

数据包 ｒａｗ＿ｄａｔａ．ｂａｇ。 该原始数据包完整收纳了仿真

期间各传感器产生的二进制数据。
为将原始的二进制数据转化为可供深入分析的结

构化数据集，研究借助 ＲＯＳ 工具链进行数据提取与转

换操作，并通过传感器数学模型，将相应的原始数据转

换为位置坐标、航向角以及两侧轮速度数据，最终生成

了一个包含时空对齐的多模态数据集。
３．３　 结果分析

为提升模型对不同轨迹规模的泛化能力，本文将

两段尺寸不同的“８ 字形”轨迹数据集进行合并处理，
并在样本层面上统一标准化处理特征。 随后，按照时

间顺序将数据划分为训练集与测试集，前 ７０％数据用

于训练，后 ３０％数据用于测试，以确保模型泛化能力

的真实性。
３．３．１　 损失函数曲线

为了评估不同物理约束强度对模型性能的影响，
本文对比了不同物理正则化系数 λ（０、０．１、０．５、１．０、
５．０、１０．０）下网络训练过程中的总损失收敛情况，如
图 １０ 所示，较小的 λ 虽然可以快速拟合数据，但缺乏

物理一致性，容易导致过拟合和物理漂移；而较大的 λ
则会过度依赖运动学模型，限制了模型对真实轨迹的

拟合能力。
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图 １０　 不同物理正则化系数下的总损失收敛情况

Ｆｉｇ． １０　 Ｃｏｎｖｅｒｇｅｎｃｅ ｏｆ ｔｏｔａｌ ｌｏｓｓ ｕｎｄｅｒ ｄｉｆｆｅｒｅｎｔ
ｐｈｙｓｉｃａｌ ｒｅｇｕｌａｒｉｚａｔｉｏｎ ｃｏｅｆｆｉｃｉｅｎｔｓ

实验结果表明，λ＝ ０．５ 时，总损失在收敛速度和最

终误差之间达到了较优的平衡，既能够较好拟合真实

数据，又能引导模型保持物理合理性。 因此，本文后续

实验均采用 λ＝ ０．５ 作为物理正则化系数。
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３．３．２　 定位数据预测对比

定位数据预测对比如图 １１ 所示。 ＰＩＮＮ 模型的预

测数据与真实数据吻合程度更高；而传统前馈神经网

络 ＦＮＮ 的预测数据则出现了一定偏差和漂移，尤其在

转弯运动情况下的偏离更加明显。 这表明 ＰＩＮＮ 模型

在捕捉车辆运动规律方面表现更优。
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图 １１　 定位数据预测对比图

Ｆｉｇ． １１　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｐｏｓｉｔｉｏｎｉｎｇ ｄａｔａ ｐｒｅｄｉｃｔｉｏｎ

３．３．３　 定量性能指标评估

为了客观评估模型在轨迹预测任务中的精度表

现，对比了 ＦＮＮ 与 ＰＩＮＮ 在测试集上的预测误差，如
表 ２所示。 采用平均绝对误差（ＭＡＥ）、均方根误差

（ＲＭＳＥ）以及最大误差（Ｅｍａｘ）评估轨迹误差。 ＭＡＥ 衡

量平均预测偏差，反映整体稳定性；ＲＭＳＥ 更敏感于异

常值，体现模型的鲁棒性；Ｅｍａｘ评估最极端偏离情况，
保证安全性边界。

表 ２　 预测误差对比

Ｔａｂｌｅ ２　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｐｒｅｄｉｃｔｉｏｎ ｅｒｒｏｒｓ

工况 模型 ＭＡＥ ／ ｍ ＲＭＳＥ ／ ｍ Ｅｍａｘ ／ ｍ

１
ＦＮＮ ０．６２１ ３ ０．６７４ ０ ０．９３８ ６
ＰＩＮＮ ０．１２８ ３ ０．１３７ ０ ０．１９６ ２

２
ＦＮＮ ０．８２３ ９ ０．９３５ ２ １．５８５ ８
ＰＩＮＮ ０．３３５ ４ ０．３７９ ５ ０．６４０ ２

从表 ２ 可以看出，在 ２ 组典型工况下，ＰＩＮＮ 模型

的误差值均显著优于 ＦＮＮ 模型的误差值。 工况 １ 中，
相比 ＦＮＮ，ＰＩＮＮ 的平均绝对误差降至０．１２８ ３ ｍ，最大

误差降至 ０．１９６ ２ ｍ，显著提高了预测精度与误差上限

的可控性。 在更复杂的工况 ２ 中，虽然对比工况 １ 整

体误差水平有所上升，但 ＰＩＮＮ 依然保持了良好的预

测性能。 这一结果表明，物理先验的引入不仅增强了

模型在常规场景下的拟合能力，也显著提升了其在复

杂工况下的鲁棒性和抗干扰能力。
进一步绘制 ２ 种典型工况 ＦＮＮ 与 ＰＩＮＮ 在 ｘ 方向

与 ｙ 方向的逐时刻误差变化曲线，如图 １２ ～ １３ 所示，
图中的曲线直观展示了模型在各个维度的预测稳定性

和误差分布情况。
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图 １２　 工况 １ 下误差对比

Ｆｉｇ． １２　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｅｒｒｏｒｓ ｕｎｄｅｒ ｗｏｒｋｉｎｇ ｃｏｎｄｉｔｉｏｎ １

由图 １２ 可知：ＰＩＮＮ 模型误差曲线整体连续平滑，
无明显突变现象；而 ＦＮＮ 模型误差波动幅度更大，且
存在频繁的局部尖峰偏差。 这说明 ＰＩＮＮ 模型不仅有

效降低了整体平均预测误差，还显著抑制了误差波动

与极端偏差，使时序预测结果具备更优的平稳性与连

续性。
由图 １３ 可见：复杂工况下两类模型预测误差均出

现一定程度增大。 其中 ＦＮＮ 模型误差随时间演化呈

现显著累积效应与大幅振荡特征，时序中后段误差持

续偏离真值，表现出明显的发散趋势；而 ＰＩＮＮ 模型误

差增长趋势更平缓，全程可将误差约束在较小区间内，
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曲线形态变化平稳，误差极值被有效抑制，未出现突变

失稳现象，充分体现出 ＰＩＮＮ 模型在复杂动态工况下

更优异的鲁棒性、时序稳定性及误差约束能力。
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图 １３　 工况 ２ 下误差对比

Ｆｉｇ． １３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｅｒｒｏｒｓ ｕｎｄｅｒ ｗｏｒｋｉｎｇ ｃｏｎｄｉｔｉｏｎ ２

４　 结语

１） 提出了一种融合运动学方程的 ＰＩＮＮ 定位预

测方法，将采矿车运动学约束嵌入神经网络损失函数，
有效提升了轨迹预测精度。 相比 ＦＮＮ 模型，ＰＩＮＮ 模

型在工况 １ 和工况 ２ 中的 ＭＡＥ 分别降至 ０．１２８ ３ ｍ 和

０．３３５ ４ ｍ，ＲＭＳＥ 分别降至 ０．１３７ ０ ｍ 和 ０．３７９ ５ ｍ，验
证了运动学物理约束嵌入的有效性。

２） ＰＩＮＮ 对极端误差具有更强抑制能力。 对比

ＦＮＮ 模型，ＰＩＮＮ 模型在工况 １ 和工况 ２ 下的最大误差

分别由 ０．９３８ ６ ｍ、１．５８５ ８ ｍ 降至 ０．１９６ ２ ｍ、０．６４０ ２ ｍ，
表明该方法可有效降低最差情况下的预测偏差，提高

轨迹预测稳定性。
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