
投稿网址:www. stae. com. cn

2025 年 第 25 卷 第 11 期

2025, 25(11):04656 -10　
科　 学　 技　 术　 与　 工　 程
Science Technology and Engineering

　 ISSN 1671—1815
CN 11—4688 / T

收稿日期: 2024-05-13 修订日期: 2024-08-01
基金项目: 国家重点研发计划(2021YFB2600600);北京信息科技大学校级科研项目(2023XJJ15,2023XJJ17)
第一作者: 吴天宇(2000—),男,汉族,北京丰台人,硕士研究生。 研究方向:知识图谱。 E-mail:767101839@ qq. com。

∗通信作者: 郭冬冬(1990—),男,汉族,山西大同人,博士。 研究方向:自然语言处理。 E-mail:dongdongguo@ bistu. edu. cn。

DOI:10. 12404 / j. issn. 1671-1815. 2403519
引用格式:吴天宇, 郭冬冬, 李文桥, 等. 基于MacBERT 与全局指针网络的中文电子病历命名实体识别[J] . 科学技术与工程, 2025, 25(11):

4656-4665.
Wu Tianyu, Guo Dongdong, Li Wenqiao, et al. Named entity recognition for chinese electronic medical records using MacBERT and global
pointer network[J] . Science Technology and Engineering, 2025, 25(11): 4656-4665.

基于 MacBERT 与全局指针网络的
中文电子病历命名实体识别

吴天宇, 郭冬冬∗, 李文桥, 李子康, 苗琳
(北京信息科技大学计算机学院, 北京 100101)

摘　 要　 针对现有序列标注方法不能有效解决中文电子病历嵌套实体识别问题,提出一种基于 MacBERT 与全局指针网络的

中文电子病历命名实体识别模型。 首先通过 MacBERT-large 预训练模型将文本转换为结合语境信息的动态向量,然后使用

FGM (fast gradient method)方法生成对抗样本添加至原有向量并一同输入 BiLSTM (bi-directional long short-term memory)网络获

取上下文特征,并通过引入注意力机制增强长距离语义特征获取,最后利用全局指针网络模型同时考虑头部和尾部的特征信息

进行解码以获得更好的医学嵌套实体预测效果。 实验结果表明,本文模型相较于识别效果较好的主流模型全局指针网络模型在

CCKS2019 以及两个版本的 CMeEE 中文电子病历数据集上 F1分别提高了 1. 8% 、1. 37% 、1. 72% ,证明了模型的有效性。
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Named Entity Recognition for Chinese Electronic Medical
Records Using MacBERT and Global Pointer Network

WU Tian-yu, GUO Dong-dong∗, LI Wen-qiao, LI Zi-kang, MIAO Lin
(Computer School, Beijing Information Science and Technology University, Beijing 100101, China)

[Abstract]　 Addressing the limitation of existing sequence labeling approaches in effectively recognizing nested entities within Chi-
nese electronic health records (EHRs), a novel named entity recognition model that integrates MacBERT and a global pointer network
was proposed . Initially, the MacBERT-large pre-trained model transformed the text into context-sensitive dynamic vectors. Subse-
quently, the fast gradient method (FGM) was employed to generate adversarial samples, which were incorporated into the original vec-
tors and fed into a BiLSTM (bi-directional long short-term memory) network to capture contextual features. To enhance the capture of
long-distance semantic features, an attention mechanism was introduced. Finally, a global pointer network model was leveraged to de-
code simultaneously considering both head and tail feature information, thereby achieving superior prediction performance for medical
nested entities. Experimental results demonstrate that compared to the state-of-the-art global pointer model, the proposed model
achieves an improvement of 1. 8% , 1. 37% , and 1. 72% in F1 -score on the CCKS2019 dataset and two versions of the CMeEE Chinese
EHR dataset, respectively, validating the effectiveness of the proposed approach.
[Keywords]　 named entity recognition; Chinese electronic medical record; global pointer network; attention mechanism

　 　 随着医疗技术的不断进步和医疗服务的日益

完善,大量的医疗记录不断积累,给医疗管理和研

究带来了极大的挑战。 为了更加高效、便捷地管理

这些记录,电子病历应运而生并逐渐得到广泛应

用。 电子病历的出现,不仅极大地提高了医疗工作

的效率,也为医疗研究提供了更加便捷的数据来

源。 电子病历中通常蕴含着丰富的医学知识,当

前,如何从非结构化公开的中文电子病历文本中抽

取出结构化的医学知识,已成为医学信息抽取领域

的研究热点之一[1-2]。
命名实体识别(named entity recognition,NER)

可以从文本中识别出具有特定意义的实体,并将它

们分类为预定义的类别,如人名、地名、组织机构

名、日期、时间等[3]。 中文电子病历命名实体识别
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旨在利用规则模板、机器学习以及深度学习等方法

从非结构化的电子病历中抽取出不涉及患者隐私

的、结构化的医学知识信息,如药物名、手术名、症
状名等,并利用这些数据为医学信息抽取、医学知

识图谱构建等工作提供坚实的支撑[4],从而进一步

推动医疗信息化。
然而中文电子病历命名实体识别不同于通用

领域的实体识别,其所包含的医学术语专业性强、
结构复杂,同时含有大量嵌套医学实体[5],例如,针
对中文电子病历文本“对有心脏损害者应进行床边

动态心电监护”,其中存在疾病名称实体“心脏损

害”、治疗方案实体“床边动态心电监护”,而“心脏

损害”实体中又嵌套身体部位实体“心脏”,现有序

列标注方法通常不能同时识别两个实体。 同时电

子病历通常涉及患者隐私,需要专业人士进行数据

标注,现有公开电子病历数据集少且存在较多的标

注噪声。 多种原因导致了电子病历信息抽取难度

增大,中文电子病历的命名实体识别面临着巨大的

挑战。
中文电子病历作为医疗信息化的重要组成部

分,其命名实体识别的准确性直接影响到医疗数据

的挖掘和利用。 因此,为了提升中文电子病历命名

实体识别模型性能以及解决中文电子病历中嵌套

实体处理难的问题,对中文电子病历领域命名实体

识别方法进行研究,使用深度学习方法提出一种基

于 MacBERT 与全局指针网络的中文电子病历命名

实体识别模型,在解决扁平医学实体识别任务的同

时,能够更有效地处理嵌套医学实体的识别问题。
此外通过引入注意力机制和对抗训练方法提升模

型的鲁棒性与特征提取能力,进一步提高医疗命名

实体的识别性能。 本文模型为解决中文电子病历

命名实体识别任务提供新的思路,同时有助于推动

医疗信息化的发展。

1　 相关工作

早期针对于命名实体识别研究主要采用两种

方法,一是基于事先定义的规则模板,二是基于机

器学习技术。 基于规则模板的方法通常依赖医学

领域专家根据数据分布特征制定固定的规则,然后

进行实体匹配,制定规则的过程耗时,容易产生错

误,同时可移植性差[6]。 基于机器学习的方法通常

利用机器自动提取文本特征,将命名实体识别视为

序列标注任务,对输入序列的每个元素进行标记或

打标签,然而这种方法需要大量的特征工程且训练

出的模型泛化能力较弱。
随着各种算法和模型不断更迭,目前深度学习

神经网络方法在医学信息处理中占据主导地位,尤
其在实体识别任务上表现出显著优势,其主要研究

方法包括卷积神经网络 ( convolutional neural net-
works,CNN)、循环神经网络 ( recurrent neural net-
works,RNN)等,以及改进 RNN 模型的长短期记忆

网络(long-short term memory,LSTM)等模型[7]。 Yin
等[8] 提出基于字符偏旁的 BiLSTM-CRF ( bi-direc-
tional long short-term memory-conditional random
field)命名实体识别模型,并在基础上引入注意力机

制,最终在中文电子病历数据集 CCKS2017 上取得

了 93. 00%的 F1值。
基于深度学习的方法通常使用词向量嵌入模

型进行编码,近期学者们发现将 BERT[9] 预训练模

型及其各种变形如 RoBERTa、 RoBERTa-wwm-ext、
ALBERT 以及 MacBERT 等运用到电子病历实体识

别模型的嵌入中,有助于增强语义表示。 陈琛等[10]

利 BERT 预训练模型代替 word2vec 生成词向量,并
与 BiLSTM-CRF 模型结合,实验表明该模型对中文

电子病历命名实体识别效果好于 BiLSTM-CRF。 孔

令巍等[11]在基线模型中引入对抗训练样本,最终在

电子病历数据集 CCKS2021 上的精准率、召回率以

及 F1值相比于基线模型均有所提升。 陈娜等[12] 在

BERT-BiGRU-CRF 模型的基础上引入注意力机制,
强化了长距离文本语义特征获取,在多为扁平实体

的电子病历数据集 CCKS2019 上相较于 BiLSTM-
CRF 等基准模型取得了较好的识别效果。 李洋

等[13]结合对抗训练方法和 BERT 嵌入技术提出了

一种命名实体识别模型,解决了复合材料检测领域

的数据规模较小且专业名词多、边界混淆等问题。
蒋丽媛等[14]使用笔画组成编码器获取汉字字形特

征并与 BERT-BiLSTM-CRF 模型结合,在 Resume 数

据集上取得了较好的识别效果。 赵珍珍等[15] 提出

一种融合词信息与图注意力的命名实体识别模型,
该模型使用学习了医疗知识的 MedBERT 作为嵌入

层,在引入词向量嵌入的同时通过图注意力机制增

强模型学习医学文本上下文关系的能力,最终在两

个医学数据集上均取得了较好的识别水平。 陆鑫

涛等[16]提出一种融入拼音与词性特征的电子病历

命名实体识别方法,在使用 BERT 进行嵌入的基础

上引入中文拼音特征,并提取词性特征对拼音特征

的不确定性加以约束,最后通过缩放点积注意力模

块将三种类型特征进行融合,在电子病历数据集

CCKS2018、CCKS2019 与通用领域数据集 Weibo 上,
F1分别达到了 98. 66、87. 25、73. 41。

综上所述,目前针对命名实体识别的现有研究

取得了显著进展,研究者们通过设计更复杂的神经
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网络模型、利用更多的特征工程、优化算法、调整模

型结构等方式,不断提升实体识别的准确率和效

率。 但其中大多数针对中文电子病历领域实体识

别的研究主要采用序列标注方法集中解决扁平医

学实体的识别,而对于电子病历文本中嵌套医学实

体识别的研究较少,且效果不理想。 因此,针对上

述问题,同时为了提升中文电子病历领域命名实体

识别准确率,提出一种结合MacBERT 与全局指针网

络的命名实体识别方法 MABAGP(MacBERT-adver-
sarial-BiLSTM-attention-global pointer),解中文电子

病历文本中扁平医学实体识别的同时更好地解决

嵌套医学实体识别问题。

2　 基于MacBERT 与全局指针网络的
中文电子病历命名实体识别模型

　 　 提出一种基于 MacBERT-large[17]、对抗训练

(adversarial training,AT) [18]、双向长短期记忆网络

(bi-directional long short-term memory,BiLSTM)、注
意力机制以及全局指针网络(global pointer) [19]的中

文电子病历命名实体识别模型 MABAGP,模型框架

如图 1 所示。
MABAGP 模型的具体识别流程如下:首先将待

识别的电子病历文本输入模型的嵌入层,通过使用

n-gram 与全词掩码随机替换策略的中文预训练语

言模型 MacBERT-large 转换为高维度的动态向量表

示,然后通过 FGM(fast gradient method)对抗训练算

法针对原始向量添加扰动以生成对抗样本以提升

模型的鲁棒性和泛化能力,并将原始向量与对抗向

量一同输入双向长短期记忆网络中进行序列编码,
再利用多头注意力机制增强长距离语义特征获取,
最后在解码层通过全局指针网络模型同时考虑实

体起始和终止位置的特征信息输出解码实体信息

矩阵,在预测扁平实体的同时更好的预测医学嵌套

实体,完成对中文电子病历文本的命名实体识别。
2. 1　 MacBERT-large

BERT 使用 MLM(masked language model)随机

掩码策略,将输入序列中的一部分字随机地 MASK
掉,并要求模型根据上下文来预测这些被 MASK 的

字的标识符。 这使得模型能够双向地理解文本,并
生成更具上下文意义的向量表示。 但在中文信息

处理中,词汇相比单个字可能包含了更多的语义信

息,单纯对字进行 MASK 可能导致一些具有重要意

义的信息缺失。 RoBERTa-wwm-ext 在 BERT 的基础

上进行改进,采用更大的训练集、参数、训练轮次,
并使用全词掩码策略(whole word masking,WWM)
代替 MLM,在保留了整个词语的完整性的同时缓解

图 1　 基于 MacBERT 与全局指针网络的中文电子病历命名实体识别模型结构图

Fig. 1　 Structure diagram of Chinese electronic medical record named entity
recognition model based on MacBERT and global pointer network
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了信息丢失的问题,但全词掩码方法虽然对预训练

阶段是有帮助的,能加强预训练的阶段模型效果,
但是对下游任务提升不明显。 MacBERT 是由哈工

大讯飞联合实验室提出的新型预训练语言模型,使
用纠错型掩码策略(masked language model as cor-
rection,MAC),其在全词掩码策略的基础上,利用

N-gram 方式选择待掩码的标记,其中 1-gram 至 4-
gram 的概率分别为 40% 、30% 、20% 、10% ,再利用

相似词进行代替 MASK 掩码标记,有效解决了预训

练阶段有 MASK 标记,下游任务无 MASK 标记,这
种上下游任务不一致的问题,从而提高了模型的泛

化能力。 MLM、WWM、MAC 三种不同掩码策略分别

如图 2 所示。 MacBERT 在中文信息处理任务上表

现优秀,超越了 BERT、RoBERTa、ERNIE 等其他预

训练模型。 同时大量现有研究表明,大模型的识别

效果通常要比小模型好,因此本文中使用更大规模

语料库训练、模型结构更复杂的 MacBERT-large 作

为模型的编码嵌入层。
MacBERT-large 首先对输入的中文电子病历文

本进行分词操作,之后输入嵌入层。 如图 3 所示,嵌
入层包括三种嵌入表示,其中词嵌入用于表示词本

身的信息特征,段嵌入用于判断句子的先后顺序以

获取句子特征,位置嵌入则是用于编码和学习词在

句中的位置信息特征,[CLS]和[SEP]分别代表句

子开始与结束的标志,最后将 3 种嵌入方法获得的

向量相加,得到输入中文电子病历文本的特征向

量,作为后续模块的输入。
2. 2　 对抗训练

对抗训练是一种有效的深度学习正则化技术,
其核心原理是使模型同时接受正样本和对抗样本

的训练,其中对抗样本是通过对原始样本进行微小

但有针对性的扰动而生成的。 中文电子病历文本

图 2　 不同掩码策略对比图

Fig. 2　 Comparison chart of different mask strategies

数据中通常存在各种形式的噪声和干扰,例如语义

模糊、存在歧义和标注错误等。 通过添加对抗训

练,迫使模型在学习中更好地理解数据的分布,提
高对于噪声和干扰的抵抗能力,以应对输入数据的

微小变化。 对抗训练可以简化为

maxp ≷ (y | x + Δx,θ) (1)
式(1)中: x 代表输入; Δx 代表对抗扰动; θ 为模型

参数; y 为真实标签;为增加扰动后预测真实标签的

概率,其中 Δx 在一定扰动空间内进行扰动。

图 3　 MacBERT 输入示例图

Fig. 3　 MacBERT input example diagram
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　 　 GoodFellow 等[20] 提出 FGM 方法,以输入向量

x = [v1,v2,…,vt] 为例,首先复制预训练阶段的词

汇向量,计算 x 的梯度并进行标准化处理,得到扰动

值 Δx ,具体计算公式为

Δx = ε g
　
　g 2

(2)

式(2)中: ε 为一个缩放因子; g 为梯度,计算公式为

g = xL(vt,y,θ) (3)
式(3)中: L(vt,y,θ) 是单个样本的损失。 然后将扰

动值与原始向量 x 相加,生成新的向量,并使用新的

向量计算梯度,并将其与原始梯度相加,最后根据

当前梯度来更新参数。 以下是 FGM 对抗训练算法

的简要描述。
对于数据集中的 x:
(1)计算 x 的前向传播损失,并反向传播以获取

梯度。
(2)通过嵌入矩阵的梯度算出 Δx ,并与 x 相加

得到 x + Δx 。
(3)计算 x + Δx 的前向损失并反向传播以获取

梯度,然后累加到步骤(1)中的梯度上。
(4)将 embedding 重置为步骤(1)时的状态。
(5)根据步骤(3)中计算得到的梯度来更新模

型的参数。
2. 3　 双向长短期记忆网络(BiLSTM)

使用双向长短期记忆网络作为字向量的特征提取

模块来捕获医学文本中的上下文语义信息。 LSTM 是

对循环神经网络进行改进后的模型,相较于传统的

RNN,LSTM 通过引入门控机制实现了对输入数据的有

选择性存储与遗忘。 门控机制赋予了 LSTM 网络更强

大的记忆和学习能力,使其在处理长序列数据时表现

更为优秀,同时很好地解决了循环神经网络的梯度爆

炸问题。 其中 LSTM 的单元结构如图 4 所示。
LSTM 按时间步从左到右处理输入序列,每个

时间步的隐藏状态 ht 和单元状态 ct 的表达式为

it = σ(Wixxt + Wihht -1 + bi) (4)
ft = σ(Wfxxt + Wfhht -1 + bf) (5)
ot = σ(Woxxt + Wohht -1 + bo) (6)

c
~
t = tanh(Wcxxt + Wchht -1 + bc) (7)

ct = ft☉ct -1 + it☉c
~
t (8)

ht = ot☉tanh(ct) (9)

式中: it、ft、ot 和 c
~
t 分别为输入门、遗忘门、输出门和

表示当前信息的候选状态,W 为相应的权重; σ 和

tanh 分别为 Sigmoid 和双曲正切函数; ☉ 表示逐元

素乘积。

图 4　 LSTM 单元结构图

Fig. 4　 LSTM unit structure diagram

BiLSTM 则由两个方向相反的 LSTM 层组成,
一个从序列的起始处开始处理(正向),另一个从

序列的末尾处开始处理(逆向),通过同时考虑输

入序列的过去和未来信息来捕捉序列中的长期依

赖关系。 在医学文本中,一个实例的含义通常与

其前后的文本都密切相关。 BiLSTM 能够捕获这

种双向的依赖关系,从而更准确地识别出医学文

本中的医疗实例。 BiLSTM 在 t 时刻的输出 h t 变化

表达式为

ht
→ = LSTM(xt,ht

→) (10)
ht
← = LSTM(xt,ht

←) (11)

ht = [h→t,　 h
←
t ] (12)

式中: xt 代表输入; ht
→

代表正向的 LSTM 的隐藏状

态; ht
←

代表逆向的 LSTM 的隐藏状态; ht 表示 BiL-
STM 最终的输出,由两个方向的隐藏状态拼接

而成。
2. 4　 注意力机制

由于中文电子病历文本中长句较为普遍,BiL-
STM 在提取文本特征时难以有效捕获长距离依赖

关系,以及难以获得句中各个字符对于识别的重要

性,导致对于电子病历语义理解缺失,进而影响医

学命名实体识别的准确性。 因此本文借助注意力

机制对 BiLSTM 模块进行增强,通过注意力分配机

制使模型能够更多的学习与医学实体紧密相关的

特征,同时减少学习与医学实体无关的特征,并在

此基础上加强长距离语义特征获取,以达到更好的

医学实体识别效果。
设 BiLSTM 层的输出为 H = {h1,h2,…,hn},

其中 hi 为 BiLSTM 的第 i 个隐藏状态,n 为序列长

度。 首先,计算注意力权重 ei、ei 为当前信息与上下

文信息相关度的注意力分数向量,表达式为

ei = tanh(Wihi + bi) (13)
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式(13)中: Wi 为可学习的权重矩阵; bi 为偏置向

量,然后使用 softmax 函数对注意力分数向量 ei 进行

归一化处理,得到注意力权重向量 αi ,表达式为

αi = eei

∑
n

j = 1
eej

(14)

最后使用注意力权重 α对 BiLSTM 的输出进行

加权求和,得到注意力机制模块的输出,表达式为

Attention(H) = ∑
n

i = 1
αihi (15)

2. 5　 全局指针网络

中文电子病历文本数据在经过 MacBERT-
large 编码、对抗训练添加扰动、双向长短期记忆网

络以及注意力机制提取文本特征后,还需要进行

解码以输出预测实体。 条件随机场模型 ( condi-
tional random field,CRF)是命名实体识别领域常用

的解码器,但是针对中文电子病历中存在大量嵌

套医疗实体问题未能有效的解决。 因此本文提出

使用全局指针网络作为模型的解码层,其同时考虑

头部和尾部的特征信息进行解码,在正确预测医学

非嵌套实体的基础上获得更好的医学嵌套实体预

测效果。
全局指针网络的整体思想为使用类似 Attention

的打分机制,将多个医学实体类型的识别视为 Muti-
head 机制,其中每一个 head 负责一种医学实体类型

的识别。 设长度为 n 的中文电子病历文本经过编码

得到 x = [v1,v2,…,vt] ,通过 qi,α = Wq,αvi + bq,α 和

ki,α = Wk,αvi + bk,α 变化得到序列向量序列 qα =
[q1,α,q2,α,…,qn,α] 和 kα = [k1,α,k2,α,…,kn,α] ,用
来识别第 α 种类型实体,相应的可以定义打分函

数,表达式为

sα( i,j) = qT
i,αk j,α (16)

式(16)中: sα( i,j) 表示从 i 到 j 的连续电子病历片

段是一个类型为 α 的实体的打分。 在此基础上,为
了充分利用相对位置信息,引入旋转位置编码(rota-
ry positional encoding,RoPE),表达式为

sα( i,j) = (Riqi,α) T(R jk j,α) = qT
i,αRT

i R jk j,α

(17)
qT
i,αRT

i R jk j,α = qT
i,αR j -ik j,α (18)

式中: RT
i R j = R j -i 。 同时为了解决参数量倍增问

题, 采 用 矩 阵 共 享 方 法 共 用 一 个 打 分 矩 阵

(Wqhi) T(Wkh j) 对于同一实体类型的实体进行识

别,该打分矩阵在新增实体类型也可继续沿用,打
分函数可以优化为

sα( i,j) = (Wqhi) T(Wkh j) + wT
α[hi;h j] (19)

还可用 [qi;ki] 来替代 hi 以进一步减少参数

量,表达式为

sα( i,j) = qT
i k j + wT

α[qi;ki;q j;k j] (20)
在拥有考虑位置信息以及优化后的打分函数

sα( i,j) 后,采用单目标多分类交叉熵损失函数 ex-
plogsum 实现权重的自动平衡,表达式为

L = lg [1 + ∑
( i,j)∈Pα

e -sα( i,j) ] +

lg [1 + ∑
( i,j)∈Qα

esα( i,j) ] (21)

式(21)中: Pα 为电子病历样本所有类型为 α 的实

体首位集合; Qα 为电子病历样本的所有非实体或者

类型非 α 的实体的首位集合,同时只考虑 i ≤ j 的组

合。 最后在解码时,满足 sα( i,j) > 0 的电子病历文

本片段会输出类型为 α 的医学实体,由此完成对中

文电子病历中命名实体的识别。

3　 实验与分析

3. 1　 实验数据

为了验证本文所提模型对于中文电子病历命

名实体识别的有效性,选取 CCKS2019、CMeEE[21]、
CMeEE-V2 这 3 个数据集并设计相关实验并进行分

析。 CCKS2019 数据集来源于 2019 年全国知识图谱

与语义计算大会,由医渡云医学根据真实的患者病

历分布人工编辑而成,包含 1 000 条训练样本与 379
条测试样本。 CMeEE 数据集来源于中文医疗信息

处理评测基准 CBLUE[22],包含 15 000 条训练集、
5 000条验证集与 3 000 条测试集。 CMeEE-V2 是对

CMeEE 的补充修正版本,主要更新是修复了原始数

据中的部分标注错误,提升了语料质量,数据集的

分布情况没有改变。 其中 CMeEE 与 CMeEE-V2 数

据集均包含了医疗嵌套实体,用于验证本文提出的

方法的有效性。 本文所用数据集的分布情况及所

用评价指标如表 1 所示。

表 1　 数据集分布情况介绍

Table 1　 Introduction to dataset distribution
数据集名称 实体类型 训练集 验证集 测试集 评价指标

CCKS2019 解剖部位、手术、疾病和诊断、药物、实验室检验、影像检查 1 000 200 179 F1

CMeEE 疾病名称、临床表现、医疗程序、医疗设备、药物名称、医学检验项目、身体部位、科室微生物类 15 000 5 000 3 000 F1

CMeEE-V2 疾病名称、临床表现、医疗程序、医疗设备、药物名称、医学检验项目、身体部位、科室微生物类 15 000 5 000 3 000 F1
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3. 2　 评价指标

本文使用 F1值作为主要评价指标在三个数据

集上来测试命名实体识别模型的性能与效果,其中

精准率 P(precision)、召回率 R( recall)作为辅助评

价指标,F1值的计算同时兼顾了准确率和召回率。
评价指标的具体计算方法为

P =
np

np + nt
(22)

R =
np

nc
(23)

F1 = 2PR
P + R × 100% (24)

式中: np 为正确识别出的电子病历实体数量; nt 为

识别错误的电子病历实体数量; nc 为待识别语料中

所有电子病历实体数量。
3. 3　 实验设置

本文中所采用的实验环境设置如表 2 所示,实
验参数设置如表 3 所示。

表 2　 实验环境设置表

Table 2　 Experimental environment setting table
实验环境名称 配置

操作系统 Windows10
编程语言 Python3. 8

深度学习框架 Pytorch1. 9. 0
GPU RTX 3090

表 3　 实验参数设置表

Table 3　 Experimental parameter setting table
参数名称 参数值

epoch 10
学习率 2 × 10 - 5

LSTM 隐层维度 512
dropout 0. 1
优化器 Adam

batch_size 16
最大序列长度 256

3. 4　 对比实验分析

3. 4. 1　 解码方法对比

为了对比基于全局指针网络的解码方法与

CRF 解码方法在模型中发挥的作用,本文中分别在

无嵌套实体中文电子病历数据集 CCKS2019 与有嵌

套实体电子病历数据集 CMeEE 上进行实验。

　 　 如表 4 所示,在本文提出的模型其他模块保持

不变的基础上,基于全局指针网络的解码方法相比

于 CRF 在无嵌套实体电子病历数据集 CCKS2019
上 F1提高了 0. 33% ,在有嵌套实体电子病历数据集

CMeEE 上 F1提高了 1. 11% 。 全局指针网络模型从

全局的角度出发,同时考虑医疗实体的起始和终止

位置,是将首尾看成一个整体来预测医疗非嵌套实

体与嵌套实体,其对于非嵌套实体的识别效果可以

媲美甚至略优于 CRF,对于嵌套实体的识别效果相

比 CRF 有较大提升,且其训练和预测过程都是并行

的,因此本文提出使用全局指针网络模型作为模型

的解码方法是有效的。

表 4　 解码方法对比实验

Table 4　 Comparison experiment of decoding methods

序号 模型
F1 / %

CCKS2019 CMeEE
1 CRF 80. 14 65. 09
2 Global Pointer 80. 47 66. 21

为了对比全局指针网络模型与 CRF 模型在真

实电子病历数据样本上识别医疗嵌套实体的能力,
本文分别从不包含嵌套实体的中文电子病历数据

集与包含嵌套实体的中文电子病历数据集数据集

中随机选取测试数据并进行预测,结果如表 5 所示。
可以看到针对只包含扁平医疗实体的电子病历文

本“患者 3 月余前于我院诊断为直肠癌”,CRF 解码

方法与 Global Pointer 解码方法均可以准确识别出

“直肠癌”为疾病和诊断实体,且与真实结果一致。
针对同时包含扁平医疗实体和嵌套医疗实体的电

子病历文本“显微镜下见神经细胞空泡形成”,CRF
解码方法可以识别出“显微镜”为医疗设备实体,
“神经细胞空泡”为临床表现实体,缺少对于嵌套身

体物质实体“神经细胞”的识别,而 GlobalPointer 解
码方法可以准确识别出以上三个类型的实体,且与

真实结果一致,由此证明了全局指针网络模型作为

解码方式的有效性与识别嵌套医疗实体的能力。
3. 4. 2　 预训练模型对比

为了探究不同预训练模型编码方法对于电子

病历命名实体识别模型性能的影响,实验选取了命

名实体识别领域当中常用的预训练模型在中文电

子病历数据集 CMeEE-V2 上进行对比实验分析。

表 5　 不同解码方法识别结果示例

Table 5　 Examples of recognition results using different decoding methods
文本 CRF Global Pointer 真实结果

患者 3 月余前于我院诊断为直肠癌 直肠癌(疾病和诊断) 直肠癌(疾病和诊断) 直肠癌(疾病和诊断)

显微镜下见神经细胞空泡形成
显微镜(医疗设备)

神经细胞空泡(临床表现)

显微镜(医疗设备)
神经细胞(身体物质)

神经细胞空泡(临床表现)

显微镜(医疗设备)
神经细胞(身体物质)

神经细胞空泡(临床表现)
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表 6　 预训练模型对比

Table 6　 Comparison of pre trained models
序号 模型 F1 / %

1 BERT 73. 44
2 RoBERTa 73. 66
3 RoBERTa-wwm-ext 73. 75
4 MacBERT 73. 86
5 RoBERTa-wwm-ext-large 74. 69
6 MacBERT-large(MABAGP) 74. 84

如表 6 所示:
(1)RoBERTa-wwm-ext 模型采用全词掩码策略

获得词级别的向量,在 CMeEE-V2 数据集上取得了

73. 75%的 F1,优于仅获得字级别的向量模型 Ro-
BERTa,而在随机全词掩码策略的基础上采用 n-
gram 与同义词替代方法的 MacBERT 模型消除了预

训练阶段与下游任务不一致的问题,取得的 F1分数

均优于上述两种模型,其原理也更适用于专业性强

的中文电子病历数据。
(2)RoBERTa 模型相比原始 BERT 模型采用了

动态字向量机制、更大的预训练数据集、更长的训

练时间以及更多的预训练轮次以取得了更好的识

别效果。 RoBERTa-wwm-ext-large 和 MacBERT-large
采用 24 层 Transformer 编码器而含有更大的参数

量,相比于 base 版 F1分别提升了 0. 94%与 0. 98% 。
实验结果表明,训练数据越多、模型结构越复杂、参
数量越多,预训练模型处理电子病历文本的效果越

好,因此本文使用 F1最高 MacBERT-large 作为模型

的嵌入层,模型整体的识别效果达到最优。
3. 4. 3　 模型整体对比

为了验证本文提出的中文电子病历命名实体

识别模型的有效性,实验选取了命名实体识别领域

常用的基准模型与近期主流模型分别在 3 个不同的

中文电子病历数据集上进行对比,选取的模型分别

是: BiLSTM-CRF、 BERT-BiLSTM-CRF、 Global
Pointer[19]、Deep Biaffine[23]、W2NER[24]。

如表 7 所示,BiLSTM-CRF 使用双向 LSTM 网络

对文本进行序列建模,提取上下文包含的信息并使

表 7　 与主流模型对比实验

Table 7　 Comparison experiment with mainstream models

序号 模型
F1 / %

CCKS2019 CMeEE CMeEE-V2

1 BiLSTM + CRF 75. 14 59. 32 66. 46
2 BERT-BiLSTM-CRF 78. 40 63. 80 69. 92
3 Deep Biaffine[23] 78. 51 63. 89 71. 57
4 W2NER[24] 77. 83 63. 91 70. 49
5 Global Pointer[19] 78. 67 64. 84 73. 12
6 MABAGP(本文方法) 80. 47 66. 21 74. 84

用 CRF 进行解码,而 BERT-BiLSTM-CRF 在 BiLSTM-
CRF 的基础上使用 BERT 预训练模型作为字向量的

嵌入方法以代替随机初始化方法,在 3 个数据集上的

F1分别提升了 3. 26%、4. 52%、3. 46%,可以作为本文

对比的基准模型。 Deep Biaffine 利用双仿射结构识

别实体间的依存关系,间接可以对实体进行识别,相
较于基准模型有略微提升。 Global Pointer 利用全局

归一化的思路来进行命名实体识别,使用类似 Atten-
tion 的打分机制作为最后的标注矩阵,同时考虑头部

和尾部的特征信息,并在此基础上引入了旋转式位置

编码,在包含嵌套实体的数据集上较基准模型提升明

显。 W2NER 将命名实体识别任务转换为预测词对之

间的关系类别,能够统一处理扁平实体、重叠实体和

非连 续 实 体 三 种 命 名 实 体 识 别 任 务 但 其 在

CCKS2019 数据集上的 F1较基准模型下降 0. 57% ,
在 CMeEE 和 CMeEE-V2 分 别 提 升 0. 11% 与

0. 57% ,原因是在面对多为长文本的中文电子病历

数据时,W2NER 可能预测出了除扁平实体以外其

他类型的实体,导致了 F1分数不理想。 本文提出的

中文电子病历命名实体识别模型 MABAGP 相比基

准模 型 在 3 个 数 据 集 上 分 别 提 高 了 2. 07% 、
2. 41% 、4. 92% ;相比于识别效果最好的主流模型

Global Pointer 在 3 个数据集上分别提高了 1. 8% 、
1. 37% 、1. 72% ,由此验证了本文所提出模型在中文

电子病历命名实体识别领域中的有效性与实用性。
3. 5　 消融实验分析

本文所提出的方法在多个评估数据集上均优

于其他对比模型,同时又对比了不同解码方法以及

不同预训练模型对于模型性能的影响。 在此基础

之上,为了进一步探究加入对抗训练(AT)与注意力

机制(Attention)对于模型识别效果的影响,本文在

多为 扁 平 医 疗 实 体 的 中 文 电 子 病 历 数 据 集

CCKS2019 上设计了消融实验。 将 MacBERT-BiL-
STM-GP 模型作为基准模型(Baseline),并分别引入

对抗训练样本和注意力机制进行实验。
由表 8 可知:
(1)通过比较模型 baseline 和 Baseline + AT 可

以得出,只增加对抗训练样本对模型识别效果有提升

作用,F1较基准模型提升了 0. 4%。 针对电子病历数

表 8　 消融实验

Table 8　 Ablation experiment
序号 模型 F1 / %

1 Baseline 79. 88
2 Baseline + AT 80. 28
3 Baseline + Attention 80. 32
4 Baseline + AT + Attention 80. 47
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据中存在的标注噪声问题,本文通过 FGM 方法生成

对抗训练样本向量,然后以扰动形式添加至原始电

子病历文本向量,迫使模型学习到更加鲁棒和泛化
的特征表示,提高了其在面对未知数据时的性能,
从而达到了更好的识别效果。

(2)通过比较模型 baseline 和 Baseline + Atten-
tion 可以得出,只增加注意力机制对模型识别效果
有提升作用,F1较基准模型提升了约 0. 45% 。 针对
中文电子病历文本语句通常较长,BiLSTM 提取上下

文特征时无法获得长距离的特征问题,通过引入注

意力机制,在捕获长距离特征的基础上,为医疗命
名实体相关的特征分配较多的注意力,无关的特征

分配较少的注意力,进一步强化了当前信息与上下
文信息之间潜在的语义关联性,从而提高了医疗命

名实体的识别准确率。
(3)通过比较模型 baseline 和 Baseline + AT +

Attention(即 MABAGP)可以得出,同时增加对抗训
练与注意力机制至模型中,F1较基准模型提升了约
0. 6% ,证明了各个模块在模型中的有效性,模型的

识别效果达到最优。

4　 结论

为了改善中文电子病历命名实体识别存在标
注噪声以及嵌套实体处理难等问题,提出了一种命
名实 体 识 别 模 型 MABAGP。 该 模 型 首 先 通 过

MacBERT-large 预训练模型将输入的电子病历文本
转换为结合语境信息的动态向量,然后使用 FGM 对

抗训练方法生成对抗样本以在原始向量上添加扰

动,再将原始样本与对抗样本共同输入 BiLSTM 网
络中捕获电子病历包含的上下文语义信息,并通过

引入注意力机制增强长距离语义特征获取,最后利

用全局指针网络模型同时考虑头部和尾部的特征
信息进行解码。 本文中分别在 3 个中文电子病历数

据集上通过对比实验与消融实验证明了模型的有
效性,在解决医学嵌套实体处理难问题的基础上改

善了中文电子病历命名实体识别的效果,但是还存

在一定改进空间。
(1)可以考虑使用医学领域数据预训练的

BERT 模型以取得更好的效果。
(2)通过引入 FGM 对抗训练方法提高了识别

效果,可以考虑使用其他新型对抗训练方法进行对

比取优。
(3)将本文提出的模型应该于其他命名实体识

别领域以验证模型的泛化能力。
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