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面向不平衡信贷违约预测的改进流模型
卢新月,杨广仁

(暨南大学经济学院,广州510000)

摘要:针对信贷违约预测中少数类样本分布复杂和类别不平衡问题,提出一种基于SHAP(沙普利加性解释)引导的

混合高斯先验条件RealNVP(实值非体积保持)模型(SMG-RealNVP)。该模型通过在潜空间中引入混合高斯先验,

并结合模态信息构建条件耦合机制,以增强模型对不同违约风险模式的分布建模能力。同时,利用SHAP特征重要

性设计特征感知掩码,引导耦合层关注关键风险变量,从而提升生成样本的风险语义一致性。并结合多教师知识蒸

馏提升轻量化学生模型在不平衡场景下的违约识别能力。在3个公开数据集上的实验结果表明,所提方法在ROC-
AUC(受试者工作特征曲线下面积)、AUPRC(精确率-召回率曲线下面积)等关键指标上优于SMOTE(合成少数类

过采样技术)、CTGAN(条件表格生成对抗网络)等基线模型,能够有效捕捉少数类样本的复杂分布,为信贷风险管

理提供了一种可落地的技术解决方案。
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  近年来,随着数字金融、互联网信贷与智能风

控的发展,金融机构对信用风险识别的准确性与可

解释性提出了更高要求。信用违约预测作为金融

风险管理中的核心任务,广泛应用于贷前审批、额
度管理与风险定价等场景,对降低违约损失与优化

信贷资源配置具有重要意义。然而,真实信贷数据

中违约样本占比较低,模型训练过程易偏向多数类

正常样本,从而削弱对违约客户的识别能力。同

时,不同违约客户在收入结构及负债水平等方面往

往存在差异,使少数类样本呈现较强异质性。因

此,如何在类别不平衡条件下有效学习违约样本分

布特征,并提升模型对高风险客户的识别能力,成
为当前智能金融风控研究的重要问题。

针对信贷风险评估,研究主要依赖逻辑回归、
判别分析等统计模型[1-2]。Martin[3]将Logit回归

应用于银行风险预警研究,验证了其在潜在风险识

别中的有效性。Laitinen[4]将逻辑回归模型应用于

企业信用风险评估。Altman[5]基于财务比率和多

元判别分析构建Z-score模型,成为企业破产预测

的经典方法。随着金融数据复杂度不断提升,传统

统计模型在复杂非线性关系建模方面存在一定局

限,机器学习方法逐渐被应用于信用违约预测研

究。Amzile和 Habachi[6]将支持向量机(support

vectormachine,SVM)应用于银行客户违约预测和

信用评级,发现径向基核SVM 较逻辑回归具有更

好的预测性能。Wahab等[7]比较了多种机器学习

和深度学习方法在信用卡违约预测中的表现,验证

了决策树等模型的应用价值。进一步地,Zhang[8]

比较了XGBoost、GradientBoosting、LightGBM 等

集成模型在贷款违约预测中的表现,表明集成学习

能够有效提升复杂信贷数据下的违约预测能力。
杨莲和石宝峰[9]结合ADASYN(自适应合成过采样

方法)与FocalLoss构建信用风险评价模型,提升

了困难违约样本的识别能力。Ying等[10]构建融合

注意力机制的LightGBM 框架,提升了数字金融场

景下信用风险评估效果。与此同时,随着金融监管

对模型透明性和可解释性的要求不断提高,可解释

人工智能方法逐渐被应用于信用风险评估。Talaat
等[11]将可解释人工智能与深度学习模型结合用于

信用卡违 约 预 测,Hlongwane等[12]基 于 Shapley
values构建可解释信用评分框架,增强了信用风险

模型的透明性。但现有可解释性研究多侧重于模

型后验解释,对关键风险特征在少数类样本生成过

程中的引导作用关注不足。
在金融违约预测场景中,类别不平衡问题仍是

影响模型识别能力的重要因素。为缓解该问题,现

921



有研究主要从数据层面和算法层面进行改进[13-14]。
其中,基于重采样的数据层方法应用最为广泛。

Chawla等[15]提出SMOTE(合成少数类过采样技

术),通过在少数类样本邻域内进行线性插值生成

新样本,是应用最为广泛的过采样方法之一。Han
等[16]在此基础上提出Borderline-SMOTE,强调对

靠近分类边界的少数类样本进行增强。He等[17]进

一步提出 ADASYN,根据少数类样本的学习难度

自适应生成合成样本,提高了对难分类区域的关

注。这类方法能够在一定程度上缓解类别不平衡

问题,但多数仍依赖邻域插值,难以充分刻画高维

金融表格数据中的复杂非线性分布及潜在风险子

群结构。为突破传统重采样方法的局限,深度生成

模型逐渐被引入不平衡数据增强任务。Goodfellow
等[18]提出生成对抗网络(GAN),为深度生成建模

奠定了基础。随后,CTGAN(条件表格生成对抗网

络)通过条件采样与模式特定归一化机制,提升了

混合类型表格数据的生成能力,成为表格数据生成

研究中的代表性方法之一[19]。此外,变分自编码器

(VAE)[20]和扩散模型[21]也被应用于数据增强任

务。Kotelnikov等[22]提出的 TabDDPM 将扩散模

型扩展至表格数据生成并取得较好生成效果。然

而,GAN类方法易出现模式崩塌与训练不稳定问

题,VAE生成样本易出现过平滑现象,扩散模型则

面临计算开销较高的问题。相比之下,归一化流模

型(normalizingflow)具有可逆结构、显式概率建模

以及训练稳定性等优势,在复杂分布学习任务中展

现出 较 好 潜 力[23]。其 中,NICE(non-linearinde-
pendentcomponentsestimation)[24]、RealNVP(real
non-volumepreserving)[25]和Glow[26]等模型能够

实现精确似然估计,并在复杂数据分布建模方面取

得较好效果。RealNVP作为典型归一化流模型,具
有训练稳定和似然可计算等特点,适合用于少数类

样本分布建模。然而,标准RealNVP通常采用单高

斯先验,难以充分表达金融违约样本中可能存在的

多种风险子群结构。已有研究尝试将混合高斯分

布引入归一化流模型[27-28],以增强潜空间对少数类

分布的表达能力。
与一般表格数据生成任务不同,金融违约数据

往往具有较强的异质性、类别不平衡性以及监管可

解释性要求,仅依赖通用生成模型难以同时兼顾生

成质量、风险语义一致性与下游风险识别性能。为

此,提出一种SHAP((SHapleyadditiveexPlana-
tions))引导的混合高斯 条 件 RealNVP框 架,以

RealNVP为基础,引入混合高斯先验以增强潜空间

对多风险子群结构的表达能力,并结合条件耦合机

制实现类别约束下的稳定生成;同时,利用SHAP
特征重要性设计特征感知掩码,引导耦合层关注关

键风险变量,从而提升生成样本的风险语义一致

性。在此基础上,结合多教师知识蒸馏策略,使生

成增强与下游分类任务协同优化,以提升模型对少

数类违约客户的识别能力。

1 方法框架

1.1 归一化流

归一化流通过一系列可逆变换将复杂数据分

布映射到简单的潜空间先验,从而实现显式概率密

度建模。相比传统生成模型,其不仅能够精确计算

样本似然,还具备稳定的可逆采样能力,因此在复

杂分布建模任务中具有较好的适用性。
设原始样本为x,经可逆双射f 映射为潜变量

z=f(x)。由概率密度的变量变换公式,样本x的

概率密度为

px(x)=pz[f(x)]· det∂f
(x)
∂x  (1)

取对数形式为

lnpx(x)=lnpz[f(x)]+lndet∂f
(x)
∂x  

(2)
式中:px(x)为样本x 在原始空间中的概率密度;

pz(z)为潜变量的先验分布;det∂f
(x)
∂x  为变换f

的雅可比矩阵行列式。训练时通过最大化训练样

本的对数似然估计模型参数,等价于最小化负对数

似然损失:

LNLL =-1N∑
N

i=1
lnpx(xi) (3)

式中:N 为训练样本数量。

1.2 RealNVP流模型

在归一化流模型中,RealNVP通过仿射耦合层

构造可逆映射,并简化雅可比行列式求解,从而兼

顾复杂分布建模能力与高效似然估计。标准仿射

耦合层将输入向量x∈RD 划分为两部分x=(x1:d,
x(d+1):D),其变换形式为

y1:d =x1:d (4)

y(d+1):D =x(d+1):D☉exp[s(x1:d)]+t(x1:d)(5)
式中:s(·)和t(·)分别为缩放和平移函数;☉ 为逐

元素相乘。由于上述结构是可逆的,因此由输出y
可恢复输入x:

x1:d =y1:d (6)
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x(d+1):D = [y(d+1):D -t(y1:d)]☉exp[-s(y1:d)]
(7)

除可逆性外,RealNVP的另一个关键优势在于

其雅可比行列式为下三角分块结构,可以被高效计

算,有

detJ=exp∑
D-d

j
sj(x1:d)  (8)

其对数形式为

lndetJ =∑
D-d

j
sj(x1:d) (9)

式中:sj(x1:d)为缩放向量s(x1:d)的第j个分量。
因此,即便s(·)和t(·)由复杂神经网络实现,

RealNVP仍然能高效计算对数行列式。且通过堆

叠多个耦合层,模型可逐步增强对复杂数据分布的

表达能力。

1.3 混合高斯先验的条件RealNVP流模型

尽管标准RealNVP能够有效学习复杂分布,但
其通常采用单高斯先验,难以刻画金融违约数据中

少数类样本的多模态特征,易限制潜空间表达能

力,进而影响少数类样本生成质量。为此,提出一

种融合混合高斯先验与SHAP特征引导机制的条

件RealNVP模型(SHAP-Mask-GuidedCondition-
alRealNVPwithaGaussianMixturePrior,SMG-
RealNVP),以学习不同风险模式对应的潜空间结

构,对于潜变量z,其混合高斯先验分布的概率密

度为

pz(z)=∑
K

k=1
πkN(z;μk,Σk) (10)

式中:K 为高斯分量个数;πk 为第k个分量的权重,

满足πk≥0,∑
K

k=1
πk =1;μk 和Σk 分别为第k个分量

的均值和协方差矩阵。
在此基础上,将潜空间中的模态信息融入仿射

耦合变换过程。样本x映射为潜变量z 后,其属于

第k个高斯分量的后验概率为

p(k|z)= πkN(z;μk,Σk)

∑
K

h=1
πhN(z;μh,Σh)

(11)

为保证数值稳定性,通过对数空间的最大后验

概率准则确定样本最可能所属的模态标记:

k* =argmaxk[lnπk+lnN(z;μk,Σk)] (12)
将k* 映射为可学习的模态嵌入向量e(k*)∈

Rr(r为嵌入向量维度),并以此改造标准仿射耦合

层。设第l层的输入为x∈RD ,输出为y∈RD ,掩
码向量为m(l)∈{0,1}D ,则输入可划分为条件侧和

变换侧:

xcond =x☉m(l),xtrans=x☉(1-m(l)) (13)
随后将模态嵌入e(k*)拼接至缩放与平移函

数的输入中,使变换受模态信息约束:

s=s(l)net[xcond,e(k*)],t=t(l)net[xcond,e(k*)]
(14)

此时,第l层的前向变换重构为y =xcond +

xtrans☉exp(s􀮨)+t􀮨 。其中,s􀮨 = (1-m(l))☉s,t􀮨 =
(1-m(l))☉t为有效缩放与平移项。由于条件变量

k* 仅作为附加外部输入,未改变原始耦合层的自回

归依赖关系,故该变换依然是严格双射且易于求

逆的。
在此结构下,整个映射函数由L 个条件耦合层

复合而成,即

z=f(x;k*)=fL􀳱fL-1􀳱…􀳱f1(x;k*) (15)
结合混合高斯先验,模型的负对数似然损失函

数为

LNLL =-1N∑
N

i=1
lnπk*i +lnN[f(xi;k*

i ); 

μk*i
,Σk*i

]+∑
L

l=1
∑
D

j=1

[1-m(l)
j ]s(l)i,j 

(16)
该目标可引导潜变量向高概率的主导模态聚

集,同时保持流模型前向传播时整体雅可比矩阵的

对数行列式仍为三角结构。
同时,为增强模型对关键风险特征的关注能

力,进一步结合SHAP特征重要性构造特征感知掩

码,引导耦合层实现更加合理的特征划分。首先利

用LightGBM训练辅助分类器,计算每个样本特征

的SHAP值ϕij ,并定义第j个特征的全局重要性:

Ij = 1N∑
N

i=1
ϕij (17)

根据Ij 对特征降序排序,得到特征重要性序列

ρ= (ρ1,ρ2,…,ρD)。为避免高重要性特征长期处

于变换侧,采用高低交错重排策略生成新序列ρ'=
(ρ1,ρD,ρ2,ρD-1,ρ3,ρD-2,…)。当特征维度 D 为奇

数时,最后一个未配对特征顺序追加至序列末尾。
基于重排序列按奇偶位置分配掩码,第1层耦合层

的掩码为

m(1)
j =

1, 如果j∈ {ρ'1,ρ'3,ρ'5,…}

0, 其他 (18)

相邻层则采用互补掩码,即m(l+1)
j =1-m(l)

j ,
实现特征条件侧与变换侧的交替更新,提升模型对

关键特征的利用效率。
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1.4 基于多教师蒸馏的下游分类优化模块

在金融违约识别任务中,若仅依赖原始0/1硬

标签训练,易使分类器偏向多数类样本,从而影响

违约样本的识别能力。知识蒸馏(knowledgedistil-
lation,KD)作为一种有效的判别信息传递范式,能
够利用教师模型输出的软概率分布,为轻量化模型

提供更丰富的类间相关性与置信度信息。
基于此,进一步引入多教师知识蒸馏机制,通

过多教师集成输出稳定可靠的软标签,并采用软硬

标签联合监督策略,共同指导学生模型训练,以提

升违约风险概率的拟合精度。设教师模型数量为

M ,第m 个教师模型对样本xi 的违约预测概率为

pm(xi),则集成后的平均软标签为

p
-
i = 1M∑

M

m=1
pm(xi) (19)

进而对软硬标签进行加权融合,构造连续蒸馏

目标:

􀭹yi =αyi+(1-α)p
-
i,α∈ [0,1] (20)

式中:yi 为样本xi 的真实标签;α为融合系数。
针对学生模型采用LightGBM 架构,实验将分

类任务转化为风险概率回归问题,并采用均方误差

损失对连续监督目标进行拟合优化:

Lstu(ω)= 1N∑
N

i=1

[gω(xi)-y􀮨i]2 (21)

式中:gω(·)为学生模型;ω为模型参数。该监督方

式可约束模型输出在数值上逼近连续监督信号,且
有助于学生模型学习更平滑鲁棒的判别函数,从而

提升其在类别不平衡与边界模糊场景下的违约识

别稳定性。

2 实验设计

2.1 数据集与预处理

为验证SMG-RealNVP模型在不平衡信贷违

约预测任务中的性能与泛化能力,实验选取Kaggle
平台的3个公开信贷违约数据集。由表1可知,各
数据集在样本规模、不平衡程度及特征类型等方面

存在差异,能较全面地评估模型在不同金融场景下

的有效性与鲁棒性。其中,UCI_Credit_Card数据

集来源于中国台湾地区某商业银行真实信用卡客

户数据,具有一定实际业务背景。

表1 数据集概览

数据集 不平衡比 样本量 特征类型

UCI_Credit_Card 1∶3.52 30000 纯数值型

train_public个人贷款违约记录数据 1∶4.94 10000 混合型

GiveMeSomeCredit 1∶13.96150000 纯数值型

  为避免数据泄露,实验首先采用分层抽样法将

数据集按8∶2划分为训练集与测试集,并保持正负

样本比例与原始分布一致。在训练集内部,进一步

采用5折分层交叉验证进行模型训练与对比,所有

数据预处理和特征变换操作仅在训练折上拟合,再
应用于验证折与测试集。数据预处理阶段,剔除无

业务意义的字段,对时间、文本等非结构化字段进

行特征重构,对信用等级等有序类别特征进行编

码。在缺失值处理方面,直接删除缺失率高于60%
的特征与零方差特征,对剩余数值型与类别型特征

分别采用中位数与众数填充,并对未知类别统一编

码。考虑到流模型对输入分布较为敏感,进一步对

特征进行标准化与分位数变换,将其映射至近似高

斯分布以缓解偏态与重尾分布的影响。在生成样

本还原至原始特征空间后,对离散及有序变量执行

截断与取整操作,以确保取值符合业务逻辑。特征

工程方面,结合金融业务语义构建衍生风险特征以

增强违约刻画能力。此外,针对数据集维度的差

异,采用差异化特征筛选策略,高维数据集基于

LightGBM计算的SHAP值来保留核心特征,低维

数据集则保留全部特征,同时利用SHAP信息设计

耦合层掩码以兼顾信息保留与冗余削减。

2.2 评价指标

由于不平衡违约预测任务中单一指标难以全

面反映模型性能,故实验采用多维评价指标,包括

准确 率(Accuracy)、精 确 率(Precision)、召 回 率

(Recall)、F1-Score、马修斯相关系数(MCC)、ROC-
AUC(受试者工作特征曲线下面积)及AUPRC(精
确率-召回率曲线下面积)。此外,引入Recall@Top
K%(K=10)来衡量模型在有限资源下识别高风险

客户的能力。由于违约样本占比较低,实验重点关

注少数类样本的识别能力,因此将AUPRC作为核

心指标,该指标对少数类样本敏感,是评估不平衡

分类器性能的重要参考。计算公式如下:

Accuary= TP+TN
TP+TN+FP+FN

Recall= TP
TP+FN

Precision= TP
TP+FP

􀮠

􀮢

􀮡

􀪁
􀪁
􀪁􀪁
􀪁
􀪁
􀪁

(22)

F1=2×Precision×RecallPrecision+Recall
(23)

MCC=
TP×TN-FP×FN

 (TP+FP)(TP+FN)(TN+FP)(TN+FN)
(24)
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Recall@TopK% =
前K% 高危样本中包含的真实违约数

总违约数
(25)

式中:TP为正确分类的违约样本;TN为正确分类

的正常样本;FP为错误分类的正常样本;FN为错

误分类的违约样本。

2.3 实验设置

为避免过度生成样本引入噪声,实验采用均方

根采样策略控制生成规模,即将目标不平衡比设为

原始比例的平方根,而非强制平衡类别分布。考虑

到分类阈值对不平衡任务性能有较大影响,每折交

叉验证中,通过步长为0.01的全局搜索,在验证集

上选取使F1最大的分类阈值,以提高模型评估结

果的稳定性。为保证实验可复现性与对比公平性,
所有实验均固定随机种子为42,并采用统一的数据

划分与交叉验证策略。
在统一实验设置的基础上,进一步配置模型训

练参 数。以 GiveMeSomeCredit数 据 集 为 例,

SMG-RealNVP流模型采用6层仿射耦合层,层间

插入ActNorm层稳定训练;潜变量模态信息通过维

度为16的可学习嵌入向量,注入耦合层的缩放与平

移网络。训练使用 Adam 优化器,初始学习率为

0.005,权重衰减系数为10-5,结合余弦退火调度与

梯度裁剪。混合高斯先验分量数 K 通过潜空间

BIC(Bayesianinformationcriterion)自适应确定。
训练分为两个阶段,预热阶段仅采用少数类样本学

习基础潜空间分布,正式训练过程引入早停机制以

防止过拟合。在样本生成阶段,对每个分量采用均

匀配额策略生成候选样本,并通过流模型似然和

MLP(multi-layerperceptron)探针剔除低密度和低

置信度样本,以保证生成样本与少数类真实分布一

致。下游分类模块通过3个LightGBM 教师模型

对训练样本进行集成预测以生成软标签,并按权重

α=0.7将其与真实标签融合以构建连续训练目标。
随后学生模型使用LightGBM回归器拟合该目标,并
在验证集上进行概率校准与阈值选择。为避免生成样

本引发特征漂移,将生成样本的权重wgen设置为0.5。

3 实验结果与分析

3.1 实验结果

为评估SMG-RealNVP在不平衡违约预测任

务中的分类性能与生成质量,实验选取传统过采样

方法(SMOTE、ADASYN、Borderline-SMOTE)、深
度生成方法(CTGAN)及基准模型作为对比,所有

方法均以LightGBM为下游分类器,并采用统一的

数据划分与交叉验证策略。实验过程中,交叉验证

结果整体波动较小,说明模型训练过程较为稳定。
表2给出了各方法在测试集上的最终评估结果。由

表2可知,SMG-RealNVP在3个数据集上整体表现

较优,在GiveMeSomeCredit与UCI_Credit_Card数

据集 上,AUPRC 与 F1均 略 优 于 其 他 方 法。在

train_public数 据 集 上,SMG-RealNVP 的 ROC-
AUC、AUPRC、F1及 MCC均保持相对较高水平。
此外,在业务相关指标 Recall@Top10%上,SMG-
RealNVP在GiveMeSomeCredit上表现较佳,表
明其在高风险样本排序方面具有一定优势。

表2 测试集结果

数据集 方法 ROC-AUC AUPRC F1 Accuracy Recall MCC Recall@Top10%

GiveMeSomeCredit

Baseline 0.8602 0.3307 0.3991 0.8734 0.6289 0.3700 0.5232
SMOTE 0.8651 0.3804 0.4209 0.8883 0.6075 0.3881 0.5541
ADASYN 0.8650 0.3802 0.4228 0.8893 0.6065 0.3898 0.5476

Borderline-SMOTE 0.8653 0.3750 0.4161 0.8827 0.6254 0.3859 0.5416
CTGAN 0.8692 0.3903 0.4263 0.8894 0.6150 0.3944 0.5536

SMG-RealNVP 0.8694 0.4024 0.4304 0.8912 0.6150 0.3983 0.5571

train_public

Baseline 0.8708 0.5156 0.5736 0.8015 0.7923 0.4879 0.3501
SMOTE 0.8711 0.5285 0.5733 0.8095 0.7596 0.4840 0.3353
ADASYN 0.8716 0.5230 0.5727 0.8105 0.7537 0.4826 0.3501

Borderline-SMOTE 0.8683 0.5159 0.5687 0.7990 0.7864 0.4814 0.3234
CTGAN 0.8790 0.5386 0.5756 0.8090 0.7685 0.4875 0.3650

SMG-RealNVP 0.8811 0.5567 0.5822 0.8170 0.7567 0.4943 0.3501

UCI_Credit_Card

Baseline 0.7742 0.5231 0.5410 0.8012 0.5298 0.4143 0.3135
SMOTE 0.7759 0.5556 0.5281 0.7843 0.5456 0.3888 0.3135
ADASYN 0.7732 0.5523 0.5237 0.7805 0.5456 0.3819 0.3150

Borderline-SMOTE 0.7666 0.5484 0.5246 0.7873 0.5305 0.3877 0.3105
CTGAN 0.7765 0.5475 0.5440 0.7798 0.5938 0.4027 0.3150

SMG-RealNVP 0.7807 0.5587 0.5440 0.7843 0.5818 0.4050 0.3127

331

               卢新月等:面向不平衡信贷违约预测的改进流模型 



  为分析模型生成样本的分布保真性,实验选取

关键业务特征绘制真实少数类样本与生成样本的

核密度估计曲线(图1)。由图1可知,对于年龄近

似单峰特征,生成样本较好地保留了主峰位置和整

体变化趋势;对于人均收入这类多峰特征,模型能

够捕捉主要分布结构,但局部峰高度略有偏差;对
于具有尖峰与长尾特征的循环信用利用率,生成样

本在主体区间和尾部区间均与真实样本保持较高

一致性。总体来看,生成样本在保留原始特征和边

际统计特征的同时实现适度分布扩增,而非简单复

制真实样本,为下游分类器提供了丰富且高保真的

训练数据。

图1 真实与生成少数类样本的核密度估计曲线

此外,为验证模型对关键风险特征的识别效

果及其 可 解 释 性,进 一 步 对 下 游 分 类 模 型 进 行

SHAP归因分析。由图2可知,循环信用利用率和

逾期90d以上次数是影响模型输出的重要特征。
其中,逾期次数增加通常对应更高的正向SHAP
值,而年龄较低的样本也表现出更高的违约风险,
与实际业务认知基本一致。这说明SHAP特征感

知掩码能够有效强化模型对关键风险特征的建模

能力,从而提升生成样本的风险语义一致性与模

型可解释性。

3.2 消融实验

为验证各核心模块对模型性能的贡献,实验在

GiveMeSomeCredit数据集上开展消融实验。以

标准RealNVP为基础,分别引入混合高斯先验与条

件耦合机制(G)、SHAP特征引导机制(S)以及知识

蒸馏模块(KD),并进一步构建不同模块组合以分析

各模块的独立作用及协同增强效果。由表3可知,
仅采用标准RealNVP时(M1),模型在少数类违约

样本识别方面仍存在一定局限,AUPRC和F1分别

仅为0.3512和0.3975。引入混合高斯先验与条

件耦合机制后(M2),ROC-AUC、AUPRC及F1均

有所提升,说明该机制能够增强模型对少数类复杂

多模态分布的表达能力。仅加入SHAP特征引导

机制时(M3),模型在F1与 MCC指标上较基线模

型进一步提升,表明通过关注关键风险变量,模型

对少数类违约特征的表达能力得到增强。相比之

下,知识蒸馏模块对模型性能提升最为明显。当仅

引入 KD模块时(M4),ROC-AUC、AUPRC和F1
分别提升至0.8700、0.4066和0.4310,Recall@
Top10%达到0.5566,说明知识蒸馏能够有效优化

学生模型决策边界,增强对高风险违约客户的识别

能力。在双模块组合实验中,各组合模型整体性能

较单模块方案进一步提升,说明不同模块之间具有

一定协同增强作用。其中,M6与 M7在 AUPRC、

F1及 MCC等指标上表现较优,表明生成增强、特
征引导与蒸馏学习之间能够形成有效互补。综合

来看,融合混合高斯先验、SHAP特征引导及知识

蒸馏 机 制 的 SMG-RealNVP 模 型(M8)在 ROC-
AUC(0.8713)、AUPRC(0.4069)及 Recall@
Top10%(0.5581)等指标上取得最优表现,同时在

Accuracy、Recall及 MCC等指标上也保持较优水

平,说明各模块联合后能够在整体风险区分能力与

少数类违约样本识别能力之间取得较好平衡。

3.3 超参数敏感性分析

为确定混合高斯先验的分量数K ,实验在流模

型完成预热训练后,将少数类样本映射至潜空间,
并利用BIC准则对不同分量数的高斯混合模型进

行选择。以 GiveMeSomeCredit数据集为例,由
图3可知,BIC随分量数增加整体下降,但当K ≥4
时下降幅度明显趋缓,继续增加分量数带来的收益

有限。因此,后续实验统一设置K =4。
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图2 基于SHAP值的模型全局可解释性分析

表3 消融实验结果

模型 ROC-AUC AUPRC F1 Accuracy Recall MCC Recall@Top10%
M1:RealNVP 0.8610 0.3512 0.3975 0.8763 0.6105 0.3658 0.5142
M2:RealNVP+G 0.8637 0.3779 0.4086 0.8814 0.6130 0.3769 0.5367
M3:RealNVP+S 0.8627 0.3552 0.4042 0.8802 0.6080 0.3719 0.5267
M4:RealNVP+KD 0.8700 0.4066 0.4310 0.8925 0.6095 0.3982 0.5566
M5:RealNVP+G+S 0.8660 0.3674 0.4151 0.8847 0.6120 0.3831 0.5397
M6:RealNVP+G+KD 0.8701 0.4060 0.4332 0.8924 0.6155 0.4011 0.5571
M7:RealNVP+S+KD 0.8704 0.4049 0.4351 0.8938 0.6120 0.4025 0.5561
M8:RealNVP+G+S+KD 0.8713 0.4069 0.4303 0.8914 0.6140 0.3981 0.5581

531

               卢新月等:面向不平衡信贷违约预测的改进流模型 



图3 基于潜空间BIC的分量数选择

在固定K=4的条件下,进一步对蒸馏权重α、生成

样本权重wgen以及模态嵌入维度embed_dim进行

敏感 性 分 析。由 图4可 知,模 型 的 ROC-AUC、

AUPRC和F1指标随各超参数变化整体波动较小,
说明该模型对关键超参数具有较好的稳定性。

4 结论
针对金融违约预测中少数类样本稀缺及分布

异质性问题,提出并验证了基于流模型的少数类生

成增强方法。通过实验分析与模型验证,得到如下

结论。
(1)金融违约少数类样本不仅存在数量不足问

题,同时还具有明显的异质性与多模态结构。传统

基于局部插值的过采样方法难以充分学习复杂风

险模式,而实验所构建的混合高斯条件RealNVP框

架能够较好地学习少数类样本的复杂分布特征,在
保持生成样本质量的同时,有效提升违约样本的识

别效果与模型泛化能力,这说明基于显式概率建模

的流模型在金融不平衡表格数据场景下具有较好

的应用潜力。
(2)通过SHAP特征重要性引导生成过程,模

型在关注整体数据分布的同时,能够更加关注关键

风险特征,从而增强生成样本的风险语义一致性与

结果可解释性。结果表明,将特征重要性信息与生

成建模过程相结合,有助于提升模型在金融风控场

景下的业务适配能力,也为可解释智能风控模型的

构建提供了新的思路。
(3)从实际应用角度看,该方法能够在一定程

度上缓解金融机构在贷前审批与风险管理过程中

因违约样本稀缺导致的识别偏差问题,对于提升高

风险客户识别能力与风险预警水平具有一定参考

价值。在当前金融风控日益强调模型透明性、风险

识别可靠性与审慎监管要求的背景下,兼顾生成质

量与业务可解释性的少数类增强方法,有助于提升

图4 超参数敏感性分析

智能风控模型在复杂金融场景中的稳定性与可信

度,也可为金融机构开展精细化风险管理与智能化

风险决策提供一定参考。
(4)尽管该方法在金融违约预测任务中取得了

较好的实验效果,但在复杂金融表格数据场景下仍

有进一步研究空间。例如,流模型在混合型表格数

据建模方面仍有改进空间,尤其是在连续、序数与

离散特征的统一表示方面。且未来还可研究在噪

声约束下合理引入边界样本,以增强模型对边缘风

险模式的刻画能力。
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AnImprovedFlow-basedModelforImbalancedCreditDefaultPrediction

LUXinyue,YANGGuangren
(SchoolofEconomics,JinanUniversity,Guangzhou510000,China)

Abstract:Increditdefaultprediction,complexdistributionsareoftenobservedinminority-classsamples,leadingtosevereclassimbalance.To
addresstheseissues,aSHAP-Mask-GuidedConditionalRealNVPmodelwithaGaussianMixturePrior(SMG-RealNVP)wasproposed.A
Gaussianmixturepriorwasintroducedintothelatentspace,andmodalityinformationwasincorporatedtoconstructconditionalcoupling
mechanisms.Consequently,themodel’scapabilitytocapturedistributionalpatternsofheterogeneousdefaultriskmodeswasenhanced.In
addition,feature-awaremaskswereconstructedbasedonSHAPfeatureimportancetoguidethecouplinglayerstowardfocusingoncriticalrisk-
relatedvariables.Asaresult,therisksemanticconsistencyofthegeneratedsampleswasimproved.Moreover,amulti-teacherknowledge
distillationstrategywasemployedtoenhancethedefaultidentificationabilityofalightweightstudentmodelunderclassimbalance.Fromthe
experimentalresultsonthreepublicdatasets,itisfoundthattheSMG-RealNVPmodelissuperiortobaselinemethodssuchasSMOTEand
CTGANonkeymetricsincludingROC-AUCandAUPRC.Itisalsofoundthatthecomplexdistributionsofminority-classsamplesare
effectivelycaptured,andapracticaltechnicalsolutionforcreditriskmanagementisprovided.

Keywords:creditdefault;classimbalance;RealNVP(Real-valued Non-VolumePreserving);SHAP(SHapley AdditiveexPlanations);
knowledgedistillation
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