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摘要:基于百度指数,以黄山风景区为研究对象,选取2014年1—3月期间数据,通过六种机器学习方法构建了游客

量预测模型。结果表明,百度指数与游客量关系密切,其可以作为游客量预测的依据;景区游客量不仅与其本身网

络搜索量有关,还与周边景区搜索量存在距离衰减式的空间溢出效应;树模型能够较好地捕捉百度指数与游客量之

间的非线性关系,其中,极限梯度提升模型在六种机器学习方法中表现突出。
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  游客量预测是旅游研究的重要内容,有助于目

的地进行旅游资源规划与管理、旅游风险管理及政

策制定与调整等。传统依靠政府统计数据进行游

客量预测的方法存在一定的滞后性,游客是否前往

目的地旅游受到多重因素的影响,而目的地的偶发

性事件在网络发达的环境下更易被获悉,直接影响

游客的出游决策。相较于传统统计数据,网络搜索

数据实时可得,依靠网络搜索数据进行游客量预

测,可以将偶发性事件对目的地游客量的影响考虑

在内,更好地规避滞后性缺陷,便于目的地及时有

效安排各项资源。网络搜索数据反映了游客对旅

游目的地的关注度,对游客行为具有一定的引导

力。旅游目的地的网络关注度是游客量的象征[1],
通过获取游客出行前的网络搜索数据,预测其之后

的旅游活动成为互联网时代探究旅游出行特征的

新方法[2]。
目前,关于游客量预测常用的方法有自回归移

动平均模型[3]、季节性差分自回归滑动平均模型[4]

等基于游客接待量历史数据进行游客量预测,以及

在时间序列模型基础上引入解释变量构建灰色系

统模型[5]、向量自回归模型[6]等。随着智能算法的

普及,各类机器学习方法被广泛应用于游客量预

测,如多层感知机[7]、支持向量回归(supportvector
regression,SVR)[8]、反 向 传 播 神 经 网 络 (back
propagationneuralnetwork,BPNN)[9]等,用于捕

捉游客量时序数据中的复杂特征。为进一步提升

预测精度,部分学者尝试将卷积神经网络与长短期

记忆网络相结合,或引入Transformer架构,以同时

捕捉游客量序列中的短期波动与长期变化趋势[10]。
数据获取渠道从传统的政府统计数据向网络搜索

数据转变,百度指数作为网络搜索数据的主流平

台,成为游客量预测的重要依据,目前已有学者基

于百 度 指 数 对 杭 州[2]、水 墨 丹 霞[11]、丽 江[12]、天
山[13]、九寨沟[14]等地进行了研究。

本文以黄山风景区为例,运用斯皮尔曼相关性

分析方法,分析百度指数与景区每月接待游客量之

间的关系。通过相关性分析选取了11个显著相关

的关键词,接着采用遗传算法-随机森林-序列后向

选择方法进行关键词降维处理,确定了5个关键词。
在此基础上,运用SVR、径向基神经网络(radialba-
sisfunctionneuralnetwork,RBFNN)、BPNN、决
策树(decisiontree,DT)、随机森林(randomforest,

RF)以及极限梯度提升(extremegradientboosting,

XGBoost)六种机器学习模型构建关键词指数与游

客量之间的预测模型,以获取关键词与游客量之间

的非线性关系,并基于多项评估指标确定最优预测

模型。

1 实证研究

1.1 研究区概况

黄山风景区位于安徽省黄山市,自然资源丰
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富,文化底蕴深厚,拥有世界自然与文化双遗产、世
界地质公园双重桂冠,是中国第一批国家AAAAA
级旅游景区。随着大黄山世界级休闲度假康养旅

游目的地建设行动方案的提出及营销推广,大黄山

旅游目的地的影响力不断提升,而黄山景区作为大

黄山旅游目的地的核心吸引物,其管理水平直接影

响游客对大黄山旅游目的地的评价。因此,对黄山

景区游客人数进行提前预测,有助于景区合理安排

人力物力资源,为游客提供更好的旅游体验,更好

地服务于“烟雨大黄山,心灵休憩地”的大黄山品牌

建设。

1.2 数据来源

1.2.1 游客数量

为了更好地进行游客数量预测,选取2014年1
月—2024年3月共123个月的黄山景区游客接待

量数据进行分析。其中,黄山景区每月游客接待量

数据来源于黄山市人民政府网站公布的政府数据

(https://www.huangshan.gov.cn/zfsj/index.
html)。除了2020—2022年期间新冠疫情对旅游造

成的冲击,其他年份的黄山景区游客量呈现明显的

季节波动性特征,约在每年的2月、4月、8月、10月

出现四次波峰,如图1所示。2022年底新冠疫情管

控全面放开后,2023年黄山景区游客量创历史新

高,共接待游客457.5万人次,较之前的2019年增

长了30.68%。为了后续机器学习模型的训练、预
测及分析,将数据集划分为训练集和测试集,其中

训练集用来构建模型,测试集用来检验模型,按照

7∶3的比例划分训练集和测试集[15]。为避免2020—

2022年新冠肺炎疫情冲击对模型参数估计的干扰,
将研究期划分为常态与疫情两个阶段,其中2014年

1月—2019年1月为常态阶段训练集,2020年1
月—2022年1月为疫情阶段训练集。

图1 黄山风景区每月接待游客量变化

(2014年1月—2024年3月)

1.2.2 百度指数

百度指数是基于百度海量网民行为数据的分

析平台,其数据主要来源于网民在百度搜索引擎上

所记录的主动搜索意愿和频次情况。百度指数可

用于研究关键词搜索趋势,以了解网民需求变化,
便于企业进行市场分析和决策。百度指数所提供

的需求图谱功能,展示了关键词和相关词的关联程

度及相关词自身的搜索需求,为关键词的进一步选

取提 供 了 参 考 依 据。以 百 度 指 数 搜 索 网 站

(https://index.baidu.com/v2/index.html#)作为

数据来源,获取与黄山旅游相关关键词的百度指

数,以此来探讨百度指数与黄山游客量之间的关系。

1.3 数据处理

1.3.1 关键词选取及频次统计

(1)关键词选取。游客出行决策受到多种因素

的影响,传统旅游六要素“食、住、行、游、购、娱”是
吸引游客前往旅游目的地的重要因素。游客出行

前,通过搜索引擎了解目的地的六要素情况。从六

要素的角度出发,以“黄山美食”“黄山住宿”“黄山

交通”“黄山旅游”“黄山特产”“黄山演出”作为初始

的关键词进行百度指数搜索,选择需求图谱中“强”
和“相关性”区域内的关键词句作为拓展关键词,再
以拓展关键词进行二次搜索,去除百度指数未收录

的关键词,再参考相关文献[12-14]所选取的关键词,
如“天气”“地图”“旅游攻略”等,最终选取了75个关

键词。
值得注意的是,在全域旅游背景下,游客往往

将空间邻近的多个景区纳入同一行程,形成邻近景

区联动游览的消费模式。因此,周边景区的网络搜

索量可能通过空间溢出效应对黄山游客量产生影

响。基于此,在关键词筛选中保留了西递、宏村、齐
云山、牯牛降、瑶里古镇、庐山、千岛湖等周边景区

关键词,以捕捉空间溢出效应。为验证这一效应的

存在,在接下来的相关性分析中进行测算。
(2)词频统计。以2014年1月—2024年3月

为统计时段,将75个关键词PC端和移动端的百度

指数加总得到日百度指数,再汇总为月百度指数,
以月份的时间粒度完成全部关键词的频次统计。
图2为部分关键词词频统计。

1.3.2 相关性分析

(1)斯皮尔曼(Spearman)相关性分析法。为验

证所选取的75个关键词的百度指数与游客量是否

相关,须进行相关性分析。一般而言,可采用皮尔

逊(Pearson)相关性分析法或斯皮尔曼相关性分析

法,其中Pearson相关性分析主要针对服从正态分

布的数据。采用柯尔莫戈洛夫-斯米诺夫(KS)检验
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图2 黄山地图、黄山、千岛湖、黄山旅游攻略词频统计

可以判别数据是否符合正态分布,若p>0.05则说

明符合正态分布,p<0.05则说明不符合正态分布。
经检验,黄山风景区游客接待量的p为0.192>0.05,
服从正态分布;75组关键词的百度指数中p>0.05
的有28组数据,p<0.05的有47组数据,并不全部符

合正态分布,因此采用Spearman相关性分析法来衡

量游客量与百度指数之间是否存在相关性。
(2)相关性分析结果。采用 SPSS软件计算

2014年1月—2024年3月期间黄山景区接待游客

量与75个关键词的月百度指数之间的相关系数,其
中相关系数≥0.6的关键词有28个,相关系数≥
0.7的关键词有11个,选取相关系数≥0.7的关键

词进行分析。相关性分析结果如表1所示。
(3)滞后性分析。由于百度指数为先行指标,

对游客量的影响有一定的滞后性。将景区接待游

客量与所选关键词的百度指数进行一阶滞后分析

和二阶滞后分析,发现相关系数均小于0.7,因此暂

不考虑百度指数与游客量之间的滞后性。这可能

与以月为时间跨度进行分析有关系,游客在一个月

内完成从决策到出游的行为。有学者曾以杭州为

研究对象,发现从百度搜索到实际旅游的滞后期为

1~23d[2],恰好验证了这一结论。
(4)空间溢出效应分析。在11个关键词中,黄

山、黄山地图、黄山美食、安徽黄山4个关键词与黄

山本身密切相关。西递、齐云山、牯牛降、宏村天气

4个关键词与黄山周边景点相关,西递、宏村与黄山

同为世界遗产,位于黄山市黟县;齐云山是中国道教

四大名山之一,位于黄山市休宁县;牯牛降以“华东

地区的最后一片原始森林”著称,位于池州市石台

县,以上四个景区距离黄山景区2~3h车程。瑶里

古镇、庐山、千岛湖3个关键词为黄山周边跨省景

点,瑶里古镇有“瓷之源,茶之乡,林之海”的美称,
位于江西景德镇市;庐山为世界文化景观,位于江

西九江市;千岛湖被誉为“天下第一秀水”,位于浙

江淳安县,以上3个景点距离黄山景区约4h车程。
除庐山距离黄山景区较远外,宏村、西递、齐云山相

距在50km的范围圈内,牯牛降、瑶里古镇、千岛湖

相距在100km范围圈内,景区之间地理位置相近,
在皖南、赣北、浙西三地之间形成了一个出行旅游

圈。由此可知,黄山景区游客量除了受本身搜索量

的影响外,还受周边景区网络搜索量的影响。在全

域旅游背景下,实现省内市域之间及省域之间的协

同联动显得尤为重要。
为验证周边景区搜索量的空间溢出效应,构建

了引力模型。

Ij =Bj

dj
(1)

式中:Ij为周边景区j对黄山景区的空间影响力;Bj

为周边景区j的月均百度指数;dj为景区j 与黄山

景区的驾车距离,驾车距离数据取自百度地图。
经过逐月计算庐山、齐云山、千岛湖、西递、瑶

里古镇、牯牛降等6个周边景区的综合影响力指数,
将其与黄山月游客接待量进行相关性分析,结果如

表2所示。

表1 Spearman相关性分析结果

变量 西递 黄山 黄山地图 瑶里古镇 庐山 黄山美食 齐云山 牯牛降 安徽黄山 宏村天气 千岛湖

相关系数 0.783** 0.777** 0.773** 0.758** 0.745** 0.744** 0.743** 0.720** 0.715** 0.707** 0.705**

 注:**表示在0.01级别(双尾)相关性显著。
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表2 Spearman相关性分析结果

变量 西递 瑶里古镇 齐云山 牯牛降 千岛湖 庐山

相关系数 0.766** 0.757** 0.692** 0.649** 0.641** 0.597**

 注:**表示在0.01级别(双尾)相关性显著。

  由表2可知,相关系数为0.597~0.766,呈中

度至强度正相关,且均在0.01级别(双尾)上显著。
其中,西递的相关系数最高(0.766),其次是瑶里古

镇(0.757),齐云山(0.692)位列第三,而庐山的相

关系数最低(0.597)。排序结果表明,距离黄山较

近的景区(如西递、瑶里古镇)其网络搜索热度与黄

山游客量的相关性更强,而距离较远的景区(如庐

山)相关性相对较弱,呈现一定的距离衰减特征,即
距离越近的景区其百度指数与黄山游客量的相关

性越强。这一结果验证了空间溢出效应的存在,说
明在全域旅游背景下,邻近景区的网络关注度对本

地游客量具有前兆预测价值,同时也为后续关键词

降维保留了周边景区变量的必要性。

图3 GA-RF-SBS关键词降维流程

1.3.3 关键词降维

以11个关键词作为解释变量进行建模,会增加

模型的复杂度,不便于进行游客量预测,可进一步

采用遗传算法-随机森林-序列后向选择(GA-RF-
SBS)方法对关键词进行降维处理。

随机森林(randomforest,RF)法是一种监督式

学习算法,是由多个决策树组成的集成模型,训练

集提取的随机性和随机选择的特征属性减少了决

策树对训练数据的敏感性,从而提高了预测精度和

泛化能力。其中决策树的数量和叶子数对模型精

度有重要影响,本文采用遗传算法来优化决策树的

数量和叶子大小。遗传算法(geneticalgorithm,

GA)是一种自适应的模拟生物遗传和进化过程的

自适应全局优化算法。遗传算法会预先生成一组

解,即要优化的超参数,随后经过遗传、交叉、变异

操作,实现优胜劣汰,最后得到最优超参数。遗传

算法的初始设置如下:种群数为150,代数为50,选
择函数为“tournament”,锦标赛规模为2,交叉函数

为“scattered”,变异函数为“adaptfeasible”,其他参

数为默认参数[16]。序列后向选择(sequentialback-

wardselection,SBS)算法是一种基于包装器的特

征选择方法,其基本思想是从一组候选特征开始,
迭代地删除对模型适应度影响最小的特征,直到达

到预定数量的特征。

GA-RF-SBS方法的流程如图3所示。首先确

定1个关键词进行RF建模,按照测试集均方根误

差的大小逐步剔除另外10个关键词,随后依次增

加关键 词,最 终 获 得 最 优 关 键 词 个 数 和 最 优 关

键词。
图4为引入关键词的个数对模型训练集和测试

集的 最 小 均 方 根 误 差(rootmeansquareerror,

RMSE)的影响变化。模型测试集的RMSE并非随

着关键词个数的增加而增加,而是呈现波动性变

化。当关键词个数为5或7时,RMSE数值较小,模
型精度较高。为同时保证模型的简洁性,选择“西
递、黄山地图、黄山美食、齐云山、千岛湖”5个关键

词的百度指数作为机器学习模型的输入变量。

2 游客量预测模型及评估

2.1 模型介绍

游客量受到多种因素的共同作用,百度指数和

游客量之间的非线性关系还需进一步探索。为此,
采用了六种非线性建模方法进行研究,RBFNN、

BPNN、SVR、DT、RF及 ExtremeGradientBoos-
ting,XGBoost。

图4 RMSE随关键词个数的变化趋势
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RBFNN是一种具有强大数据拟合和预测能

力的人工神经网络[17],分为输入层、隐藏层和输

出层,输入层与隐藏层之间使用径向基函数来确

定连接权重。BPNN拥有优秀的非线性映射能

力和良好的预测性能,一般来讲3层神经网络已

有较强的预测效果,因此选择构建3层BPNN模

型对游客量进行预测。SVR是常用的非线性回

归算法[18],SVR的主要思路是在空间中构造一

个超平面,使空间中的数据到该超平面的距离最

短。在SVR中有linear、polynomial、RBF等核函

数,由于游客量与百度指数之间存在明显的非线

性关系,因此采用RBF核函数处理自变量与因变

量之间的非线性关系[19]。DT是一种基于树结

构的非参数监督学习方法,其基本思想是通过不

断划分特征空间,使得每个叶节点内部样本尽可

能 相 似,从 而 实 现 对 目 标 变 量 的 预 测[20]。

XGBoost是在梯度提升树基础上发展而来的高效

集成学习算法,具有较强的非线性拟合能力和较

优的计算效率。XGBoost通过对弱学习 器 进 行

逐步迭代提升,并在目标函数中加入正则化项,
能够在提高预测精度的同时有效控制模型复杂

度,减少过拟合风险[21]。本文所采用的建模方法

涵盖树模型、神经网络、支持向量机等多种算法,
各类方法在非线性建模中各有优势。通过对比

这些模型在常态与新冠疫情阶段下的预测表现,
可以更全面地评估不同算法在游客量预测中的

适用性与稳健性。
在模型构建的过程中,需要不断调整超参数来

提高模型精度。采用5折交叉验证算法对机器学习

模型超参数进行优化,以提高模型的游客量预测精

度。超参数范围如表3所示。

表3 超参数和优化范围

建模方法 超参数 范围

RBFNN gamma,n_centers [0.01,2],[1,20]

BPNN hidden_layer_sizes [0.1,0.7],[1,60]

SVR Cost,Gamma
[2-7.5,27.5],[2-7.5,

27.5]

RF
n_estimators,max_depth,

min_samples_split,min_

samples_leaf

[100,300],[1,13],[2,

6],[1,4]

DT
max_depth,min_samples_

split,min_samples_leaf
[2,7],[2,4],[1,3]

XGBoost
max_depth,learning_rate,

n_estimators

[3,9],[0.01,0.1],
[50,200]

2.2 模型预测与评估

考虑到2020—2022年受突发公共卫生事件影

响,旅游出行行为、景区开放政策及游客搜索与出

游转化关系均可能发生阶段性变化,若将该时期数

据与常态时期样本直接混合建模,可能导致模型参

数受到异常冲击干扰,从而削弱模型对常态规律的

刻画能力。基于此,采用分段建模策略,将样本划

分为常态阶段与疫情阶段分别建模,以检验不同阶

段下模型拟合效果、参数特征及变量作用关系的稳

定性。
以降维后所确定的5个关键词的百度指数作为

输入 变 量,以 游 客 量 作 为 输 出 变 量,分 别 采 用

RBFNN、BPNN、SVR、XGboost、RF、DT六种机器

学习模型构建游客量预测模型。六种机器学习模

型的最优超参数如表4所示,预测结果与真实值的

对比情况如图5~图10所示。
为进一步分析6种模型在测试集和预测集上的

效果偏差,采用平均绝对误差(meanabsoluteerror,

MAE)、均 方 误 差(meansquareerror,MSE)及

RMSE对机器学习预测精度进行评价,其表达式如

式(2)~式(4)所示。MAE、MSE、RMSE的指标值

越小,模型预测的误差越小,效果越好。六种机器

学习模型在测试集上的统计学参数如表5所示。其

表4 各模型最优超参数

模型 阶段 最优超参数

DT 常态阶段
max_depth=2,min_samples_split=4,

min_samples_leaf=1

DT 疫情阶段
max_depth=2,min_samples_split=3,

min_samples_leaf=1

MLP 常态阶段
activation='tanh',alpha=0.1,hidden_lay-
er_sizes=(20,10),solver=adam

MLP 疫情阶段
activation='tanh',alpha=0.1,hidden_lay-
er_sizes=(10,10),solver='adam'

RBFNN 常态阶段 gamma=0.1,n_centers=15

RBFNN 疫情阶段 gamma=0.05,n_centers=10

RF 常态阶段
max_depth=7,min_samples_leaf=4,min_

samples_split=6,n_estimators=300

RF 疫情阶段
max_depth=5,min_samples_leaf=2,

min_samples_split=6,n_estimators=100

SVR 常态阶段 C=1000,gamma=0.01

SVR 疫情阶段 C=100,gamma=0.01

XGBoost 常态阶段
learning_rate=0.01,max_depth=3,n_

estimators=200

XGBoost 疫情阶段
learning_rate=0.05,max_depth=3,n_

estimators=100
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图5 RBFNN模型游客真实值与预测值对比

图6 BPNN模型游客真实值与预测值对比

图7 SVR模型游客真实值与预测值对比

中在 常 态 阶 段,SVR 模 型 的 预 测 误 差 最 大,

XGBoost模型的误差最小,其 MSE、MAE、RMSE
分别为46.95万、5.59万、1.32万人;在疫情阶段,

XGBoost模 型 仍 然 表 现 最 优,其 MSE、MAE、
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图8 XGBoost模型游客真实值与预测值对比

图9 DT模型游客真实值与预测值对比

图10 RF模型游客真实值与预测值对比

RMSE分别为5.42万、1.35万、0.7万人;SVR模

型的误差则相对最大。进一步从模型类别来看,树
模型对百度指数与游客量之间的非线性关系有较

强的捕捉能力。
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表5 六种模型测试集预测效果对比

模型

常态阶段

MSE/
万人

常态阶段

MAE/
万人

常态阶段

RMSE/
万人

疫情阶段

MSE/
万人

疫情阶段

MAE/
万人

疫情阶段

RMSE/
万人

DT 71.77 6.9 1.63 10.65 2.51 0.98
MLP 65.06 5.69 1.55 20.89 3.46 1.38
RBFNN 78.51 7.05 1.71 23.39 3.98 1.46
RF 62.23 6.02 1.52 26.35 3.48 1.55
SVR 76.07 6.46 1.68 27.55 4.26 1.58
XGBoost 46.95 5.59 1.32 5.42 1.35 0.7

  MAE= 1n∑
n

i=1

(yi-ŷi) (2)

RMSE= 1n ∑
n

i=1

(yi-ŷi)2 (3)

MSE= 1n∑
n

i=1

(yi-ŷi)2 (4)

3 结论

本文基于2014年1月—2024年3月的黄山风

景区游客接待量以及百度指数数据,利用斯皮尔曼

相关性分析方法,分析了游客接待量与网络搜索关

键词百度指数之间的关系,并通过遗传算法-随机森

林-序列后向选择的方法对关键词进行了降维处理,
确定了与黄山风景区关系密切的5个关键词,将其

百度 指 数 作 为 输 入 变 量,通 过 RBFNN、BPNN、

SVR、XGboost、RF、DT六种机器学习方法构建了

黄山景区游客量预测模型。通过六种模型预测效

果的比较分析,得到以下主要结论。
(1)通过斯皮尔曼相关性分析发现,在75个关

键词中有11个关键词的百度指数与黄山景区游客

量的相关系数在0.7以上,分别是“西递、黄山、黄山

地图、瑶里古镇、庐山、黄山美食、齐云山、牯牛降、
安徽黄山、宏村天气、千岛湖”,呈现显著相关性,因
此,通过关键词的百度指数进行游客量预测是可

行的。
(2)以11个关键词的百度指数作为输入变量构

建预测模型较为复杂,通过关键词降维处理发现,
使用“西递、黄山地图、黄山美食、齐云山、千岛湖”
这5个关键词的百度指数来构建黄山景区游客量预

测模型,既可以保证模型精度,又可以简化模型,方
便后期使用。

(3)验证了周边景区搜索量对黄山游客量的空

间溢出效应,且该效应随距离增大而衰减。这表明

景区游客量不仅与自身搜索量有关,还受周边景区

搜索量的显著影响。因此,全域旅游背景下应推动

区域协同联动,尤其重视邻近景区的网络营销与信

息共享。
(4)采用六种机器学习模型在游客量预测效果

上呈现一定差异,比较发现,采用极限梯度提升对

黄山景区游客量进行预测有优势,其测试集的均方

根误差最小,预测效果最好。
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ResearchonTouristVolumePredictionofScenicSpotBasedon
BaiduIndexandMachineLearning

PANHui
(SchoolofLow-AltitudeEconomy,HuishangVocationalCollege,Hefei230022,China)

Abstract:BasedonBaiduIndexandusingHuangshanScenicAreaastheresearchsubject,thisstudyselectsdatafromJanuary2014toMarch
2024tobuildvisitorvolumepredictionmodelsusingsixmachinelearningmethods.TheresultsindicateastrongcorrelationbetweenBaidu
Indexandvisitorvolume,showingthattheformercanbeareliablepredictorofthelatter.Moreover,visitornumbersatascenicspotarenot
onlyinfluencedbyitsownsearchvolumebutalsobythesearchvolumeofnearbyattractions,exhibitingadistance-decayspatialspillovereffect.
Tree-basedmodelsareeffectiveincapturingthenonlinearrelationshipbetweenBaiduIndexandvisitorvolume,withtheExtremeGradient
Boostingmodelstandingoutasthemostperformingmethodamongthesixmachinelearningmethods.

Keywords:Baiduindex;touristvolumeprediction;machinelearning;spatialspillovereffect;HuangshanScenicArea
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