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摘要:针对风电机组并网后功率波动性强、非平稳性高的问题,提出一种基于霜冰优化算法(RIME)、变分模态分解

(VMD)、扩展型长短期记忆(xLSTM)网络与Informer融合的短期预测方法。首先,利用RIME自适应寻优VMD
参数以缓解模态重叠和端点效应,提高分解稳定性;然后,将分解得到的子序列输入xLSTM与Informer构建的深度

预测模块,开展多尺度时空建模并重构输出。算例结果表明,该方法在多项误差指标上显著优于对比模型,预测精

度与鲁棒性均有提升。
关键词:风电功率预测;变分模态分解(VMD);霜冰优化算法(RIME);xLSTM(扩展型长短期记忆网络);

Informer
中图分类号:TP18;TM614  文献标志码:A  文章编号:1671-1807(2026)03-0024-09

收稿日期:2025-09-03
基金项目:福建省自然科学基金(2023J011014)
作者简介:余炜嘉(1999—),男,广东潮州人,硕士研究生,研究方向为智能电网与电力系统调度优化;沈杰(1967—),男,

福建福州人,经济师,研究方向为智能系统与运筹优化;江明(1984—),男,福建龙岩人,博士,副教授,研究方向为智能系统与

优化决策。

  随着国内能源结构的不断优化以及“双碳”目
标的推进,风能作为清洁可再生能源,在保障电力

供应和推动能源转型中发挥着关键作用[1]。然而,
风电功率受气象条件和机组运行状态影响,表现出

显著的波动性、随机性和非平稳性,若预测精度不

足,将直接影响电网的安全稳定运行和新能源的高

效消纳[2-3]。因此,研究高精度、稳定性强的短期风

电功率预测方法具有重要的理论价值与现实意义。
现代短期风电功率预测方法主要可分为传统

机器学习与深度学习两类方法。在机器学习模型

中,典型代表有随机森林[4]、支持向量机[5]和贝叶斯

逻辑回归[6]等。这类方法在一定程度上能抓住风电

功率的统计规律。不过鉴于短期风电功率本身存

在高度非线性、随机波动以及非平稳的特质,传统

机器学习方法处理复杂多维环境数据时呈现出显

著局限。对此,越来越多的学者开始聚焦深度学习

技术。典型的深度学习模型包括反向传播(back-
propagation,BP)神经网络[7]、循环神经网络(re-
currentneuralnetwork,RNN)[8]以及长短期记忆

网络(longshort-termmemory,LSTM)[9]之类。这

些浅层模型可自适应地探寻多维特征环境数据的

潜在规律,对于高维时间序列的短期预测时体现出

较高的准确水平。但单一模型处理非平稳序列时

分解效果欠佳,易遭噪声扰动的影响,由此导致预

测结果的误差逐渐累积,预测精度较低。
为了提升短期风电功率预测的精度,近年来学

者们逐渐将信号分解技术与深度学习模型相结合,
以应对复杂非线性特征及非平稳序列带来的挑战。
程先龙等[10]采用经验模态分解(empiricalmodede-
composition,EMD)方法将风电功率序列分解为若

干本征模态函数(intrinsicmodefunction,IMF)后
再进行预测。但由于EMD在分解过程中难以有效

处理端点极值,容易导致分解结果失真,从而影响

预测精度。针对这一问题,朱菊萍等[11]提出了基于

变分模态分解(variationalmodedecomposition,
VMD)与长短期记忆网络(longshort-termmemo-
ry,LSTM)相结合的组合模型,通过将原始序列分

解为长期分量、波动分量和随机分量并输入预测模

型,有效缓解了序列波动对预测的影响。尽管如

此,该模型在分解过程中仍依赖经验参数,易出现

模态干扰和端点偏差,从而限制了预测性能的进一

步提升。罗潇远等[12]在VMD-LSTM组合模型中
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引入鱼鹰优化算法,对分解与预测过程中的关键超

参数进行自适应寻优,有效避免了因人工经验设定

参数而造成的模态序列预测偏差;同时,为进一步

增强长 序 列 的 建 模 能 力,李 超 峰 等[13]提 出 将

Informer网络与马尔科夫链修正相结合的预测框

架,在风电机组功率预测中展现出较高的效率与精

度;而张玉敏等[14]则采用时间卷积网络(temporal
convolutionalnetwork,TCN)在输入端捕捉序列间

的潜在关系和时间依赖,从另一角度提升了In-
former模型的预测性能。

上述文献要么注重信号分解技术的参数寻优

处理,要么关注长序列网络结构的改进,将两者相

结合较为少见。因此,研究构建一种基于霜冰优化

算法(RIME)优化的VMD与xLSTM-Informer进

行多尺度融合的新型风电功率预测组合模型。首

先,利用RIME算法对VMD的分解参数进行自适

应寻优,将风电功率序列分解为若干本征模态分量

和残差项,以缓解模态重叠和端点效应并提升分解

结果的弱平稳性;然后,在Informer网络中引入改

进型xLSTM单元,以增强对时间序列长依赖特征

的建模能力,有效提升潜在状态的时序表达与预测

性能;最后,将分解后的模态子序列分别输入

xLSTM-Informer模型进行预测,并对预测结果进行

重构以获得最终输出。对比传统单模型和多类组

合方法的实验结果表明,构 建 的 RIME-VMD-
xLSTM-Informer模型在短期风电功率预测中显著

提升了预测精度。

1 风电序列分解方法

1.1 变分模态分解

变分模态分解由Dragomiretskiy和Zosso[15]于
2014年提出,其核心为一种非递归的自适应信号分

解方法,能够将复杂信号转化为若干中心频率不

同、带宽有限的固有模态函数(IMF)。风电功率序

列可在变分模态分解的作用下,依据频率差异被拆

解成一系列固有模态函数,进而有效削弱了随机波

动对后续建模的干扰[16]。变分问题求解过程如下。
1.1.1 构造约束函数

min
uk,ωk
∑
K

k=1
∂t δ(t)+jπt  uk(t)  e-jωkt

2

2  
s.t. ∑

K

k=1
uk(t)=f(t)

􀮠

􀮢

􀮡

􀪁􀪁
􀪁􀪁 (1)

式中:K 为分解模态总数;uk 为所有模态分量集合;
ωk 为各模态中心频率集合;∂t 为对t的偏导算符;δ
(t)为狄拉克函数;f(t)为原始输入信号。

1.1.2 求解变分约束问题

引入二次罚项α与拉格朗日乘子λ,将原问题

转化为无约束形式。增广拉格朗日函数表达式为

L({uk},{ωk},λ)=α∑
K

k=1
∂t  δ(t)+

  jπt uk(t) e-jωkt
2

2
+ f(t)-∑

K

k=1
uk(t)

2
+

   λ(t),f(t)-∑
K

k=1
uk(t) (2)

针对变分模型的无界性难题及鞍点定位需求,
引入交替方向乘子法(ADMM)。该方法以迭代方

式同步修正模式分量uk(t)与ωk 中心频,直至满足

预设收敛准则或达到最大迭代步数。其更新方程

如下:

ûn+1
k (ω)=

f̂(ω)-∑
i≠k

ûn
i(ω)+λ̂(ω)

2
1+2α(ω-ωn

k)2
(3)

ωn+1
k =∫

∞

0
ωûn+1

k (ω)2dω

∫
∞

0
ûn+1

k (ω)2dω
(4)

式中:̂f(ω)、̂u(ω)、̂λ(ω)、̂un+1
k (ω)分别为f(ω)、

u(ω)、λ(ω)、un+1
k (ω)的傅里叶变换。

1.2 霜冰优化算法

霜冰优化算法(RIME)由Su等[17]于2023年

提出,是一种基于自然现象的启发式优化方法。
该算法模拟霜冰的随机生长和结构演变过程,将
这些现象转化为解决复杂优化挑战的稳健搜索策

略。其框架融合了4项关键设计,包括霜冰种群

的初始化、面向全局搜索的软霜策略、针对局部优

化的硬霜穿刺方法,以及基于正向贪婪原则的选

择机制。
1.2.1 霜冰种群初始化

RIME算法将每个粒子建模为一个独立的搜索

代理。整个种群由矩阵R∈Rn×d表示,分层结构化

为n个RIME因子Si,每个因子Si=[xi1,xi2,…,

xid]包含d个决策变量。

R=

S1
S2
︙
Si

􀭠

􀭡

􀪁
􀪁
􀪁
􀪁
􀪁

􀭤

􀭥

􀪁
􀪁
􀪁
􀪁
􀪁

, Si=[xi1,xi2,…,xid] (5)

1.2.2 软霜搜索策略

模拟霜冰中软霜粒子的随机生长过程,通过动

态更新粒子位置,快速覆盖搜索空间,避免陷入局

部最优。更新公式如下:
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Rnewij =Ropt,j+r1cosθβ[ψ(Ubij-Lbij)+Lbij]
r2<E

θ=π h
10H

β=1-
wt
T

E= t
T

􀮠

􀮢

􀮡

􀪁
􀪁
􀪁
􀪁
􀪁
􀪁
􀪁
􀪁
􀪁􀪁

(6)

式中:Rnewij 为最新粒子位置;Ropt,j为当前最优晶体的

第j个粒子;r1为范围在[-1,1]内的一个随机数,
用于控制粒子运动方向;β为环境因子,随迭代次数

变化以模拟外部环境影响;ψ和h为黏附系数,用于

控制粒子中心之间的距离;Ubij和Lbij为搜索空间

的上下界;r2为范围[0,1]的随机数,与E共同控制

粒子位置更新;E为附着系数,影响粒子凝结概率并

随迭代次数增加;t和T 分别为当前迭代次数和最

大迭代次数。
1.2.3 硬霜穿刺机制

模拟霜冰生长和穿刺过程,粒子交叉替换遵循

公式为

Rnewij =Rbest,j, r3<Fnorm(Si) (7)
式中:Rnewij 为粒子更新后的位置;Rbest,j为种群中最

佳硬霜的第j个粒子;Fnorm为当前代理适应值归一

化值;r3为范围[-1,1]内的随机数。
1.2.4 正向贪婪选择

种群更新中引入正向贪婪选择机制,比较更新

前后适应度,仅接受更优解,优化迭代方向,表达

式为

Ri=Rnewi , F(Rnewi )<F(Ri)

Ropt=Rnewi , F(Rnewi )<F(Ropt) (8)

式中:Ri 为第i个霜冰粒子当前所在位置;Ropt为整

个种群迄今找到的最优位置;Rnewi 为第i个粒子迭

代后的位置。
1.3 基于RIME优化VMD

变分模态分解(VMD)虽能有效处理风电功率

序列的非平稳特性,但其分解性能高度依赖于模态

数K 和二次惩项α的参数设定[18]。传统方法依赖

经验性参数选择,由于风电功率的随机性与波动

性,难以保证参数最优性,易导致模态混叠或信号

特征丢失,进而影响后续预测精度[19]。
为突破这一局限,提出基于霜冰优化算法的自

适应参数优化框架(RIME-VMD),利用RIME的全

局优化能力与动态更新机制,实现模态数K 和二次

惩项α的协同寻优。RIME算法受到霜晶自然生长

过程的启发,其迭代初期保持种群多样性以增强全

局搜索能力,后期通过霜晶聚集实现快速局部收

敛,从而兼顾全局探索与局部开发。针对VMD参

数优化的多峰非凸特性,RIME具有较强的抗局部

最优能力和收敛稳健性,能够更有效处理风电功率

序列的高随机性与非平稳性,保证模态分解结果的

弱平稳性与无重叠特征。相比传统优化算法,如鲸

鱼优化算法(WOA)、灰狼优化算法(GWO)及粒子

群优化算法(PSO),RIME在收敛速度、全局寻优能

力及计算效率方面均有明显优势,为后续风电功率

预测模型的高精度建模奠定了基础。RIME-VMD
算法流程如图1所示。

图1 RIME-VMD算法流程

2 风电功率预测模型

2.1 xLSTM
LSTM为一种经典的循环神经网络,它借助引

入门控机制(输入门、遗忘门和输出门),解决了传

统RNN里的梯度消失问题,也可有效处理长序列

相关的数据[20]。LSTM依旧存在某些局限性:当序

列中冒出更优匹配的时候,网络往往不易及时对已

存储信息进行回溯与更新;其将信息压缩成单一标

量状态的途径,弱化了对低频或稀有模式的表征能

力;隐藏状态彼此依赖时间递归关联,不可避免地

引发序列化运算,进而对大规模并行训练的效率产

生限制。为解决LSTM存在的缺陷,2024年,Beck
等[21]提出了扩展型长短期记忆网络。从图2中可

见,基于LSTM的基础做了以下的改进。
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图2 xLSTM的演变和具体架构

2.1.1 扩展记忆单元

xLSTM的核心改进之一是引入了扩展记忆单

元,其更新公式为

ct=ft☉ct-1+it☉􀭴ct+et☉mt (9)
式中:ct 为当前时间步的记忆单元状态;ct-1为上一

时间步的扩展记忆单元状态;☉为Hadamard积;ft

为遗忘门;it 为输入门;􀭴ct 为候选记忆单元状态;et

为门控信号;mt 为扩展记忆单元。传统LSTM受

限于单一标量记忆结构,难以有效捕获跨越数周乃

至数月的风电功率周期性波动及季节性行为;扩展

记忆单元借助分块化设计显著增强了模型的长期

记忆容量,从而提升了对风电功率长程依赖特征的

图3 Informer模型编码器结构

表征能力。
2.1.2 多层门控机制

xLSTM引入多层门控机制,通过堆叠多个门

控层来增强模型的表征能力。第l层门控信号的计

算公式为

gl
t=σ(Wt

g[ht-1,xt]+bt
g) (10)

式中:l为层数;σ为激活函数;ht-1为上一时刻的历

史信息;xt 为当前输入;Wt
g与bt

g分别为第l层的权

重和偏置。风电功率输出受风速、风向、气温、气
压、湿度及地形等多重耦合气象因子影响,xLSTM
借助多层门控机制对输入特征进行动态筛选与加

权融合,从而提升对复杂关系的拟合能力。
2.1.3 自适应时间步

xLSTM凭借自适应机制对时间步做动态调

整,以此降低多余的计算,其步长调节采用的公

式为

Δt=Tσ(Wtht-1+bt) (11)
式中:T为步长缩放因子;Wt 与bt 为可学习参数。
风电功率数据同时囊括高频波动与低频趋势,自适

应时间步让模型在关键阶段自动缩短步长从而捕

捉细节,在平缓时期拉长步长以削减计算花销,以
此增进预测效率。
2.2 Informer
Informer模型是一种以自注意力机制为基础

的时间序列预测模型,其目标是解决长时间序列数

据存在的长期依赖问题[22]。在传统的自注意力模

型中,计算复杂度随输入序列长度的急速增长,造
成处理长序列预测任务时训练效率显著变差,尤其

容易碰到计算资源的瓶颈。为处理这个难题,
Informer采用了被称为稀疏注意力(sparseatten-
tion)的机制,在合理降低计算复杂度的同时明显增

进了模型的预测精度。
Informer模型采用标准的编码器-解码器(en-

coder-decoder)体系,输入序列最初通过多个自注意

力层加以处理,在该架构之内,编码器依靠跨层级

的自注意力机制捕获全局依赖关系,发挥关键效

能[23]。各个编码器层首先借助自注意力机制对输

入序列予以建模,从不同的时间步里提取关键特

性,随后依靠前馈神经网络(feedforwardnetwork)
进一步加强特征表达能力。此过程让模型可同时

应对时间序列里的短期波动以及长期依赖。编码

器整体结构如图3所示。
于解码器工作的阶段,编码器生成的特征表示

被送交至多层解码器中去,解码器同样采纳自注意

力机制,以便对时间序列里的长期依赖关系建模。
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为进一步加强对未来时间步的预测实力,解码器引

入稀疏注意力这一机制,让其可以聚焦到最具关联

的时间片段,极大缩减冗余的计算开支,此优化策

略不仅增进了模型效率,还增进了其在长期时间序

列预测任务中的表现成效,解码过程经常采用自回

归(autoregressive)办法,依次生成每一个未来时间

点的预测数值。
2.3 xLSTM+Informer
Informer能够有效捕捉长序列中的全局特征,

在时序预测中具有较高优势,然而对局部特征的解

析能力相对有限。为此,提出一种基于xLSTM优

化的Informer模型。图4展示了xLSTM 与In-
former融合后的网络结构。

原始风电功率时间序列经卷积层处理,提取局

部时序特征并降低噪声。卷积处理后的特征输入

双通道xLSTM模块,通过多层sLSTM与mLSTM
块建模短期依赖和局部变化,输出的高维特征通过

稠密连接整合后,作为Informer编码器的输入,实
现局部特征向全局建模的无缝传递。在编码器阶

段,Informer采用多层ProbSparse自注意力机制,
仅关注最具相关性的时间片段,提取长时间依赖和

全局趋势,避免重复计算。结合卷积降维和自适应

时间步机制,模型在保留完整信息的同时进一步

降低冗余计算开销。解码器接收预测起始token
和历史观测数据,通过掩码注意力机制逐步生成

未来时间步的预测值,实现长期依赖的建模与多

步预测。
通过xLSTM 进行局部特征建模与Informer

进行全局依赖建模的协同融合,该模型在保持高预

测精度的同时,具备良好的计算效率,适用于处理

长时间序列的风电功率预测任务。

图4 xLSTM-Informer组合模型架构

3 构建RIME-VMD-xLSTM-Informer预测

模型

3.1 风电功率预测模型构建

针对风电功率波动大、不平稳等的特点,为了

得到更加精确的风电预测结果,构建基于RIME-
VMD-xLSTM-Informer短期风电预测模型,主要分

为以下步骤。
3.1.1 数据预处理

为保证后续分解与预测的可靠性,对原始风电

功率序列进行预处理。对于异常值,主要包括功率

小于零或明显偏离相邻观测点的记录,采用邻近有

效值的均值进行替代,以减弱噪声对模型训练的干

扰。缺失数据使用线性插值方法填补,以保持序列

连续性并尽量保留原始趋势与波动特征。经过处

理的数据显著降低了噪声和不连续性对 RIME-
VMD分解的影响,增强了IMF分量的平稳性和特

征表达能力,为xLSTM-Informer模型提供了更可

靠的输入,有助于提高对风电功率非线性波动及长

期依赖特征的捕捉能力,提升短期预测的精度与稳

定性。
3.1.2 对数据进行信号分解

利用RIME-VMD模型对预处理后的风电功率

数据进行分解与重构,得到N 个IMF分量。随后,
将每个IMF分量与对应的气象特征数据一同进行

归一化处理。归一化过程如下:

k'=k-kmin
kmax-kmin

(12)

式中:kmin和kmax分别为数据集中的最小值和最大

值;k为归一化前的数据值;k'为归一化后的结果。
3.1.3 构建xLSTM-Informer预测模型

基于分解与重构得到的各个IMF分量,以对应

的IMF分量、气象特征以及历史观测数据为输入,
分别构建xLSTM-Informer预测模型用于风电功率

预测。
3.1.4 预测结果

将各个IMF分量的预测结果进行累加,以形成

最终的风电功率预测值。随后,基于误差评价指标

对模型的预测表现进行量化分析,并评估其预测结

果的可靠性。RIME-VMD-xLSTM-Informer的模

型框架如图5所示。
3.2 评价指标选取

为了验证预测模型的性能和有效性,选取均方

根误差(RMSE)、平均绝对误差(MAE)、平均绝对

百分比误差(MAPE)对预测结果进行比较和评估。
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图5 RIME-VMD-xLSTM-Informer模型框架

MAE=1N∑
N

i=1
yi-̂yi (13)

MAPE=1N∑
N

i=1

yi-̂yi

yi
×100% (14)

RMSE= 1
N∑

N

i=1
(yi-̂yi)2 (15)

式中:N 为样本总数;yi 为第i个真实值;̂yi 为第i
个预测值。

4 算例分析
以福建省某装机容量为48MW的海上风电场

为 实 验 对 象,构 建 基 于 RIME-VMD-xLSTM-
Informer的短期风电功率预测模型。鉴于风电机组

输出功率存在显著的随机波动性,采用单步计量方

式获取传感器的历史特征信息,如图6所示。采样

时间范围为2022年12月1日至2023年1月11日,
日均采集96个测量点,每隔15min由后台记录一

次观测值,总观测值数量为4032。其中,最初

3648个样本作为训练集,后384个样本作为验证

集,以降低模型过拟合风险。
4.1 优化算法比较和信号分解

为验证使用RIME算法在求解VMD参数优化

问题上的性能,选取3种优化算法进行对比实验,包
括鲸鱼优化算法、灰狼优化算法和粒子群优化算法。
所有算法均采用相同的综合适应度函数和参数搜索

空间(K∈[3,8],α∈[1000,5000]),并在同一计算环

境下执行,以保证对比的公平性与结果的可比性。各

算法的收敛曲线和性能指标如图7和表1所示。

图6 原始风电功率曲线

图7 各优化算法收敛曲线

表1 各优化器寻优结果

优化器
最佳参数组合

(K,α)
最佳适应

度值

收敛迭代

次数
时间/s

GWO (5,2621.9) 0.30224 23 2999.7
WOA (5,2850.2) 0.30216 15 1280.4
PSO (5,2895.3) 0.30216 16 1156.5
RIME (5,2876.4) 0.30216 7 403.8

  从图7可以看出,所采用的RIME算法在收敛

速度和寻优性能上均显著优于其他对比算法,能够

快速、稳定地逼近全局最优解。GWO算法优化过

程波动较大,收敛效果较差,易陷入局部最优;WOA
与PSO算法虽最终可获得与RIME相同的适应度,
但收敛所需迭代次数更多,搜索效率较低。随着迭

代进行,RIME表现出更稳健的收敛特性和更强的

全局探索能力。结合表1中数据可知,RIME在计

算时间上也具备明显优势。
图8展示了原始信号和经过RIME优化的VMD

方法,将原始风电功率序列拆解为5个本征模态分

量。各IMF分量在频率和幅值上呈现明显差异,分
别分布于不同的频带范围内,未发生模态重叠,进一

步验证了RIME优化参数在信号分解中的有效性。
经过分解后的信号有效减弱了其随机波动,为后续预

测模型的拟合精度和训练效率提供了保障。
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图8 参数寻优后VMD分解结果

4.2 预测结果分析

为了验证所提出RMIE-VMD-xLSTM-Inform-
er模型在风电功率短期预测中的有效性与优越性,
选 取 BP、LSTM、VMD-LSTM、Transformer、
Informer等多种典型模型作为对比对象,并在相同

实验条件下进行仿真对比。实验过程中,所有模型

的预测步长均设定为96h,总共预测384个数据点。
为保证实验环境的一致性,最大训练迭代次数均设

定为1000次。各模型的预测性能评估指标结果见

表2。
  从表2可以看出,各模型在风电功率短期预测

中的性能差异显著。传统BP模型预测精度最低,
难以刻画功率的非线性特征;LSTM模型通过时序

建模使精度有所提升,引入 VMD 后的 VMD-
LSTM进一步改善了对非平稳特征的刻画能力。
相比之下,Transformer借助自注意力机制显著降

表2 不同模型的预测误差评价指标对比

模型 MAE MAPE/% RMSE
BP 4.2187 24.96 9.0768
LSTM 3.0078 15.68 6.6755

VMD-LSTM 2.6395 12.47 4.8089
Transformer 1.9919 10.53 2.5806
Informer 1.7004 9.44 2.2467

RMIE-VMD-xLSTM-Informer 0.5274 2.64 0.7566

低误差,而Informer在长序列预测中表现更优,
MAPE降至9.44%。

研究提出的RMIE-VMD-xLSTM-Informer模

型整体表现最优,其 MAE、MAPE和RMSE分别

为0.5274、2.64%和0.7566,在各指标上均显著优

于其 他 模 型。与 Transformer、Informer 相 比,
MAPE分别降低约74.9%和72.0%,相较于BP则

提 升 超 过 89%。这 表 明 RMIE-VMD-xLSTM-
Informer模型在刻画风电功率动态特性和提高预测

稳定性方面具有显著优势。
结合预测曲线(图9)可以进一步发现,BP与

LSTM模型的预测曲线与实际功率存在明显偏差,
尤其在功率快速波动时预测滞后较为严重。Trans-
former与Informer的预测结果在整体趋势上与实

际曲线较为接近,但在部分峰值与谷值位置仍存在

一定误差。而RMIE-VMD-xLSTM-Informer模型

预测曲线整体上几乎贴合实际发电曲线,在功率突

变点依然能够保持较高的拟合精度。这充分说明,
研究提出的组合模型能够更好地捕捉风电功率的

非平稳性与多尺度动态特征,在短期预测中具有显

著的优势。
为了更全面地验证研究提出的组合模型在短

期风电功率预测中的性能,对不同组合模型进行了

误差对比分析,其结果见表3。可以发现,随着先进

信号分解方法和改进型深度学习架构的引入,整体

预测精度得到显著提升。图10为不同组合模型的

预测曲线。

图9 不同模型的预测结果对比

表3 基于Informer的不同组合模型误差对比

模型 MAE MAPE/% RMSE
Informer 1.7004 9.44 2.2467

VMD-Informer 1.5866 7.39 1.9742
RIME-VMD-Informer 1.2328 6.02 1.6791
VMD-xLSTM-Informer 0.9432 4.84 1.1873

RMIE-VMD-xLSTM-Informer 0.5274 2.64 0.7566
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图10 基于Informer的不同组合模型的预测曲线

  引入VMD分解技术削弱了原始功率序列的非

平稳性,使组合模型在误差指标上进一步优化。同

时,RIME算法解决了模态分解过程中的混叠与端

点效应问题,保证了输入特征的有效性。结合改进

的xLSTM结构,模型在非线性特征提取与时间依

赖建模方面表现出更高的鲁棒性与精度。最终,
RIME-VMD-xLSTM-Informer模型在多项误差评

价指标上取得了最佳结果,验证了其在复杂时序预

测任务中的优越性能。这一实验结果表明,研究构

建的组合模型通过信号分解与深度学习的紧密结

合,大幅提升了预测结果的准确性与稳定性,对风

电功率的智能调度与未来能源系统的高效运行具

有重要的现实意义。

5 结论
(1)RIME优化VMD在风电功率序列分解中

有效缓解模态重叠和端点效应现象,提升结果的稳

定与有效水平,同时在收敛速度、全局寻优能力和

计算效率上,显著优于 WOA、GWO和PSO这些主

流算法。
(2)xLSTM与Informer融合起来的模型兼顾

局部特征提取和全局依赖建模,其中xLSTM提高

了非线性特征的表达以及长期记忆能力,Informer
在长序列建模方面展现出高效性,二者结合显著增

进了风电功率预测的精度及稳定性。
(3)通 过 对 比 分 析,RIME-VMD-xLSTM-

Informer模型在性能以及预测精度上都优于传统单

一模型和部分组合模型,验证了此模型在风电功率

预测工作中的可行性。
(4)该模型具有良好的可扩展性,可应用于大

规模风电场或风电机组集群的短期功率预测。其

在信号分解与多尺度特征提取方面的鲁棒性,能够

有效捕捉大规模风电数据中的非平稳性及时间依

赖特征。但在实际应用中仍需考虑计算成本、数据

传输效率及机组间相关性对预测精度的影响。未

来可进一步优化计算策略与在线部署方案,以提升

规模化应用的可行性与效率。
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Short-termWindPowerForecastingUsingRIME-optimizedVMDandxLSTM-Informer

YUWeijia1,SHENJie2,JIANGMing1
(1.SchoolofInternetEconomicsandBusiness,FujianUniversityofTechnology,Fuzhou350014,China;

2.ShengfengDevelopmentLimited,Fuzhou350014,China)

Abstract:Toaddressthestrongvolatilityandhighnon-stationarityofwindturbinepoweraftergridconnection,ashort-termforecasting
methodintegratingreindeerherdingoptimizationalgorithm(RIME),variationalmodedecomposition(VMD),extendedlongshort-termmemory
network(xLSTM),andInformerwasproposed.First,RIMEwasemployedtoadaptivelyoptimizetheVMDparametersinordertomitigate
modealiasingandboundaryeffects,therebyenhancingdecompositionstability.Subsequently,thedecomposedsubsequenceswerefedintoa
deeppredictionmoduleconstructedwithxLSTMandInformertoperformmulti-scalespatiotemporalmodelingandreconstructtheoutputs.Case
studyresultsdemonstratethattheproposedmethodsignificantlyoutperformscomparativemodelsinmultipleerrormetrics,achieving
improvementsinbothforecastingaccuracyandrobustness.
Keywords:windpowerforecasting;variationalmodedecomposition(VMD);reindeerherdingoptimizationalgorithm(RIME);xLSTM
(extendedlongshort-termmemory);Informer
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