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基于图结构与元素信息融合的实体
对齐技术
马浩然，王金华*

摘要 实体对齐技术是知识图谱研究中的重要方向，旨在将不同的知识图谱中指向同一现

实对象的不同实体进行连接，进而实现知识图谱的扩充。目前，该领域的主流研究思路有 2
种：一是针对知识图谱的结构特征进行分析，二是针对知识图谱的元素信息（即实体名、关系

名、属性名等）进行分析，但是没有同时针对结构特征与元素信息同时进行分析的模型。提

出一种实体对齐模型EAFF（entity alignment based on feature fusion），该模型从图结构与元素

信息 2个角度，对知识图谱进行特征分析。首先，设计了一种基于图神经网络的实体对齐算

法，以获得基于图结构的对齐实体对；其次，设计了一种基于元素信息的实体对齐算法，以获

得基于元素信息的对齐实体对；最后，利用特征转换与排序算法对2组对齐实体对进行排序，

进而得到知识图谱中的对齐实体。在实验中，EAFF取得了相对较好的成绩，优于目前的主

流算法。
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知识图谱领域的相关研究受到广泛关注，许多

机构都建立了不同的知识图谱，如 DBpedia、YA⁃
GO、ConceptNet、BabelNet和Wikidata。随着大量的

知识图谱被建立，如何将这些知识图谱进行融合成

为重要问题，实体对齐技术也受到越来越广泛的关

注。实体对齐技术是知识融合技术的重要组成部

分，旨在将不同的知识图谱中，指向同一对象的不

同实体进行连接。在具体的应用场景中，由人工从

待对齐图谱中筛选出部分对齐实体作为种子实体

对，并利用算法，自动根据种子实体对从知识图谱

中发现未被人工标注的对齐实体对。

目前，实体对齐技术有 2种主流研究方向。一

是利用非语义信息的方法：传统的基于翻译的模

型[1]以及基于图神经网络的系列模型[2-3]。二是利
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用图谱元素的语义信息，仿照人类的认知逻辑，对

图谱中的对齐实体进行学习的方法：基于词嵌入的

方法[4-5]以及基于Bert的方法[6-7]。基于知识图谱的

结构进行分析的方法极大地受制于知识图谱的异

构性；基于图谱元素的名称信息的方法则摒弃了结

构信息，这种方法在结构性较强的知识图谱中表现

不佳。

通过对知识图谱的结构进行分析发现，种子实

体对周围的对齐实体往往同构性与异构性并

存[8-10]。图 1是取自Wikidata（维基百科）的图谱化

数据，种子实体对为“London”——“伦敦”。在中英

文图谱中，对齐实体“Great Britain”——“大不列

颠”和“United Kingdom”——“英国”与种子实体对

都有着相似的结构，存在着同构性；但对齐实体

“London University”——“伦敦大学”和“Europe”
——“欧洲”与种子实体对的结构存在着较大的不

同，存在异构性。如果单纯利用图的结构信息进行

实体对齐，对邻居进行编码的过程中，存在异构性

的对齐实体会引入较大的噪声；而完全舍弃结构信

息，单纯利用元素信息进行分析，则中英文图谱中

“London”——“伦敦”“Great Britain”——“大不列

颠”和“United Kingdom”——“英国”相似的结构特

征将被忽略。因此，在进行实体对齐的时候，既要

关注到图谱的同构性对于结构分析的促进作用，也

要注意到图谱异构性对于元素信息分析的需求，二

者缺一不可。

图1 中英文知识图谱实体对齐示例

基于上述特点，本研究设计了一种新的实体对

齐模型：首先，为了能更好地学习知识图谱的图结

构特征，本模型将图注意力网络（graph attention
networks，GAT）与图卷积网络（graph convolutional
networks，GCN）进行融合，并利用邻域学习思想，设

计了一个新的结构学习算法；其次，为了更好地学

习图谱的元素信息特征，设计了一个基于核函数的

元素信息学习算法；最后，设计了一种基于特征转

换与排序思想的特征融合算法，该算法能融合知识

图谱的图结构特征与元素信息特征。

1 研究现状

1.1 基于非语义信息的实体对齐模型

基于非语义信息的实体对齐模型主要有 2种
类型：翻译模型、图神经网络的结构嵌入模型。

翻译模型中最经典的是TransE模型[11]，该模型

将关系三元组{h,r,t}进行嵌入，使得 h+r=t。在此之

后，还有 TransH[12]、TransR[13]和 TransA[13]等模型，这

些工作都是面向 TransE[11]在实际工作中出现的各

种各样的问题，基于嵌入的思想，进行更新。
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基于图神经网络的模型紧跟图神经网络的发

展，从GNN（graph neural networks，图神经网络）到

GCN再到 GAT。EASAE[6]通过累加相邻实体和关

系的嵌入来更新实体的嵌入，通过整合头实体和尾

实体的嵌入来更新关系的嵌入，在此基础上，

RSNs[14]通过生成额外三元组，再利用VR-GCN[15]的
方法进行对齐。此外，还有HGCN[16]，在利用 GCN
网络之外，还添加了 highway网络，MuGNN[17]在
GNN的基础上添加了自注意力机制与图交叉注意

力机制。RREA[18]将GNN和翻译模型结合，并将关

系嵌入和实体嵌入进行结合来完成实体对齐。

NMN[19]在 GCN嵌入时，使用跨图注意力机制来获

取邻接实体的差异。

1.2 基于语义信息的实体对齐模型

基于语义信息的模型通常情况下，建立于如下

假设之上：对齐实体的名称通常相似。因此，异构

实体可以通过语义信息进行对齐，以补充结构信

息。这一类的模型也可以分为 2种：基于普通词嵌

入的方法及基于Bert的方法。

基于普通词嵌入的方法有很多，包括：Mul⁃
tiKE[20]基于实体名称、图形结构和实体属性嵌入实

体。带自适应特征融合的集体实体对齐框架（CE⁃
AFF）[21]融合了 3种不同类型的信息，包括结构信

息、语义信息和字符串信息，用于表示学习。

基于 Bert的方法是目前 STOA方法的主要来

源，HMAN[22]和BERT-INT[11]都使用多语言Bert来弥

合跨语言知识图之间的差距。HMAN[22]采用 GCN
结合拓扑连接、关系、属性等多方面信息，学习实体

嵌入。BERT-INT[11]利用了实体描述的边信息，忽

略了知识图中的结构信息。基于语义信息的方法

是目前效果最好的一类方法。

目前，在实体对齐领域中，没有综合考虑非语

义信息与语义信息的相关研究，缺乏一种能够综合

运用知识图谱图结构与元素信息的模型。针对这

样的研究现状与现实缺失，进行了相关研究，设计

了一种综合图结构与元素信息的实体对齐模型

EAFF。

2 问题定义

本研究将知识图谱表示为 G={E,R,A,V}，E、R、
A、V分别表示实体、关系、属性和值的集合。图谱

由关系三元组{h,r,t}和属性三元组{h,a,v}构成，关系

三元组{h,r,t}中 h表示头实体，t表示尾实体，r表示

关系，h,t∈E，r∈R；属性三元组{h,a,v}中 h表示实体，a

表示属性，v表示属性值，h∈E，a∈A，v∈V。
给定 2个知识图谱 G1和 G2，还有一组已经完

成对齐的种子实体对 I={(ei,ei')|ei∈G1,ei'∈G2,i∈(0,n)}。
目的是让模型对种子实体对进行学习，从结构特征

以及元素信息 2个角度分析出对齐实体的特点，使

模型能够针对图谱G1中的任意实体，找出对应G2
中的候选实体。即针对 ei∈G1，选出C={(ec1' , ec2' ,…,
ecn' )|ect'∈G2,t∈(1,n)}。

3 模型架构

3.1 总体架构

如图 2所示，模型EAFF可以分为 5个部分，分

别是：输入模块、结构学习模块、元素信息学习模

块、特征融合模块及输出模块。

图2 EAFF总体架构图
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输入模块负责输入整个模型训练所需的所有

数据，包括知识图谱G1和G2以及对齐的种子实体

对 I={(ei,ei' )}。输入模块输入的数据有 2个去向，其

一为结构学习模块，其二为元素信息模块。结构学

习模块首先利用GAT+GCN对结构进行学习，而后

进行邻域对齐与嵌入重置，实现从结构角度的实体

对齐学习。元素信息学习模块，针对种子实体对的

实体名、邻居名和属性名进行学习，利用注意力机

制，学习到对齐实体的元素名称信息。而后是特征

融合模块，该模块利用委员会机制，基于排序的思

想，将 2种意义不同的特征进行排序。最后的输出

模块，输入图谱 G1或 G2中的一个实体，给出相对

图谱G2或G1中的候选对齐实体集。

3.2 结构学习模块

结构学习模块是针对知识图谱的结构进行学

习的模块，这一模块的设计思想是来源于近期的诸

多工作，这些工作都展示了知识图谱的图结构对于

实体对齐的促进作用。受到NMN[19]的启发，基于对

齐实体的邻居学习，这个模块有 4个子部分，分别

是结构嵌入模块、筛选模块、邻域嵌入模块和嵌入

重置模块，其结构如图3所示。

1）结构嵌入模块。结构嵌入模块的目的是学

习对齐实体的结构嵌入，该模块本质上是 3层图神

经网络结合而成：1层GAT加 2层GCN。前者能更

好地结合针对某一实体的邻居信息，后者能更好地

兼顾知识图谱的全局信息——这对于例如 dbp15k
这种长尾实体较多的图谱尤为重要。此外，本模块

还利用 highway网络收束噪声对于结构嵌入的干

扰。这一部分的公式如下

αij =
exp ( )LeakyReLU ( )aT [ ]W A


hiW A


hj

∑
k ∈ Ni
exp ( )LeakyReLU ( )aT [ ]W A


hiW A


hk

（1）


h'i = σ ( )∑

j ∈ Ni
aijW A


hj （2）


h″i = ReLU ( )∑

j ∈ Ni

1
ε
W C1 h'j （3）


h*i = ReLU ( )∑

j ∈ Ni

1
ε
W C2 h″j （4）

公式（1）和公式（2）为 GAT层的数学表达式，

公式（3）和公式（4）为 2层 GCN层的数学表达式。

公式（1）中，

hl表示最原始的每一个中心实体 ei的特

征，

hj表示中心实体 ei的每一个邻居 j的特征，WA表

示GAT运算过程中的线性变换矩阵，aT表示共享

注意力机制，αij表示中心实体 ei对节点 j的注意力

参数；公式（2）中，σ是激活函数，

h'l表示原始数据

经过第 1层GAT运算后得出的结果；公式（3）中，ε

是归一化常数，WC1是第 1个GCN层的可训练权重

矩阵，WC1∈RF''*F', h″i 表示原始数据经过第 1层 GAT
运算后得出的结果; 公式（4）中，WC2是第 2个GCN
层的可训练权重矩阵，WC2∈RF'''*F''，h″j 表示第 2层

GCN层的输入数据, h*l 表示最后的输出数据，也就

是中心实体 ei经过结构嵌入模块得到的嵌入值。

2）筛选模块。筛选模块分为 2部分，分别是

邻域筛选模块和候选实体筛选模块，目的是减小对

齐实体的邻居数量与候选实体的数量以减小模型

的运算量。筛选模块的整体设计思想基于GAT中
节点间的注意力机制原理。

邻域筛选模块的设计是基于如下的事实：在知图3 结构学习模块架构图
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识图谱中，有一些实体是非常受欢迎的，它的邻居

有数十个，如果将这些邻居都进行后续的邻域选择

计算，计算量就会非常大。因此，对于知识图谱中

的每个实体，都只选择部分邻居作为其一跳邻域，

筛选原则基于注意力机制，其数学表达如下

ai - j = exp ( )
h*i WN

 
h*j T

∑
k ∈ Ni
exp éë ù

û( )
h*i WN

 
h*k T

（5）

式中，

h*i 表示中心实体 ei经过结构嵌入模块后得到

的嵌入，
 
h*j T表示 ei的一跳邻居实体 j经过结构嵌入

模块后得到的嵌入的转置，WN是共享权重矩阵。

ai-j就是邻居 j对于中心实体 i的注意力影响值，中

心实体 ei的所有邻居根据该值排序，根据实际训练

中所需的邻居数量 n，选出注意力影响值最高的前

n个，就是该中心实体 ei经过筛选的一跳邻居，这一

部分经过筛选的一跳邻居在下文以m表示。

公式（1）~公式（5）中的Ni表示中心实体 ei的所

有邻居实体。

候选实体筛选模块的设计则是基于如下的事

实：针对知识图谱G1中的实体 ei，如果将其邻域与

知识图谱G2中的所有实体的邻域进行匹配，计算

量会非常大，因此需要筛选出 G2中和 ei的图嵌入

更相关的实体，将这些实体的邻域与 ei的邻域进行

后续的匹配。候选实体筛选机制也是基于注意力

机制，其数学表达如下

ai - c = exp ( )
h*i WN

 
h*c T

∑
k ∈ N'i
exp éë ù

û( )
h*i WN

 
h*k T

（6）

式中，对中心实体 ei与候选实体 c进行基于注意力

的计算，得到αi-c，其中

h*i 与


h*c 分别是中心实体 ei与

候选实体 c经过结构嵌入模块训练得到的嵌入值。

将候选实体根据 αi-c的大小进行排序，排名越

靠前，表示候选实体 c与中心实体 ei相关度越高。

选出排名靠前的前 n个候选实体，就是实体经过筛

选模块的候选实体集。公式（6）中的N'i 表示知识

图谱G2中所有的候选实体。

3）邻域嵌入模块。邻域嵌入模块是结构学习

模块的核心，该模块的目的通过中心实体 ei的邻域

与候选实体 e'ct的邻域之间的相互作用，得到中心实

体 ei的邻域实体m的邻域对齐嵌入

h-m。这一部分

的对齐受到了图匹配和门控神经网络工作的启发。

基于之前的工作，重新设计了邻域嵌入的公式，实

验结果证明，新的邻域对齐公式能更好地学习实体

的邻域特征。该部分的数学表达为

am - n = exp ( )
h*m* h*n

∑
k ∈ Mi

exp éë
ù
û( )

h*m* h*k
（7）

 
h**m = ∑

k ∈ Mi
am - k éë

ù
ûcos ( )

h*m , h*k 
h*k （8）


h-m = éë ù

û

h*m γ ×  h**m （9）


h#i = WA

é

ë
êê

ù

û
úú∑

k ∈ N″i
σ ( )
h-k WG × h-m （10）

上述公式中的m指知识图谱G1中实体 ei经过

邻域筛选模块训练后的一个一跳邻居实体，n表示

知识图谱G2中针对实体 ei的候选实体 e'ct经过邻域

筛选模块训练后的一个一跳邻居实体。

h*m与


h*n分

别指m、n经过结构嵌入模块训练的嵌入值，am-n指

注意力权重。
 
h**m 表示实体m的邻域矫正嵌入，γ是

根据模型训练情况自定义的邻域矫正向量的参数，

将结构嵌入模块学习到的原始的 g嵌入

h*i 与邻域

矫正嵌入 γ ×  h**m 进行拼接，得到 ei的邻居m的邻域

对齐嵌入

h-m。利用门控神经网络将 ei所有邻居 m

的邻域对齐嵌入

h-m聚合，得到 ei的邻域对齐嵌入


h#i，WG是门控神经网络矩阵，WA是嵌入重置模块的

神经网络参数矩阵，

h#i 是实体 ei根据邻域对齐嵌入

更新的重置嵌入。公式（7）~公式（8）中的Mi表示

知识图谱G2中针对中心实体 ei经过邻域筛选模块

训练后的候选实体 e'ct的邻居，公式（10）中的N″i 表
示知识图谱G1经过筛选模块得到的所有的邻域实

体m。

4）嵌入重置模块。最后是嵌入重置模块，利

用门控神经网络，将实体 ei的所有邻居m的邻域对

齐嵌入

h-m进行聚合，将之作为 ei的邻域嵌入。并将

实体 ei的邻域嵌入与结构嵌入模块得到的图嵌入

进行结合，这一部分的数学表示为
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
vl = éë ù

û

h#i  h*i （11）

最后将邻域聚合的重置嵌入

h#i 与结构嵌入模

块学习到的原始的嵌入

h*i 进行拼接，得到结构学

习嵌入

vl。

根据结构学习嵌入，就可以进行最后的候选实

体选择，其数学公式如下

dis = d ( )
vi , vc （12）

式中，

vi表示图谱G1中的实体 i的结构学习嵌入，


vc

表示图谱 G2中对齐候选实体 c的结构学习嵌入，

d ( )
vi , vc 表示对实体 i与实体 c的结构学习嵌入进行

曼哈顿距离计算，dis就是最后的曼哈顿距离，该数

值越小，表示两个实体之间越相似，也越有可能对

齐。

3.3 元素信息学习模块

元素信息学习模块针对知识图谱的元素信息：

实体名、邻居名、关系名和属性名进行学习。这一

部分所使用的元素信息是基于Bert训练得到的词

向量。元素信息模块旨在让图谱 G1和 G2中的实

体 e、e′的元素信息进行融合，以获得实体之间的元

素信息的特征，进而确定二者是否为对齐实体。元

素信息学习模块分为 4部分，分别是实体名融合模

块、邻居名融合模块、关系名融合模块和属性名融

合模块。模块架构如图4所示。

图4 元素信息学习模块架构图

1）实体名融合模块。实体名融合模块就是将

待对齐实体 e，e′的实体名词向量进行融合，其数学

表达如下

D ( )e, e' = cos ( )e, e' （13）
式中，cos(e，e′)表示对 e、e′的词向量进行余弦相似

度的计算，D（e，e′）表示待对齐实体 e、e′的实体名的

相似度。

2）邻居名融合模块。邻居名融合模块是针对

对齐实体 e、e′的邻居的实体的名称进行融合，这部

分的研究参考了 BERT-INT[11]的相关工作，其流程

如图5所示。

定义实体 e的邻居集合为 N[e]={e0,e1,…,en|ei∈
G1},实体 e′的邻居集合为 N[e′ ]={e0',e1',…,em'|ej'∈
G2}，对N[e]与N[e′]中的所有元素进行相似度计算，

得到邻居名聚合矩阵C，其中的元素表示为 cij，其数

学表达式为

cij = cos[ ]N ( )ei ,N ( )e'j （14）
矩阵 C的具体细节如图 6所示，N(ei)表示 N[e]

中的元素，N(ej')表示N[e′]中的元素，cij表示对齐实

体 e、e′的邻居之间进行余弦相似度计算的值。由

此，会得到一个邻居聚集矩阵C，C是一个 k×k的矩

图5 邻居名融合计算流程图
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阵，k=max(n,m)，没有的元素置 0补位。而后，基于

矩阵C进行双向融合操作，也就是从行和列 2个维

度对矩阵进行融合。行和列的融合操作一致，行融

合的公式为

cimax = max ( )ci0,ci1,…,cij,…,cik （15）

Kp ( )cimax = exp
é

ë

ê
êê
ê

ù

û

ú
úú
ú- ( )cimax - μp 2

σp

（16）

L ( )Cmax = [ ]K0 ( )cimax ,K1 ( )cimax ,…,Kq ( )cimax （17）
Lr ( )e,e' = 1

k∑i = 1
k log L ( )Cmax （18）

公式（15）首先对邻居聚集矩阵C的每一行都

进行最大池化操作，得到最大相似值 cimax；最大池化

操作可以减少运算量，提高运算速度，并且提高特

征的鲁棒性。公式（16）借用核函数，将池化值 cimax
进行拉普拉斯核函数的转换，在这一步，通过调整

参数 μp、σp，设计多个拉普拉斯核（下角标 p的不同

表示不同的拉普拉斯核），得到多个映射特征，也就

是 Kp(cimax)；将特征从低维空间映射至高维，以便后

续的特征运算。公式（17）将每一行的最大相似值

cimax经过多个拉普拉斯核运算得到的结果Kp(cimax)进
行集合，得到 L(Cmax)。公式（18）从列方向，将每一

行的向量特征进行平均，得到 Lr(e，e')，即行融合特

征。列方向的操作流程与行方向一致，为 Lc(e，e')。
行融合特征与列融合特征的数学表示为

L ( )e,e' = Lr ( )e,e' ⊕Lc ( )e,e' （19）
式中，L(e，e')表示对齐实体 e，e'的邻居名融合结果。

3）关系名融合模块与属性名融合模块。关系

名融合模块与属性名融合模块的计算流程与思路

与邻居名融合模块的操作一致，是将对齐实体 e、e'
的关系名与属性名分别进行融合，因为篇幅限制，

故此不列出具体的数学表达。rij，aij表示 e、e'的关

系聚集矩阵R和属性聚集矩阵A中的元素，其余操

作与邻居聚集矩阵的操作一致，最后得到对齐实体

e、e'的关系名融合结果G（e，e'）和属性名融合结果

S（e，e'）。

在得到对于 e，e'的实体名融合结果D（e，e'）、

邻居名融合结果R（e，e'）、关系名融合结果G（e，e'）
和属性名融合结果 S（e，e'）之后，将四者拼接，得到

对齐实体 e，e'的总相似度T(e，e')，其数学表达为

T ( )e,e' = [ ]D ( )e,e' ⊕R ( )e,e' ⊕G ( )e,e' ⊕S ( )e,e' （20）
式中，T(e，e')的数值表示实体 e、e'的对齐概率，数值

越高则对齐的概率越大。

3.4 特征融合模块

针对知识图谱G1中的实体 ei，当该实体经过结

构学习模块和元素信息嵌入模块后，会分别得到 2
组候选实体。由于 2组候选实体的评价指标（也就

是对齐概率）的计算逻辑不同，因此，不能对 2组候

选实体之间的相似度直接进行计算。基于这个情

况，设计了一个排序算法，其设计思路如下。

模型的评价指标是Hits@1和Hits@10，因此，

针对每个实体 e，结构学习模块和元素信息嵌入模

块会分别选出 10个候选实体，即结构学习模块候

选实体集 Cs={cs0,cs1，…，cs9}和元素信息嵌入模块候

选实体集 Ce={ce0,ce1，…，ce9}。将 2组候选实体按照

各自的评价指标进行排序，然后用序号 0~9对候选

实体概率由大至小标号，表示如下

Cs = { }( )cs0,0 , ( )cs0,1 ,…, ( )cs9,9 （21）
Ce = { }( )ce0,0 , ( )ce0,1 ,…, ( )ce9,9 （22）

由此，Cs和Ce两组基于不同逻辑排序的候选实

体集就有了共同的比较指标，基于上述逻辑，设计

排序算法如下（以Python作为伪代码语言）。

算法一: 针对特征融合的排序算法

Input: Cs={(cs0,0),(cs1,1),…,(cs9,9)}
Ce={(cs0,0),(cs1,1),…,(cs9,9)}

Output: 总候选实体集C

（1）for i in range (0,9):

图6 矩阵C具体结构
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（2） for j in range (0,9):
（3） if csi==cej :
（4） C.append ( (csi, i+j))
（5） elif csi!=cej and j == 9
（6） C.append ( (csi, i+10))
（7） elif i==9
（8） C.append ( (cej, j+10))
（9）for k in range(len(C)):
（10） for l in range(len(C)-k-1)
（11） if l>(l+1)
（12） cl , c(l+1)=c(l+1) ,cl
其中，如果 csi或 cej能与Ce或者Cs中的某一项指

向相同实体，则将二者后面的标号相加；算法的（5）
（6）（7）（8）表示：如果 csi或 cej在 Ce或者 Cs中并没有

对应指向相同实体的某一项，则将 csi或 cej后的序号

加10。此时会得到总的候选实体集C

C = { }( )cl0,l0 , ( )cl1,l1 ,…, ( )clo,lo | o ≤ 20 （23）
此时候选实体集 C中元素的前后顺序并没有

任何的大小关系，因此公式（9）~公式（12）设计了

冒泡排序。完成此步骤后，候选实体集C的顺序就

是综合评定 Cs和 Ce中所有候选实体与实体 e的对

齐概率，该排序由大到小，越靠前的，越可能对齐。

值得注意的是，结构学习模块和元素信息模块

的损失函数是一致的，其数学表达为

L = ∑
( )e,e'-,e'+

max{ }0,l ( )e,e'+ - l ( )e,e'- + ρ （24）
l ( )e,e' =  e - e'

L1 （25）
式中，损失函数主要考虑正确对齐的实体对以及错

误对齐实体对于整体的影响，l(e,e')表示 e与 e'的 L1
距离。需要注意，在结构学习模块和元素信息模块

中，e与 e'的嵌入表示不同。

4 实验设计与结果分析

4.1 实验设置与参数确定

本实验使用的语料是跨语言知识库DBP15k，
该语料可分为 3组，分别是 ZH-EN、JA-EN、FR-
EN。使用该语料可以更好的对比本模型与其他模

型的效果，表1列出了DBP15k的各项数据量。

本实验选择Hits@1和Hits@10作为评价模型

效果的指标，Hits@k的计算如下：测试集中有 n个

对齐实体对E={(ei,ei' )|i∈(1,n)}，将 ei放入训练好的模

型中进行训练，会得到 10个候选实体 Ci，Ci={ci0,ci1,
……,ci9}（对于 cij与 cik，如果 j<k，则 cij与 ei对齐的概率

更大）。对于n个实体 ei，有n组候选实体Ci，假设存

在 p组 Ci，使 ci0与 ei'一致，存在 q组 Ci，存在元素与

ei'一致，则有

Hits@1 = p
n

（26）
Hits@10 = q

n
（27）

参数设置如下：结构学习模块中，γ=0.1，邻域

聚合的重置嵌入

h#l 维数为 25；元素信息学习模块

中，每一组拉普拉斯核都有 20个，μ从 0.05到 0.95，
区间跨度为0.05，σ为0.1。因为本实验的评价指标

为Hits@1和Hits@10，因此，为了加速实验的计算，

结构学习模块和元素信息学习模块在计算过程中

都只选择 10个候选实体，最后的损失函数 ρ设置为

1.0。
本实验使用的硬件设施为：Intel Core i7-

11800H、RTX3060。此外还使用了Google Colab辅
助计算。本实验的语言基于 Python，在Windows环
境下运行。

4.2 基线模型对比实验

为了验证本模型 EAFF相较于之前的工作的

提升效果，实验结果如表2所示。

上述基线模型中，TransEdge[23]、MuGNN[17]、KE⁃
CG[24]、AliNet[25]和 NMN[19]属于基于图结构的模型，

DGMC[26]、MultiKE[20]、JarKA[27]和 SelfMEA[28]属于基于

元 素 信 息 的 模 型 ，GEEA[29]、UMAEA[30]、MEAfor⁃
mer[31]、DESAlign[32]和 LLMEA[33]为多模态或大模型

实体对齐模型，EAFF为本研究的模型。

表1 DBP15k语料信息

语言

名称

ENT

REL

TRI

语料名称

ZH-EN

ZH

66469

2830

153929

EN

98125

2317

237674

JA-EN

JA

65744

2043

164373

EN

95680

2096

233319

FR-EN

FR

66858

1379

192191

EN

105889

2209

278590

105



科技导报2024，42（18）www.kjdb.org

EAFF相较于此前的研究，分别取得了 0.2%~
5.2%的提升。不可否认，在某些数据集的某些指

标中，EAFF并没有达到最佳效果，但在大多数情况

下，EAFF的各项指标都优于其他的基线模型的各

项指标。EAFF的指标平均值（AVG）高于其他基线

模型 1.0%~30.1%。这证明了 EAFF在实体对齐研

究中的优良效果，也证明了图结构与元素信息进行

融合对于实体对齐任务的促进作用。

4.3 总体结构消融实验

本实验旨在直观地展示图结构学习模块和元

素信息学习模块对于实体对齐的影响。消融实验

可以分为 3组，Lab1消融掉图学习结构，Lab2消融

掉元素信息学习结构，Lab3则作为原始对照组，不

进行任何的结构消融。3组实验结果如表3所示。

上述 3组实验，Lab1体现了元素信息对于实体

对齐的促进效果，Lab2体现了图结构对于实体对

齐的促进效果，Lab3体现了元素信息加图结构对

于实体对齐的促进效果。对表 3与图 7进行分析，

不难看出，在DBP15k的各项数据中，Lab3的数据

普遍优于Lab1和Lab2，这证明，在EAFF中，图结构

学习模块和元素信息学习模块对于实体对齐都起

到了促进作用。

图 8是对消融实验的 3个实验组进行进一步的

数据分析，可以发现，Lab1，即保留元素信息学习模

表2 各基线模型效用对比

语料名称

TransEdge

MuGNN

KECG

AliNet

NMN

DGMC

MultiKE

JarKA

SelfMEA

GEEA

UMAEA

MEAformer

DESAlign

LLMEA

EAFF

准确率

DBPZH-EN

Hits@1

73.5

49.4

47.8

53.9

73.3

77.2

50.9

70.6

79.0

76.1

80.0

77.0

82.6

89.8

85.7

Hits@10

91.9

84.4

83.5

82.6

86.9

89.7

57.6

87.7

91.3

94.6

96.2

96.1

97.2

92.3

97.0

MRR

80.1

61.1

59.8

62.8

—

—

53.2

76.6

—

82.7

86.0

84.1

88.5

—

95.8

DBPJA-EN

Hits@1

71.9

50.1

49.0

54.9

78.5

77.4

39.3

64.6

86.1

75.5

80.1

76.4

81.1

91.1

87.7

Hits@10

93.2

85.7

84.4

83.1

91.2

90.7

48.9

85.5

91.9

95.3

96.7

95.9

96.3

94.6

97.7

MRR

79.5

62.1

61.0

64.5

—

—

42.6

70.8

—

82.7

86.2

83. 4

86.9

—

95.7

DBPFR-EN

Hits@1

71.0

49.5

48.6

55.2

90.2

89.1

63.9

70.4

96.3

77.6

81.8

77.1

81.0

95.3

95.3

Hits@10

94.1

87.0

85.1

85.2

96.7

96.7

71.2

88.8

99.2

96.2

97.3

95.1

95.7

97.7

98.7

MRR

79.6

62.1

61.0

65.7

—

—

66.5

76.8

—

84.4

87.7

83.5

86.5

—

96.5

平均值

81.6

65.7

64.4

67.5

86.1

86.8

54.9

76.8

90.6

85.0

88.0

85.6

88.4

93.5

94.5

表3 总体结构消融实验

语言

名称

Lab1

Lab2

Lab3

准确率

DBPZH-EN

Hits@1

83.1

71.5

85.7

Hits@10

95.4

81.0

97.0

DBPJA-EN

Hits@1

82.5

76.0

87.7

EN

93.7

85.0

93.7

DBPFR-EN

Hits@1

95.3

89.4

95.3

Hits@10

98.7

92.0

98.7

图7 消融实验结果
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块的对照组的实体对齐准确率达到了原始模型的

95.4%~100%；而 Lab2，即保留图结构学习模块的

对照组的实体对其准确率只有原始模型的 83.4%~
93.8%。通过对 Lab1与 Lab3、Lab2与 Lab3的数据

进行综合分析，可以得出结论：元素信息与结构特

征对实体对齐都有促进作用；通过 Lab1和 Lab2对
比，可以发现，图结构对于实体对齐的促进作用远

逊于元素信息的促进作用。

值得注意的是，当元素信息结构将实体对齐达

到一个相对较高的程度时，图结构对于元素信息结

构的补充作用将大大降低。DBPFR-EN的 3组实验的

结果证明了这一点：Lab1中只使用元素结构模型

的Hits@1与Hits@10分别达到 93.5%和 98.7%时，

Lab3中的原始模型的Hits@1与Hits@10也分别是

93.5%和 98.7%。由此可以确定，在DBP15k这类结

构嵌入度较低的知识库中，当基于元素信息的对齐

程度已经很高的前提下，图结构对于元素信息结构

的补充作用将大大降低——或者说没起到任何的

补充作用。

4.4 结构嵌入模块网络结构效用实验

本实验旨在证明结构嵌入模块网络结构的有

效性。结构学习模块可以从图结构角度得到候选

实体，本实验在 DBPZH-EN上，测试不同的网络结构

对于结构学习模块获取候选实体准确性的影响。

Lab1为 1层GAT的效果，Lab2为 2层GAT的效果，

Lab3为 1层GCN的效果，Lab4为 2层GCN的效果，

Lab5为 3层 GCN的效果，Lab6为 1层 GAT加 1层
GCN的效果，Lab7为 EAFF的原始网络结构，即 1

层GAT加2层GCN的效果。实验结果如表4所示。

通过表 4与图 9可以直观地证明，1层GAT加 2
层GCN的网络结构能相对最优地学习到知识图谱

的图结构，并取得相对最好的实体对齐效果。通过

对 Lab2与 Lab1和 Lab5与 Lab4这 2组数据进行分

析，可以发现网络层数并不是越深越好，这是因为

网络的层数越深，其引入的噪声也就越大。此外，

Lab6与 Lab7的数据优于其他实验数据，这说明在

知识图谱的结构分析中，GCN与GAT的结合效果

优于单一网络结构的使用效果。这是因为GAT能
够对有向图进行很好地学习，而GCN可以对完整

的图结构进行很好地学习，二者的结合兼顾知识图

谱中知识三元组的有向性与知识实体的稀疏性，因

此，GCN与GAT结合使用能相对较好的学习知识

图谱的图结构。

5 结论

设计了一种基于图结构与元素信息融合的实

体对齐模型，该模型通过图结构学习模块和元素信

息学习模块对知识图谱的图结构与元素信息进行

学习，并利用基于排序思想的算法对学习到的特征

进行融合。基线实验证明了本模型相较于此前研

图8 消融实验效用对比

表4 网络结构效用实验

评价指标

Hits@1

Hits@10

准确率/%

Lab1

47.76

69.80

Lab2

46.26

69.19

Lab3

54.69

68.44

Lab4

56.73

69.31

Lab5

55.47

68.76

Lab6

69.01

78.94

Lab7

71.46

80.97

图9 网络结构效用对比
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究的提升，消融实验证明了本模型中的各个组件对

实验效果的必要性。通过进一步的分析可以确定，

未来实体对齐领域的研究将聚焦于图结构学习与

元素信息学习的融合。
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Entity alignment based on graph structure and element

information fusion

AbstractAbstract Entity alignment, as an important research direction in knowledge graph research, aims to connect different entities
pointing to the same real-world object in different knowledge graphs, and thus to achieve the expansion of knowledge graphs. At
present, there are two mainstream research approaches in this field. One is to analyze the structural characteristics of knowledge
graphs, and the other is to analyze the element information (such as entity name, relation name, attribute name) of knowledge
graphs. In this article, a novel entity alignment model EAFF (Entity Alignment based on Feature Fusion) is proposed to analyze
the features of knowledge graphs from the perspectives of graph structure and element information. First, a graph neural network-
based entity alignment algorithm was designed to obtain aligned entity pairs based on graph structures. Then, an entity alignment
algorithm based on element information was designed to obtain aligned entity pairs based on element information. Finally, using
feature transformation and sorting algorithms, two sets of aligned entity pairs are sorted to obtain aligned entities in the
knowledge graph. In the experiment, EAFF achieved relatively good results, surpassing current mainstream algorithms.
KeywordsKeywords knowledge graph; entity alignment; graph neural network; feature fusion ●
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